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Kapitell

Einleitung

1.1 Motivation

In der angewandtcn Ökonomie sind zahlreiche Verfahren entwickelt worden. die sich mit
ökonometrisdu'!l1 Zeitreihen heschäftigen. Bis in die jüngste Zeit hat sith der vorwiegen-
de T(~ilder ökonometrischen Theorie unter der Annahme entwickelt, daß die zugrundl'-
licgcllcn Zf'itreihen statiunär sind. Demgegenüber ist die ~'Ielm:ahlder Zcitreiheu, die in
der allp;eWillldtenÖkouomie betrachtet werden. offensichtlich nicht stationärer Natur (vgl.
[1]). Da.s Problem dahei ist. daB die normalen statistischen KoovergenzeigcnsciJaftell danu
nicht mehr gelten, wenn eine Zeitreihe Ilichtstationär ist.

\Vird ('in Verfahren, das die Stationarit.ät der zugrundeliegenden Zeitreihen verlangt, für
ökollomctrischc Zeitreihen angewandt, die in der Tat nichtstationär sind, so kanu dies
dazu führen, daß voneinander unabhängige Variablen aufgrund ihres zuHilligf'1lGleichvpr-
ha1tpns als zusammenwirkend frstgestel1t werden. Um solche Verwirrungf'll ZII vprmeir!en,
wurde basierend auf dm Idpen von Box und Jenkins [2] vorg('Schlagell, in (Ipm nirht-
stationnren Fall die ZeitH'ihell erst. zu difff'H'llziPf('n, mn Sil~stationär zu machen. Aber
pi ne i\"ebenwirkung di('scr ~lcthodc ist, daß durch da.<iDiffercllzieren dic Niveallgrößf'u
der Zeitreilll~1lverschwinden. Auf diese Weisc gehcll dip Informationen über langfristige
AhhiingigkpitPII, die in deli Niveaugräßen der Zcitreihell vorliegen, verloren. In [3J WUfl..il'
einp ~I('thode zur Lösung dil'Scr Proulematik vorgestellt, wobei der Ansatz der Koillte-
grat ion lind die Venwndung VOllFehlerkorrekturmodellen gefordert wurden.

Das Konzept def Kointegratioll ermöglicht, Variablen auf langfristige Gleiehgewichtbe-
zidulilgell zu untersucheIl. Ist eine Anzahl VOllZeitreihen, die einzeln betrachtet nicht~

1



2 KAPITEL 1. EINLEITUil;G

~t.ation;ir sind. koilltegricrt, dann existiert zwischen diesen Illiudl.~tens eine Lin~arkombi-

nation, die stationiir ist. Diese LiIlcarkoUlbination kann dann als langfristige 8ezidlllllg

III1g-cseiJenwerden. Engle IIud Granger hahen in [3] bewiesen, wellll llIall eiue solche lang.

fristige Beziehung in gewisser Form in ein ~vlodell mit differenzierten Variablen eillfiihrt.

hild{,t mau ein Fehlerkorrekturmodc11. Und durch die langfristige Beziehung kann der In-

fnnnatiollsveriust, der durch da ..<; Diffrrcul,ieren entsteht. ausgeglichen werden.

Im Rahmen dieser Arbeit wird das KOIlzept. df'f Koilltegration und des Fehlerkonektur-
modells theoretisch diskutiert lind anschließend zur Zeitreihenprognose eingesetzt. Das

Zit.! dahei ist, zu untersuchen, oh sit:h dif' llIchtstationärell Zcitn'ihen ii1wrzcugcutl VOll

dplll KOllzppl der Kointegration und des Fehlerkoffekturmoof'lIs anai.vsicrcll und progno-

sI izieren lassei!. Für die elllpinsche Cntersudlllug folgclI wir dem Konzept von Grallgf'L

E:-. ist auch ZII prÜff'll, ob sich die Theorie von Granger empirisch nachweisen läßt.

Für die Progllosc der nichtstationären Zeitreihen versucheIl wir die neuronale :\etze (:-J!'\)
einzusetzen. Es ist bewiesen, daß die neuronale Ketze bei geeigneter Gestaltung jede be-
liebige Funktion approximieren könnl'll. ~,fan hat daher die Hoffnung. daß die ncurollah'n

:.Jetzt' die Beziehung der zusammenwirkenden Faktoren und damit die Entwicklung eier

ZeitreiiJe abbilden könllen. Durch die empirische Untersuchung sind zwei Fragen zu be-
iUltworteu:

1. Silld die neuronale .:\'etze gegenübl'r den ökonolßetrischen ~,todellell zur Prognose
der FinHnzZl'itreille konkurrenzfähig'!

2. \Vird ciTIP ZusammenariH:'it Vtm lJeuron<lIt'1J t'l'tzen und ökonolßf'trisciH'1l ~fodl'lIcn
f'l'folgrei(:h sein'!

111 "PI" Allwelltlung neuronaler ;'I1etzl' wird die Untersuchungen hauptsächlich in z\\'('i Punk-
lPu l'illge!lt'n

• VorwrariJritung der Nctzpingahc

• Regll!arisirrung .

.\lall erwartet. daß die in dt'r VariabielJ \'ersteckte Informationen durch geeignete Vor-
wl"arlH'itullg hes,'iC'r präsC'lltit'rt und damit auch vom neurollaleIl :\h,tz besser tll'arl)('itt't
\\"('nipll kÖIIJH'Il. Dip Rrgu!arisirrullg sorgt dafiir. daß di(' ,"'('tze uicht allzu st:uk an da ....,

Trainlllg~lIlustl'r augf'paßt \\'('[(11'11.Durch die Heglll<lrisienmg kÜllIlt'n die :'\l'tZI' das in

dpl j'iP;l'lItliclipll IlIformar,iolll'lI f'lltiJa1tene RauscheIl ausfiltern IIIHI damit ihr(' GI'IH'rali-
<;il'nIugfiiitigkeit crhölwll.
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1.2. GLIEIJERUNG

1.2 Gliederung

Dip Arbeit ist in sieben Kapiteln gegliedert. Die ersten zwei Kapit.el beschäftigen sich

mit df'f TIH'orie. wohingegen die nächsten "h'T Kapitel die empirischen unt.l'rf;lH:ll11l1g:(~IJ

IIl1lfa.•.•.'ien. Da.<;letzte Kapitel stellt eine Zusammenfassung dar.

In Kapitel 2 wird eine Einführung in Zeitreihenm()(lelle gf'geiwlI. und es wird speziell

auf die Stationarität ON Prozesse l'ingegangf'll. Ferner werdelI das Konzept kointegriNtl'l"

Z('itff'ihcll sowie da.<;Fehlerkorrekturmodell vorgestellt.

Kapitel 3 lH'faßt siLh mit eiN Grundlage <1('[ nelll'ollaicu ~etze hinsichtlich der An-

wt'lHhmg dN Z('itr('ih('nprogno~. Außerdem wird ein Schema für den :\.1odt:'llaufuau })pi

IIcllrollaif'll ;\t~r.z('n\'orgestellt.

In Kapitel 4 w{'fden Testverfahren für die Cntersuchung des lnt.egratiollsp;rades \'011

Zeitreillt'1l und Schätz\'erfahren vorgestellt. Anhand des Konzepts von Granger wird eine

empirisehe L"ntcrsuchung der Zinscntwicklullg der D-~lark durchgeführt. Daill'i wird dir'

l\ointcgratioIl der einbezogenen Zeitreiiwn getestet 1111£1anschließf'nd wird die Zinspro-

gllOSP Illil dem Fehlerkorrekturrnodell durdlgefüllrt.

In Kapitel 5 \wrden die ncuronai(' Ketze bei dpr Zinsprogllose angewandt.. Die Vorgehtm:;-
wcisp des r•...lodellaufbaus und die dahf'i verwf'nrl<'f.f' )..Iethode werden zuerst •...orgesipllt. 111

den ('lUpirisdlf'Il Untersuchungen werdelI zahlreiche T~ts durchgeführt.

In Kapitel 6 wird die ZlIsallllIlenariwit der neuronalen ;\etzf' und des Fehlerkorrcktur-
lluuil'l1s 11Ut.l'rSllcht. Dabei wird ein Entsc1teidungskomitec sowie ein zweistufiges Progno-

s{'lJ\o{li'lI gd>ildet.

In Kapitel 7 wird ein llllifa."''Il'uder Ver).!;l{'ichzwischen (\{,Il ErgC'hnis.<;cn wrschif'dener
Prognosf't1ll'thodl'1I dun;hgeführt. Aus deli Ergehnissl'll die'ses Vergl{'iehs werden das KOll-
z('pt, von Grangl'l' in der praktischen Auwendung und die Eignung (\1'1'neuronalt'lI ~ptzp

zur Zeitl'eihcllprogllos(, heurteilt.

Kapitel 8 ist einc Zusammenfassung der Adll'it. Dort ",erdf'll dic' in dit'Sem Kapitel

allfgeworft~ll('n Frage i.tufgrulld der alls dl'1I (>llIpirhwlJell Cllt,('rslIehungell fl'Sultiertt'll Er-
gt'blliss(' beantwortet.
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Kapitel 2

••
Okonometrische Verfahren zur
Zeitreihen prognose

2.1 Zeitreihenmodelle

Das Zid dl'r ZeitreihemllJalyse ist die Identifikation der stochastischen Eigenschaften eines
Prol.{'sses. Wenn dies gelinp;t. kann anhand von geschätzten Parametern die Aufstellung
der Prognose deI" zukiinftigt~n Entwicklung versucht werden. Dabei setzen vlCle in der
klnssisc!u'll Ökonomctrie clltwickelteu Zcitrf'ihenrnoddle voraus. daß es sich bei der Ull-
tel"slIdlllugs7.pitreihe um f'irH'[l stationären ProzcB handelt.

Definition 2.1: Ein ProZf'ß heißt 8tnkt .~tationiir.wenn alle l:'xistit':'rendf' ?\lomentc des
Pnw'sses zeitiuvarianf. sind. Ein Prozeß heißt schwrJch .~tatirmiir (spilter nur ."t(Jtimuir'

genanllt) Wl'11Ilgilt 141:

f:[.rt! = J1 < 'Xl.

Für jt'dl'll Zeitpunkt t HUri t + h sind die Parameter Jt, a und 0h konstant und endlich
13l'i l'illf'1ll stationärcll ProZf'ß sind der t-.1it.t.f'lwf'rt lind dip Varianz unabhängig \'Im der

Zeit, une! die Kovarianz zwischen x, Ilnrl Xt+" hiingt n\ll" VOll c1f'f Zeitv('rzögCrllllg h ah.
ill>t'r uidn WH! der Zeit t.



2.1. ZEITRE111ENMODELLE

2.1.1 Weißes Rauschen

Definitio!L2.2: Ein PrO:lcßeh t E N, heißt weißes !lausclien, falls für alle t, h E N gilt
[6),

I. EI<,I = 0
2. FurIE!] = (12< cx;

3. CovjEt, £t+hl = 0

Der 01)('11defillierte Prozeß stellt das einfachste Beispiel eines stationären stocha.'Itisrhen
Prozesses dar, der zeitlich unkorrcliert ist.

2.1.2 Moving-A verage-Prozesse

Ein Prozeß x" der aus der Lincarkomhin;ltion rineT Folgt' von \wißf'1ll Rallsrht'1l (~IJt-stf'ht,
heißt Moving-Average-Prozep der Ordnung q. geschrieben als MA(q):

,
Xt =L 0;[1_. = OOE! + 0'£1_1 + "..+ Oq€t_q, tE N, (), E R.

j",O

Der Koeffizient 00 kann ohne Einschränkung der Allgemeinheit auf Eins normiert werden.

P.in :\Ioving-Average.Prozeß ist immer stationär.

2.1.3 Autoregressive Prozesse

111pinellJ al1t01'eg,-es,'~ive71 Modell der' Onlnu1l!}p mit pE N (AR(p)) \vinl der Wt~rt des
st.ochastischen Proze.<;ses ;r, mit t E N durch eine gewichtete SUIIlrJWdt'r p \'{~rzögl'rtell
\rert_e d{'S Proz('sses und dem Slörterm Cl dargestellt:

Jeder autOl"egressiw Prozetl ist inwrtierhar. d.h. d,\6 ocr Prozcß tl durch d(~11Proz('ß Xt

dargestellt wI'rden kann.

Ein Lagopcrat.or L ist. definiert durch:

L'x, ::;;Xt_,
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\lit lIilfe des Lagoperators L kann df'f AR(p)-Prozcß auch gl:-~chrieb('n werden als:

(<Pu - <p,L- ~,L' - .. - ~,L')x, _ €,

(I'(L).7:1 CL, t E N, fJJp E R,

woh('i <Po = 1 ist. Damit ein AR(p)-Prozcß statiolJär ist, llliiS~elldie Lösungeu der Glei-

rhung tJl(z) = 0 al1f' auß('rhalb des Einheitskreises liegen, t'llso jzl > 1, wob("i <P(z) das
dmrakteristische Polynom 1 - </J,z - fJJ2Z2 - ... - tPpzP ist [6].

2,1.4 Autoregressive Moving-Average-l\fodelle

Eille KombinatiolJ \"OnAR- und .\IA-Prozf'sSCIl resultiert in folgender Form:

und wird als (mtm-egre.'iswes Mollillg-Average-Modell der OnbtTIg p, q, also AR1\lA(p,q)
hczpjchllct.. ~lit Hilfe d!'.'>Lagoperat.ors L kann der AR'\IA(p,q)-Prozcß auch geschrieben
\\'('1'111'11 als:

(1-1J,L - ". - dJpLP):rt

<~(L)x,

(I +8,L+ ... +8qL')€,

8(L)o,.

Dpr AR.\IA-Prozeß ist stationär, Wtlln die LÖ~llngf'1l ..::der charakteristisdU'1l Glei<'hllng
<Nz) = 0 alle außerlialb des Einlicitskreises liej?;PIl Der Prozeß Xt ist iuverticrbar, welln

dip LiisllTlgl'1I z der charakteristischen Gleichung 8(z) = 0 ebenfalls die Bedingung

IzI > I ('rfiil1ell 16j. Jf'dpr statiolliire, invcrtipcbare AR1L\(p,IJ)-Prozcß hat eiue stati-
mlihC' .\R( 00 )-Darstf'lIll11g, und jedf'r sl.ationäre A RhIA(p, q)-Prozeß läßt sich als r.,'IA(oo)-

Prozl'ii darstellen mit den Paralflt'tefU {}l' welche die Bedingung L~o8, <Xl erfiillcn [6].

2,1.5 Int.egrierte Prozesse

Hipc wNdeu Zeitn'ihen betrachtet, di", lIichtsl,tttionär sind, die aber durch l'infache oder
1IlI'hrfac1H' Ditff'ff'llzenbildung zu stationären gewall<ipit werdeu künnen. Diese sogenaull-
t(' I'\la.-;s(' {h'l' intl'grit'rt,f'1l Zpitrt'ill('ll dC'ckt natürlich nur einen Teil möglidH'f :'\icht-

SlatJlJllantül ab, die ahpr kanu da.s Vf'rha1tt'1J der in dpr Ökonomie bcohachtcr,pll Zeitrci-
11('11Ilinlt'icht'IHI gt'uau heschrpilwll [6J. IIU allgf'IIlPinell werden st,oehastisdlt, ProZI'S~l',
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die durch d-fache Differenzenbildung stationär gemacht werden können, als integrierte

Z{ütrcihen vom Grad d bezeichnet:

Definition 2.3: Ein stochastischer Prozeß Xt. t E N, der nach d-fachcr Diffefcm:(,lIhil-

dung eine stationäre illwrtierbare ARMA-Darste1hmg hat, wird als mtegriert vom Grade
d. dEN bezcichof't, mit der Schn~ibwcise Tl '" I(d) 131.

[st der AR~IA-Prozeß XI nit:htstationär, aber solcher Art. daß genau d Wurzeln \'011

$(£) auf dem Einhcitskn,js lIud die restlichen außerhalb liegen, dann kann der Prozl'ß

geschrieben \••..erdell als [51
w(L)(I- L)'r, ~ e(L)". (21 )

wobei w(L) ein stationärer autorcgressi\'er Operator der Ordnung p - d ist. und der
Operator (1 - L)d d Wurzeln der Größe Eins hat. Eine Darstellung dieser Art wiru ein

autor"e9r'esslt'er iniegrierhare,' Moving-Average-Prozep der Ordnung p-d. d. q (ARI~'1A(p-
tl,d.q)) genannt. lind XI wird in diesem Fall als homogen nichtstationär der Ordnun~ d
oezeichnet.

2.2 Kointegration und Fehlerkorrekturrnodelle

D;u; ~chwcrwicgcndc Problem. das entsteht, wenn versucht wird, Zcitrcihen zu analysieren.

tlie iutegriert VOll der Ordnung k sind, mit k > 0, d.h. die nichtstatiollär Sill<!. rt'snltiert
all~ tier Tat.sache. daß in diesem Fall die normalen statistischen Eigenschaften der ersten

und zweiten ~'fomente nicht mehr gelten [7].

\Yenn die Voraussetzung der Stationarität mißachtet wird und wciterhin Standardw'rfah-
ren für ökonomische Z('it.n~ihcn angewendet ,,"('rdcn. so k.:1.nndies dazu führen, daß zwej-
fclsfn'i nnabhängig;e Variablen wegen ihr('-s zuffillig;('ß Clcicht.rcnds als systematisch korl'(~-

iiNt lH'trachtct werden. Di('S(' Beobachtung systematischeIl Gieichn~rhaltcns IInahhiillgigf'r
Zeit reihen wird als Scheinkorrelntion hf'7.pirhnf't [8J. \..im die Schwierigkeiten. die aus den
SclH"inkorrelationf'n resuitif'fcn, zu umgehei!. wurde basierend auf den Itlf'PII von Box und
J£'IIkins [2] vorgeschlagen, die zu betrachtenden Zcitreihen erst zu differenzieren, um sie

anschlif'ßf'ud stationär zu madwIl. Eint. Folge dieser Prozedur ist jpdoch. daß durch tiic al-
leinige Analyst~ der Differenzen ökonomischer Zeitreihen alle Informationen ülwr mögliche
langfristige Abhängigkeiten. die im \'iw'<lu der Zeitreihf'n vorlieg('n, verloren g('llCll. Eine

)"1öglichkeit, dieses Problem zu lösen. ist die Verwendung von Fehierkofl'ekturtnoc1C'llen,
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die auf dem Konzept der koilltegrierteu Zeitreiheu basieren.

2.2.1 Kointegrierte Zeitreihen

Häufig ist es VOll Interesse festzustellen, ob ein System ein langfristig gültiges Gleich-
gewicht hat, oder ob zwischen nichtstationären Zeitreihen bestimmte Abhängigkeiten
bestehf'11. Ein ellljJiri~dll:'r Test auf derartige Beziehungen, cl.h. auf einen gemeinsamen

stodUllitisdu'll Trend in den Daten, wird im Rahmen des theoretischen l\ullzeptes der
Kuint{'gmtioll ermöglicht. Das Vorgehen wurde erstmals von Granger und Weiss 110] vor-

geschlagen und wird im folgenden vorgestellt.

Sind zwei Zeitreihen Xl lIud Yt integriert VOll Grad d (XI""" /(d),Yt '" J(d)), dann gilt
im allgemeinen. daß auch die LillCarkoll1l;iuatioll Zt = Xt - ,OYt integriert VOllGrad d
ist (ZI "-' l(d)). Wenn ferner sich die zwei Zeitreihen langfristig parallel cnt\vickelll uud
die Differenz der beiden stochastisch gesehen konstant bleibt, dann ist es möglich, daß
eine langfristige Gleichgewichtsbeziehung zwischen den beiden Zeitreihell besteht. so daß
Zt "-' [(d - b) mit b > 0 gilt. In diesem Fall sind die beiden Zeitreihen kointegriert. Koin-
Icp;ratioll läßt sich formal folgendermaßen dcfinierpn, wohei zu beachten ist, daß hei eier
Betrachtung eilJes Illultivariatt'll Systems, Xt und ::1 Vektoren von Zeitreihen rla.rstellen
und nicht IIU'hr nur einzelne Zeit reihen:

Definition 2.4: Die Komponmten eines Vektors Xl sind koilltegriert vlm Grade d und
b, Iw,widmet durch Xt '" Cl(d,b), weun alle Komponenten VOIl.ft integriert von Grade cl
Silld, abo .rt '" l(d), \lud ein Vektor ,8, mit.B f 0, existiert, so daß Zt = ßXt '" l(d - b).

b > U [10).

Unsere Untersuchungen konzent.rieren sich Huf den Fall d = 1, b = 1. d.h, auf Zeitrei-
h('11und Linearkombinationen. die integriert vom Grad Eins bzw. :Kuli sind. Wenn die
Komponeuteu von Xt "-' 1(1) nicht kointep;riert sind, so ist Zt nichtstationär und hat Zt

einen ,'on der Zeit t abhängigen ~1ittelwert. Liegt dagegen Kointegratioll vor, so ist. Zt
slationiir, al!'lo Z, '" 1(0) .

2.2.2 Fehlerkorrektnrmodelle

EilJe sehr wichtige Folgerung, dip sich ami der Kointegrationsanalyse ergibt, resultiert.
alls dem "Granger-Rcpräscmations.Theorelll" [3]. Das Theorem besagt, daß wenn eine
Anzahl VOllVariahlen koilltcgri('rt ist. daß dann eine {!;iilti{!;eFehl<,rkorrektur-Darstcllung

-----------------_.
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der Daten existiert. In einem mu1tivariaten System mit einem 3-dimensionalen Zeitrei-
henvektor (Xt, Yt. Ztf, dessen Komponenten alle integriert vom Grad Eins sind, kann das
Fehlerkorreklurmodell (Error eorreetion modell (ECM)) in der Form [41

(1 - L)x,
n m

"00 +L"li{1- L)x!-i +L",,(I- L)Y!-i
i=1 1=1

k

+L0'3.-(1- L)Zt_i +Q4errt_l +Et
1=1

(2.2)

dargestellt werden, wobei CI ein stationärer Störterm und erTt = X, - (ßo + ßtYt + ß2Zt)
ist. Der Vektor ß ,vird dann als KointegmtionsvektoT bezeichnet.

\Venn Variablen kointegriert sind, dann können aufgrund des Granger-Repräsentations-
Theorems durch die Verwendung von Fehlerkorrekturrnodellen Informationen im Niveau
der Variablen beibehalten werden. Dadurch werden die heiden Ansätze, das Schätzen im
Kiveau sowie in den ersten Differenzen, in Einklang gebracht, und somit das Problem
der Scheinkorrelationen wird umgangen. Das Fehlerkorrekturmodellen kombiniert lang-
fristige Gleichgewichtsbeziehungen mit den kurzfristigen Entwicklungen der Zeitreihen.
Innerhalb eines solchen Modells wird ein Teil der Abweichung vom langfristigen Gleichge-
wicht in einer Periode in der darauffolgenden korrigiert. In die obere Gleichung (2.2) geht
der Fehlerkorrektur-Term (errt_l' auch Abweichungsterm genannt) mit einer Verzögerung
von einer Zeiteinheit ein.

Zum Aufbau von Fehlerkorrekturmodellen schlagen Engle und Granger [3] ein einfaches
Zwei-SchriU-Verfahren vor. Nach dem Test auf die Kointegration wird in einem ersten
Schritt mit der Methode des Kleinsten-Quadratischen-Fehlers der Kointegrationsvektor ß
geschätzt. Im zweiten Schritt können die anderen Parameter des Fehlerkorrekturmodells
ermittelt werden, indem die Schätzwerte der Kointegratinsgleichung in ein allgemeinE'B
Fehlcrkorrekturrnodell einbezogen werden. Dies "O'irddadurch erreicht, daß das Residu-
um der Kointegrationsgleichung einfach als weiterer Parameter ins Fehlerkorrekturmodell
eingeht.

Für den Fall dreier Vaiablen x" Yt und Zt, die CI(l, 1) sind, wird im ersten Schritt der
Kointegrationsvektor ß mit

Xt = ßo + ßIYt + ßZZt (2.3)
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geschät'l.t. Dpf Fphl(,T der Kointegrationsgleichllng erTt ergibt sich dann durch

Um die Koilltep,ration der Variablen in (2.3) zu gewährleisten, muß €TTI stationär sem.
Somit gf'llt er in das Fehlerkorrekturmodell ein, mit

•

(I - L)x,
n m

"00 +Lltli(l- L)xl-i +L",,(I- L)y,_,
.=1 1=1

,
+L Q3;(1 - L)Zt_i + n4t~1"T'_1 + cl,
i=l

(2.5)

wobei EI weißes Rauschen darstellt.

••
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Kapitel 3

Neuronale Netze zur
Zeit reihen prognose

3.1 Neuronale Netze als Prognoseverfahren

Konventionelle ökonomctrische Prognoseverfahren basieren auf einem vorab wohlddinier-
tell Modell. Sie unterstellen ein \'OrfOfmuliertl'_';GIl'ichungssystcm, dessen Größen uud
Größen beziehungen determiniert sind. Man geht davon aus, daß sich die Strukturell
def Wirklichkeit in einem vorliegenden Prognosemodell darstellen lassen. ~lodellmrga-
be im ökonometrischen Sinn bedeutet, daß apriori sowohl eine Festlegung auf b('~timilltc
Variablen und deren Vorvcrarbeituug. als auch eine mathematische Beschreibung ihrer
Abhängigkeiten erfolgen muß [141. Es wenlen folglich konkrete Funktionstypen unter-
stellt.

Für ein Ileuronalps i\ctz muß die genauc paramctnslCrte Beschreibung der zugrundC'w
liegenden Funktion apriori nicht bekannt sein. Da.<;Netzwerk versucht durch Lernen die
den Dat.en zugrundeliegende Funktion abzuhilden. Die hierbei stattfindende Verknüpfung
von Linearkomhinationen der Aktivierungsfunktioncn eignet. sich zur Approximation hc-
lit~bigcr komplexer Funktionen. Neuronale i\etze besitzen somit die Fähigkeit, rdeyante
StrukturzlIsammenhällge in den Daten im Rahmen seines Lernmodus zu erkennen lind
selbständig zu gewichten.

Eine gänzliche Modellfreiheit ist jedoch auch hei neuronalen Netzen nicht gegeben. Ei-
ne best illllllte \.lodellvorstellung ist notwendig. Dcr Datellwahl komnlt dabei eint:' große
Bf'delltung zu, da das Lernen neuronales Netzes schließlich auf den ausgewählten Da-

11
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teu ha.'iiert. 11odellvorsh.>Jhmg im neuronalen Sinn bedeutet folglich im \vesentlichen die
Festlcgung auf eine möglichst repräsentative Teilrnellge an Variablen und deren lUüglit:hst
effiziente Aufbereitung [14]. Im Vergleich mr iikollometrischell ~.:rodell\'orgabe handelt
es sich hierbei um pine reduzierte Problemstellung. da auf eine konkrete Festlegung der
paramctrisiertcn Beschreibung der Variablen wrzichtet werden kann.

3.2 Netzwerktopologie

111 [11] wurde bewil...'Sen.daß ein neuronales :\etz mit einer einzigen inneren Schil:ht bereits
in der Lage ist. eine beliebige stf'tige Funktion zu approximiereu. Aus diesem Grund wird
hier ausschließlich die Drei-Schicht. Topologie als Standard topologie verwendet. In Abbil-
dung 3.1 ist ein \'orwärtsgerichtetes l'\etzwerk mit Drei-Schicht-Topologie dargestelltl.

Input-
schicht

Hidden-
schicht

Output-
schicht

Abbildung 3.1 Drez-Schicht. Topologie für ein neuronales Netz

lu tipI' Illputschicht finden sich eine ganze Reihe von ~cllronen, deren einzige Aufgahe es
i:-;t.. Informationen aus der Zcitreihell aufzunehmell. In ihncn findet kcinc Überlagerung
\"l'I"M:hil'dL'nerVariablen statt. Die folgende Hiddcnschicht verarbeitet in j(~der Zelte die
Information. Die Outpulschit'ht verarbeitet die Information weiter und gibt dann deu
Output des Netzcs aus.
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Eine einfache Erweiterung des Standardmodells ist die Einbeziehung linearer KOlluek.

toren als unmittelbare Verbindungen zwischen Input und Output. In Abbildung 3.2 ist
eine solche Erweiterung abgebildct2•

OUlputschicht

Hiddenschicht

Inputschicht

Abbildung 3.2 Drei-Schiclit.Topologie mit lmarer Erweiterung

Der lineare Teil des 110dellbaus kann durch die Parameter in def Direktverbindung zwi-
schen Input und Output cvcntuelllll'sser [('präsentiert werden. während die nicht-lincarclI
Teile (lurch die Zwischenschicht des :'\ctzwerkes modelliert werden {16J. ElIlpirbche Cu.
tCrsUdlllllgCIl sprachen dafür, daß die Zeitreiheu meistem; als Zusammenspiel vieler Fak-

toren dargestellt und ihnen hauptsiichlich nichtlineare Beziehung zugesprochen wenbl
[16]. ~Ian ~ol1tc aber nicht deswegen glauiJcll. daß man ganz auf dip lineawll Alltl'ilell
ökonomischer Zusammenhängen verzichten könnte.

3.3 Lernverfahren

Ein neuronales Netz ist ein adaptiws System. Beim Vorgang des sogenannten Einlernens
"'erden die Ge",ichte eines neuronalen Netzes in einem iterativen Prozeß angcpaßt. Durch
~to(tilikati()11ocr Gewichte Wj wird der Zu~ammenhang zwischen Eingabe und Ausgabe
des l'\f'tZI'l' so verändert, daß dessen Ausgabt-' sich dem Zielwert annähert.

D<'T\1nst<'rrnenge D ist die Zusammensetzung der Eillgabemust.ermenge X und <IN AllS-

galwmustennpngc }':

n = {(X" lilli = L.A'}. mit X; E R1 und li E R.
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mit 1 Eingabeneuronen und N ~1Ilstern.

Die Güte des :'1etzes wird dabei bei gegebenen ~tllsternD durch ein Fehlermaß t,'f)(D, W)3
des Xetzwerks in Abhängigke.it der Gewichte ausgedrückt. Ziel jeder Lernregel ist es, die-

seil Fehler EIJ zu minimieren.

Es gibt verschiedene Fehlcnnctriken. bezüglich derer der Fehler IInuirniert werden kaulI.

Hier wird eier quadratische Fehler verwendet:
1 ,

Ev(w) = 2(Y' - I(x" w)) .

wobei f die von dem ~etz abgebildete Funktion ist.

Der über alle ~Iustcfll slIlIHuierle Fehler ist dann:

1;' 2Ev(D, w) = - L.. (y, - f(x" w)) .
2 1=1

(H)

(3.2)

Die Lernverfahren, die den Fehler einzelnes ~;htsters nach (3.1) verwenden, heißen Mu-
st(~rlernen,während die anderen, die den summierten Fehler nach (3.2) verwenden, hei-

ßen Epocheulernen. ZIIf Gewil'ilt.siinciefllllg werden bei Epochenlernen im Gegensatz zlIm
~111sterlern(,Jl. \lC'i dem die Gewichte für jedes einzelne ~luster geäudert werden, alle ~lu-

ster berücksichtigt. In späteren Untersuchungen wird für die Gewichtsänderung ein nicht

triviales Verfahrell, Resi/ient Prol)(Jgation (RPROP) (18J verwendet. nPROP ist ein er-
weitertes Gradit'utenabstiegsverfahrcn für Epochclllernf>u.

3.3.1 Gradientenabstiegsverfahren

i)Evw(t + 1) ~ w(t) - TI-i) (",(t)).w
T} > 11ist pille Konstante, die sogenannte Schrittweite.

Bei einem Gradicntcnahsticgsycrfahrcn wird versucht, ein lokales !VtiUiIllUII von En durch
die Gewkhtsänderullgell zu findeil. Ausgehend von w(O) wird ein iterativer Prozeß dnrch-

gdiihrl, geIlliiß

Es wird also in Richtung des steilsten Abstiegs im Fehlerraum jeweils der nächste Punkt
g:dundcll. Der Abstand zwischen w(t) und w(t + 1) hänp;t von der Schrittweite ~ \lnd

öE
der partiellen Ableitung a Dw(t) ab. Ist EI) konvex, so ist ein lokales tvlillimum zuglt>ieh

w
globalf's ;..IiUlIlllUU. Im l\ormalfall, muß es aber nicht einrlf'utig hestimmt sein [19].

3DI'r Index D d('ut('t an, daß PSsich hierhei um den Fehler bzgl. dt:'f Mustermellge D handelt.

t
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3.3.2 Resilient Propagation

15

Hcsilicnt Propagation ist ein Verfahren, bei dem jedes einzelne Gewitht dynamisch lind

lokal angepasst wird. Die Idee dabei ist: für die .Ä.nderung der Gewichte soll nur noch da.<;

Vorzeichen der partiellen Ableitungen von ED betrachtet werden. ihrer Betrag soll dabei
keine Rolle mehr spielen. Dei jeder Gewichtsänderung wird sich jeder einzelne Gl~wichte
tL'ij nun gemäß dieses Vorzeichens um einen bestimmten Betrag verändert, wohei dieser
Bdrag 119]

• lokal für tlJi} ist und vom Zeitpunkt abhängt

• ausgehend von seinem \Vert zum vorausgehenden Zeitpunkt fortgesl.:hrieocII wmt

in Abhängigkeit damno ob die Gradieutcnkomponcnte (i, j) zuletzt ihr Vorzeidl(~n

gewechselt hat oder nicht.

:".tit E:j(t) = ::., (Wij(t)) werden die Gewichtsänderungen durchgeführt gemäß [19]

"

IU,;(I + I) ~ {

u;obez

w;;(t) - ::>.,(t)
tL'ij (t)

wi;(I) + ::>,;(t)

falls
falls

falls

Eij(t) > 0
t:;,(t) ; 0
E;j(t) < 0

{

'1+ • "'.,(1 - 1)
::>.,(t); _::>.,(1-I)

'1.::>.;(1-1)

falls

falls

falls

F:;,(t - 1) • F:;;(t) > 0
E;,(t - I). E;;(t) ; 0
F:;;(t - I). E;,(t) < 0

und t/-t-, ,,- KOIlstanten sillli mit: 1]+ > 1, 0 < 1/- < 1. Allfgrund ('xperimellt.elll'r Ullt('r~

sudmugen las:wll sich 11+, 1]- tixierf'll 7.111]+ = 1.2, ,,- = 0.5 \19].

3.4 Giitemaße zur Beurteilung von Prognosen

Um die Ergebni!;.."it.'bei oer Progllose beurteilen zu körmell, existit'rt in der Literatur ei-
l\(' \Ipuge Beurtcilungs- oder Gütelllaßel1. 1111 fulgendell werdelI zwei widltige Gütcma6{'
vurgestellt.
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Ein gängiges ~laß ist der in der Fehlerfunktion für Gewichtsänderullg verwendeten qua-
rlmtisdlC Fehler E zwischen dem vorhergesagten und tatsächlich eingetretenen Wert:

I N

E = 2L (Yo - I(x" w))'
i=1

Ein rein qualitatives to..faBstellt die sogenannte Trefferquote dar, die den Anteil richtig vor-

hergesagter Trends (Kurs steigt bzw. Kurs fällt) an der Gesamtanzahl erfolgter Prognosen
angibt.

3.5 NetzwerkmodelIierung

Der wcsentliche Teil in der Anwendung der neuronalen ;.letze ist die )J"etzwerkmodellie.
fUng. Dazu gehören die Vorverarheitllng der Dar.cll, die Wahl der ~ctztoJlologic sowie
die Anwendung von Techniken wie Regularisierung durch Weight Dccay. Das Ziel dnhei
Üjt. eine Netzwerkarchitektur zu bestimmen, die einerseits klein genug ist, um das in den
Beobachtungen enthaltenen Rauschen a.uszufiltern und andererseits groß genug ist, um
deI! funktionalen Anteil in den Beobachtungen abzubilden [15].

Der Proz~ß der NetzwerkmodelIierung ist grundsätzlich sehr ähnlich wie diejenige, die
ill der ökonometrischen Modellbildung wrwendet wird. Sie gliedert sich in fünf Sdlritte
[151:

1. Voranalyse df'r Datpll

2. SjJczifikatioll des ~lodells

:t Schätzuug der Parameter

.1. Beurteilung der ?\'Iodells

5. Auswahl eines Modells aus allen alternati"en ~Iodellell

In Ahbildung 3.3 sind diese fünf Schritte in einem Prozeßdiagram abgebildet".

In dem ~lodellhildungsprozeß beziehen sieh die crst.en vier Schritte auf den AuflHUIci.
IU'S eiuzPlncn ~lodells, der letzte Schritt betrifft die Auswa.hl eines t\'1odells aufgrund
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rler ßew<'ftungcn der 0ctzwcrke nach bestimmten Kriterien. Die-;cr Prozcß wird so langt'
wif'dcrholt. bis eines der resultierenden Netzwcrkp für die Aufgabe nach den gegebenen
Kriterien akzeptabel ist.

Daten- Voranalyse

Netzwerk-Aufbau

Netzwerk-Ei nlcrnen

Netzwerk- Beuneilung

Netzwerk-Selektion

Ende

AbbildlJng .1.3 Fom J/odrl1z('rmlg.'ipmzeß für nr.uronair. Ndze



Kapitel 4

Zinsprognose mit
Fehler korrekturmodell

Da.'i in I\apitl'i 2 dargestellte Fehlerkorrekturmodell soll im folgenden zur Lösung des

praktil-ichell Problems getl'slt~t wt'fdl'lI. Dabei wml das Felllcrkorrekturmodell zur Pro-
glltlSC der zchnjährigl'1l Zinsencntwicklung in D~l auf Tages-, Wochen sowie Monatshasb

ang('waudt. l3eyor wir da.,>~lodell für {'in konkretes Prohlem konstruieren, machen wir eint'

kurze Vorstellung über eillige ~lethoden. die in dem Modellaufl)311 zum Einsatz kommen
w('n!cll.

4.1 Schätz- und Testmethode

4.1.1 Kleillste-Quadratc-Schätzer

In r1Pf Form rips koinf('griertl'Il ivtoddls l'xistjprt (miru\cstens) einc Linearkomoinalioll
zwisdH'1l dplI kointcgrierten Variablell (siehe Definition 2.4). Diese Lincarkolllbinatioll

-;tl'llt im Fall \'On Cl(1.1) dcfillitionsgernilß {~inen stationären Prozcß dar. Der Kleinste-
(~lladralt'-S~hätzer dicnt dazu. diesen Kornbinationsparallleter zu schätzen.

(;q!,I'IH'1l St,jPII dip EingalH'lIlatrix .\" lIud der Ausgahe\"eklOl" }' einl's Prozpsses mit

(
X:

v ..\ = :

x'
"

X;;'). ,
.m
"

18
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(
a, )

Gesucht bt. der Vektor 0: = cL derart., daß (X 0' - y)2 minimal ist.

)'Iuitiplizieft man (X 0' - 1')2 aus, hat man:

(Xn - l')' = (Xa - }'jT(X" - n

= oTX1'Xo: _ 20TXTy + yT}'.

1!l

Cm (So - y}l zu minimieren. setzt man die Ableitung \'on (So - )')''! nach (l p;1t>iclt 0

1 GI I o(Xa-\')' I fD \'T\' 'I' 'Iund löst ( ie eie lUllg an = ()Hae I n: an. a. " symmctnsc liSt, gl t

D(nTXTXo:) \'T\'ao = 2. . Q.

Somit, hat man:

DrX" - }')' '" 0oa

Dt'f Klpinst('-Quadrate-Schätzer für 0' ist somit (.yTX)-l xl'1'.

4,1.2 Kritischer t-\Vert

i\ach(lf'lll der I(ombiuatiousparallleler n für die Liucarkornhination g<'s{'hätzt \\'l'rdl~lI, ist
es wichtig zu wissen. ob jede Komponente 0, \'Oll n: sigllifikaut von 0 ulltC'cschic<1lich bl.

Es geht also darum zu überprüfen, ob die zu 0. gehörige' ('rkHirend(' Variable t;u.siichliclJ
zur Erklärung VOll Y beiträgt. Dafür wird ein t.Te.~tfür die Hypothese

Ho:o;=O gegell H]:Uii-0 mit i=1.2, .."m
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durchgeführt. Dei einem t-Test wird die Gültigkeit der gestellten Hypothese geprüft. Unt.er
Ho : Hj = 0, muß der Schätzwert aj in ein bestimmtes UlIl 0 symmetrisches Intermll fal~
Jen. dessl'1J Grenzen von der vorgegeoenen Skherheitswahrscheinlichkeit (I-p) abhängen.
Diesps Intervall stellt den sogennaten Atmahmebereich dar. p ist die Wahrscheinlichkeit,
daß bei Gültigkeit VOll Ho rij einen \Verl außerhalb des Annahmebereichs annimmt. Sie ist
die sogena.nnte Irr'tumswahrscheinlichkeit, mit der man Ho ven••..irft, obwohl //0 zutrifft.

).lit dem :lwei1':ieitigen t-Tcst wird fiir jedes Gi ein t-Wert ti durch

".ti::;;~~~~

V\lar[oil
ermittelt. Für die Sicherheitswahrscheinlichkeit gilt

wobei [-tkrit, tkril] der Anuahmebereich für Ho und t"ril der kritische t- Wert ist, bei dem
die Hypothese Ho gerade abgelehnt werden würde. Ist der ermittelte t-Wert ti für O:i

innerhalh des Annahmebereichs I-tkrit. tkrilJ, ist Ho mit IrrtulIlswahrscheinlichkeit VOll P
nieht zu verwerfen; gilt. tj 1. [-tkril, tkril], dalln ist Ho mit Irrtumswahrscheinlichkeit VOll

TJ abzulehnen, lind somit ist O:j mit einer maximale Irrtumswahrscheinlichkeit von p \"011

() IIl1lerschiedlich.

4.1.3 ADF-Test

Ein wichtiger Schritt bei der Überprüfung der Kointegrationsbedingung ist den Integral i-
onsgmrl (siehe Definition 2.3) jeder Variablen zu te5tel1. Dazu wird der ADF-Test (Allg-
lIlellted Dickey-Fuller Unit Root Test) verwendet.

Für diesen Test wird VOlleinem AR(l)-Prozeß ausgegangen:

XI = Ij)Xt_1 + Ch t E N (~.l)

um EI ein \••..eißt~sRauscheIl. Ist tiJ > 1. di\"ergiert der Prozcß Xt; gilt l:jJ = 1, so ist er ein
uirhtstationärer Prozeß. Die Bedingung für einen stationären Prozeß ist 11?1 < 1.

ON ADF-Test ist ein t-Tcst für den Koeffizicnt (j) aus der Regressionsgleichung (-1.1).
Zu test(,1l ist, ob in (,1.1) 4J= 1 ist. Dabei wird überprüft, ob das XI einern Ilichtst.ati-
olliiH'll Prou.ß Xl = Xt_l + CI folgt, oder ob ein stationärer AR(l)-Prozeß vorliegt.
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Um dip Teststatistik ahzuleitell, wird zunächst die Gleichung (4.1) als Tpstregrf'ssioll

betrachtet. Zicht man von beiden Sf'itf'n der Gh~ichung Xt_1 ab. so erhält man:

mit ;p::; Ij) - 1 und et ein weißes Rauschen. Die Hypotese lautet jetzt:

(4.:1)

111 wird zwar al:-; "l1ngh~ich i'lull" formuliert, aber um die Stationarität. df~SProz('s~ws zu

gewährleisten, muß der Koeffizient im Bereich (-1.0) liegen, so datl der t.Wert auch unter

o liegen soll. Es wird als Teststatistik dip t-Wert für ;j, uetradlt<'t:

t~=
~

JFar[&) .
Die Verteilung dieser '1'eststatistik ist unter Ho keine Stalldardnormalvcrtcilung und wur-

(te von Dickey [20] tabelliert.

Cm dip fl.'Striktivcn Auualuucn für deli Störprozeß Cl in (4.2) zu verallgcmcincrII, ist
cinfO Erweiterung um einen ARMA(p,q)-Prozeß nötig:

(I - </J,L - ... - <1>,£')£,

<I>(L)£,

_ (1 + OlL + ""+ OqU)Ut
e(L)""

Ist der Moving-A verage- Teil iuvertierbar, so hat Ul bekanntermaßen eIße AR(80)-

Repräsentat.ion (7]:

00

= CI - L Cl'jCt_l

i=1

mit, n, + (}IO'i-1 + (JZO:i_2 + ... + (}qHI_q = 0, i > q.
Di\~Glpichung (.1.2) läßt sich nun umschreiben [iJ:

00

(I - L)xI = ~XI_l + I:0,(1 - L)xI_. + "I'
.=1

Dip Hypot.llt'~ell dirser Tl'strcgression blcil)('11 identisch (4.3). Di\'spr Test. wird als ..\DF-
Test hezeichnet.
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4.2 Empirische Untersuchung der Zinsentwicklung
der DM

In diesem Abschnitt wird die Eignung des Fehlerkorrekturmodells zur Vorhersage der öko-
nomischen Zeitreihe empirisch untersucht. Dabei werden das Fehlerkorrekturmodell und
das ~lodell ohne Information über langfristige Gleichgewichtsbeziehuugcn der Zeitreihcll
zur Prognose der zehlljährigen Zillsenentwicklung in O:r-.'1 angesetzt. Anschließend werden
die beiden ~,todclle gemäß ihrer Prognoseleistungen verglichen.

4.2.1 Daten

Es wurden zunächst die ökonomische Faktoren am;gesucht, die die Zinsentwicklung bzw.
die Ursache der Zillsentwicklung widerspiegeln. Bei der Entwicklung für das ökollomc-
trisehe !\todell wurde angenommen, daß für die Entwicklung des langfristigen Zinsen in
Deutschland, der kurzfristige Zins in Deutschland und der langfristige Zins in der USA
entscheidend sind. Unter dieser Annahme wurden letztlich der zehnjährige Zins in D-
~tark (DlOY), der zehnjährige Zins in US-Dollar (UI0Y) sowie die Ftankfurt.Interbanken-
Dreimonaten-Zins (F3~t) in die Analyse einbezogen. Die verwendete Datenmenp;e umfaßt
die täglichen \Verte \'on 1. März 1991 bis zum 1. April 199i. In Abbildung 4.1 wurden die
drei Zeitreihen in diesem Zeitraum dargestellt. Zum 1\lodellaufbau ,••.urden allerdings nur
Daten \'on 1. ~Iärz 1991 bis zum 28. Februar 1994 verwendet. Und diE:'Daten im übrigf'1l
Zeitraum wurden zum 110delltest verwendel.

Ditferenzreihe

Wa.<; bei der Prognuse tatsächlich interessiert, sind die Veränderungen der Zeitl'eihe.
Für die drei Zeit reihen 0101', UlOY und F3!\-1werden Differenzreihen 010Y JlDIFFI,
U lilY -1IDIFF uud F3M-I1DIFF gebildet:

;LnDI FF, = (1 - Ln)X, ~ X, - X.-.,

In ALJbilduug .t.2 - 4.4 werden die Tagesdifferenzreihen, Wochendifferenzreihen (5 Tage
Difff'renz) und Monatsdifferenzreihen (20 Tage Differenz) dargestellt.

1\-lit X..nDIFF wird eine n-Ta~t'-Differl'nzrl'ihl' \'011X bezeichnet.
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Korrelation

Tahdle 4.1 stdlt die Korrelationskoeffizienten der Zeitreihen DIOY und liiny bzw. DlOY
und F3!\.I dar2•

Lags U10Y F3M
DIOY 0 0,788 0,758

-1 0, 785 0,758
-2 0,781 O. 759
-3 0.778 O. 759
-4 0,775 0,760

-5 0,772 0,761

-20 0,722 0,767

Tabelle 4.1 Korrelationskoeffizient von DI0Y und UlOY
bzw. von DIOY und F3M

ßis zur 20-Tage-Verschiebung zeigt es hohe Korrelationen zwischen DlOY lind deli and(~-
ren beiden Zeitreihen. Die Entwicklung von DIOY scheint mit der Entwicklung \'on UlOY
lind VOll F3l\1 stark abhängig zu sein.

Tabelle 4.2 stellt die Korrelationskoeffizienten der DilTerenzreiheu DI0"LDIFF und
UlOY_DIFF bzw. DlOY..DIFF und F3M-DIFF dar. Die KorrelatiollC'1l der DiffC'fC'IlZreihcll
sind zwar nicht ignorierhnff' (zwischen 010)' _DIFF und UlOY_DIFF hz\\'. DIOY...DIFF
und F3!\LDIFF ohnf' Lags jeweils 0.226 \lud 0.116), aber sie sind wesentlich kleiner als
dip Korrelationen der ursprünglicheIl Zf'itreihcll. Faßt man die Ergebnisse aus den bpidl'll
Tai)('\If'1l zusammen, stellt man fest, daß DlOY zwar eiuelll ähnlicheu Treud wi" UlOY
bzw. F3:\-{folgt, aber der lineare Zusammenhang zwisch('11ihrer täglichen VerälHlcnlnp;
ist \-ecgleichslnäßig sl:hwac11_

2~lit X-tl wird l'ine alls f'inl'f Verschiebung von Zrjtreihe X für n Tage nach hintf'1l ergebt'ne Zeitrcihf'
bczeichnet.
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Lags UIOY..DIFF F3M..DIFF
DIOY_DIFF 0 0,226 0,116

-I -0,014 0,143
-2 -0.001 U,U3U

-3 -0,031 0,0
-4 -0,004 0,024
-5 -0.016 0,038
-20 -0,004 O,Oli

Tabelle 4.2 Korrelationskoeffizient von D10LDIFF und UI0Y.DIFF
bzw. DlOY_DIFF und F3~LDIFF

Tabelle .1,3 stellt die Korrelationskoeffizienten der :\lehrtagdiffcTf'nzfcihcn dar. Auch hier

zeigt sich. mit dt'1ll Vergleich zu den ursprünglichen Zt~itreihen ein deutlich niedriger Kor-
relatiollsgra.d. Das heißt. obwohl DlOY langfristig dem ähnlichen Trcnd mit UlOY uuu

F3M folgt. hängen die kurzfristige f'ntwicklungcll der Zeitreihen linear nicht so stark
VOIIl'illallc1(,T ab. Um dcnulloch ein 110dcll für eine kurzfristige Prognose mit diesen drei

Zl'jtn'ihell aufbauen zu können, hat die Diskussion in Kapitel 2 die Anwendung .•..011 Fph-
l('rk(llTl~kt.llfTllod('11 resultiert.

UIOY J,DIFF* F3M..nDIFF
DIOY_2DIFF 0,337 0,170
DIOY_3DIFF 0,363 0,191
DIOY_5DIFF 0,394 0,208
DIOY _20DlFF 0,-176 0,238

* : Der 11 in L"lO\"JIDIFF uud F3:\LnDIFF nimmt den Wert.

an, der dem \Vert von n in DIOY JIDIFF entspricht.

'lhlJdle 4.3 Korrelationskoeffizient von MehrlllgcJijJc1'enzreihe

4.2.2 Kointegration

Im Kapitel 2 ist ein Zwei-Schritt-Verfahren zum Schätzen von Fehierkorrckturlllodellt'll
V(lll Englp und Grangt'f vorgestellt wor(\<.'II. 1m ersten Schritt wird auf die Kointegrati-
Oll dpr Zf'itn'ihfl gf'tf'stet. \\"('nll t1{,f Te~t. bestanden ist, wird der Koinr.egrtttionsvf'ktor
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geschätzt. ~ach (2.3) ergibt sich die folgende Gleichgewirhtshypothes(':

DIOI; = ßo + ß,UIOI; + I~F3M, (4.4)

Es muß geprüft werden, ob (4.4) eine gültige I<ointcgrationsbeziehullg darstellt und so-
mit die Voraussetzung zur Spezifikation eines Fehlerkorrekturmodf'lls erfiillt ist. Zunächst
ist es dazu erforderlich. deli Intergratiollsgrad der einzelnen Zeitreihe zu hestimmen. Der
ADF-Test \••..urde auf DlOY, VIOY und F3f1..1durchgeführt. Di\bci wunle getestet, oh die-
drei Zeitreihen nichtstationäre Prozesse darstellen. Somit lautere die Hypothese:

Ho: DI0Y, VIOY und F3M stellen jeweils einen
uichtstationären Prm;eß dar.

Dit~Testergebnisse befinden sich in Tabelle 4.4.

In der zweiten Spalte der Tabelle 4.4 sind die von dem ADF-Test ermittelte t-\Vertf'
für jede Zeitreihe gezeigt. In den letzten drei Spalten sind die kritische Werte fiir drei Irr-
tUlllswahrscheinlichkeiten 1%.5% sowie 10% gezeigt. Da die ermittelten t.-\Vcrte gellen>1I
unter 0 li(>gen,wird auch nur die untere Grenze der jeweiligen Allnahmebcrf'icilf' gl'zrip;t.
\VCHIldf'r t-\Vert. riner Zeitreihf' vom ADF-Test kleiner als die untere Grenzf' f'ines An-
nahmcbcl'cieh ist, dann ist C'S mit der zugehörigen Irrtumswahrscheilllichkcit abzulehnen,
daß diese 2eitreihc einen nkhtst.ationären Prozeß darstellt. also ist sie daIllI ein stationiirer
Prozeß,

kritischer t- \Vert
t- \Vert von ADF 1% 5% 10%

DIOY -1.731 -3,969 -3,415 -3,130
UIOY -1. 857 -3.969 -3.415 -3,130
F3M -1,590 -:l.969 -3,415 -3,130

Tabelle 4.4 Ergebnisse der ADF- Test.' auf betrFiJende Zeitr-eihen

Lallt dpo Testergclmisseo aus Tahellp 4...• stellt man fest. daß die t-Wcrtt> allen drei
Zl>itn.>ihcHim Annahmebereich der Hypothese mit einer Irrtumswahrscheinlichkeit VOll

10% li('gcn. Das bedeutet: die Hypothese, daß DUry, L'lOY und F3~.:fjeweils einen nicht.-
stationären Prozeß darstellen. kann hei einer Irrt11mswahrscheinlichkeit von 10% nicht
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\'crworfcu wenlen3, Somit sind die Zeitreihen nichtstationär. Um Stationarität zu erzie-
len, ist deshalb eine Differenzcnbildullg notwendig. Führt man den gleichen ADF-Tcst
auf Differeuzreihcu durch (Ergebnisse ilJ Tahelle 4.5), zeigt sich. daß die t-\Verte aller
Differellzreihen außerhalb des Annahmebereichs mit einer IrrtuIllS\vahrscheilllichkeit VOll

1% liegen. Die Hypothese, daß die betreffende Differenzreihen nichtstationäre Prozesse
darstellen, kann bei einer Irrtumswahrscheilllichkeit ,'on maximal 1% abgelehnt werden.
Die Differcllzreihcll sind damit stationär. Und nach Definition 2.3 sind die ursprüngliche
Z(~itr{'ihcnDIOY, UlOY und F3~'11(1). Die grundlegende Bedingung, daß nur Zeitreihcn
c1~sgleidwn Intcgmtionsgrades kointegriert sein können, sind damit erfiillt.

kritischer t-Wert
t-Wert von ADF 1% 5% 10%

DIOY-DIFF -41,92 -2.57 -1,94 -1,62
UIOY -DIFF -40.93 -2,57 -1,94 -1,62
F3lVLDIFF -3.1,63 -2,57 -1,94 -1,62

Tabelle 4.5 Ergebnis.~e der ADF- Tests auf Differenzreihen

In einem nächsten Schritt kann der Kointegrationsvektor für (4.4) geschätzt werden. Das
KIl'iTlstl'-Qnarirate- Verfahren brachte die nachstehenden Ergebnisse. Die l-Werte der Ko-
cffizient(~11sind untf'r den zugehörigen Kocffizientpn im Klammer geschrieben.

DIOlj = 1.21+ 0, 67UIOlj + 0, 20F3Mt + eTTI,
(18.2) (64.1) (S8.9)

(4.5)

Dl'r kritischf' t-Wert für die Ablehnung der Hypothese, daß die geschätzten Koeffizienten
nicht signifik.."\utvon 0 unt.erschiedlich sind, beträgt mit einer Irrtums\ ••..ahrscheinlichkeit
von maximal 0.05% a. 291. D.h. der Annahmebereich dieser Hypothese ist [-3,291; 3, 291J.
Di(' hercchrH'te t-Wertc der Koeffizienten sind weit außer dem Annahmebereich, also die
gt~~chiitzten Koeffizienten sind signifikant von 0 unterschiedlich. Damit ist es bcwie>en.
daß die geschiill.:t.en Koeffizienten nicht durch einen Zufall entstanden siud, SOlidem ein
stabiles Gleichgewicht nach der Gleichung (4.4) bildei!. err/ in der Gleichung (4.5) ist die
Abweichung der langfristigen Beziehung zwischen DlOY, UIOY und F3M. Der Verlauf von
errt ist in Abbildung 4.5 graphisch dargestellt.

3\\'cnIl mau diese Hypothese duch noch verwirft. maeht man mit ('iller Wahr~rhf'inlichkeit bis zu 10%
Fchlt>f.Das i~t in der Statistik nicht akzeptierbar.
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Abbildung 4.5 Abweichung der langfnstigen Beziehung von Dl0Y, UlOY und F:JM

Nun kann geprüft werden, ob sich für (.1.4) eine Kointegrationsbeziehullg llal.:hweisCII Hißt..
Eüw stahile Kointegrationshcziehllng zwischen den ~:lodell\'ariablell in (4.4) ist um dann
empirisch haltbar, wenn errt als stationärer Prozeß aufgefaßt werden kanu. Es muß also
getestet werden, ob t'rrt integriert vom Grad 0 ist. Ergebnisse aus Tabelle 4.6 künnen mit
einer IrrtllTnswahrscheinlichkeit "on maximal 1% die Hypothese der Nicht-Statiollarität.
verwerfen. Damit ist (4.5) als konsistente Schätzung der langfristigen Beziehung zwischen
<Im ~fotlcllvariablen aufzufa.'ksPIl.

kritischer t-\Vert
t-\Vert von ADF 1% 5% 10%

errt -3.5i -2.57 -1.94 -1.62

T(ibelle 4.6 Ergeblli.~se des ADF-Tests auf errt
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4.2.3 Fehlerkorrekturmodell

Mouellaulbau

Aufgrund der Aussage des Granger-Repräsentation5- Theorems, daß kointcgricrtc Zeitrei-
hen immer eine Fchlcrkorrckturdarsl.el1uug besitzen, wird im zweitcn Schritt des \'on
Ellglc \lud Grallger vorgestellten Verfahrens nad. (2.5) folgendes Fehlerkorrcktunnodell
kOllstruiert4 :

-

(1 - L')D10Y,
" m

"00 + L <>10(1 - L')DlOli_ ••+ L ",,(1 - L')UlOl~_ ••
;=1 i=l

k

+L 0:3i(1 - Lb)F3Mt_tn + O.tlerT/_ti
1=1

(4.6)

EntspH'chelld der Zielsetzung der Studie, Prognosen auf Sicht von 1 Tag, 1 \.\7oche (5
Tage) bzw. 1 ).lollat (4 Wochen) zu erstellen, erfolgt die 11odellspczifikation auf ßa ..'iis VOll
1. ;j Lz\\'. 20 Tag(en):

" m
(1 - I,)D1Ol~ = <>00 + L"h(1 - L)DI01,_, + L <>,,(1 - L)UlOli_,

;=1 i=1

(1 - L5)DlOl~

k

+L 03i(l- L)F3M,_. + Q41err'_1
i=1

" m
0'00+Luli(l - L~)DlO}~_5i +L u2i(1 - L5)UlOYt_Si

i=: 1 .=1
k

+ L::C):3i(I - LS)F3M'_Si + 041prrl_5
.=1

(1.7)

(4.8)

" m
(1 - e(J)DI01~ - 0:00+ LO'li(l - L2°)DlOl~_2oi +L (\'2i(1 - L2°)UlOYj_2ui

i=1 i=1
kTL Q3i(1 - L20)F3Mt_20i + Q41errt_20
i=1

(4.9)

4Um di\..'iProblem lU v('reinfachen, wird <1('rStörterm (;1 in (2.5) in deli empirisl"hen Umen;uchungl'1l
nichl Iwtrachtet.
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Parameterschätzung und Prognose

Ausgehend VOlleinem in Bezug auf die Lagstruktur relativ breiten Ansatz wmdc anhand
einer Aus..<;chöpfulIg.sstrategie eine systematische Moddlvcreinfachung vorgenommen. Dei

dieser Ausschöpfungsstrategie wird die Anzahl der RegressaTen in der ~,1odellstellung suk-
zessi\' reduziert. ~!lan schätzt für da.<;bestehende ~Iodell die Parameter, hercchnet dip
entspn>rhende t-Werte und streicht dann die RegressaTen mit nicht signifikanten Koef-
fizienten. Dieser Prozcß wird satang wiederholt bis das Endruodell mit nur signifikanten
Regressoren erreicht wird. An dieser Stelle ist anzumerken, daß bewußt ausschließlich
v('rzögerte Regres.<;orcnin das Modell aufgenommen wurden. Damit liegen zum Zeitpunkt
t die benötigten Inputs zur Prognose der Zinsveränderung in t+l (1 steht für einen Zeit-
einheit, also in unsert'm Fall jeweils 1 Tag, 1 Woche oder 1 t\.lonat) bereits vor.

~Jit bis zu 5 Zeiteinheiten verzögerten Variablen bilden wir das Ausgangsmodell. Für
die Tagesha.<;issieht es so aus:

, ,
(I - L)DI01; ; "00 + I:"1«1 - L)DI01,_. + I:",,(I - L)U101'_i

i=l i=l,
+2:>.l'3i(l- L)F3Aft_i + Q'llerrC_1
i=!

(4.10)

\Vir schätzen die Koeffizienten ai] in der Gleichung (4.10) mit dem Klein:ste-Quadratl'-
Schätzer. Tabelle 4.7 zeigt die geschätzten Koeffizient('Jl und die entsprechenden t-Werte.

Ocr kritisdu' t-Wert für die Ablehnung der Hypothese, daß dip geschätzten Koeffizienten
nicht signifikant von 0 Illlterschi('dlich sind. beträgt für eine lrrtumswahrscheinlichkcit
von maximal 15% 1,04. Also siud die Regressaren, dessen gcschätzten Kopffizient einen
L-\Vf'rt kleiner als 1,04. hat, definitiv nicht signifikant. Durch Eliminierllng dieser Rep;n~s-
seren bekolllmen wir eine neue Gleichung:

(I - L)DlOli ; "00 + "11(1- L)DI01;_1 + "1.(1- L)DIOY1_'

+"21(1 - L)UI01;_1 + ",,(1- L)UI01"1_'

+"31(1- L)F3M<-I + ",,(1- L)F3M,_.
+0:36(1 - L)F3MI_S + Q~lerrC_1 (.1.11)

Dip K(lPffizienten Uij in der Gleichung (,1.11) werden nochmal geschätzt. Tabelle 4.8 zeigt
die geschätzten Koeffizienten und die entsprechenden t-V.,Tertl".
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Regressor Koeffitient geschätzter Koeffizient t- \Vert

"00 -0.003 -2,17

(I - L)DlOl,_, "11 -0,079 -2,17
(1- f,)DI01'_2 "" -0,032 -0,86

(I - L)DlOl'_3 "13 0,014 0,38

(I - L)D101,_< "" 0,050 1,32
(I - L)0101';_5 HUi -0,001 -0,02

(1 - L)UlOl,_, "21 0,104 4.81

(I - L)Ulm'_2 "22 0,014 0,65

(1 - L)UI01'_3 "23 0,015 0,70

(1 - L)UIOY,_. "" 0,033 1,49

(I - L)UI01'_5 "25 0,021 0,97

(I - L)P3M,_, "" -0,037 -1,07

(I - L)P3.\I'_2 "32 -0,021 -0,61

(1 - L)P3M'_3 "33 -0,017 -0,51

(1 - L)P3M,_. "34 0,091 2,64

(I - L)P3M'_5 al5 0,057 1,70

erTt 1 "" -0,016 -3,16

T/Jbelle 4.7 Schätzergebnis des AWJgangmodelL ••

Regressor Koeffitlent geschätzter Koeffizient t-Wert

"00 -0.003 -2,24

(I - L)DlOl,_, "11 -0,068 -1,93

(1 - L)DIOYH "" 0,050 1,40

(1 - L)UlOl'l-l 0:21 0,102 4.77

(1 - f,)Ullll,_, "" 0,032 1,50
(1 - L)P3M,_, "" -0,045 -1,35
(I - L)P3M,_. 034 0.086 2,59
(I - L)P3M,_s "35 0,053 1,59

Crrt_l "" -0.018 -3,59

Tabelle 4.8 Schätzergebnis des Zwi.'1chenmodelL••

-
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Der kritische t-\\'ert für eine Irrtumswahrscheinlic1J.keit von maximal 5% beträgt 1.Go.
Eliminieren wir die Regressaren, deren geschätzt.er Koeffizient einen t- \Vert kleiner als
L 65 hat, haben wir wieder eine neue Gleichung:

(1 - L)DlOll = "00 + 0,,(1- L)DI01;_1 + 021(1 - L)UlOll_1
+0'34(1 - L)F3Mt_4 + Q.Uerr'_1

Dieser Prozeß wird so weit durchgeführt, bis ein kleineres parametrisicrtcs Endmodell
erreicht wird, das nur signifikante Regressaren enthält. Dabei ist zu beachten, daß man
mit dem Streichen der Regressaren aufilören sollte, bevor einer der grundlegenden Fakto-
rCIl ganz aus dem Modell verschwindet. D.h., in unserem Fall müssen DlOl~_i, UlO}~_,
lind F3.\fI_i jeweils minc1e."tenseinmal im Endmodell auftauchen. Wenn diese Bedingung
nicht erfüllt werden kann, ohne die nicht signifikanten Regressoren im Modell stehen zu
lassen, muß mall daun die grundlegenden Faktoren neu wählen.

Anhaud der o.g. Vorgehensweise wurde schließlich mit

(1 - L)DIOY,

(1 - L') D101;

-0,003 - 0,069(1- D)DI01;_1 + 0.103(1- D)UIOYI_I
+0,093(1- L)F3MI_4 - 0,01gerrl_1 (4.12)

-0,010 + 0.073(1 - L')D10l;_w + 0, 125(1 - C)D10l'I_20
+0,096(1- L')UI01._, + 0, 135(1- L')F3Mt_25
-0,07gerrt_5 (4.13)

(1 - L20)DI01, -0,051 + 0, 227(1 - L '")D1011_20 + 0, 213(1 - L20)DlOli_,"
-0,114(1 - L20)UI01;_," + 0, 101(1 - L20)F3MI_"

-0,357errt_20 (4.14)

jeweils ein wesentlich kleineres parametrisiertes Fehlerkorrekturrnodell g(',<>ehätzt.Die t-
Werte der geschätzten Koeffitienten sind ill Tabelle 4.9 zusammcngestellt. Die kritischen
t.-\\'('rt(' fiir die Irrtumswahrscheililichkeiten von maximal 2,5% und 0,05% hetragen 1,96
hzw. 3,29. Damit sind die Regressorcn in den Elldmodellell für die Tages- und \Voc:hen-
basis mit einer \Vahrscheinlichkeit von mindestem; 97.5% signifikant. Die Regressorell in
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<..\CHElldrnodellen für die l\lollatsbasis sind mit einer Wahrscheinlichkeit von mindestens

99, !J5%signifikant. Dabei ist besonders zu beachten, daß der Abweichungsterm art im
En<1tnodellfür alle drei Basen für eine Wahrscheinlichkeit von mindestens 99,95% signi.
fikaut ist. Abweichungen der langfristigen Gleichgewichtsbeziehung in t haben demnach

eineIl gewichtigen Einfluß hinsichtlich der Zinsveränderung von tauf t+ 1.

Periode RegressaT Koeffitient geschätzter Koeffizient t-Wert
Tag "00 -0,003 -2.55

(1 - L)DlOl'~1 (1\1 -0,069 -1,96
(1 - L)UlOl;~1 "21 0,103 4.80
(1 - L)F3.\I1~4 "34 0.093 2,86

err!_1 "'1 -0,019 -3.83
\Voche "00 -0,010 -3.70

(1 - L)DlOl'~IO "12 0,073 2.12
(1- L)DlOl;~20 "1. 0,125 3,65
(1 - L)UIO}"~5 0'21 0,096 4.49
(1 - L)F3MI-25 "35 O.135 5,16

errt 5 "41 -0,079 -7,53
l\Ionat "00 -0,051 -7,0.1

(I - L)DlOl;_20 "11 0.227 6.39
(1 - L)DlOl;~," "14 0,213 5,-17
(1 - L)UlOl"~6Q n2J -0,114 -.1,8i
(1 - L)F3M'~40 (l';l:l 0.101 4,38

e'"Tj 20 n.1l -0,357 -H.81

Tabelle 4.9 Schätzergebnisse der Fehlerkorrekturmodellen

Wf'lln man den Al>weidHlIIgsterm (ollcrrt_d in oel" Gleichung (4.6) wegläßt, hat ma.n ein
Jillt'an's )'lodcll ohnc Information über langfristigc GleichgewichtslH~'liehungell der Zeitl'ei-

hCIl. Da wir solches )'lodell mit dem Fehlerkorrekturmodell vergleichen wollen, rnüs..<;enwir
auch ihn zur Prognose einsetzen. :\1it dem oben besrhriebcllen Aus....•chöpfungsprozeß wur-

de <Ii~$es )'Iodell für alle drei Oa..<;f'ngeschätzt. Die nachstehende Glcichungeu stellen die
jeweilige Endrnodelle dar. Die t.Wert.e der geschätzten I(oeffitienten sind in Tabelle 4.10
z IIsalllmengestell t:
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(I - L)DJ01~ = -0,002 - 0,067(1 - L)DJOl,_, + 0, ll8(1 - L)UlOlj_.

+0,044(1- L)UI01',_. +0,091(1- L)F3M._. (4.15)

(I - L')DIOY. -0,006 + 0, 150(1 - L')DJ01',_w + 0, 148(1 - L5)U10lj_5

+0,095(1 - L5)UJOlj_1O + 0, 051(I - L ')UIOlj_15

+0,109(1 - L5)F3M'_25 (4.16)

(1- L")DJOlj _ -0,094 - 0,3ll(l- L")DIOY._60 - 0,189(1 - L20)DJ01~_100

20 '"+0,071(1 - L )UlOlj_lOo + 0, 070(1 - L )F3M'_60
20+0,199(1- L )F3M._,oo (4.17)

Periode Regressar Koeffitient geschätzter Koeffizient t-Wert I
Tag "00 -0,002 -1,826

(I - L)DJOY,_, 0:11 -0,OG7 -1,9ll
(I - L)UJ01,_, "" O,ll8 5,558
(I - L)UIOlj_, (}24 0,044 2,065
(I - L)F3M,_. ",. 0,091 2,77

Woche "00 -0,006 -2,04
(I - L)DIOlj.20 (Y14 0, 150 4,25
(I - L)UlOli_5 °21 0,148 7, 13
(I - L)UlOlj_1O "" 0,095 4,56
(I - L)UlOl'_15 "n 0,051 2,43
(I - L)F3M,_" "35 0,109 4,08

l'vlonat 0:00 -0,094 -13,66
(I - D)D101"_60 "13 -O,3ll -8,29
(I - L)DlOl~_.oo "15 -0,189 -4,18
(I - L)UlOlj_.oo "25 (J,071 2.63
(I - L)F3M,_,0 £l34 0,070 2,92
(I - L)F3M,_.oo "35 0, 199 7, -t5

Tabelle -4.10 Schätzergebn!.'i,H: dt:r lmearefl A40delieTl nach BOI und Jenkin.'l
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Zur Ableitung der Prognosewerte wurde Gleichung (4.12) - (4.17) zunächst über den
Zeitraum 01.03.1991 bis 28.02.1994 geschätzt und daraufuin die Zinsveränderung von
jeweils 1Tag, 1 \Vol.:he bzw. 1 Monat für den Zeitraum 01.03.94 bis 31.03.97 vorhergesagt.
Oie Prognuseergebnis.':ic der beiden t\lcthodcn sind in Tablle 4.10 zusammengefasst.

ECM (mit errt) Modelle ohne err t
Quadratischfehler Treffer Quadratischfehler Treffer

Periode Test Train in % Test Train in %
Tag 1,209 0,450 64,610 1,214 0,456 62,972
Woche 6,108 1,847 54,177 6,371 1,946 51,266
Monat 21,742 6.223 67,799 32,191 6,682 55,220

Tabelle 4 .11 Zin.~prognose mit linearen ökotlometrüchen Modellen

In allen drei Fällen sind die Prognoseleistungen des Fehlerkorrekturrnodells (mit dem Ah-
weiC'illlllgstf'rmC1Tt) gegen das Modell ohne Information üher langfristige Gleic:hg(~wichts-
IW7,ielillllgrier Zeitreihen (ohne t?rrd iiberlegen. Damit ist das Grnnger-Repräsentatiolls-
TheorclIl bestätigt wurdcl!. \Venll die betreffenden Zeitreihen kointegriert !:iind.dann kaull
(il'r Abweidl1lng!:iterm die in den Niveau ••..ariablen enthaltenen langfristigen luforJuationen
übertragen I1l1ddamit die Prognoseleistung erhöhel\. Die ProglloselJ für Tages- und ~lo-
naL"lmhis habclI den Trend der Ziwsenl\vicklung über G.t% erkannt. Daß die Prognosen [ür
\\'odJ(~llbasis deutlieh wenigen erkanllt haben, lIlag an den in den \Vochen enthaltenen Fei-
('rtagen liegel\. Da wir permanent 5 Tage für eine Woche rechneten, wurde bei einer \Voehe
der tatsächliche Wochcllzyklus zerstört, d.h. nicht mehr vom Montag auf den nächsten
'\Iolltag sondern vom Montag auf den nächsteIl Dienstag prognostiziert, wenn in dieser
Woche ein Feiertag war. Auf Tagesbasis hat man dieses Problem offensichtlich nicht. Und
<Hlf~lonatsbasis sind die Feiertage wahrscheinlich aufgruod des längeren Zyklll~ wenigpr
wichtig, da je länger der Zyklus ist, desto weniger wirkt ('inzcincr Tag auf den gesamten
Zyklus.

All dil'scr Stelle ist anzumerken. daß sich Fehlerkorrekturmodelle als ein brauchbares In-
strument zur Prognose von Ziusentwicklungen erwiesen haben. Es konnte gezeigt werden.
daß t~IIH'langfristig stabile Beziehung zwischell D1O'Y,UlOY und F3~'f besteht. Abwei-
chungen der langfristigen Gleichgewichtsheziehung sind damit für kurzfristige Prognosen
\'llli hoheUI Iuformationswert.
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Kapitel 5

Zinsprognose mit Neuronalen Netzen

In Kapitcl3 wurden 1\'enronalc Netze als Prognos('verfahrcn für Zeitreihen vorgestellt. Im
\Veiteren soll die Eignung Neuronaler Netze zur Prognose der Zinscntwicklung auf <1('1'

Tages-. Wochcn- bz\v. Monatsbasis ulltenmcht werdell. Das Ziel dabei ist herauszufinden.
01>neuronale :'Jetze in diesem Fall der klas..••ischen ökonometrischcn Verfahren (hier spe-
ziell FehlerkorrckturmodeIl) gegenüber eine wettbewerbsfahige Methode darstellen. Dies
beziiglich werden die gleichen Daten wrwenuet, die zuvor auch im FehlcrkorrekturIIlodell
wrwendct wnrden.

5.1 Vorgehensweise

Zunnchst wird die Vorgehenswcise dargest.ellt. nach der die Anwendung der neuronaleIl
~etzwerke zur Zinsprognose durchgeführt ist. Dabei wird auf die einzelnen Punkte des iu
AI,schnitt 3.3 vorgestellten Modellierun~prozesses eingegangen.

5.1.1 Voranalyse der Daten

Zu der Voralla!ysc der Daten gehöreIl vor allem statbüsche Untersuchungen, die in Kapi-
td.1 wiihrcnu des AunHt.tlsdes Fehlerkorrekturmodells schon dun:h,:;:eführt wurdcll. Ferner
kommt ht~inen neuronalen Netzen der Variableniuentifikation eine große Bedeutung zu.

ßei der Anwendung ,"on neuronalen Ketzen hat man die Hoffnung, daß die zwisdJ{'lI
Eingai)('- urld Ausgabe,"ariahlen \"Orhandene Zusammenhänge abgebildet werden könnell.
~Ian vermutet, daß die Bewegungen im Finanzmarkt hauptsächlich von dem Zusammen-
wirken einiger Faktoren verursacht sind. Da.<; heißt aber nicht, daß man alle verfügbaren
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und in irgendeillem vermuteten Zusammenhang stehenden Variablen als Eingaberepräscn-
tat ion benutzen soll. Die hohe Erwartung, daß das neuronale Netz die Fähigkeit besitzt.
die wichtigen und richtigen Variablen zu entdecken, hat sich in vielen Fällen als falsch
erwiesen {21].

Ein Problem bei der ökonometrischen Anwendung ist die Unklarheit, welche Faktoren im
Finanzlllarkt die entscheidende Rolle spielen. Somit sind unter der möglichen Eingangs-
größe der neurona.len NE'tzeredundante bzw. miteinander korrelierte Va.riablen vorhanden.
Die redundante Information lä.ßt das neuronale :'\etz verwirren lind reduziert seine Ge-
neralisicrungsfähigkeit. Und bei starker Korrelation sind die involvierten },.lcrkmale nicht
mehr klnr idcntilizierbur. Dies führt zu einern schlechten Konvergenz des Lernalgorithrnus
[lG]. Bei der ~'lodeIlspczifikation muß man die ~ctzeingabc so bilden, daß sie möglichst
informationsenthii.ltig und repräsentativ sein.

Ein anderes Problem ist. daß die optimale Kodierung der Eingangsvariablen nicht oh-
ne weiten's zu erhalten sind. Selbst wellu alle wichtigen Variablen festgestellt werden
können. ist ihr<' natürliche Form nicht unbedingt geeignet für das neuronale f\etz. Je bes-
ser die in den Eingabevariablen versteckte Information präsentiert ist, desto schneller kann
das neuronale Netz lernen. Um die optimale Darstellung der verborgenen Information zu
erllalten. werden zahlreiche Transfonnationen auf die EinF;angsgröBe angewandt. In [261
wurde gezeigt, daß bei gleichen Variablen unterschiedliche Kodierungen 7,U unterschiedli-
chen Leistungen der nrUfonalen Netze führten.

In Abschnitt 4.2.1 wurde beim Aufuau der ökonometrischen ~1odelen zur Progno.,,(~der
Entwicklullg von DIOY letztlich nur UlOY und F3M einbezogen. Da. eines unserer Ziele
ist, die AllweudUilg des FehlerkorrekturIllodells und des neuronalen I'\etzes zur Progno:-;e
der Zinsputwicklullg 7.U vergleichen, wurdt'Il bei der Anwendung neuronaler Netzes auch
nur die drei Zeitreihcll betrachtet. Tabelle 5.1 zeigt die Korrelationen der drei Zeitreihcll.

DIOY UIOY F3M
DIOY I 0.788 0.758
UIOY 0.788 1 0.357
F3M 0.758 O.35i 1

Tabelle 5.1 Korrelatwnsmatnx
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Die Korrelation zwischen UlOY und F3t\.j ist deli anderen gegenüber uClitlidl kleiner. Da-
mit ist es nicht zu verwerfen. daß UIOY und F3M unterschiedliche Informationen iiber

DlOY enthalten. Die Untersuchungen in Kapitel 4 zeigen, daß DIOY langfristig cillcm

ähnlichen Trend wie UlOY oder F3~'1folgt. und daß zwischen den drei Zeitreihen eine
Kointegrationsbeziehung besteht. Somit ist fcstzuhalten, daß VIOY und F3!\1 als grund-
legende ~lerkIllale ins Netz geführt werden.

Das I1f'lIronaJe Netz hat gegenüber der herkömmlichen ökonornetrischen 1'lethode einen
wichtigen Vorteil - die Flexibilität. Dn7.11gehört. daß neuronale Netze neben der zu-
gnuH.1t'liegenden Zeit reihe auch viele derivative Größen als Eingabe nehmlm kann. Durch

geeignete Zusammensetzung statistischer ~lcrkmalc kann das Verhalten der Zeitreihe oc.<;-
St~rheschrieben werden. Aus den drei ursprünglichen Zeitreihen kann lIIaI! eine Vielzahl
von Xetzeingaben bilden. Es gibt mehrere ~löglichkeiten vielfaltige t\etzeillgauell aus den
gleichen realen Zeit reihen zu bilden. In dieser Studie werden davon drei wichtigt:' r-.löglich-
keiten untersucht:

1. unterschiedliche Kodierung

2. unterschiedliche Skalicrung

:3. tedlllische Indikat.oft:'11

In Tabelle 5.2 werden einige übliche Transformationen der Zeit reihe in eier oben g('nanu-
tell Kategorie aufgelistet.

Durch die verschiedenen Kodierungen ist es möglich, eille Zeitreihe aus ulf'hreren Per-
spektiven zu sehen. Aus direkter Beohachtung bekommt man die Werte. die die Zeitreihe
annimmt. AbN in der Tat ist die Veränderungen der Zeitreihen in Bezug auf ihre \Verh'
viel rt'prä.<;t'ntativef. Schließlich ist der Ablauf der Zeitreihe durch ihn' VeränderungeIl bt,-
schrieben. Und um die Veränderungen der Zeit reihe richtig zu verstehen, ist es wioof'rtlm
wichtig. das Verhältnis der Veränderungen gegeniiber dem ~iveau der Zeit reihe zu wissen.
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I Bezeichnung I Bedeutung

Kodierung ausdiff Xt - X, t

bim1i1f XI - X, t

Ix, - xl-d

reldiff Xt - Xt_l

X'_l

logdilf In Xt - In X, 1

Skalierung scale -0 m lineare Skalierung zwischen -ll und m

1 'TI ma k~x,-.
.=0

I Elx3]schiefe I
I
I a3

vola a'

kurtosis
E[x'l---3
a'

rsi 1:1"'>1"1 I (Xt - Xt-d
L Ix, - x,_.1

n (,,)n_diff E k x,_,(-I)'

dilf(x" y,) X, - YI

Tabelle 5.2 Teehmsche Transformationen
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Dip Skalicrung dient dazu, die unt~rschip.d1idH'n Wert bereiche der zugrundcliegl'ndf'1l

Zeit reihen in einen gemeinsamen absoluten Wertbereich zu bringei!. \\'ichtig dabei ist., daß

da.<;Verhältnis zwischen deli einzelnen Punkten innerhalb einer Zeit reihe nicht geändert
Wenll'll darf. Das heißt, die positiven Werte dürfen nicht durch die Skalierung negativ

werden und auch umgekehrt. Also muß der :\'Illlpunkt dabei fixiert w('cdcn. Somit ist

garantiert, datl die Veränderungsriehtullg der Zeit reihe nicht durch Skaliernng künstlich

g('än£1l'rt wird. Das Anpassungsverhalten des ~'etzes wird dadurch niwllicrt und Aupa.<;-

sUllgsspriinge, die ihre Ursache in unterschiedlich hohen AbsolutwerteIl der Zeitreihen

haben, werden ver!lindert.

Die tel'illlischell Indikatoren sind entweder beka.nnte lvIaße in der Statistik zur Beschrci-

hung einer Datenmenge oder wichtige Indikatoren in der Charttechnik zur Entschei-

dung des Kurs\'crlaufs. Durch solche technische Indikatoren können die Eigemwhnftell

der Zeit reihe näher geklärt werdelI.

5.1.2 Netzwerkautbau

Der NetzwerkaufiJaIl ist ein umfangreidwr und deswegen auch ein schwieriger Teil des

:\lodeHicrungsprozcsses. Darunter versteht mau sowohl die Wahl der J"\etltopolo~ip als

auch die Auswahl eines geeigneten Reglliarisierungs\'erfahrens.

Netztopologie

Zur ;':etztopologie wird, wie III Kapitel 3 schOll erwähnt, die \'orwärtsgeriehtl't£' Drei-
S('hicht- Topologie gewählt. Dabei ist die Verbindungsart der Schichten noch unhpstilIlHlt.

Abbildung 5.1 zeigt die zwei vorgestellten Verbilldllngsarten1.

Die /'\\'ei Vl?rhindungsartell uuterscheiden sich um die direkte Verbindungen VOll Input-
schicht nach Outputschicht. Ein J"\etz ohue diesf' Verbindungen eignC't eventuell mehr
dazu, eiIH' Beziehung, die überwiegend alls nicht.linearcr Funktion bpst.eht. zu approxi-

mieren. Die direkte Verhindungen \'on IIlJllltsrhieht nach Outputschi('ht ist zur Ahbilduug
d{'s lineare Teils einer Beziehung wahrscheinlich hilfreich. Es wird im foigendt'ß bei{le Ver-

hindullgsarten untersucht.
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Outputschicht

Hiddenschicht

Inputschicht

Outputschicht

Hiddenschicht

I

Inputschicht

7

Abbildung 5.1 Zwei \!erbtnd1Jtlg.<rarlender Schichten

Letztlich bleibt noch die Fragf' zu klärrn. wip groH die Hiddcnschicht sein soll? Wie auch
vielE'andere Frage bei neuronalen ~ctze ist dies problernspezifisch. Es gibt eine Vielzahl
an Litrratur zur Wahl der entsprechenden (\"etzwerkgräße. Das Problem dabei ist, daß
viele d('f dort vorgestellten Verfahn~n nieht frei VOll Kritik sind und lum Teil nur als
Heuristiken angewendet werden können [15]. In unserer Untersuchung werden für jedes
:\ctz IIwhrerc Hiddf'ßschicht.cn mit verschiedenen Größen (3 bis 10 Hiddcnunits) getestet.
Es fol~t die \Vahl einer Hiddenschichtgräße aufgrund der Güte auf Testdaten.

Regularisierung

Uei der AlJ\vcndung neuronaler Netze ist es nicht unbedingt von großem Interresse, das
:'\('tz exakt an die Traillingsdaten anzupassen, sondern vielmehr wünscht man ein neuro-
nales Netz, da." die Geueralisierungsfähigkeit auf unbekannten Daten aufweist. Wenn {'in
:\"etz zu stark auf der Trainingsmenge traini{'rt wird, so ist es sehr stark an die Trainings-
Illenge angepasst, verliert aber die Generalisif'fllllgsfähigkcit. Besonders wenn die Daten
stark verrauscht sind, ist ('5 nicht so sinnvoll die einzelnen Trainillgsdaten so exakt ein-
ZUIf'l"IWIl, da das ~etz dann an die dun-h das Rauschen verzerrten Daten angepasst wird.
Eine sehr starke Anpassung des Netzes an die verzerrten Trainingsdaten führt zu eineT
großen Verwirrung, wenn das Netz später mit unbekannten Daten arbeiten soll. Das ist
der sogenannte Overjittin!rEfrekt.
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Um dCII Ovcrfitting-Effekt zu umgehen, ist eine Regularisierung notwendig. Hierbei wird

zum Fehler Eu zusätzlich die Komplexität des Netzwerkes bestraft. Die zu minimien'Tl-
rle Zielfunktion besteht daher nicht mehr einfach aus dem zuvor gewählten fehlermaß
aus deu Trainingsdatell, sondern auch zusätzlich aus einer Funktion bezüglich dl'f Kom-
plexität des I\etzes. Die KOlllplexität ist dabei abhängig vou der Größe und Anzahl def
verwendeten Gewichte. Die zu minimierende Zielfunktion ergibt sich als:

E(D, w) = ßEn(D. w) + aEIV(w) (5.1)

Eo(D, w) ist die Summe der Fehler aus den gesammten Dat.en D, Ew(w) der entsprechen-
de ßestrafllugstcrm in Abhängigkeit der Gewichte 111.Die Parameter n und ß gewichten
zwisehC'1l der Straffunktion und dem Fehler aus den Daten. Ein einfacher und Wf'it ••..('r~
breiteter Straf term ist Weight-Decay, der über aUe H/ quadrierten Gewicht.e summiert:

IV
I" ,

Ew(w) = '2 iSi Wj•

Df'r \Vf'ight~DecayTerm hestraft dahei di(~Gewid\t.f' um so stärker. je weiter sie von ;-..rull
abweichen.

Die Schwit>rigkeit.bei dt~rAnwendung von Heglliarisierungstechnikeu wie \Vcight.Decay
ist..daß für die Gewichtsparameter Q' und ß entsprechende Werte gefunden wenlen müssen.
In Rahmen dieser Arbeit. wird eine in 125] vorgestellte ~Iethodc untersucht. mit der mall
durch die Anwendung der Dayes'schcn Inferenz analytisch zu Lösungen für n und ß

kommt.

ßayes'sches Lernen

Beim ßayes'schen Lern(~nwird das Vertrauen in die Größe VOll verschiedenen Gewichten
des ),'etzes durch eine Wahrscheinlichkeitsverteilung über den Gewichten zum Ausdruck
gf'hracht. Das heißt, daß man ,'ora.usset.zt. daß die Gewicht.eeine gewisse Verteilung l'(w)
annimmt. ~ach der Ile~cl von Dayes hat man eine a~posteriori Verteilung:

( ID) = p(Dlw). p(w)
p w p(D)'

Dabei gibt p(Dlw) die Wahrscheinlichkeit an, dan das :\lonel1mit Gewichtswktor w bei
Eingabe x dip Ausgab(' yerzcugt.

em die Vertt'ilung p(wID) auszuwerten, muß man p(w) und p(Dlw) voraussetzen. Für
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1
p{U') wählt man im einfachsten Fall eine :\ofrnaiverteilullg um 0 mit Varianz -. Für die

"einzelnen Gewichte Wj gilt:

Die Verteilung p( w) ergibt sich dann als Produkt der Verteilungen für die einzelnen Ge-

wichte WI:

•••
p(w) = IIp(w.)

.=1

n .!!:: _2.,1\ w~(-) ~e l L..=l •
2,

Q 11'

wolH'i Ca = (_)T ist.
211"

ÜIWf dte Verteilung der Zielwerte machen wir die einfache Annahme, daß si~ mit normal-

wrt.eiltell RauM:hen mit ~tittclwcrt 0 und Varianz ~ bdJaftet sind. Die Wahrsch('inlkhkf'it

des tatsädtlil.:ht'll Zielwerts y hei Eingabe r zu schätzen ist gegeben durch [25J:

p(ylx,w) = (~)~e-~(f(%.W)-1I)2.
2,

Damit erhält mau, falls die Datenpuukte unabhängig sind:

N

p(Dlw) = IIp(y.lx" w)
.=1

wobei Cli = (~) ~ ist.2.

~lil dC"f Regel yon Bayes ergibt sich dann für die a-posteriori Verteilung der Gewit:h-
t.('

l'(wID)
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Die Funktion p(wlD) nimmt an der Stelle ihren maximalen Wert, wo w nach ßeobachtung
VOll D am wahrscheinlichsten ist. Somit maximiert der optimale Gc\vichtsvektor den \Vert

I
dieser Funktion. Da p(D)' Co und Cß von den Gewichten nicht abhängen, findet man

diesen optimalen Gewichtsvektor, indem man den negativen Exponenren

ßED + aE",

minimiert. Die zu minimierende Funktion entspricht der früheren Fehlerfunktion (5.1) mit
dem quadratischen Fehlerterm und dem V.•.•eight-Decay Strafterm.

Um geeignete 'Verte für n und t1 zu finden. werlet man wieder die a-posteriori Verteilung
von 0 und ß aus:

p(a, ßID)
p(Dla, ß)p(<>, ß)

p(D)

Die a-priori Verteilung für Q und ß wählt man so, daß sie keinen Wert hevorzugt. Dann
findet man die optimalen Werte für 0: und ß, indern man p(Dlo, m maximiert, p(Dln, ,ß)

berechnet man dmch:

p(DI", ß) f I'(Dlw, a, ß)p(wla,ß)dw
f I'(Dlw, ß)I'(wla)dw

Da Eu lind Eu. nitht-Iincarc Funktionell \"011!LIsind, ist e~Of:tJ-aEI\" Ilitht integricrbar. LJIn
11(n, OID) noch zu berechnen, bildet man mit E(w) := ,ßED+uEw die Taylor-Entwicklung
um da.<;Minimum Wmm 125J:

wobei H die Hessematrix der gesamten Fchlerfunktion R = ßED + nEw an der 5t('l1('
IVmm ist.2.

2Es gilt, }{ = ßHD + nI, \lot! UD i~tdie H('S~ematrix bezüglich EJ) an der Stelle Wmin'
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)'Ian erhält dann für das Integral [111

:-"fan rnaxirnif':ft. nUll lien LogarithlllllS von p(Dlo:, ß):

Inp(Dlo. ß)

I
-2"10 IHI + eOllst.

Um die :\faxima von Inp(Dln, ß) zu finden, rechnet man die partielle Ahleitungen und
setzt sie glekh O.

Seim \ die Eigenwerte von ßHo, dann ergibt jm.ftidlcs Differenzieren nach 0' und ~ull-
setzen

o ülnp(Dlo, ß)
üo

11" 8 81 N
-2 - E\V(wm;.) - 0-8 E\I,(wmi.) - -ü -21n(I1(,1, + 0))
U 0: 0' i

11" 8 IN 1
- ? - EW(Wmin) - o-ü Ew(1L'mm) - -2 L-,--.

_0 0: • Ai+O:

7

Da Ai die Eigenwerte \'011 ßHD sind, gilt ~; = j. Damit erp;ibt partielles Diffen'uzieren

nach ß ulld Null~etzen

ülnp(DI<>,IJ)
ü!3
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Au die;cr Stelle vernachlässigt man die Abhängigkeit des !\.Hnirnurns lL'mm von n und jJ,
ullll reduziert diesen Fehler später durch eine iterative Approximation. So hat man

o

o =

11' 1" 1
20' - EU-,(Wmin) - 2" ~ ..\. + 0:

Zusammenfassend ergibt sich für U IIUU ß:

Q

ß

N
1 (11'_ I:_0_)

2Ew(wmm) I >'1+0
(5.2)

U lll1d ß werden am Anfang mit kleinen Werten initialisicrt. hlan trainiNt das ~-et.z und
findet fL'min(O:, ß), dann bestimmt man das neue 0' und.O gemäß (5.2). Die beiden Schritte
werden abw('chselnd wiederholt bis zur Konvergenz VOll Q und ß. Durch diesen iterativcll

Aigmithmus kann man die optimalen Werte sowohl für 0' und ß als auch für 1V bestimmen.

5.1.3 Einlernen des Netzwerks

Die Gewichts.'ichätzullg wird mit dem Verfahren Resilicnt-Propagation durchgeführt. Wci-
tcrllill wird der Bestrafungstenn wie Wcight-Decay eingesetzt um den Overfitting zu ver-
meiden. Dabei wird auch da<;Bayes'sche Verfahren eingesetzct um die Gewichtsparame-
tcr zu berechnen. Die gesamte Daten wird in eine TrainingsIllenge und eint' Testllll'nge
t'ingcteilt. Um später die Ergebnisse von neuronalen Netzen mit den Ergebnis.<;en VOll
Fehlerkorrekturmodellen vergleich zu können. werden für neuronale :-';etze die gleichen
Trainings- und Test.zcitraum wie für die Fehlerkorrekturmodelle verwendet. Das 1'rainillg
wird solange fortgeführt, bis die AhhruchhNiingung f'rfiillt ist.

Die Gewichte der Netze werden mit zufälligen Wt"'rt.cnaus dem lntcn-all 1-1; 11 initia-
Iisert. FUr da" Lernverfahren Rcsilicllt-Propagation wird der maximale Gewichtsände-
flIugsM:hritt auf 0.01 festgesetzt.
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5.1.4 Netzwerkbeurteilung

Zur Netzwerkbeurteilung werden die Gütema(je. die in Kapitel 3 vurgestellt worden sind,
verwendet. Dabei ist noch zu beachten, daß die Ermittlung der Giitema.ßstäbe nur an-
hand der Testrlaten erfolgt. Die Güternaßestäbe, die anhand der Traingdaten ermittelt
werden, haben zur Beurteilung der Gencralisierungsfahigkeit der Netze keine Bedeutung.
da die Kctzgewichte im Zuge der Gewichtsschätzung gcnau für diese Daten optimiert wur.
den. Sie können daher selten eine valide Abschätzung der tatsächlichen 1-1odellgiiter auf
unbekannten Daten darstellen. Die Testdaten stammen aus dem auf den Trainingdaten
folgenden Zeitraulll. Sip bleihen während der Parametecschätzung dem Netz unbekannt.
Für dif' T~ttllengp ist clip GeneraliSf'rungsfähigkeit der t\f'tze entsehcidcnd. Daher dienen
die TC'st.daten der eigentlichen Beurteilung der Prognoscgüte f'inf!s Netzes.

5.2 Empirische Untersuchung der Zinsentwicklung in
DM

In diesem Abschnitt werden neuronale ~etze zur Prognose der Zillsentwicklung in D-r\lark
auf Tages-, \\'ociteu- bzw. Monatsbasis aufgebaut, indem die oben vorgestellten unter-
schicdlichpil Verfahren eingesetzt werden. Um mit dem Fehlerkorrekturmodell vergleichen
zu können, wird zuerst der Eingabevektor vom Fehlerkorrekturmodell übernomIllen und
für das neuronale X(~tzverwendet. Später werden auch a.ndere technische Indikatoren un-
tersucht. Anhand der Gütemaßstäbe wird das beste f\.loclellausgewählt lind darallfilin
\\'('j tt'rf' Vf'rbcsserungsmaßnahmc durchgeführt.

Hl'i 1\('[" :\ctzwt-'rkmodellbildung wird in oer Pra'<il; die in Abbildung 3.3 gezeigt Reihen-
folg-enicht immer streng eingehalten. So wird zum Beispiel die Verbindungsart der Netze
(gt'ilört zum zweiten Schritt) zuerst entschieden, bevor mögliche Eingabe\"ektorcn (gehört
zum erstm Schritt) gf'testct werden. Jrocs aufgebauten Netz wurde mit mehre Gewicht-
sillitialisieruligen trainiert. Untersuchungen zeigten, daß die Ketze bei unterschiedlichen
Gewirhtsinitialisil'rtmgcn sehr stabile Ergebnisse liefern. Aus diesem Grund, wurde bei
der Ergeblliszusammenfassnng imlIler das Prognoseergebnis von einer beliebiger Gewicht-
sini tialisil'rtillg wrwclHjpt.
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5.2.1 Verbindungsart der Perzeptronen

In Abbildung 5.1 sind zwei ulltcrschiedliehe Vcrbindungsarten dargestellt. Dip zwei Ver-
hinduugsarten unterscheiden sich in den direkten Verbindungen, die sogenannten shm'f-

cut.~.VOllInpllt.schicht nach ülItpntsdücht. :\.lan vermutet, daß di~ direkten Verbindungen
zwischen der Input- und Outputschicht den linearen Zusammenhang besser approximie-
fell können. Das gute Ergebnis des Prognoselests mit dem linearen Fehlerkorrekturmo-
deH deutet darauf hin, daß der lineare Teil in der gesamten Beziehung zwischen DIOY,
UlOY lind F3~1 doch eine bedeutende Rolle spielt. Es muß festgestellt werden, welche
Verhilldllngsart für die Zinsprognose besser geeignet ist. Neuronale :-letze mit deu Z\vei
Verhilldullgsartell sind aufgebaut und getestet .••..ordt:'ß. Tabelle 5.3 stellt das Tcst('[geblli~
dar.

mit shortcuts ohne 8hortcuts
Quad. Fehler Treffer Quad. Fehler Treffer

Periode Hid. Test Train in % Hid. Test Train in %
Tag 3 1.219 0.450 64,358 3 1.215 0.449 64, 736
\Voche .S 6,277 1,712 57.722 5 6.522 1.720 55,949
!vlonat 4 25,829 4.977 69.308 8 30.268 4.438 68,428

Tabelle 5.3 Zmsprognose der Netzer~ mit zwei vef'schiedene Ve7'bindtmgsart

Da.<; Testergebnis zeigt. daß in den Wochen~ und Monatsprognosen die Netze mit Short-
cuts im Testzeitraum kleine quadratische Fehler und höhere Trefferquote haben lind in
der Tagesprognose ist es gerade das Gegenteil. Das mag man so verstehen, daß der Ii.
ur'are ZusamHlf'nhang zwischen der Ein~ und Ausgahe in dC'rlangfristigen ßf'ziehlln~ ('in!'
größere Rollt' als in der kurzfristigen Beziehung spielt. In der weiteren Untersuchung wer-
deli dementsprechend für Wochen- und :\1onatsprognosf'n Netz(' mit Shortcllts und für
Tagesprognosf'n ?'letze ohne Shortcuts verwendet.

5.2.2 Regularisierung

Vergleicht man Tabelle .t.ll mit Tahelle 5.3. stpllt man fp$t., daß das neUfona\('s ;.letz
in der Testphase größere quadrat.ische Fehler ab das Fehlerkorrekturrnodell erzeugt, ob-
wohl PS in der Trainingsphase kleinere quadratische Fehler erzeugt. Dies bedeutet, <lall
das neuronale ;.letz zu stark an den Trainingsmustt:'rn angepasst ist und dadurch seilU'
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Gencrallisicrungsf<i.higkeit verliert. Also sind die neuronalen Netze hier übertrainiert. Dies

ist in Tabelle 5.4 deutlich gezeigt.

Neuronales Netz Fehlerkorrekturmodell

Periode Test Train Test Train

Tag 1,215 0,449 1,209 0,450

Woche 6,277 1,712 6,108 1,847

Monat 25,829 4,977 21,742 6,223

Tabelle 5.4 VergleIch der quadrati.~chC1l Fehlern zwt.5chen NN und ECM

\Veight-Deca:y

Für ein übertrainiertes !\ctz ist ellie Rcgularisierung notwendig. Wir setzen zunächst
die Wcight-Df'cay Technik ein. Gemäß (!i.1) wird ein zusätzlicher Straf term, der durch
eincn Parameter Cl gewichtet ist, in der vorherigen Fehlerfunktion eingeführt. Der alte
Fehlerterm ist ebenfalls durch einen Parameter ß gewicht.et.. In der praktischen Umsetzung
w('f(h~1\n und ß in einem Parameter "y umgewandelt.

In tIpI' l'rstf'n Untersuchung ::;tellenwir den Gewichtsparameter l' hei der Np.tzspezifikatioll
per H:\IId ein. Für ')' = {O,5; 1; 2} werden Prognosetests durc.hgeführt. Das Ergebnis des

jeweils hesten Netzes ist in Tabelle 5,5 zusammengcfaßt.

Quad. Fehler Treffer

Periode Hid. ~ Test Train in %

Tag 5 0,5 1,222 0,45.1 64,232

Woche 7 1 5,883 1,877 57,595

Monat 6 0,5 20, 730 5,945 69,308

Tabelle 5.5 Zmsprogno,~e von rl~tJronalenNetzen mit lVeight.Dew!I

Der Wcight.-Dccay-Term soll die zu starke Anpassung des Netzes an der Traininv;sdatcIl
verhinden und dadurch die Fehler auf Testdaten reduzieren. In Tabelle 5.6 ist ein Vergleich

--------------------
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zwischen neuronalen Netzen mit \Veight-Decay, ohne \Vcight-Decay und dem Fehlerkor-
rekturmodell nach ihren quadratischen Fehler aus Tr"aining- und Testdaten dargestellt.

Neuronales Netz
mit Weight- Decay ohne Weighl-Decay Fehlerkorrekturrnodell

Periode 1 Test Train Test Train Test Train
Tag 0,5 1,222 0,454 1,215 0,449 1,209 0,450
Woche 1 5,883 1,877 6,277 1,712 6,108 1,847
Monat 0,5 20,730 5,945 25,829 4,977 21,742 6,223

Tabelle 5.6 Quadratische Fehlern von NN mit bzw. ohne Weight-Decay und ECM

Bei der Monatsprognose hat die Einführung des \Veight-Decay-Terms den quadratischen
Fehler auf Trainingsdaten leicht erhöht, dieser ist aber immer noch kleiner als der Feh-
ler vom Fehlerkorrekturrnodell. Dafür ist der Fehler auf Testdaten durch Verwendung
von \Veight-Decay-Term enorm reduziert. Das Netz mit \Veight-Decay-Terro erzeugte den
kleinsten Fehler auf Testdaten. Somit ist es eine gelungene Regularisierung. Bei der \Va-
chenprognose erzeugt das neuronale Netz mit \Veight-Decay-Term auch den kleinsten
Fehler auf Testdaten, aber seiner Fehler auf Trainingsdaten ist am gröBtens. Trotzdem ist
das Ziel der Regularisierung erreicht. Bei der Tagesprognose erzeugt das neuronale Netz
mit \Veight-Decay- Term die größten Fehler auf beiden Datenbereichen. Das weist auf eine
Überregularisierung hin.

Eine Überreglliarisierung entsteht, ,yenn der Weight-Decay- Term zu stark gewichtet ist.
In diesem Fall nimmt der tatsächliche Fehlerterm ßED nur einen kleinen Anteil des ge-
samten Fehlers E ein, und dagegen spielt der \Veight-Decay-Faktor o:Ew in der Fehler-
funktion eine dominierende Rolle. So wird das Netz durch das Training wenig den Mustern
angepasst, viel mehr wird das \Veight-Decay- Term o.Ew minimiert. Da die Fehlerfunkti-
on überwiegend aus dem \Veight-Decay besteht, ist sie dann auch minimiert, wenn der
\Veight.Decay minimal ist, obwohl der eigentliche Fehler von den Mustern noch nicht mi-
nimiert ist. Und dadurch erzeugt das Netz auf beiden Datenbereichen die größsten Fehler.
Um dieses Problem zu lösen muß man die geeigneten \Verte für die Gewichtsparameter 0:

und ß bestimmen.
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Bayes'sc1tes Lernen

KAPITEL 5. ZINSPROGNOSE MIT NEURO,"!ALEil; NETZEN

In Abschnitt 5.1.2 wurd das Bayes'sche Lernen vorgestellt, wobei die Gewichtsparameter
in Gleichung (5.1) automatisch eingestellt werden können. Unh>r der Voraussetzung, da.ß
die Gewichte und die Zielwerte des Netzes eine gewisse Verteilung annehmen, werden bei
dem Bayes'schen Lernen die Gewichtsparameter a und ß, ausgehend von einem kleinen
Wert, während des Trainings iterativ optimiNt. Im weiteren wird das ßayes'sche Lernen
in der ZilJsprognose eingesetzt. um eine anpassende Regularisierung durchzuführen. Die
Testergebnisse sind in Tabelle 5.7 gezeigt.

Quad. Fehler Treffer
Periode Hid. , Test Train in %
Tag 4 0,008 1,209 0,450 64,862
\Voche 0 0,02 6.055 1,825 56,203
l\lonat 10 0.26 20,282 5,695 69,434

Tabelle 5.7 Zins[Jrognose von neunmalen Netzen mit Bayes 'sehes Lernen

Die \Verte \"On Parameter ,. die in Tabelle 5.7 gezeigt sind, sind die optimalen \Verte VOll
,. die durch Bayes'sches Lernf'n berecllllet wurden. In Tabelle 5.8 stellen wir die quadrati-
schen rrhler auf Trainings- und Testdaten von Bayes'sch<>mLerrwn. nicht regularisirrtem
Netz und dem Fehlerkorrekturmonell zusammen, um die verschiedenen ~'1ethodclI 7.U vc[-
gleichen.

NN
mit Baye.~ '.~che.'1Lernen ohne Regularisienmg ECM

Periode 1 Test Train Test Train Test Train
Tag 0.008 1. 209 0,400 1.215 0,449 1,209 0, ,150
\Voche 0,02 6,0»,1 1.825 6.277 1,712 6,108 1,847
l\Ionat 0,26 20,282 5,695 25,829 4,977 21,742 6,223

Tabelle 5.8 Quadratische Fehler'Tl von NN und ECM

Für die Tagesprognose ist der Fehler VOll BaY~'5ch('S Lernen aufTcstdaten kleiner und auf
Trainingsdatcll grötler als die vom Kl'tz ohne Rpgularisierullg:. Im Vergleich zum rchler-
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korrkturmodell hat Bayes'schl:'-s Lernen auf beiden Datcnuercichcn gleiche Fehler erzeugt.

Dabei ist der Parameter I sehr klein gestellt. Also der Straf term, der die I<omplexität
des l\etzes b~trafen soll, ist gegenüber den Fehler des Netzes wenig gewichtet. Das heißt.
daß da."!Netz wenig Rcgularisierung hraucht. Daher ist das Ziel der RegularisicTUng zwar

erreicht, aber die Wirkung ist sehr gering. Für \Vodlcn. und 1-1onatsprognosen sind die

Regularisierungen wirksamer. In heiden Fällen sind die Fehler vom Bayes'schen LPrlle1l

auf Trsteiaten deutlich kleiner und auf Trainingsdaten etwas größer als die Fehler von

]'\etzen ohne Regularisierung. Im Vergleich zum Fehlerkorrkturmodell sind die Fehler \"Dm
Bayes'schen Lernen auf heiden Datenbereichen kleiner. Dies weist auf die anpassenden

Regularisierungen hin.

An dieser Stelle wollen wir die Wirkung der Anwendung von Bayes'sches Lernen \'er-
anschaulichen. Als Beispiel nehmen wir das Netz für die ~'lonalsprogllo..<;c. Zuerst wird in

Ahl)il,iung 5.1 gezeigt, wie sich der Gewichtsparameter '"1im Lauf des Trainings verälldert.

0.6 ,--~-------~-------,
Gewichtsparameter -

0.5 f----,

0.4

0.3

0.2

0.1

o L__ ~ ~ ~ __ ~ .J
50 100 150 200 250 300

Abbil(iung 5.1 Veränderung vom Gewicht.'l]Jn.mmetcr'"1 im Lauf de." Tmining .••

Dcr Traillingsprozcss ist so eingestellt. daß "I en;t nach 100 Epochen zum crst(~n Mal hc-

rechlll:>t wird und danach für jede weiteren 50 Epochen neu beredmet wird. Jeder neu

ben'chnete Wert wird sofort in der Fehlerfunktion eingesetzt. um den lIeuen Fehler zu he-
rechllcn. 'Ynähprt. sieh dahpi schrittweise an seinen optimalen \Verl. Dieser approximierte

optimale \Vert wird zum Schluß in die cntgiiltigc Fehlerfunktion einges('tzt.
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Ahbildung 5.2 zeü;t der Verlauf des quadratischen Fehlers auf Traillillgs- und Tcstda-
teu nach Epochen. Abhilduug 5.2 (a) 1st WH t~lIlelll nicht H'gularisiertcll Netz und (1)) ist

mll einelH )lf~t.Zmit Bayes'schclIl Lernei!.
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Abbildung /,.2 (aj Fehle.T'vom Netz ()hft(~nr.gularisicnmy. (b) Fehler t'om Netz mit
l1ayc., 'schem Lernen

111Ahhhilchm,E!; 5.2 (a) ist der Overfitting-Effekt deutlich zu ~when. Der Fehler auf Test.r!a-
1('11vom Hieht fpguliertPII r\"etz nimmt nach Ilng;efähr 100 Epochen wieder ZII, obwohl der
Fdl!1'1" auf Trail\illg~datpn noch ständig "bnimmt-. Dieser Effekt ist ill Abbildung 5.2 (h)
kaulIl Z1Ischell. Der Fehler auf T£'st.tiatC'1Iist l)(li 1I1lgdiihr 80 Epochen minimiert. und dies
\\"lfIl auch im Rest des Trainings beibehalten. Das ist dadurch erreicht, daß der zusätzli-

dH' St raff('rm ELF dip zu starke Anpassung Jes :'Jetzes au Jen Trainingsdaten verhindert.
DamIt kaUII das ~l'tz dil' optimale ApproxlluaitlUH. die den ganzen Daten!wf('ich anpasst,
abbildpu. Da~ ßayes'sche Ll'rIlt'1I dient dazu. elll gecigul'tl.-'SV<'fhältuis zwisdwlI EJ) und

Eil' 1.11 bestllllmeu.

11
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5.2.3 Weitere Ein- und Ausgabemöglichkeiten

Im weit~relJ werden andere Ein- und Ausgabemöglichkeiten untersucht. Da unterschied-
liche Kodierungen unterschi('dlichc Zielwerte zur Folge haben, ist es nicht mehr möglich
die vom Netz erzeugten quadratischen Fehler zu verwenden. um die unterschil~dlidH.'1I
Kodierungen zu vergleichen. Außerdem ist die Trefferquote diejenige, für die man sidl
schließlich bei einer Zillsprognose interessiert, df'$wegf!ß werden wir uns spät.er nur noch
an der Trcfferquote orientieren.

Kodierung

In Abschnitt 5.1.1 sind "icr Kodierungsmöglichkeiten der Differenzreihe Hngesprochcll.

Alle vier Kodierungen wurden getestet. Die Testergebllisse sind in Tabelle ,1.9zusammen-
gestellt.

Treffer in % I
bindiff Tag 9 4,83 60,076

\Voche 9 4,-15 58,987
Monat 9 3,14 68,931

absdiff Tag 4 0,01 64,862
\Voche 7 1 57.595
Monat 10 0,26 69.434

reldiff Tag 7 0,0001 63.602
Woche 3 1 61,646
Monat 3 0.U02 68.428

logdiff Tag 3 O.OUOI 63,350
Woche 9 1 61,013
Monat 4 0 70.063

( Kodierung I Periode I Hid.

Die L£'sten Ttefferquoten jeder Periode sind fett gedruckt.

Tabelle 5.9 Zinsprognose. mit unterschiedlichen Kodientngen

Die' Testergehnisse zeigen, daß die Kodierung die PrognosC'lcistung deutlich beeinflusst..
Wenu die Kodierung sich änut'ft. ändert. sich sowohl die optimale Topologie als auch die
optimale Reglliarisierung der :\etze. ~lit anderen Worten, man findet kein optimales :'{etz
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für das gleiche Problem mit der ~Ieichell Eingangsinfonnation, wenn die Korli(,fUllg nicht
optimal ist. Auch ist zu beachten, daß die optimale Kodierung für eine Pl'Ognosf'hasis
!licht unbediugt optimal für die anderen Prognose basen ist. In Tahelle 5.1() ist für jede
Progllosl'lmsis dip hestl~ Pl'Ognos(,cfg{~hnis.<;1'1,1Istllllrnr.ngdaßt.

Periode Kodierung Hid. ~ Treffer in %
Tag absdiff 4 0,01 64.862
Woche reldiff

I
3 I 1 61. 646

Monat logdiff 4 0 70,063

Tabelle 5.10 Zinsprognost mit optimaler Kodierung

Tabdie 5.10 zeigt. daß absdiff für Tagl'sproglloscll die beste Kodiel'llllg ist, währeud
reldiffuud loguiffjewcils für WociwuproguUSl'1lund ~1unatspl'Ognosell die be:"tt'1lWahlt'lI
siud. In tier Zukunft wird für die versdllpdener Prognose basis, nur die {'ntsprechentie
optimale KodlCnmg weiterverw('udct.

Skalierung

In folgender Untersuchung wf:'rden dif:' Eingahcvariablell zwi~hell -1 und 1 linear ska.-
liert. UIlI die Vorzeichen der Werte zu hehalten, werden praktisch den 0 fixiert lind die
lJositiwn \Verte zu positiven Werte bzw. die negativen Werte zu negativen Werte ~kalif'rt.
Tabdll' 5.11 zf'igt. das Trstl'rgehlli)oiVOlldeli Prognosen mit skalierten Daten.

Periode Kodierung Hid. ~l Tr-effer in %
Tag absdiff 5 0.14 64,610
\Voche reldiff 7 1 60. 760
Monat logdiff 6 0.53 70.315

Tabelle 5.11 Zi1l81,rog1l0Se l1Ut V(trttJblen skaliert zwischen -1 und 1

\'l'rglC'lch Tabdie 5.11 mit 5.10. stellt man fest, daß durch die Skalierung die Trefferquot{'u
für :\Iollalsprognosetl Jt'ieht erhöht aber für Tagesprop;llosen und Wurhenprognosl'll ein w('-
lII!!, z\lrü{'kge~allgt'll ~il1d.Also ist eine Skalif'fung <iN Eingallgsvnriabh'JI nicht unhedingt
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notwendig. Selbst welill die Skalierung für eine Progllosebasis eine positive Wirkung haI"

kann sie für die anderen Prognosebascll negative Wirkungen hahen.

Technische Indikatoren

ßislang haben wir bis auf die Kouiefungsart und die Skalienmg die gleichen Eingaht'n für
die neuronalen Netze wie für das Fchlerkorrektunnoddl verwendet. In diesem Abschnitt

versuchen wir die Amvcndung tet:hnischer Indikatoren zu untersuchen. Zunächst testen

wir :\('t7,(', dessen Eingaben nur alls Differenzreihen von DlOY \lud ihrer tedlilischen In.
dikatoreß h('$tchcll. Abbildung 5.3 zeigt das Eingabe-Schema.

DIOY
L DIOY
L' DIOY

Technische Indikatoren

••
••
••

•
• NN•

••
••

•
•
•

Ausgabe

Abbildun.9 5.3 Neuronales Netz mit tec1ltti,~chen Indikatoren als Eingabe

In Tahelle 5.2 sind die zur Verfügung stehenden technischen Indikatoren aufgelistet. Die
ökonomischen Zeit reihen sind naturbedingt meistens stark verrauscht. \Venn eine IH,'lIeVa-

riable in den Eingangsvektor eingefügt wird. tritt mit der ergänzenden Information auch
ein£:' 11engc Rauschen bf'i. Es ist df'Bwegen hei der Anwendung technischer IlldikatnrclJ Z1I

beaehtf'll. daß die gesamte Information. die die Eingahe trägt, nicht durch hinzukommen-
d" VariHhle von mitwachsendem Rauschen überschattet wird.

Da die Anzahl der möglichen I\ollluillationcn \lnd Paramctrisicrungen technischer In-

dikatoren a."itronomisch ist, ist die kOUlplette Durchsuchung Hicht möglich. '\.Iit Hilfe der
MutTwl-Infor'mation-TechniIP, versuchen wir aus dner großen AU!'iwalil die optimale Zu-
sammensetzung tecilllisdH:'r Indikatoren zu finden.

3GcIlaue Disskussion über Allwendllll~von ~Iutual Information in [26J
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Die Prognosen auf unterschiedlichen Basen werden getrennt behandelt, da die optima-
le Zusammensetzung technischer Indikatoren dabei auch unterschiedlich ist. In Tabelle
5.12 siud die fiir jt:'deBasis mit Mutual Information ausgt~wählteZusammensetzung tech-
nü;cher Indikatoren gezeigt.

Periode TI
Tag ma+diff
Woche ma+\'ola
Monat mll+diff+kurtosis

Tabelle 5.12 Ausgewiihlte ltclmiscllC Indikatoren

~lit den ausgewählten Zusammensetzungen tcchnisdler Indikatoren und der Zeitreihe
Dlm" werdn die )1et.zeingaben gebildet. Das Ergebnis des Prognosetests mit solchen
:'\etzeillgaben ist in Tabelle 5.13 dargestellt.

Periode TI Hid. 1 Treffer in %
Tag ma+diff 4 0,01 58,186
\Voche ma+vola 8 0,003 ;9,241

Monat ma+diff+kurtosis 5 i,üi ;9,748

Tabelle 5.13 Prognose mit technischen Indikatoren

Die Trefferquote für die Tages-, 'Wochenbzw. Monatsprognose, mit nur tecllIlischeu Indi-
katoren, sind jewl'iis um 6.424, 1,519 bzw, 10,56i Punkte niedriger, als die Trl'fft'Hluot.e
\'On vorbf'r (siehe Taht:'lle5.10 bzw. 5.11), Das weist darautbin, daß die Faktoren VIOY,
F3~1 lind der Abweichungsterm nicht durch die technischen Indikat.oren \'011 DlOY zu
ersetzen sind. Sie enthalten InformntiOlH'Il.dit' nicht durch technische Transformationen
\"011 DIOY erworh('11werden köoof'o.

Als nii,hstes testen wir Netze, die t('chnische Indikatoren als zusätzliche Eingabe IIPben
DlOY. UlOY, F3M und dem Abweidlllllgstt'rlIl habel\. In Abbildung 5.4 ist die Bildung
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ci('s Eingnhcvcktors veranschaulicht.

DIOY

UIOY

F3M

Abweichungsterm

Technische Indikatoren

.-.-.-.- NN.-.-
•
•
•

Ausgabe

Abbildu.ng 5.4 Neuronales Netz mit technischen Indikatoren als zusätzliche Eirtgabe

In Tabelle 5.14 sind die mit ~Iutual.lnformat.ion ausgewiihlte technische Indikatoren rlar~

gestellt.

Periode TI
Tag rsi

diff

rsi+diff
\Voche ma

kurtosis
lila +kllrtosis

Monat ma
kurtosis

ma+kurtosis

1'abelle 5.14 Ausgewählte technische Indikato1Y:u

Die ßusgf'wiihlte Kombination von def technischen IndikatoreIl werden daou in die Eill-
gahcwktofcll cingefiigt. Tabelle 5.15 zeigt da..<;Ergebnis des Pro~osetests mit den !leuen
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Eillgabevcktoren.

Treffer in % I! I1id.TI

Tag rsi ~ 0,01 64,987

dilf ~ 0,01 6~,232

fsi+diff 7 O,OO~ 64,862

\Voche ma 3 1 60,633

kurtosis 3 1 60,253
ma+kllrtosis 6 1 60,506

I'\'lonat kurtosis 5 0,32 67,5~7

ma 4 0,42 66,793

ma+kurtosis , 0.36 69,182

I Periode I

Tabelle 5.15 rrogno,~e mit technische Indikatoren

Die Auwclldullg technischer Indikatoren als zusätzliche Eingangsgröße, hat hier ehenfalls

\\'cmg Verbesserung gebracht. Bei den Tagesprognosen und den Wochenprognoscll haben
sich die Trefferquoten zwar "erbessert. aber die Verbesserung ist, sehr grring. fici den
Monatsprognosen fällt die Trefferquote zurück, wenn eine weitere Variable in den Ein-

gallgswktor eingefügt wird. Das heißt, daß die hinzukornm('urlen Variablen in diesem Fall

üOt'fwiegclld Rauschen mitbringen .

.-\m Elldf' dises Kapitls fassen wir die bisherigen be1'itell Nczte mit ihren Prognoscer~

gl'lmisscn in Tabelle 5.16 zusammell.

Treffer
Periode Kodierung Skalierung TI Hid. 1 in %

Tag absdiff - rsi 4 0,01 64,987

\Voche re1dilf - - 3 1 61,646

Monat logdiff [-1,1J - 6 0,53 70,315

Tabdie 5.16 Emstelllmg der neuronalen Netze trnt den bIsher besten Trefferquoteu

-----------------------



Kapitel 6

Zusammenarbeit von NN und ECM

In deli letzten zwei Kapiteln haben wir das neuronale :\('tz und das Fehlerkorrekturmodell
zur Prognose der Zinscntwicklung getestet. Die Ergebnisse zeigen, daß heide !\lcthodcll
für alle drei Perioden akzeptierbare PrognoseleistungclI liefern können. Da die beiut'1l
?\'lodclle unterschiedlichen Mffhanismen folgen. kommt man auf die Idee. daß es (~\'entlleJl
zu einer Verbesserung führt, wenIl man die zwei ;,,'fethodell zusammenarbeiten läßt. In
di('sem Kapitel wird der kombinierte Einsatz der heiden r-.lethodcn untersucht.

6.1 Entscheidungskomitee

6.1.1 Bildung des Entscheidungskomitees

Eine einfache ~\'lög1ichkeitder Zusammenarbeit vom neuronalen :\etz und dem Fehler-
korrekturmodell ist, daß man die heiden :\Iethod('n pnrallel laufen läßt und ihre Pro-
~Ilos('n mit.rinander n~rgleicht. Man bildet dadurch ein Entscheidullgskomit.cc. Das Ent-
S('heiduTlgskomit.ccmacht die cntgültigc Progllosccntschcidllng, und dies wird nur dann für
einen hestimmtell Tag gemacht, wenn heide ~,tethodell für diesen Tag die gleiche Richtung
der 2illscntwicklullg vorhersagen. Die Prognoseentschcidung des Entscheidungskomitees
entspricht der Vorhersage der heiden ~lethodell. Wenn beide .\Iethoden für eiuen Tag
jeweils eiHe untf'rschicdliche Richtung der ZinSl~lltwicklllllgvorhersagen, dann wird das
EIltscheidungskomitee für die5f'1lTag keine Prognoseentsrheidung macherl. Dip I\omitef'-
bildung ist in Abbildung 6.1 dargestellt.

61
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Eingabe

ECM
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Eingabe

NN
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Abbildung 6.1 Entschddungskomitee

Die hip<,der Kümiteehildung besteht darin, daß lIlall durch die gleichzeitige Betrachtung
beider 11ethodcIl versucht, eine ~ichere Entscheidung zu treffet\. Das Fehlerkorrekturmo~
deli und das Ill'uronale Netz treffen ihre Entscheidungen nach ihren eigenen )'h'challismen.
So kann man sich vorstellen, wenn beide 11ethodell für einen Tag den gleichen Trend der
Zill~Pllt\\'icklung vorhersagen, dann liegt die Entscheidung für diesen Trend mögiicil('r-
weise näher an df'f Wahrlwit, als wenn beide lVIf'thoden für diesen Tag ganz verkehrte
Tn'nds \'orhcrsagcn. In den zweifelhafteIl Fälle. d.h., wenn die heidpn r-.ll~thodendie ver-
kehrte Tr('ll(ls prognost.izieren, schweigt das Entscheidullgskomitpe, also macht er dann
kpille Prognoseentscheidung. Das reduziert zwar die Anzahl der gemachten Prognosen.
alH'1Ulan hofft. daß man dadurch eint' höhere Trefferquote erzielen kanu.

6.1.2 Empirische Untersuchungen

ZUlliichst.untersuchen wir. wie stark sich die Prognosen der b",iden },lethodeu umersdH'i-
dpll. Für das Fehlerkorrekturmodell übernehmen wir dip Proguoseprgebnissc in Tabdie
.1.11. Für die neuronaleIl NNZP ÜIWflll'hllH'Tl wir die Prognoseergf'llIliss(' YOIlden Ketzen.
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dessen Gestalt.ung in Tabelle 5.16 beschrieben sind, da sie die beste Trefferquote für dip

jeweiligen Prognosehasis haben. In Tabelle 6.1 sind die Korrelationen zwischen Uf'JI Pro-

gnosen der heiden verschiedenen ~lethodcll dargestellt.

Periode Korrelation
Tag 0,94
Woche 0,74
l\lonat 0,94

Tabelle 6.1 Korrelationen zwischen den Prognosen von EGM und NN

Die Korrelationskoeffizienten in Tabelle 6.1 zeigen, daß für die Tagrs- bzw. ~tonatbasis die
Prognosen von neuronalen :--Jet.zt:> und dem Fehlerkorrekturrnodell hoch korreliert sind, d.h.
dip heiden )'lethoden haben sehr oft die gleichen Trends vorhergesagt. Für die Wochen.

hasis si ud die Prognosen heider Methoden nicht sehr hoch korreliert, also untrrschcidc!O
sich die Prognosen der heiden ~lethoden in diesem Fall etwa,.<;mehr.

Wir bilden für jede Prognosebasis ein Entscheidungskomitee, und fiihren die ProgllG-

setests durch. Die Prognoseergebnisse sind in Tabelle 6.2 zusammengestellt.

Periode Treffer in %
Tag 65,545

Woche 59.835
Monat 70,516

Tandle 6.2 Zinsprogno.~e mit dem En!scheidungskomitee

Für die Ta!!;es- bzw. ~'lonathasis haben die Entscheidunj:!;skomitces die Trends der Zins-

entwicklungen um 0, 558% bzw. 0.201 % (ygI. Tahelle 5.16) mehr als die neuronalen Netz('

und um 0,935% bzw. 2,717% ("gI. Tabelle 4.11) mehr als das Fehlerkorrekturmodell rich-
tig prognostiziert. In diesen beiden Fällen haben die Entscheidungskomit{,{,$, allfgrnnd der
ullcinhcitiichrll Vorhersage der bl'idcn Methoden, durch das Schweigen iihcrwiegeude Fehl-
(,Iltsch('idullg vermieden. Für die \\'ocheuua.';is hat das Entscheidllngskomitee die Trends
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def Zinsentwicklungen um 1,811% weniger als da" neuronalf' N"f'tz IInel um 5,657% mehr
ab das Fehlerkorrekturmodell richtig prognostiziert. Da das FehlNkorrckturlIlodell für dip

\\'odlt'lIbasis viI'! schledlter als dfL"neuronale Netz funktioniert hat, hat er in vielcll FällC'1l

durch seilw falsdwn Prognosen das Entscheidullgskomitee dazu gehr(\('ht. keine Progno-

Sl~l'lltsdleidllllg lU machen, ohwohl das neuronale Ketz dort richtig prognostiziert hat.

Damit stellt mall fest, daß Illall Lei der Bildung des EntM.:iteidungskomitccs hesoudcrs

\"Olsichtig sein IllUß, WClIll die ",iuze1uc il.lethode sehr unterschiedliche Prognoseleistllu-

gen habel\. Denll durch die KomiteeiJildung \vird die Proglloseieistullg des gesallllIlhm

Enl.sc!lt'idllugskolllitt't's 1Il diesem Fall nicht unbedingt erhöht, sondern die Leistung der

starkl~1l ~1ethode könnte durch die Leistung der schwachen ~'1ethode ausgeglichen werden.
[31,i denjelligt'll ~lethodell, die ähnliche PrognoSf'leistungen haben. kann Illall durch dip

Bildung des Entscheidun~skomitet$ eine durchaus höhere Prognosetrefferquote erzielen.

6.2 Datenvorverarbeitung mit dem Fehlerkorrektur-
modell

Das neuronale ;'\ptz hat gt'gt'nüber den herkömmlichen ökonometrischen Verfahren größe-

n' Flexihilitiit. Es kann aus IllforlllatiOlH'Tl. elie clil' viC'llm anden'n :\1dhoden schwierig

wrarhl'itl'll können, lerncll. Dics(' Fähigken ermöglicht dem neuronalen r\ctz. die Aus-
gabe anderer l\lethodeu zu übernehmen. und dadurch die Arbeit der anderen l\lethoden

<LIlSZUlllltZt'11..Jedes Prognoseverfahren iSt, im Prinzip ein M('chanismm; zur Informat,iolls-

\"t'rarlwi t \lllg. Sie analysil:'n'n dil:' zur Verfügung steht'lldell Inforlllation auf ihrer eigen Art

llud \\""isl' IInu trelfell daHn ihre Ellt:-;c1leidungen. \Vellil das ncuronale ~ctz die Entschei.
dllllg eint's anderen Vprfahrells als Ein!o?;abenimmt, bt:'trachtet da:-; I\'etz wfihrelHJ seiner
;\.rheit dil' \leillllug dil's('s \'l'rfahl'ells HUt..

6.2.1 Zweistufiges Progllosemodell

Da~ Fchlf'rkorrektnrmodl:'l1 wird IlUIl als VorverarbeitullgslHC'challislllll:-; C'in,l?;csetzt.ZIll'rst
\\-11"<1dip Progllos(, mit FehlerkorrekturrllodeJl gemacht, danach wird das Progllost'crg{'\mis

\\"!Prlel' itb Ellly;allll;svariable ins lleUfollali' f\etz geführt. Dadurch entsteht ein zweistufip;e.s
Proglloscllloc!ell. Dil' Nl'tzeiup;abe cntst.eht dann aus der Ausgabe des Fehlerkorrckt.llI"lUO.

dl'lJs 1I"d dl'1I t.ransformil'l't.('n Variahll:'JI. Unter den tram,formierten \'ariahll'lI wrstt'ht
mall du' llIlt.l'l's('hil'{l1ich kodierten hzw. skalil:'ltf'1l Zeit.l"l:'illt'1lsowie die tedlllischeu ludi-
k<1tnr;'11.Dip Str\lktllf oiest's z\veistuiig(' Prognos('modells ist in Abbildung 6.2 g('zdgt..
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Abbildung 6.2 Zwe~stufiges Pr'ognosemodells

Durch den Einsatz des Fehlerkorrcktunnodells wird zwar k~ine zusätzliche Information
für das neuronale Netz erworben. aber Ulau hat dabei die Hoffnung, daß durch die Ver-
arbeitung des Fehlerkorrekturrnodells die hestehende Informat.ion bc&,;errcpriisclltiert ist
und damit die Arhpit des neuronalen Ketzes erleichtert wird.

6.2.2 Empirische Untersuchungen

Die Prognosetests werden in zwei Schritten durchgeführt. Im erstell Schritt werden die
Zinsentwieklungen auf verschiedenen Basen mit dem Fehlerkorrekturmodell prognosti-
ziert. Wir übernehmen hier die Prognoseergebnisse des Fehlerkorrekturrllodells in Tabelle
4,11. Im zweiten Schritt werden mehrere Eingabevektoren für di~ neuronalen Netze ge-
hildet. Jeder Eingabevektor besteht aus der Ausgabe des Fehlerkorrekturmodells und der
unterschiedlichen Zusammensetzung der transformierten Zeitreihen. Mit jedem Eingabe-
w'ktor wurden mehrere Prognoscmodclle durch \'erschiedene Parameterisierungen aufge-
hallt. Alh~ PrngnoseTllodel1c wurden getestet. In Tabelle 6.3 werden für jede Basis nit'
Eingahc\'ektorcn der besten drei Proguosemodellc gezcigt..
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Tag 1 absdlffvon DlOY, UI0Y lind F3\.I mit Lags 1 bis 3
Abwcichullgsterrn mit Lags 1 bis 3
Ausgahe von EC~,I mit Lags 1

2 absdiJJvon DIOY. 1JlOY umi F3~1 mit Lags 1 bis 3
Abwcichuugsterm mit Lags 1
Ausgabe von ECM mit Lags 1 bis 3

3 absdiffvon DlOY. VIOY und F3~1 mit Lags 1 bis 3

Abwcichullgsterm mit Lags 1 bis 3
Ausgabe von ECM mit Lags 1 bis 3

\Voche 1 reldiffvoll DlOY, UlOY und F3~vtmit Lags 1 bis 3
Ahweichungstcrm mit Lags 1 bis 3
ma \"ou n~ldiff\'on DIO'{

.-\usgaht~von ECt\1 mit Lags 1 bis 3

2 H,ldijf von DlO'{ mit Lags 2 und 4
reldiff\'on UlOY Lags 1

reldiff von F.3\.I mit Lags 5
Ahweichungstcrm mit Labrs 1
trW \"Oll reldiff VOll DlOY
Ausgabe VOll ECJ\I mit Lags 1

3 nddiffvon DlOY. VIOY und F3ivt mit La~ Ibis 3
Abweichungsterm mit Lags 1
Ausgabe von £C;'..1mit Lags 1 his 3

I l\.1011at 1 scale(logdiff) von DlOY,UIO'{, F3M mit Lags I his 3
skalicrtt:'TAhwcichungsterm mit Lags 1
skaliertf' Ausgabe von ECM mit Lags 1

2 M:/llc(lugdijJJ von DlO,\',UIOY, F3M mit Lags 1 bis 3
skalipr!.cf Abweichungstenn mit Lags 1
skalit:'rt.e km'ios&s ,"on logdijJ von DI0Y
skalierte Ausgabe von £C:\1 mit Lags 1

3 ,.;mle(logdiff) ,"on DlOY,UlOY, F3\1 mit La~ 1 bis 3
skaiiPTtef Abweichungst{'l'm mit. Lags 1 his 3
skali(,fte Ausgabe von EC~1 mit Lags 1

I Periode ] Eing.-Nr.1 Eingabevektor

Tabelle 6.S Afl,~gewiihltf' Nct;;ein.f./abe für die zweisiufige.n Modelle
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In Tahelle 6.4 sind dann die entspredlendcll Prognoseergebnisse dargestellt.

I Periode I Eing.-Nr.1 Hid.! l' I Treffer in % I
Tag 1 4 0,01 65,365

2 8 0,01 65,365
3 5 0.004 65,239

Woche 1 6 1 62,152

2 7 0,5 60,127

3 5 1 59,494

Monat 1 6 0.42 73,459

2 10 0,40 71. 950
3 8 0,21 69.686

Tabelle 6.4 Zinsprognose mit den zweistujigen Modellen

Die Testergebllisse zeigen, daß allein durch die Einführung "on Ausgabe des FehJerkor-
rckturmodclls, noch keine gute ~etzt'ingabe garantiert werden kann. Am:h hier spielt
die Zusammensetzung anderer Variablen eine bedeutende Rolle. Für die unterschiedliche
Kombination der Variablen variieren die Trefferqllotcn über mehrere Prozente hinaus. In
Tahelle 6.5 sind die besten Prognoseergebnisse für die drei Prognosebasen zusammenge-
st.ellt.

Periode Hid. , Treffer in %
Tag 4 0.01 65,365
\Voche 6 1 62,152
Monat fi 0.42 73,459

Tabelle 6.5 Die besten Prognoseergebnisse der zweistujigen Modellen

Die Tr<>fferquoten der zweistufigen £\'lodellen haben sich gegenüber den einzelnen .\'letho-
dt:'Il für alle Perioden erhöht. Bei der l\1onatsprognosell war die Verbesserung der Treffer-
quote hesonders groß. Die he::>u'Ttcfferquotf' ch'r neuronalf'n ;\etze war 70.315% (sicht'
Tahdle 5.16). Sie ist jetzt um 3.144% auf 73.459% gestiegen. Bei der Tages- und Wn-
chenprognm;(' sind die Verbess('rungell der Trefferquoten jeweils 0.378% und 0,343% (vgl.
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Tabelle 5.16). Somit ist da..•zweistnfige ~\ilodellllliteiner geeigneten Bildung der Eingabe
durchaus konkurrenzfähig.

ZUIll Schluß fassen wir die besten Prognoseergebnisse von der Zusammenarbeit der neu-
ronalell i\"el.zell mit dem Fehlerkorrekturmodell in Tabelle 6.6 zusammen.

Periode Methode Treffer in %
Tag Ent.scheid u ngskom itee 65,545

Woche ZweistufiF;es ~,lodell 62, 152

l\lonat Zweistufiges r-.lodell 73,459

Tabelle 6.6 Die bc.'iten Prognoseergcbnisse von der Zusammenarbeit



Kapitel 7

Bewertung der Prognoseverfahren

In diesem Kapitel werden wir iiber die untersuchten Prognoscverfahrcll (,llle' komplpt.f'
Dewertllug machen. Dabei möcht.en wir zunächst fe:-;tstellcn, ob die Einfiihrung d('s Ab-

wcichungstcrms ins linearen ~\'lodell eine po,o,;itive vVirkullg in der Zinsprognose hat. mit
anderen \Vortcn, ob sich das "Granger-Repräsentations- Theorem" empirisch nachweisen

lässt. WcitC'f möchten wir die KOllkurrenzfähigkeit dClj neuronalen :\etzes gegenüber d£'1ll

Fehlerkorrekturmodell zur Zinsprognose feststellen. Als letztes möchten wir die Zu!'am-
mellarbeit der heiden Verfahren hew('rten.

7.1 Der Effekt der Abweichungsterm

An di(,sC'fStelle müssen wir an nie Ursache der Anwendung. von der Abweichung der
langfristige Bezidmug erinnern. Untel1iudillllgell in KaJlitd 4 ~f'igf'n, daß angesichts der
kmzfristige Zinsentwicklung Scheinkorrclationen zwischen DlO"{ und UlOY uzw. OlOY
und F37\1 anftreten. Das heißt. währpnd starke Korrelationen zwi~hen 010\" lind UlOY

bzw. DIO), und F3~1 existieren. sind ihre kurzfristigen Veränderungen wcsentlieh \V('-

niger korreliert. Und damit stellen die hohe Korrelationcn der ursprüngliche Zeitreiht'n
flir dip kllrtfristige Prognose von DlOY eine Verwirrung dar. Um das Problem :w löscn.
wrwt'IHlet lIlan nur die Differenzrf'ihe im PrognoselliodelL Dahei gehen aber die Informa-
tiollen hillsichtlkh potentiellPr langfristiger Beziehungen. die sich in den :\'iveall\miablell
widerspiegeln, verloren. Durch die Einführung der Ahweichung der langfristige Beziphullg

zwischen DIO\', UIOY und F3!\1 hofft man, daß dieser Informationsverlust dann ausge-

glichf'1l werden kauu.

Iu Kapitel" w('rden mit df'Ill 1i1lf'<lrt>!1),lodt>lL Ohllf' Anwendung des Abw('ichllnKsh'rnl~
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•

lind mit dem Fehierkorrektuflllodcll, wobei der Abweichungsterm eingesetzt wird, Zins-

progllmil'I1 durchgeführt. Dip erzidte Ergehnisse sind in Tabelle' 7.1 nochmal präsentiert

(vgI. Tahl'lIe -1.11).

ECM (mit er,.,) Modelle ohne ~1T1

Periode Quad. Fehler Treffer in % Quad. Fehler Treffer in %,
Tag 1,209 64.610 1,214 62,972
\Voche 6.108 54,177 6.3i1 51,266
rvlonat 21. 742 67.799 32.191 .55,220

1hbdlt: 7.1 ZinsprvgTwsl:: mit linearen ökonometrischeu ModdlF-1t

Gm deli \'crgleieh der wfschiedencu ).lodelle zu erll'iehtcn, stdlcll "•...ir die Differenz der

quadratischen Fehler und der Treffcnlllotell in Tabelle 7.2 dar. In Tabelle 7.2 bezeichnen

QF,.. lIud TQF hzw. QFr, uud TQL jeweils Jeu ljuadratischeu Fehler und die Tn>fferquo-

te \"Olll Fl'hlerkonekturmodell bzw. VOIII lim'arell Modell ohne Ahweichungstcrm. In der
Spaltt', (lie mit ProzentueH bezl~idlllet ist.. stehen die prozentuellC'u Diffel"C'nzen, also jC'

QF,. - QFL cl TQF - TQ"
u<lchdclli ----- 0 er ----- in Prozent.

QFL TQL

QFF - QF, TQF - TQL

Periode Absolut Prozentuell Absolut Prozentuell
Tag -0,005 -0. ~l % 1,638 2,60%
\Voche -0.263 -4,139"0 2,911 5,68%

:\lonat -10. -l-t!J -32,Gl% 12,579 22,78%

Tnl}(:l1r 7.2 Diffcr"eTlZ de,' Zirlsprognose mit ve.n,c1licdenclI lilicarclI Muddlell

Dil' Erp;t'lmissl' in Tabelle 7.2 zC'igm, daß die AmH'ndung des AbwcidLUug&tel"ms für dil'
Tal-';t'sprop;1l0st'1I ('ilH~ g(~rillgc Auswirkung hat. Dahf'i wurde dl:'l"quadratische Fehler ledig-
lich lIur 1111I U,-lI% l"cduzh'rt. Die Tn'tferquotc erhöhtet ~il'h IIIIl 1,638 Punkte, da." sind
grradl' 2. GO%. Für die \\'odlt'll- lind .\tollatsprognosf'1l hat sich dabei deutlich mehr gl:'-
lall. Die quadratische Fehler haben sich jewC'ils um 01, 13% hzw. 32,61 % reduziC'rt, und dip
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Trefferquoten sind um 2, 9111nw. 12,579 Punkten gestiegen. Die Verbesserungen der Trd-
fcrquotcu sind jeweils 5.68% und 22. 78%. Dieses Ergebnis kaun man als eine Bestätigung
der ökonomischen Hypothese annehmen, daß die in dem Ahweichungstenn enthaltene In-
fonnation die langfristige Beziehung widerspiegelt. Je lä.nger die Prognosebasis ist, desto
einflussreicher ist diese Information.

7.2 Ein Vergleich konkurrierender Verfahren

Anhand der Trcffcrquote der Prognosetesls können wir das Fehlerkorrekurmodcll mit den
neuronalen Netze vergleichen. In Tabelle 7.5 sind die Prognoseergebnisse vom Fehler-
korrekurmodell und der neuronalen Netze zusammcngcfaßt. In Tabelle 7.5 sind auch die
Differenzen der Trefferquoten gezeigt. wobei TQN und TQt: jeweils die Trefferquote der
neuronalen l'\etze bzw. des Fehlerkorrekturmodells hf'czeichmm.

TQN - TQE
Periode NN ECM Absolut Prozentuell
Tag 64.987 64.610 0.377 0.58%
Woche 61.646 54,178 7,468 13,78%
1\lonat 70,315 67,799 2,516 4,68%

Tabdl(' 7.5 Ein Vergleich de,'i Fehlerkorrekturmodelsl mit den neuronalP.fl NP.tzen

Bci dN Tagesprognose trifft das neuronale Netz den Zinstrend 0,377% mehr als das Feh.
lerkorrekturrnodell. Die Trefferquote ist dabei um 0,58% erhöht. Diese Prognoscvt'rbes-
sertlng ist aber nicht sehr deutlich. Bei der \\'ochenpro~llm;e hat das neuronale Netz die
größte Trefferquoteerhöhung. Dics(~beträgt 7.468 Punkten bzw. 13,78%. Damit ist das
nellrollale Netz dem Fehlerkorrekturmodell bezüglich der Wochenprognose einen großen
Schritt voraus. Für die Monatsprognosen hat das neuronale Netz die Trefferqll()t(~ um
2,516 Punkt£'11 bzw. 4,68% erhöht. Dies gilt als eine deutliche Verbesserung. Insgesamt
ist das neuronale Netz gegm das Fehlerkorrf'kturmodell doch konkurrenzfähiv;.

Zum S<:hluß machen wir einen Vt~rglei<:hzwischen dem Fchlcrkorrekurmoddl und der
Zusammenarheit neuronaler ~etze mit dem Fehlerkorrekurmodcll. In Tabelle 7.6 befin-
den sieh die jeweiligen Trcfferquotell und die Differenz der Trefferquotcn.
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TQN+" -TQE
Periode NN+ECM ECM Absolut Prozentuell

Tag 65,545 64,610 U,935 1,45%
\Voche 62,152 54,178 7,974 14,72%
Monat 73,459 67,799 5.660 8,35%

Tabelle 7.6 Em Vergleich zWlschen dem EOM und der Zusammenarbeit der NN mit dem

EGM

Bei der Tag~progllosc hat sich die Tretferquote durch die Zusammenarbeit neuronaler
;'\ctz mit dem Fehlerkorrekturmodell um 0,935 Punkten hzw. 1,45% erhöht. Bei der Wo-
chenprogllose ist die Trefferquote durch die Zusammenarbeit um 7,974 Punkten hzw.

14,72% angestiegen. Bei der ~1onatsprognose liegt die Trf'fferquoteerhöhllug bei 5, GGO
PUllktf'1l bzl". 8,35%. Insgesamt ist dit, Zusammenarbeit d(,In Fehlerkoffektunnodell dc-
liniti,' iiilcr1egen.
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Kapitel 8

Zusammenfassung und Ausblick

8.1 Zusammenfassung

Ziel dieser Arbeit war:

1. Die Theorie \'011Grilliger empirisch zu untersuchen

2. Die Fähigkeit, neuronaler '>:etze gegenüber dem Fehlerkorrekturrnodell zur Zinspro-
gnose, zu untersuchen

3. Die Zusammenarbeit neuronaler Netze mit dem Fehlerkorrekturrnodell :tU testen

Im zweiten und dritten Kapitel wurden die Ansätze des Fehlerkorrekturmodells und der
neuronalen Netze theoretisch diskutiert. In den nachfolgenden vier Kapiteln wurden reich-
liche empirische Untersuchungen durchgeführt. Im :-;iebtell Kapitel wurden die Tf'stergcb-
nisse zllsammengefaßt und bewertet.

Der Vergleich der Testergebnisse in Kapitel 7 zeigt, daß die Einführung der Abweichung
langfristiger Gleichgcwichtsbezichung Trefferquotenerhöhungen zur Zinsprognose auf al-
len drei Basen ermöglicht hat. Das bedeutet, daß für die Beschreibung der ZeitreiheueIlt-
wicklung die langfristige Beziehung der kointegrierten Zeitreihen durchaus eine Korrektur
eines \Iodells, das um die Scheinkorrelation zu vermeiden nur auf differenzierten Reihen
basiert ist, darstellt. Und je länger die Ba.<;isperiodeist, desto stärker ist die KorrekUlf.
Di{~Theorif> von Granger ist damit empirisch nachgewiesen wordeß.

~lit dC'Hneuronalen Ketze haben wir auf alle drei Basen UL'S.'Wrc PrognoseergebnissPIl

i3
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gpgcniiher <lf'Hl Fehlerkorrekturmodell erzielt. Bezüglich <.lerTagcshasis ist die Trcfferquo-
tl'lIcrhöhllng ni('ht sehr groß. Aber auf dem Wochcn- und ~lonatsba.<;is hat das neurona-

le ~ct~ iibpfzcugcude ProglloseverbessefHugeu geliefert. Damit ist festzust.l'l1ell, daß die
lll'ul"UllaleH Netze gegcllüher dem Fehlerkorrekturmodell auf einer läugerer Basispcriod('
durcllalls konkurrenzfähig sind.

Die Zusammenarbeit neuronaler 1\ctzc mit dem Ff'hlerkorrekturmodcll hat gcgcniilwf

(1l:'1llF<'hlerkorrektlHlllodell eine noch größere Trt'ffrrqllotencrhöhuug geliefert. Damit ist

(Ipr kumhinierte Einsatz Citll~ neuronalen ~('ztcs mit einem Fehlerkorrektllrmodell der

..\llwenuung jeder t~illzl'1llcn !\Icthodc üherlegen. Fiir eine weiterf' Entwicklung des Pr~
gnoscsystcms ist dies be:;onders zu {'mprchlcn.

8.2 Ausblick

E~ {'rgebell sich uuu weitt'H' Schwcrpunkt{'u, dit' ein Ziel weiterer Forschung im Bereich
tlpr ZeitreilH'uprognose mit Ileuronalen ~etzcn darstellen.

Zum einen ist es eine erweitt'rtc Datcll\'oraualyse. Da die ut'llronalell Netze die Fähigb'it

lH'silzl'll. komplizierte Funktionen zu approxillliereu, ist es sinnvoll. weitere möglich{'rw('i-

SI' Zllsallllllcnwirkcndf' ökoIlomi:-iche Faktoren in der Oatell\'oranalysc einzubeziehen, E:-;
11I'stcht die ~löglichkcit, daß die neuronalen r\etze aus sokheu Variablen uiitzliche Inror-
matiOll{,1I g{'winllcn.

Zum illlderen liegt {'s in einer weikren Untersuchuug des kombinierten Einsatzes ncu-
I"OlIa!l'r Nl'ztl' mit dem F{'hll'rknrrekturmodell. In unserer Untersuchung wurde der Feh-

It'rkolTpktunllodell als Vorverarbeitungsmechanismus rür die neuronale :\etze verwendet.
:'.Iall kanu aber au{'h ulllg('kehrt die Ausgahe der lI('uronalen Netze in eincm Fchlerkorrek-
tUl"Inodt'lI betrachten. Bf'i fiel Bildung des Entscheidungskomitees kann man itllCh andere
Kritl'rit'1I llntl'rsuchen, z.B. die Proglloseergebnisse unterschiedlicher .\Iethodcn nach df'1"
Pro~Hm('lf'ist.ung der ~tethod(' IIIltt'rsducdlich gf'wichtct zu betrachteI\. Dadurch sdH'nkt
lHall d('11lH'SSf'rPIl :.-Iethodf'1l llIehr Vert.rauell. wohiugegf'u die schwächere .Mt-'thoden mehl'
odf'r welliger \'crnachlHssigt werden.
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