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ZusammenfassungVideo-Arhivierung und das Suhen in gro�en Best�anden von Videodaten sind inden letzten Jahren immer mehr ins Zentrum des Interesses ger�ukt. Die Erstellungeines suhbaren Index f�ur Videodaten erfordert jedoh sehr viel Handarbeit und istf�ur gro�e Best�ande prohibitiv aufwendig.In der vorliegenden Arbeit wird der Prototyp des View4You-Systems vorgestellt,eines vollautomatishen Systems zur Erstellung einer Video-Datenbank. Als Vide-odaten werden Fernseh-Nahrihtensendungen verwendet. Diese wurden im Rahmendes View4You-Projektes t�aglih mit Hilfe eines Satellitenreeivers aufgenommen undin digitalisierter Form abgespeihert. Da jede Nahrihtensendung eine Vielzahl vonuntershiedlihen Themen behandelt, von denen den Benutzer in der Regel nur ei-nes interessiert, m�ussen die Aufnahmen zun�ahst segmentiert werden. Diese Aufgabewird von einem audiosignalbasierten Segmentierer ausgef�uhrt. Vershiedene Ans�atzeaus der Literatur wurden implementiert und mit einem neuentwikelten Ansatz ver-glihen. Dabei erzielte der neu entwikelte Ansatz mit einem F-Ma� von 78% diebesten Kennzahlen aller evaluierten Systeme.Der eigentlihe Index besteht aus einer Transkription (Vershriftung) der Sprahe desVideo�lms, die durh automatishe Spraherkennung erzeugt wird. Der Spraherken-ner stellt eine der Hauptkomponenten des Systems dar. Die Spraherkennung vonNahrihtensendungen ist eine relativ shwierige Aufgabe. Sie ist harakterisiert durhkontinuierlihe, spreherunabh�angige Spraherkennung mit uneingeshr�anktem Voka-bular, hohe Variabilit�at in den Aufnahmekan�alen, eine Vielfalt von St�orger�aushen inden Korrespondentenberihten sowie h�au�ge Spreher im Hintergrund. Der Spraher-kenner des View4You-Systems baut auf dem am Institut entwikelten Janus-Toolkitauf und erzielt auf Nahrihtensendungen eine Fehlerrate von 19,4%.Zur Verbesserung der Wortakkuratheit des Spraherkenners wurden zwei neue Ver-fahren (zur Vokabularadaption und zur teil�uberwahten Adaption) entwikelt underfolgreih getestet. Dabei konnte durh beide Verfahren jeweils eine Fehlerratenre-duktion um 5% (relativ) erzielt werden.Die dritte Hauptkomponente neben dem Segmentierer und dem Spraherkenner istdas Informationssystem. Es hat die Aufgabe, die nat�urlihsprahlihen Anfragen desBenutzers zu verarbeiten und aus der Kollektion der vershrifteten Segmente dieje-nigen herauszusuhen, die im Hinblik auf die Anfrage relevant sind.Einen wihtigen Beitrag dieser Arbeit stellt die Entwiklung eines Verfahrens zumun�uberwahten Training eines Spraherkenners dar. Mit Hilfe der kontinuierlih an-fallenden Audiodaten aus den Aufnahmen der Nahrihtensendungen wird ein voll-automatish arbeitendes, inkrementell lernendes System erstellt, das seine Spraher-5



kennungsleistung durh reines 'Zuh�oren' verbessert. Das vollautomatish trainierteSystem erzielt eine Fehlerrate von 20,5% auf der Teststihprobe. Ein auf Adaptionbasierender Ansatz kann demgegen�uber, aufgrund der niedrigen Anzahl an adaptier-baren Parametern, keine relevanten Verbesserungen des initialen - auf sehr wenigDaten trainierten - Systems erzielen.Um das un�uberwahte Training durhf�uhren zu k�onnen, mu�te zun�ahst ein Kon�-denzma� implementiert werden, mit dem der Spraherkenner seine eigene Ausgabebeurteilen kann. Dabei wurde ein neuer Algorithmus entwikelt und im Rahmen ei-ner ausf�uhrlihen Untersuhung mit einer Vielzahl bereits aus der Literatur bekannterVerfahren erfolgreih evaluiert. Dieser Algorithmus beziehungsweise Varianten davonwerden mittlerweile auh von anderen international agierenden Forshungsgruppeneingesetzt.Die Arbeit wird abgeshlossen durh eine komplette Systemevaluation (End-to-EndEvaluation) des gesamten View4You-Systems.
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Kapitel 1EinleitungDie Speiherung von Informationen hat in den letzten Jahrzehnten eine st�urmisheEntwiklung durhgemaht. Bis in die siebziger Jahre des zwanzigsten Jahrhundertsdominierten die Printmedien die Repr�asentation von Wissen; im Wesentlihen alsBuh, f�ur Publikationen, die ein gr�o�eres Ma� an Aktualit�at erforderten, als Zeit-shrift oder Zeitung. Der L�owenanteil des neu entdekten und publizierten Wissenswird auh nah wie vor �uber Printmedien abgedekt. Durh den stetigen Preisverfallder magnetishen und optishen Speihermedien nimmt jedoh die Bedeutung vonVideo und Audio als Medium zum Transfer von Wissen zu. Videodaten sind im Ge-gensatz zu B�uhern bimodal; sie bestehen aus Bild und Ton. Zahlreihe Anwendungenerfordern die Bimodalit�at, wie zum Beispiel ein Lehr�lm zur Vogelbestimmung, beidem die Tiere in ihrem nat�urlihen Habitat gezeigt werden und die harakteristishenRufe und Singstrophen abgespielt werden k�onnen, oder ein Lehr�lm �uber musikali-she Themen, bei dem die Tondaten nat�urlih eine sehr wihtige Rolle spielen.Des Weiteren k�onnen Filme Abl�aufe von Bewegungen oder Vorg�angen deutlihermahen als gedruktes Material, so da� zum Beispiel beim Eintrainieren von Bewe-gungsabl�aufen f�ur Sportler oder Soldaten shon seit geraumer Zeit Lehr�lme anstellevon Lehrb�uhern eingesetzt werden. Dasselbe gilt f�ur Darstellungen von sih bewe-genden Mashinen.Bewegte Bilder mit den dazugeh�orenden T�onen entsprehen der normalen ko-gnitiven Wahrnehmung des Menshen. Auh relativ lange und ausf�uhrlihe verbaleBeshreibungen sind daher in der Regel niht in der Lage, dieselbe Plastizit�at und Au-thentizit�at wie ein Film zu liefern. Ein Beispiel ist die Beshreibung einer Landshaftwie des afrikanishen Regenwaldes, die kaum in der Lage ist, dem Leser einen Ein-druk des Regenwalds zu versha�en - im deutlihen Gegensatz zum Video. Hierbeimu� jedoh zwishen Plastizit�at und Authentizit�at untershieden werden. W�ahrendBeshreibungen in B�uhern bei phantasiebegabten Personen durhaus in der Lagesind, sogar einen plastisheren Eindruk als ein Film hervorzurufen, leidet doh dar-
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unter meist die Authentizit�at, d.h. die �Ubereinstimmung mit der Realit�at. Beidesgemeinsam wird in hohen Ma�e nur vom Medium Video geliefert.Die vordergr�undigere Plastizit�at f�uhrt auh dazu, da� Filme wesentlih leihterEmotionen weken k�onnen als gedrukter Text. Manipulative Tehniken, wie Werbungund Spendenaufrufe, bedienen sih daher wo immer m�oglih des Mediums Film.Da� Videodaten trotz dieser Vorteile niht fr�uher und in st�arkerem Ma�e Ein-gang in die Alltagswelt gefunden haben, l�a�t sih auf drei Ursahen zur�ukf�uhren.Zum einen sind zu ihrer Wiedergabe aufwendige, oft sperrige und meist reht teu-re Wiedergabeger�ate (z.B. Fernseher/Videoreorder, Computer) n�otig. Zweitens sinddie zu speihernden Datenmengen bei Videodaten sehr gro�, was ebenfalls Kosten-nahteile nah sih zieht. Drittens ist das Nahshlagen und gezielte Suhen nahInformationen in Videodaten viel shwieriger als in gedrukten Medien. Das Problemder teuren und sperrigen Wiedergabeger�ate und des hohen Speiheraufwandes ver-liert durh den tehnishen Fortshritt zunehmend an Bedeutung. Shon heute (1999)sind Laptops im Format eines Buhes erh�altlih. Daher mu� das Augenmerk auf dasProblem der Suhe in Videodaten gerihtet werden.In dieser Arbeit wird ein System vorgestellt, das genau dieses Problem adressiert,indem es eine shnelle und gezielte Suhe in Videodaten erm�ogliht. Ziel ist, einemBenutzer zu erm�oglihen, in der Art eines Nahshlagewerkes zu einem gew�unshtenThema passende Videosequenzen aufzu�nden.
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Kapitel 2�Ubersiht �uber das SystemIn diesem Kapitel wird eine �Ubersiht �uber alle Komponenten des View4You-Systems,die Interaktion zwishen den Komponenten und die Integration zu einem Gesamtsy-stem gegeben.BlokshaltbildEine shematishe �Ubersiht �uber das realisierte System zeigt Abbildung 2.1.Am Beginn der Verarbeitungskette steht die Aufnahme der Fernsehnahrihten-sendungen. Da das View4You-Projekt von Anfang an auf die Erzeugung einer mul-tilingualen Datenbank ausgerihtet war, wurde hierf�ur eine Satellitenempfangsanlageinstalliert, die shematish im linken oberen Teil des �Ubersihtbildes dargestellt ist.Den eigentlihen Empf�anger stellt eine 120 m durhmessende Parabolantenne dar,die elektronish auf vershiedene Satellitenpositionen ausgerihtet werden kann. ZurAufnahme der 'tagesshau' am Empfangsort Karlsruhe ist ein derart gro�er Parabol-spiegel unn�otig; sie wurde im Hinblik auf die Aufnahme von Nahrihten in anderenSprahen gew�ahlt.Das aufgenommene Signal wird von einem handels�ublihen Satelliten-Reeiver de-odiert und steht an seinem Ausgang als Videosignal zur Verf�ugung. In dieser Formist die Bandbreite des Signals zur Verarbeitung zu hoh, so da� eine Kompressionnah dem MPEG-Verfahren erfolgt1. MPEG ist ein asymmetrishes Kompressionsver-fahren, das bei der Kodierung sehr aufwendig ist. Daher mu� eine dedizierte MPEG-Coder-Hardware eingesetzt werden, um die Kompression in Ehtzeit durhzuf�uhren.Diese Hardware ist im View4You-System als PC-Einstekkarte realisiert.Die Ausgabe der komprimierten Nahrihtensendung erfolgt in zwei separatenDatenstr�omen: einem Videostrom und einem Audiostrom. Ersterer umfa�t - je nah1Ausf�uhrlihe Informationen �uber das MPEG-Verfahren �nden sih im Anhang.
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Abbildung 2.1: Aufbau des View4You-Systemsden gew�ahlten Komprimierungseinstellungen - etwa 80% der Gesamtdatenmenge. DerVideostrom wird - mit dem Aufnahmedatum der Sendung versehen - ohne weitereVerarbeitung in der Datenbank abgelegt. Die eigentlihe Indizierung der Aufnahmenbasiert ausshlie�lih auf dem Audiostrom.Die Audiodaten werden vom Segmentierer eingelesen, dessen Aufgabe es ist, dieGrenzen der einzelnen Berihte innerhalb einer Nahrihtensendung zu identi�zieren.Der Segmentierer �andert dabei die Audiodaten selber niht, sondern erstellt ledigliheine Liste, in der die Zeitpunkte der gefundenen Segmentgrenzen aufgef�uhrt sind. Esist nat�urlih m�oglih, da� der Segmentierer Berihtgrenzen �ubersieht, oder da� aneiner Stelle eine Berihtgrenze hypothetisiert wird, wo in Wirklihkeit keine vorliegt.Die Performanz des Segmentierers ist f�ur das System kritish. Werden zum Beispiel zuwenige Segmentgrenzen gefunden, enth�alt jedes gefundene Segment mehrere Berih-te. F�ur den Benutzer bedeutet das einen �argerlihen �uber�ussigen Zeitaufwand, weilf�ur seine Anfrage irrelevante Daten gefunden und dargestellt werden. Wenn hingegenzu viele Segmentgrenzen gefunden werden, sind die Segmente kurz und der Benutzerwird mit abgeshnittenen Teil-Berihten konfrontiert.Die n�ahste Systemkomponente stellt der Spraherkenner dar. Dieser erh�alt den
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Audiostrom vom MPEG-Coder und die Segmentgrenzenliste vom Segmentierer. F�urjedes vom Segmentierer gefundene Segment (d.h. f�ur jeden Beriht getrennt), wirdeine separate Spraherkennung durhgef�uhrt. Es entstehen also genauso viele Hypo-thesen des Spraherkenners wie Segmente vom Segmentierer gefunden wurden; ins-besondere entsteht bei idealer Segmentierung genau eine Hypothese pro Beriht. DieAusgabe des Spraherkenners wird, zusammen mit der Segmentierung und dem Au-diostrom selbst, an die Datenbank weitergeleitet.Zus�atzlih zu den aufgenommenen Fernsehsendungen werden noh weitere Wis-sensquellen automatish in die Datenbank aufgenommen. Zu diesem Zwek fragt einautomatisher Prozess auf einer UNIX- Workstation jeden Morgen zwishen 4 Uhrund 5 Uhr mehrere Internet-Nahrihten-Server ab und speihert die erhaltenen In-ternetseiten in der Datenbank. Zu jeder so aufgenommenen Seite werden zus�atzlihdie Quelle (von welhem Server die Daten stammen) und das Aufnahmedatum ge-speihert.Die Shnittstelle der Datenbank zum Benutzer stellt der Anfrageserver dar. AlsEingabe in den Anfrageserver k�onnen beliebige Texte ohne jede syntaktishe Ein-shr�ankung verwendet werden. Der Server bestimmt dann mit Tehniken des infor-mation retrieval f�ur alle Datens�atze der Datenbank die Relevanz des Datensatzes inBezug auf die Anfrage. Das Ergebnis einer Anfrage ist damit eine - nah absteigen-der Relevanz geordnete - Liste von Datens�atzen der Datenbank. Optional k�onnte,zur Verbesserung der Findegenauigkeit, ein Thesaurus (siehe hierzu auh Seite 106)eingesetzt werden.Der Benutzer des Systems sitzt vor einem Computerterminal, auf dem eine gra-�she Benutzerober�ahe implementiert ist. Die Benutzerober�ahe nimmt die An-fragen des Benutzers entgegen, leitet sie an den Anfrageserver weiter und stellt dieAntwort des Anfrageservers in gra�sher Form dar. Selektiert der Benutzer einengefunden Datensatz, fragt die Benutzerober�ahe die entsprehenden Daten beimAnfrageserver an und stellt sie als Video bzw. als Text dar. Die Eingaben f�ur dieBenutzerober�ahe k�onnen dabei entweder �uber eine Tastatur oder �uber ein Spra-herkennungssystem durh Spraheingabe erfolgen.Tehnishe RealisierungPhysikalisher SystemaufbauDie tehnishe Realisierung in Form einer Aufteilung auf Mashinen und Prozessezeigt Bild 2.2. Insgesamt stellt das System ein Zusammenspiel von (mindestens) 8
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Prozessen in f�unf untershiedlihen Programmiersprahen dar.
IBM PC

Aufnahme (Visual Basic)
MPEG-Coder (Hardware)

Workstation 1 (DEC Alpha)

Internet-Robot (PERL)
Downsampling (C)

Workstation 2 (SUN Sparc)

Segmentierer (C)
Spracherkenner (C)

Workstation 3 (SUN Sparc)

Spracherkenner (C)

Datenbank (C++)
Anfrageserver (TCL, C++)

Workstation 4 (SUN Sparc)

beliebiger X11-Client

Benutzerinterface (Tcl/Tk)

gemeinsames Filesystem

TCP/IP
oder
Socket

Offline-Datenverarbeitung Online-Datenverarbeitung

Abbildung 2.2: Realisierung des View4You-SystemsDie in Bild 2.2 gezeigte Anordnung ist die tats�ahlih realisierte; sie stellt aberkeineswegs die einzige m�oglihe Kon�guration dar. Insbesondere ist es m�oglih, alleProzesse (au�er der MPEG-Kompression, die dedizierte Hardware ben�otigt) auf nureiner Workstation laufen zu lassen.Logisher SystemaufbauDie logishe Aufteilung kann in einen online- und einen o�ine-Teil erfolgen.F�ur den online-Teil gilt� Vorg�ange f�ur den Benutzer sihtbar
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� Verarbeitung in Ehtzeit mu� angestrebt werden� Varianz der Antwortzeiten von Anfrage zu Anfrage soll klein sein� i.allg. keine Kontrolle �uber die eingesetzte Hardware (bei der Client-Mashine),d.h. es mu� eine eÆziente Implementierung angestrebt werdenDer online-Teil besteht im Wesentlihen aus dem Anfrageserver und dem Benut-zerinterfae. Die Verbindung zwishen beiden kann m�ogliherweise �uber eine langsameModemleitung erfolgen, und der Client, auf dem das Benutzerinterfae l�auft, ist even-tuell eine leistungsshwahe Mashine. Diesen Umst�anden wird dadurh Rehnunggetragen, da� die arbeitsintensiven Shritte soweit als m�oglih auf den Anfrageser-ver verlagert werden. Dieser kann bei entsprehender Dimensionierung auh mehrereClients gleihzeitig bedienen. Die Hauptaufgaben des Anfrageservers sind die Bereit-stellung von Daten aus der Datenbank und das eigentlihe information retrieval, d.h.die Suhe in der Datenbank. Dadurh sind die Aufgaben des Benutzerinterfaes aufdas Vershiken der Anfrage sowie das Entgegennehmen und Darstellen der Antwor-ten reduziert. Nat�urlih ist bei einem leistungsshwahen Rehner Spraherkennungals Eingabemedium niht realistish.Der o�ine-Teil besteht haupts�ahlih aus den Arbeitsshritten, die f�ur dasAu��ullen der Datenbank erforderlih sind. Charakteristish f�ur den o�ine-Teil ist� Verarbeitung einer Sendung mu� erst bei Aufnahme der n�ahsten Sendung ab-geshlossen sein� gro�e Varianz der Verarbeitungszeiten der einzelnen Sendungen oder Segmenteist erlaubt� 'Naharbeiten' bereits verarbeiteter Daten (z.B. zur Qualit�atsverbesserung) istm�oglih� keine f�ur den Benutzer sihtbaren Vorg�ange� Einsatz leistungsstarker Hardware m�oglihIm Fall des View4You-Systems bedeuten die ersten beiden Einshr�ankungen le-diglih, da� alle Verarbeitungsshritte in jedem Fall innerhalb von 24 Stunden ab-geshlossen sein m�ussen. Eventuell noh verbleibende Restzeit kann dazu verwendetwerden, an fr�uheren Tagen bereits verarbeitete Daten noh einmal zu sihten und zuverbessern, indem z.B. rehenzeitintensive Methoden angewendet werden, die bei derersten Verarbeitung aus Zeitgr�unden noh niht m�oglih waren. In der verbleibendenRestzeit kann das System auh versuhen, aufgrund der ihm vorliegenden Daten seineeigene Performanz autonom zu steigern. Mehrere Ans�atze, wie eine solhe 'intelligen-te' Systemverbesserung erreiht werden kann, werden in dieser Arbeit beshrieben.18



Der rehenzeitintensivste Shritt im o�ine-Teil ist die Spraherkennung. Diese wurderoutinem�a�ig auf zwei Rehner verteilt. Diese Parallelisierung ist trivial, da f�ur jedesvom Segmentierer gefundene Segment ein Spraherkennerlauf durhgef�uhrt wird unddie Segmente voneinander unabh�angig sind. Es mu�te damit lediglih eine Liste vonSegmenten erzeugt werden, von der alle (im Beispiel: alle beide) mit der Erkennungbesh�aftigten Mashinen den obersten Eintrag ablesen, von der Liste streihen unddann das entsprehende Segment bearbeiteten. Der Prozess endet, sobald die Listeleer ist. Der einzige loking-Mehanismus ist beim read/modify/write-Zyklus auf derListe erforderlih. Experimentell wurde die Parallelisierung auf bis zu 8 Mashinenerfolgreih durhgef�uhrt.
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Kapitel 3DatenZu Beginn der Arbeit mu�te eine Auswahl der Sendungen, die indexiert werden soll-ten, getro�en werden. Ma�geblihe Kriterien bei dieser Auswahl waren:� die Verf�ugbarkeit (d.h. die Sendung sollte m�oglihst h�au�g, idealerweise t�aglih,ausgestrahlt werden)� ein hoher Anteil an Sprahe� eine gro�e Informationsdihte, damit die gefundenen Sendungsausshnitte f�ureinen Benutzer m�oglihst interessant sindDiese Kriterien werden von Nahrihtensendungen besonders gut erf�ullt. Nah-rihten werden (mindestens) t�aglih ausgestrahlt, weisen einen nur minimalen Pro-zentsatz an Musik- oder sonstigen sprahfreien Zeiten auf, und verf�ugen in aller Regel�uber eine gro�e Informationsdihte.3.1 Die Nahrihtensendung 'tagesshau'Unter den im deutshen Fernsehen im Zeitraum der Erstellung dieser Arbeit (zwei-te H�alfte der neunziger Jahre) regelm�a�ig ausgestrahlten Nahrihtensendungen istdie tagesshau des �o�entlih-rehtlihen Senderzusammenshlusses ARD diejenigemit dem gr�o�ten Marktanteil (1996: 30,6%) und damit die bekannteste. Aus die-sem Grund wurde diese Sendung als Grundlage der vorliegenden Arbeit ausgew�ahlt.Andere, niht betrahtete Nahrihtensendungen k�onnen mit den vorgestellten Prin-zipien aber ebenfalls bearbeitet werden, ohne dass hierzu gr�o�ere Modi�kationen derSystemkomponenten erforderlih sind. Einzig der Segmentierer verf�ugt �uber eine Ein-stellung, die spezi�sh auf die tagesshau zugeshnitten ist, n�amlih �uber die erwar-tete L�ange einer Sendung.
20



GeshihteDie Nahrihtensendung 'tagesshau' wird seit Weihnahten 1952 von der Arbeitsge-meinshaft der �o�entlih-rehtlihen Rundfunkanstalten der Bundesrepublik Deutsh-land (ARD) produziert. Ab dem 1. Oktober 1956 wurde sie von montags bis samstagsausgestrahlt, am 3. September 1961 kam die Sonntagsausgabe hinzu. Die Tagesshauwird seitdem t�aglih um 20 Uhr gesendet. Das Ersheinungsbild der Sendung wurdeden sih ver�andernden tehnishen Gegebenheiten und dem Zeitgeist kontinuierlihangepa�t. So wurde z.B. das Logo und die mit Musik unterlegte Anfangsmeldung zwi-shen 1952 und 1998 siebenmal ge�andert. Wihtige Einshnitte waren im M�arz 1959die Einf�uhrung des Sprehers, der die Nahrihten verliest, ab 1970 die Ausstrahlungin Farbe, und am 16.6.1976 das erstmalige Auftreten einer Frau (Dagmar Bergho�)als Spreherin.Da bis in die ahtziger Jahre hinein das �o�entlih-rehtlihe Fernsehen keine Konkur-renz und die gro�e Mehrzahl der Deutshen Zugri� auf genau drei Fernsehprogram-me hatte, waren die Spreher der tagesshau au�erordentlih bekannte Figuren des�o�entlihen Lebens, allen voran der fast 30 Jahre (vom 2.3.1959 bis zum 10.9.1987)'amtierende' Chefspreher Karl-Heinz K�opke.Die Sendungen werden stets von nur einem Spreher moderiert. Um Monotonie zuvermeiden, werden in aufeinanderfolgenden Sendungen untershiedlihe Spreher inmehr oder weniger zuf�alliger Abfolge eingesetzt. Im Zeitraum, in dem diese Arbeitentstand, waren insgesamt 8 Spreher, vier Frauen und vier M�anner, an der Ent-stehung der tagesshau beteiligt. Das Konzept ist erfolgreih; der Marktanteil 1996betrug 8,44 Millionen Zushauer oder 30,6% und die tagesshau war 1995 unter den100 Sendungen mit den h�ohsten Einshaltquoten 62mal vertreten. Sie ist damit dieerfolgreihste Sendung im deutshen Fernsehen �uberhaupt. Um diesen Erfolg aus-zubauen, wurden drei weitere Sendungen unter dem Label 'tagesshau' plaziert: abdem 2.1.97 die 'tagesshau um f�unf', ab dem 9.7.97 die 'tagesshau um drei', undshlie�lih - als bislang letzte neue tagesshau - ab 5.1.98 die 'tagesshau um zw�olf'.Diese Sendungen folgen dem bew�ahrten Konzept der 'tagesshau um aht'. In dieserArbeit werden daher nur Sendungen der tagesshau um 20 Uhr betrahtet.AufbauDie tagesshau um aht hat laut Programmheft eine L�ange von 15 Minuten. Dertats�ahlihe Mittelwert liegt bei 15 Minuten und 49 Sekunden. 90% aller Sendun-gen weisen eine L�ange zwishen knapp 15 und 17 Minuten auf. Die k�urzeste der 60transkribierten Sendungen in der View4You-Datenbank ist nur elf Minuten lang undwurde am 5.6.98 in der Halbzeitpause eines Fu�ball-L�anderspiels ausgestrahlt. Diel�angste vom 3.6.98 bringt es auf knapp 20 Minuten; fast die H�alfte davon �uber dasZugungl�uk von Eshede an diesem Tag.
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Es werden vier vershiedene Methoden eingesetzt, um eine Nahriht journalistishaufzuarbeiten:� Wortmeldung� Nahriht im Film� Berihte der Reporter� Live-BerihteDieWortmeldung wird vom Spreher verlesen und ist in der Regel 20 bis 30 Se-kunden lang. Zur Illustration wird - vom Zushauer aus gesehen - links vom Spreherein Foto, eine Karte oder eine Gra�k eingeblendet, dar�uber steht eine kurze Shlag-zeile, die das Thema der Meldung umrei�t. Ihr zeitliher Anteil an der 20.00-Uhr-Ausgabe betr�agt normalerweise etwa ein Drittel. Alle Wortmeldungen einer Sendungwerden vom gleihen Spreher verlesen. Wortmeldungen haben die h�ohste akustisheQualit�at und weisen keinerlei St�orger�aushe im Hintergrund auf.Die Nahriht im Film ist �ubliherweise etwa drei�ig Sekunden lang. Zu einemFilmbeitrag vom Ort des Geshehens wird ein Kommentar von einem O�-Spreherim Studio geliefert. Es k�onnen in einer Sendung untershiedlihe O�-Spreher ein-gesetzt werden. Die akustishe Qualit�at des O�-Sprehers selber ist sehr gut, da essih um eine Studio-Aufnahme handelt. Allerdings werden h�au�g die Ger�aushe desFilms dem O�-Spreher unterlegt, so dass alle Arten von Hintergrundger�aushen zubeobahten sind.Die Berihte der Reporter sind die l�angsten Beitr�age, mit einer Dauer vonbis zu 2 Minuten. Im Shnitt werden vier bis f�unf solhe Berihte in jeder Sendunggezeigt. Sie werden via �Uberspielleitung oder Satellit von dem Korrespondenten andie Redaktion geliefert. Reporterberihte weisen stets mehr oder weniger laute Hin-tergrundger�aushe auf. Die akustishe Qualit�at ist, bedingt durh das �Uberspielen,deutlih shlehter als bei Wortmeldungen oder Nahrihten im Film. Durh die Si-tuation des Reporters am Rande des Geshehens enth�alt die Sprahe zus�atzlih nohVerspreher, Abbr�uhe und andere spontansprahlihe E�ekte, wie ungrammatikali-she Konstrukte.Live-Berihte sind in der tagesshau selten und werden nur eingesetzt, wenndie Aktualit�at es dringend erfordert; Live-Interviews werden in der tagesshau fastgar niht gef�uhrt. Das ist ein gro�er Untershied zu den amerikanishen News-Shows,die im ARPA-Hub4-Programm bearbeitet werden, wo etwa 30% der Sendezeit aussolhen Live-Berihten besteht. Die akustishe Qualit�at von Live-Berihten liegt nohunter der von Reporterberihten, weil der Grad der Spontaneit�at h�oher ist. Die Qua-lit�at von Interviews ist in der Regel besser, weil der Interviewpartner meist in einem22



ausw�artigen Studio aufgenommen wird.Den Beginn der Sendung maht stets die wihtigste Meldung des Tages. Gefolgtwird diese meist von einem Blok mit Nahrihten aus dem Ausland, einem Blok mitNahrihten aus dem Inland, dem Sport, und dem (seit 1960) obligatorishen Wet-terberiht. Im Shnitt werden pro Tagesshau 15 vershiedene Themen behandelt.Als Nahrihtenquellen verwendet die tagesshau nah eigenen Angaben in er-ster Linie die Nahrihtenagenturen dpa, Adn/ddp, afp, ap, und Reuters. Ein weitererTeil wird vom eigenen, umfassenden Korrespondentennetz geliefert. Die Textdatender Agenturen, die von diesen mit einer gewissen zeitlihen Verz�ogerung der Allge-meinheit zur Verf�ugung gestellt werden, sollten sih daher gut zur Bestimmung einesstatistishen Sprahmodells f�ur die in der tagesshau verwendete Sprahe eignen.Bei der Abfolge der Beitr�age wird auf Abwehslung zwishen Wortmeldungen undden anderen drei Berihtformen geahtet. In der ersten H�alfte der Sendung folgt aufeine Wortmeldung stets ein oder mehrere Reporterberihte bzw. Nahrihten im Film.In der zweiten H�alfte der Sendung werden dann oft zwei kurze Berihte hintereinanderals Wortmeldungen verlesen, bevor wieder ein Film bzw. ein Reporterberiht gesendetwird. Zu Anfang und am Ende jeder Sendung wird eine Erkennungsmelodie gespielt.Exemplarish wird im Anhang die zeitlihe Abfolge der Beitr�age in der Sendung vom30.3.97 angegeben.Von diesem Aufbau wird im Einzelfall zwar abgewihen, er stellt aber ein gutes Mo-dell f�ur die Mehrzahl der Sendungen dar. Der Segmentierer, der eine Sendung inSegmente zerlegt, maht Gebrauh von diesem Aufbaushema.Die 'tagesshau' ist seit dem 1.8.1996 auh im Internet unter der URLhttp://www.tagesshau.de verf�ugbar. Auh der Aufbau der Internet-Seiten unterliegtstetigem Wandel; so wurde die Struktur des Servers in den ersten beiden Jahren desBetriebes zweimal ge�andert. Im Internet ist die ganze Tagesshau als Film mit Audioverf�ugbar. Als Konzession an die Bandbreitenprobleme im Internet wurde eine sehrstarke Kompression gew�ahlt, so dass die Qualit�at deutlih shlehter als die der emp-fangenen Sendungen ist. Zus�atzlih liegen die Wortmeldungen und die Nahrihtenim Film als Texte vor, von den Korrespondentenberihten gibt es hingegen keine Um-shrift. Die Texte sind allerdings redaktionell gegen�uber der gesendeten Form nohnah Themen geordnet und in der Reihenfolge ge�andert, so dass sie niht direkt alsTranskripte der Sendungen herangezogen werden k�onnen.
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3.2 Multilinguale DatenDie �Uberwindung der nationalen und der Sprahgrenzen ist im Zeitalter der glo-balen Vernetzung eine der gr�o�ten und interessantesten Herausforderungen f�ur dieInformatik. Daher ist eines der Ziele des View4You-Projektes die Erg�anzung der Vi-deodatenbank durh Videos in anderen Sprahen als Deutsh.Als Fremdsprahe wurde das Serbokroatishe gew�ahlt.3.3 Aufnahme der DatenDie Aufnahme der Daten erfolgt mit handels�ublihen Satellitenempfangskomponen-ten und einer PC-gest�utzten MPEG Coder Hardware. Die verwendeten Satellitenzum Empfang der vershiedenen Sender sind in Tabelle 3.1 zusammengefa�t.Sender Satellit Position Frequenz Polarisation Tonuntertr�agerARD Astra 1B 19.2 O 11.494 GHz H 7.02 MHzHRT Eutelsat II-F3 16 O 10.987 GHz H 6.65 MHzRTS Eutelsat II-F2 10 O 11.598 GHz H 6.60 MHzTabelle 3.1: Verwendete SatellitenHRT steht f�ur 'Hrvatska Radio Televizija' und strahlt die Nahrihtensendung'Dnevnik' in kroatish-serbisher Sprahe aus. RTS bedeutet 'Radio Televizija Srbi-je'. Von dort kommt eine andere Nahrihtensendung in serbish-kroatisher Sprahe,die ebenfalls 'Dnevnik' (etwa 't�aglih') hei�t. Da die Zielsetzung der verfeindetenserbishen und kroatishen F�uhrungseliten die m�oglihst weitgehende Trennung derbeiden ehemaligen Landesteile Jugoslawiens ist, werden bestehende, eher dialektaleUntershiede zwishen serbish-serbokroatish und kroatish-serbokroatish in den�o�entlihen Medien best�arkt.Die niedrige Empfangsfeldst�arke der Eutelsat-Satelliten maht die Verwendungder gro�en (1,20 Meter Durhmesser) Parabolantenne n�otig. Die Qualit�at des emp-fangenen Signals ist bei guten Wetterbedingungen ausgezeihnet. Bei ung�unstigerWitterung, wie Regen oder Nebel, ist allerdings eine merklihe Beeintr�ahtigung derSignalqualit�at zu beobahten, die sih nat�urlih auh negativ auf die Fehlerrate derSpraherkennung und Segmentierung auswirkt.3.4 Umfang der DatenbasisF�ur das Deutshe umfa�t die Datenbank insgesamt 212 aufgenommene Sendungentagesshau, entsprehend 60 Stunden Sprahe. 64 davon, entsprehend 16,5 h Sprahe,24



wurden transkribiert; der Rest wurde f�ur das un�uberwahte Training verwendet (vgl.S. 144 �).Eine �Ubersiht �uber die Datenbank enth�alt Tabelle 3.2.Bezeihnung Anzahl Sendungen Stunden Worte Vokabulargesammelt 212 60 ? ?Trainingsset 60 15.5 129889 18562Testset 4 1 10653 3598Mini-Trainingsset 2 0.5 3783 1691Tabelle 3.2: Gesammelte DatenIn der Zeile 'gesammelt' ist die Gesamtgr�o�e der Datenbank aufgef�uhrt. Da f�ureinen gro�en Teil der gesammelten Daten keine Transkription angefertigt wurde, isteine Angabe der Zahl der Worte und der Vokabulargr�o�e hier niht m�oglih. Insgesamtwurden 64 Sendungen transkribiert, die in die beiden Stihproben 'Trainingsset' und'Testset' aufgeteilt wurden. 'Mini-Trainingsset' ist eine Untermenge des 'Trainings-set'.
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Kapitel 4Mashinelle SpraherkennungIn diesem Abshnitt wird versuht, einen �Uberblik �uber den aktuellen Stand (1999)der mashinellen Spraherkennung und der verwendeten Algorithmen zu geben. ImRahmen dieses �Uberbliks werden einige Begri�e eingef�uhrt und erl�autert, die insp�ateren Teilen der Arbeit als bekannt vorausgesetzt werden.Mashinelle Spraherkennung ist ein weites Feld, das shon in den f�unfziger Jahrenbearbeitet worden ist. Es stellte sih jedoh rash heraus, da� mashinelle Spraher-kennung ein sehr viel shwierigeres Problemfeld darstellt als zun�ahst angenommen.Erst in den neunziger Jahren war die Tehnik weit genug fortgeshritten, um ersteApplikationen in eingeshr�ankten Dom�anen (z.B. Men�usteuerungen �uber Telefon) zuerm�oglihen. Seither hat das Interesse an Spraherkennung sehr stark zugenommen.Die Anzahl der weltweit t�atigen Forsher auf diesem Gebiet geht in die tausende.Alleine in Deutshland wurden im Rahmen eines einzigen Verbundprojekts (VER-BMOBIL) des Forshungsministeriums etwa 40 Wissenshaftler aht Jahre lang mitdiesem Problem besh�aftigt. Daher kann die hier vorliegende Zusammenfassung kei-nerlei Anspruh auf Vollst�andigkeit erheben. Eine gute Zusammenfassung �uber diewihtigsten Tehniken geben [80℄ und [125℄.Die mashinelle Spraherkennung hat die Aufgabe, zu einer gegebenen akusti-shen Observation O (z.B. die Aufnahme eines Sprahsignals) diejenige WortfolgeŴ zu �nden, die die gr�o�te Wahrsheinlihkeit unter allen m�oglihen Wortfolgen Waufweist: Ŵ = maxW p(W jO) = maxW p(OjW )p(W )p(O) (4.1)(4.1) bezeihnet man auh etwas emphatish als Grundgleihung der Spraherken-nung. Weil p(O) niht von W abh�angt, gilt auh
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Ŵ = maxW p(OjW )p(W ) (4.2)Ein Spraherkenner ben�otigt also zwei Modelle, ein akustishes Modell f�urp(OjW ) und ein Sprahmodell f�ur p(W ). Selbst wenn sehr eÆziente Modelle f�urdiese Verteilungen zur Verf�ugung stehen, ist eine direkte Auswertung von (4.2) durhAufz�ahlung der m�oglihen Wortfolgen und Maximumbestimmung niht handhabbar.Daher mu� in jedem Spraherkenner auh eine eÆziente Suhmethode zur L�osungdes Maximierungsproblems (4.2) implementiert sein.Im Folgenden werden naheinander Ans�atze zur Modellierung von p(W ), vonp(OjW ), und zur L�osung von (4.2) beshrieben.4.1 SprahmodelleDie Aufgabe des Sprahmodells ist es, die Wahrsheinlihkeit f�ur eine Wortfolge Wabzush�atzen. Diese Wahrsheinlihkeit ist niht abh�angig von der akustishen Ob-servation, also vom Sprahsignal, sondern stellt eine a-priori-Wahrsheinlihkeit f�urdie Wortfolge W dar. F�ur p(W ) gilt nat�urlih die NormierungsbedingungXalle Wortfolgen W p(W ) = 1 (4.3)Zur Modellierung der Wahrsheinlihkeitsfunktion p(W ) werden zwei prinzipielluntershiedlihe Verfahren angewendet: linguistish motivierte und statistish basier-te. Die statistish motivierten Verfahren bauen ein parametrishes Modell auf undversuhen, die Parameter des Modells direkt aus gro�en Textkorpora zu sh�atzen.Die linguistish motivierten Verfahren versuhen hingegen, die der Sprahe zugrun-deliegende semantishe und syntaktishe Struktur zu analysieren und auf diese Weiseeine Sh�atzung der Wahrsheinlihkeit einer gegebenen Wortfolge zu generieren.Obwohl weitgehende N�aherungen erforderlih sind, um ein parametrishes stati-stishes Sprahmodell trainieren zu k�onnen (d.h. bei gegebener Textmenge die Para-meter robust sh�atzen zu k�onnen), haben sih bislang die statistishen Ans�atze denlinguistish motivierten Ans�atzen �uberlegen gezeigt. Daher werden im Folgenden nurdie statistishen Modelle n�aher behandelt.Die Wahrsheinlihkeit f�ur eine WortfolgeW = w1w2:::wN l�a�t sih auh shreibenals
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p(w1w2:::wN) = p(w1) (4.4)�p(w2jw1)�p(w3jw1w2)�p(w4jw1w2w3)::: � p(wN jw1w2::wN�1) (4.5)Die a-priori-Wahrsheinlihkeiten (p(wx)) lassen sih sehr gut auf Textkorporash�atzen, weil f�ur jedes Wort ausreihend Trainingsdaten verf�ugbar sind, um sie zuermitteln. Sie werden auh als Monogramme bezeihnet. Shon der zweite Term in(4.4) ist in der Regel etwas problematish: bei angenommenen 100.000 (105) vershie-dene W�ortern tritt eine bestimmte Wortfolge w1w2 in einem laufenden Text im Mittelnur alle 1010 Worte auf. Reale Texte sind in Gr�o�enordnungen bis etwa 109 W�orterverf�ugbar, so da� eine realistishe Sh�atzung von p(w2jw1) f�ur seltene W�orter w1; w2niht mehr m�oglih ist. p(w2jw1) bezeihnet man auh als Bigramm.F�ur h�au�g auftretende Worte - das Pronomen 'der' tritt z.B. in Zeitungstexten miteiner relativen H�au�gkeit von 3,96% auf - sind auh der dritte, vierte und f�unfte Term(sogenannte Trigramme, 4-gramme und 5-gramme) in (4.4) noh gut zu sh�atzen. Beiden h�oheren Termen ist in der Regel selbst f�ur h�au�gere Worte keine vern�unftigeSh�atzung mehr m�oglih.Daher wird als N�aherung f�ur die h�oheren Terme von (4.4) meist ein Modell nied-rigerer Ordnung, h�au�g ein Trigramm, verwendet:p(wN jw1w2::wN�2wN�1) � p(wN jwN�2wN�1) (4.6)(4.6) l�a�t l�angerreihweitige Abh�angigkeiten au�er aht. Das wirkt sih im Deut-shen z.B. bei Verben aus, deren AÆx ans Satzende gestellt wird:Erdbeeren l�osen bei Dieter eine Allergie aus.Ein deutsher Muttersprahler kann den Satz 'Erdbeeren l�osen bei Dieter eineAllergie' leiht mit 'aus' erg�anzen. Ein Trigrammsprahmodell hat zur Vorhersage desletzten Wortes nur die beiden vorhergehenden Worte 'eine Allergie' zur Verf�ugung.Daraus l�a�t sih 'aus' niht mit derselben Siherheit vorhersagen wie bei Kenntnisder gesamten Historie. Dennoh stellen N-gramme die derzeit beste bekannte L�osungdes Problems der Modellierung von p(W ) dar.Baking O�Ein Trigrammsprahmodell f�ur ein gegebenes Vokabular V besteht im Prinzip auseiner gro�en Tabelle, die f�ur alle m�oglihen Kombinationen dreier W�orter des Voka-
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bulars w1; w2; w3 jeweils einen Eintrag aufweist. Dieser Eintrag stellt die Trigramm-wahrsheinlihkeit p(w3jw1w2) dar. Die entsprehenden Wahrsheinlihkeiten k�onnendurh Abz�ahlen auf einem gro�en Text ermittelt werden. Bezeihnet man die An-zahl der im Text gefundenen Wortfolgen w1w2w3 mit N(w1w2w3), ist die maximum-likelihood-L�osung f�ur die gew�unshten Wahrsheinlihkeiten einfah zu erhalten:p(w3jw1w2) = N(w1w2w3)Pwi2V N(w1w2wi) = N(w1w2w3)N(w1w2) (4.7)Der Nahteil der maximum-likelihood-L�osung (4.7) ist, da� f�ur alle im Training-stext ungesehenen Wortfolgen wawbw die Wahrsheinlihkeit zu Null gesh�atzt wird.Dies shlie�t aus, da� die Grundgleihung der Spraherkennung (4.1) durh dieseWortfolge wawbw maximiert wird, und f�uhrt dazu, da� ein Spraherkenner mit ei-nem solhen Sprahmodell ausshlie�lih Hypothesen erzeugen kann, bei denen jedeseinzelne Worttripel im Trainingstext vorgekommen ist. Um auh ungesehenen Wort-folgen eine von Null vershiedene Wahrsheinlihkeit zuweisen zu k�onnen, wird daherdie sogenannte bako�-Tehnik (engl.: to bak o� - zur�ukfallen) eingesetzt. Dabeiwird im Prinzip f�ur ein ungesehenes Trigramm p(w3jw1w2) das Bigramm p(w3jw2)verwendet. Wurde auh die Wortfolge w2w3 niht beobahtet, f�allt man noh eineStufe weiter auf das Monogramm p(w3) zur�uk.Verwendet man jedoh f�ur die gesehenen Worttripel w1w2w3 die maximum-likelihood-L�osung (4.7) und f�ur die ungesehenen Worttripel ein bako� auf das Bigrammp(w3jw2), wird die NormierungsbedingungXwi2V p(wijw1w2) = 1 (4.8)verletzt, weil sih nah der De�nition (4.7) bereits die Summe der Trigrammwahr-sheinlihkeiten der gesehenenWorttripel zu eins summiert. Ein Teil der 'Wahrshein-lihkeitsmasse' p(w3jw1w2) mu� daher bei der Berehnung der Wahrsheinlihkeitender gesehenen Worttripel weggenommen werden. Dieser Teil stellt dann die Summeder Trigrammwahrsheinlihkeiten der ungesehenen Worttripel dar. F�ur das Wegneh-men (engl. disounting) von der Wahrsheinlihkeitsmasse hat sih das sog. absolutedisounting in der Praxis am besten bew�ahrt. Dabei wird von jeder Anzahl von Be-obahtungen einer Wortfolge derselbe Wert d subtrahiert. G�angige Werte f�ur d liegenin der Gr�o�enordnung von 0; 5. Mit dieser Methode wird die Trigrammwahrshein-lihkeit f�ur gesehene Worttripel w1w2w3 wie folgt berehnet:p(w3jw1w2) = N(w1w2w3)� dN(w1w2) (4.9)F�ur ungesehene Worttripel ergibt sih mit der Hilfsgr�o�e DD(w1w2w3) = ( d : w1w2w3 wurde beobahtet0 : sonst (4.10)
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p(w3jw1w2) = p(w3jw2) � ( Xwi2V D(w1w2wi)N(w1w2) ) (4.11)Bei dieser Methode h�angt die gesamte Wahrsheinlihkeitsmasse f�ur die ungese-henen Modelle von der Zahl der beobahteten Nahfolger des Wortpaares w1w2 ab.Hat w1w2 viele vershiedene Nahfolger, ist die Wahrsheinlihkeit f�ur einen unbeob-ahteten �Ubergang gr�o�er als wenn nah w1w2 nur wenige vershiedene Nahfolgerbeobahtet wurden.Das baking o� von Bigrammen auf Monogramme funktioniert v�ollig analog wiedas beshriebene Zur�ukfallen von Trigrammen auf Bigramme. Die Wahrsheinlih-keit f�ur eine sehr seltene Wortsequenz kann in einem realen statistishen Trigramm-sprahmodell durhaus durh doppeltes Zur�ukfallen bis auf die Monogrammwahr-sheinlihkeiten approximiert werden.Perplexit�atHat man zwei vershiedene Sprahmodelle LM1 und LM2, so stellt sih die Frage, wel-hes besser ist, d.h. welhes der Modelle die tats�ahlihen Wahrsheinlihkeiten p(W )exakter vorhersagt. Allerdings sind die tats�ahlihen Wahrsheinlihkeiten p(W ) nihtbekannt, so da� ein direkter Vergleih anhand dieser De�nition niht m�oglih ist. Manw�ahlt daher einen etwas anderen Weg: Um die Vorhersagen des Sprahmodells mit derWirklihkeit zu vergleihen, berehnet man, welhe Wahrsheinlihkeit das Sprah-modell einem gegebenen, langen Text zuordnet. Ist der Text repr�asentativ f�ur dieSprahe oder f�ur das Aufgabenfeld, in dem das Sprahmodell eingesetzt werden soll,sollte seine Wahrsheinlihkeit gro� sein. Im direkten Vergleih zweier Sprahmodellewird somit dasjenige als 'besser' eingesh�atzt, das auf einem ungesehenen, repr�asen-tativen Testkorpus die h�ohere Gesamtwahrsheinlihkeit des Korpus p(Korpus) vor-hersagt. Nat�urlih mu� f�ur jedes der Sprahmodelle die Normierungsbedingung (4.3)gelten, weil ansonsten die Wahrsheinlihkeit beliebig gro� werden kann.Anstelle des Vergleihs der Wahrsheinlihkeiten p1(W ) und p2(W ) kann auheine mittlere Wortwahrsheinlihkeit �p(w) berehnet werden. Nimmt man an, da� dieWahrsheinlihkeit f�ur jedes Wort gleih und unabh�angig von den Nahbarn ist, somu� gelten p(W ) = p(w1w2:::wN) = NYi=1 �p(w) (4.12)mit �p(w) = Nqp(W ) (4.13)Hat die mittlere Wortwahrsheinlihkeit �p(w) beispielsweise den Wert 0; 01, sobedeutet das, da� im Mittel 10;01 = 100 gleihwahrsheinlihe Worte (genauer: Wort-formen) auf einen vorgegebenen Kontext folgen. Welhe Worte das im einzelnen sind,
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dar�uber gibt das Sprahmodell keinerlei Auskunft - es ist in der Lage, auf (im Mittel)100 gleihwahrsheinlihe Alternativen zu reduzieren, aber niht weiter. Die Auswahlunter den 100 Alternativen mu� durh eine weitere Wissensquelle, n�amlih die aku-stishen Modelle, vorgenommen werden. Aus dem Gesagten geht hervor, da� dieAufgabe der akustishen Modelle umso shwerer wird, je kleiner die mittlere Wort-wahrsheinlihkeit �p(w) bzw. je gr�o�er ihr Kehrwert 1�p(w) wird. Man bezeihnet denKehrwert der mittleren Wortwahrsheinlihkeit als Perplexit�at PP des Sprahmodells:PP = 1�p(w) = 1Nqp(W ) (4.14)Die kleinste m�oglihe Perplexit�at ist 1. In diesem Fall sagt das Sprahmodell alleWorte mit Siherheit voraus (und es sind keine akustishen Modelle mehr notwendig).Die gr�o�tm�oglihe Perplexit�at eines Sprahmodells mit einer Vokabulargr�o�e von NWorten betr�agt N und wird bei einer Gleihverteilung aller Wortwahrsheinlihkei-ten erreiht. In diesem Fall liefert das Sprahmodell keinerlei Informationen �uberdie Nahfolgeworte, gegeben einen Wortkontext. Zu beahten ist, da� die gemessenePerplexit�at auf einem Testkorpus durhaus Werte gr�o�er als N ergeben kann.Der Wert der Perplexit�at dient als Ma�zahl f�ur die EÆzienz eines Sprahmodellsoder f�ur die Shwierigkeit einer Erkennungsaufgabe. Allerdings h�angt die Perplexit�atvom verwendeten Testkorpus ab, so da� direkte Vergleihe nur auf gleihen Korporamit demselben Vokabular zul�assig sind. Es gibt eine Korrelation zwishen Perplexit�atund Wortfehlerrate; allerdings sind Verbesserungen der Perplexit�at durhaus nihtimmer mit einer Verringerung der Wortfehlerrate gekoppelt.Die Perplexit�at des View4You-Sprahmodells auf zwei ungesehenen Sendungentagesshau ist 381.Auf US-amerikanishen Nahrihtensendungen konnten demgegen�uber Perple-xit�aten von 120 erreiht werden. Der Untershied in der Perplexit�at ist auf den vielkleineren Textkorpus, sowie auf das ung�unstigere Vokabularwahstum des Deutshen- aufgrund der Flexionen und der Kompositabildungen - zur�ukzuf�uhren.4.2 Akustishe ModelleDie Aufgabe der akustishen Modelle ist es, eine Approximation f�ur den Term p(OjW )aus (4.1) zu liefern.Diese Aufgabe wird zweistu�g gel�ost. Zun�ahst werden die vom Analog-Digital-Wandler aufgenommenen digitalisierten Daten O in eine zur Klassi�kation geeignetereund vom Umfang her reduzierte Darstellung X umgewandelt. Die Berehnung vonp(OjW ) erfolgt dann auf den so vorverarbeiteten DatenX. Wenn im Folgenden auf dieObservation O Bezug genommen wird, ist damit immer die vorverarbeitete VersionX gemeint.
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VorverarbeitungDie Sprahdaten werden vom Mikrofon aufgenommen und in ein elektrishes analogesSignal umgewandelt. Dieses Signal wird von einem Analog-Digital-Wandler (A/D-Wandler) in kurzen, festen Zeitabst�anden gemessen. Die Messwerte werden digitalabgespeihert. Die Au�osung der Messung h�angt dabei von der verwendeten Elektro-nik ab; �ublih sind Au�osungen zwishen 8 und 16 Bit. Bei einer Au�osung von N bitentsteht ein Quantisierungsfehler von 2�(N+1), so da� ein 8-Bit-A/D-Wandler einenQuantisierungsfehler von 2�9 oder etwa 0,2% aufweist. �Ubliherweise w�ahlt man dieAu�osung des A/D-Wandlers so, da� der Quantisierungsfehler in derselben Gr�o�en-ordnung wie die Varianz der Messwerte des Wandlers bei konstantem Eingangssignalliegt.Der zweite wihtige Parameter bei der Abtastung ist der zeitlihe Abstand zwi-shen zwei Messungen. Nah dem Abtasttheorem ist es f�ur ein auf die Grenzfrequenzfd bandbegrenztes Signal erforderlih, mindestens mit dem Doppelten der Grenzfre-quenz abzutasten, um das Signal wieder rekonstruieren zu k�onnen. Da menshliheSprahe im Bereih oberhalb von a. 8 kHz nur noh eine sehr geringe Leistungsdihteaufweist, gen�ugt eine Abtastrate von 16kHz zu ihrer Aufnahme. Liegen Aufnahmen�uber das �o�entlihe Telefonnetz vor, so sind diese (in Deutshland) auf den Fre-quenzbereih von 300-3400 Hz bandbegrenzt. Hier w�urde nah dem Abtasttheoremeine Abtastrate von 6,8 kHz gen�ugen. In der Praxis w�ahlt man eine Abtastrate von8kHz, um den niht beliebig steilen Abfall der Tiefpass�lter der Telefongesellshaftzu kompensieren.Die direkt vom Mikrofonsignal digitalisierten Daten eignen sih noh niht gut f�ureine Erkennung. Ein- und dieselbe �Au�erung kann beispielsweise etwas lauter oderleiser aufgenommen worden sein. Der A/D-Wandler weist oft einen ger�ateabh�angigenO�set auf, so da� der Mittelwert der Daten von Null vershieden ist. Weitere Gr�undesind die relativ hohe Datenrate und die Redundanz in den abgetasteten Daten. DieseRedundanz erkennt man shon daran, da� es mit einfahen Verfahren m�oglih ist, eindigitalisiertes Sprahsignal verlustfrei auf etwa 50% seiner Gr�o�e zu komprimieren[91℄.Die Vorverarbeitung wird meist als Kurzzeitanalyse realisiert, bei der alle tfs Zeit-einheiten ein f�ur die ganze Zeiteinheit repr�asentativer Datenvektor aus dem abgeta-steten Signal berehnet wird. Der Datenvektor wird dabei h�au�g als frame und dieZeit tfs als frameshift bezeihnet. F�ur die Umrehnung eines kurzen Datenabshnittesin einen repr�asentativen Datenvektor sind vershiedene Verfahren gebr�auhlih, vondenen sih in den letzten Jahren vor allem die spektralanalytish motivierten Ans�atzedurhgesetzt haben. Hierbei sind im besonderen zwei Verfahren zu nennen:� Melsale-Spektralanalyse� Cepstralanalyse
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Bei der Melsale-Spektralanalyse handelt es sih um das Leistungsspektrum desbetrahteten Zeitabshnitts mit einer nahfolgenden Zusammenfassung und Mitte-lung mehrerer Frequenzb�ander in jeweils einen Melsale-Parameter. Die Zusammen-fassung erfolgt dabei nah geh�orphysiologishen Regeln: Es werden in Bereihen, indenen das menshlihe Ohr eine niedrigere Frequenzau�osung hat, mehr Frequenzenin einen Parameter zusammengefasst als in den Bereihen, wo das Ohr eine hoheFrequenzau�osung aufweist (und in denen auh die wihtigsten Informationen f�ur dieSpraherkennung odiert ist). Die genaue Parametrisierung dieser sog. Bark-Skala�ndet sih auf Seite 76.Cepstralparameter gehen von der Modellannahme aus, dass der resonanzf�ahigeRaum 'Vokaltrakt' als lineares System aufgefa�t werden kann, das von der Grund-frequenz der Stimmb�ander (und ihren Harmonishen) angeregt wird. Damit l�a�t sihSprahe im Frequenzbereih als Multiplikation der komplexen �Ubertragungsfunkti-on mit der Fouriertransformierten der Anregung darstellen. Die Grundidee bei derCepstralanalyse ist nun, dieses gemishte Signal durh Logarithmieren in zwei addi-tive Komponenten aufzuspalten und dann invers fourierzutransformieren. Die inverseFouriertransformierte des Logarithmus des Leistungsspektrums bezeihnet man alsCepstrum. Im Cepstrum �ndet sih die Grundfrequenz mit ihren Harmonishen alsein sharfer 'Peak' am oberen Ende wieder, w�ahrend die Fourierr�uktransformier-te der komplexen �Ubertragungsfunktion - also die Impulsantwort des Vokaltraktes -den Rest der Cepstralparameter ausmaht. Meist verwendet man von den Cepstral-parametern 0:::N nur die ersten 12-16, so dass der durh die Grundfrequenz derStimmb�ander erzeugte Peak niht in die Parameter f�ur die Erkennung eingeht. Diesist insofern erw�unsht, als dass die Grundfrequenz vom Spreher und von der Pros-odie (Sprahmelodie), aber niht vom gesprohenen Phonem abh�angt und somit - inerster N�aherung - keine relevante Information beinhaltet.Der Spraherkenner des View4You-Systems verwendet 12 Cepstralparameter, dieaus 30 Melsale-Spektralparametern durh Logarithmierung und inverse Fouriertrans-formation gewonnen werden.Bild 4.1 auf Seite 47 gibt den Verlauf der Vorverarbeitung in shematisierter Formwieder.Lineare Diskriminanzanalyse (LDA)Ein wihtiges Teilproblem der Mustererkennung ist die Gewinnung relevanter Merk-male. Die Verarbeitungsstufe, die dies zur Aufgabe hat, bekommt zu jedem (dis-kreten) Zeitpunkt tk von der Vorverarbeitung einen Datenvektor ~xk (z.B. Melsale-Spektralparameter oder Cepstralparameter) geliefert. Ihre Ausgabe ist wiederum einDatenvektor, der zur Klassi�kation besser geeignet ist als die direkte Ausgabe derVorverarbeitung. Oft weist der neue Datenvektor eine geringere Dimensionalit�at aufals der alte, was die Aufgabe des Klassi�kators erleihtert.33



Am einfahsten ist es, die relevanten Komponenten aus dem Eingangsvektorauszuw�ahlen und die anderen Komponenten zu unterdr�uken. So k�onnten bei denMelsale-Parametern z.B. die Dimensionen 0-7, 11, 15 und 16 extrahiert und als neuer,in der Dimension reduzierter Eingabevektor verwendet werden. Die Leistungsf�ahig-keit dieses Verfahrens ist jedoh stark begrenzt. Besser ist es, den Eingangsvektordurh eine geeignet gew�ahlte Transformation umzuformen.Die gebr�auhlihste Transformation in der Spraherkennung ist eine lineare Trans-formation, die sog. Lineare Diskriminanzanalyse. Diese geht von einer Lernstihpro-be aus, f�ur die jedem aus der Vorverarbeitung stammenden Datenvektor bereits diekorrekte Klasse !i zugeordnet ist. Damit l�a�t sih f�ur jede Klasse !i aus den Da-tenvektoren ~xk und den Klassenmittelwerten ~�i die Klassen-Kovarianzmatrix Wiberehnen: Wi = 1N(!i) Xk;~xk2!i( ~xk � ~�i)( ~xk � ~�i)T (4.15)Die �uber alle Klassen gemittelte Klassen-Kovarianzmatrix bezeihnet man auh als'within-lass-satter' W: W =Xi p(i)Wi (4.16)wobei p(i) die a-priori-Wahrsheinlihkeit f�ur Klasse i ist. Analog dazu l�a�t sih mitdem Mittelwert aller Daten ~� eine totale Kovarianzmatrix T de�nieren:T = 1N NXk ( ~xk � ~�)( ~xk � ~�)T (4.17)Die lineare Diskriminanzanalyse suht nun diejenige Transformationsmatrix A vomEingangsraum x in den Merkmalsraum y,~y = A~x (4.18)die das Kriterium J = jTyjjWyj (4.19)maximiert. Dies bedeutet anshaulih, dass bei konstanter totaler KovarianzmatrixT die mittlere Klassen-Kovarianz, d.h. die Ausdehnung der einzelnen Klassen imMerkmalsraum, minimiert wird. Damit wird die Klassentrennung verbessert und dieKlassi�kationsaufgabe erleihtert. Die L�osung kann so gew�ahlt werden, dass die totaleKovarianzmatrix Ty im Merkmalsraum y diagonal ist. Diese Dekorrelierung maht esm�oglih, in der akustishen Modellierung auf volle Kovarianzmatrizen zugunsten vonrein diagonalen Kovarianzen zu verzihten. Allerdings gilt die Dekorrelierung nur imMittel aller Klassen !i. Einzelne Klassen k�onnen durhaus - und haben in der Re-gel auh - nihtvershwindende Nihtdiagonalelemente ihrer Klassen-Kovarianzmatrix34



Wi. Neuere Ans�atze in der Spraherkennung [32℄ haben zum Ziel, diese verbleibendeklassenabh�angige Korrelation zu minimieren.Eine Herleitung der Formeln zur Berehnung der Transformationsmatrix A �ndetsih z.B. in [120℄.Vokaltraktl�angennormierung (VTLN)Bekanntlih haben M�anner in der Regel eine tiefere Stimme als Frauen. Der Grundhierf�ur liegt zum einen in der niedrigeren Anregungsfrequenz der Stimmb�ander, zumanderen in ihrer im Durhshnitt gr�o�eren K�orpergr�o�e, die auh zu einem gr�o�eren- und damit l�angeren - Hals-Rahenraum (Vokaltrakt) f�uhrt. Die Resonanzfrequenzeines (o�enen) Rohres der L�ange l betr�agtfr = 4l (4.20)Nimmt man die Shallgeshwindigkeit  als konstant an, folgt eine invers proportio-nale Beziehung zwishen der L�ange des Vokaltraktes und seiner Resonanzfrequenz(der ersten Formante). Diese Variabilit�at zwishen Sprehern f�uhrt zu einer h�oher-en Varianz der Sprahdaten bei gleiher gesprohener Wortfolge. Es ist das Ziel derVokaltraktl�angennormierung (VTLN, [48℄), diese Variabilit�at in der Vorverarbeitung,d.h. vor der eigentlihen Klassi�kation, auszugleihen.Dazu wird zun�ahst anhand des Sprahsignals eine Sh�atzung der Vokaltraktl�angel des Sprehers durhgef�uhrt. Der Sh�atzwert wird normiert, so dass ein Durh-shnittsspreher die Vokaltraktl�ange 1.0 aufweist. Dann werden die KoeÆzienten desLeistungsspektrums (vgl. Bild 4.1) entsprehend der normierten Vokaltraktl�ange ver-shoben. Hat ein Spreher beispielsweise die Vokaltraktl�ange 0; 9, so wird der 1000-Hz-Parameter des urspr�unglihen Leistungsspektrums s0 zum 900-Hz-Parameter desneuen Leistungsspektrums p0, der 900-Hz-Parameter von s0 zum 810-Hz-Parametervon p0 und so weiter. Auf diese Weise entsteht ein neues Leistungsspektrum, dasunabh�angig von der Vokaltraktl�ange des Sprehers ist. Die weiteren Shritte der Vor-verarbeitung bauen dann auf dem modi�zierten Leistungsspektrum auf.Entsheidend f�ur die VTLN ist die m�oglihst exakte Sh�atzung der Vokal-traktl�ange l. Hierzu wird im View4You-System ein maximum-likelihood-Ansatzgew�ahlt. Zun�ahst wird eine Hypothese des Gesagten ohne VTLN erzeugt und ei-ne Zeitzuordnung zwishen jedem Datenframe und den Phonemen berehnet. Dannwird die VTLN f�ur eine Matrix von m�oglihen Vokaltraktl�angen li (0; 8 � li � 1; 2in Shritten von 0; 04) durhgef�uhrt und f�ur jeden Wert von li die gesamte likelihoodder Hypothese entlang der als konstant angenommenen Zeitzuordnung berehnet.Derjenige Wert von li, der die gr�o�te likelihood aufweist, wird als Sh�atzung f�ur dienormierte Vokaltraktl�ange herangezogen [43℄.
35



Maximum Likelihood Linear Regression (MLLR)Die Fehlerrate von spreherabh�angigen Spraherkennungssystemen ist - vergleihba-re Mengen an Trainingsmaterial vorausgesetzt - nur etwa halb so gro� wie die vonspreherunabh�angigen Spraherkennern. Der Grund daf�ur ist die shlehtere �Uber-einstimmung der generishen Modelle des spreherunabh�angigen Erkenners mit derzu dekodierenden Sprahe.Es hat daher niht an Versuhen gefehlt (vgl. z.B. [132℄, [115℄, [116℄, [127℄, [109℄), an-hand der vorliegenden Sprahprobe des bislang unbekannten Testsprehers die akusti-shen Modelle auf diesen speziellen Spreher hin zu adaptieren, um durh dann besserpassende Modelle eine niedrigere Fehlerrate zu erreihen. Die heute gebr�auhlihsteMethode wurde 1995 von Legetter und Woodland [74℄ unter dem Namen MaximumLikelihood Linear Regression (MLLR) vorgestellt. MLLR geht davon aus, dass dieakustishen Modelle durh Normalverteilungen modelliert werden und transformiertin seiner einfahsten Form die Mittelwertvektoren der akustishen Modelle so, dassdie log-likelihood L auf dem Adaptionssatz - bei fester Zeitzuordnung des Signals zuden akustishen Modellen - maximiert wird:L = TXt=1(~ot � (A~�s +~b))T��1s (~ot � (A~�s +~b)) (4.21)Dabei bezeihnet ~o den Observationsvektor zum Zeitpunkt t, s den diesem Zeit-punkt zugeordneten Zustand, und �s und �s den Mittelwertvektor bzw. die Ko-varianzmatrix des diesem Zeitpunkt zugeordneten Zustands. A ist die MLLR-Transformationsmatrix, ~b der MLLR-Vershiebungsvektor. Sie werden so gew�ahlt,dass L maximal wird.Zur Maximierungsaufgabe (4.21) l�a�t sih im Falle diagonaler Kovarianzmatrizen�s eine geshlossene L�osung angeben [74℄.Es ist m�oglih, anstelle einer globalen Transformationsmatrix A mehrere - z.B. einepro Phonem - zu sh�atzen. Des Weiteren kann MLLR sowohl �uberwaht, also mit be-kannter Referenz, als auh un�uberwaht eingesetzt werden. In letzterem Fall ersetztdie aus der Hypothese des Erkenners resultierende Abfolge von Phonemzust�andenŝ die wahre Folge s. An den entsprehenden Reestimierungsformeln �andert sih da-durh nihts. Reestimierungsformeln, die auh die Kovarianzmatrizen � transformie-ren, wurden von Gales und Woodland 1996 ver�o�entliht [49℄.Durh die Transformation ~�! A~�+~b wird der Raum der Mittelwertvektoren ge-dreht, verzerrt und vershoben. Die Leistungsf�ahigkeit der MLLR gr�undet sih darauf,dass diese Transformation (im Falle einer einzigen Matrix A) auf alle Mittelwertvek-toren angewendet wird, niht nur auf solhe, f�ur die in der vorliegenden Sprahprobeein Beispiel gesehen wurde. Auf diese Weise kann mit einer relativ kurzen Sprah-probe, die nur wenige Allophone des akustishen Modellraums abdekt, dennoh eine
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Adaption des kompletten Parametersatzes des Erkenners erzielt werden.Im View4You-System kann durh eine un�uberwahte MLLR-Adaption mit einerAdaptionsmatrix eine Verminderung der Fehlerrate von etwa 10% relativ erzielt wer-den (siehe hierzu Seite 85 �). Dabei werden nur die Mittelwerte der Normalverteilun-gen adaptiert. Eine zus�atzlihe Varianzadaption brahte keine weitere Verringerungder Wortfehlerrate.Akustishe ModellierungDie Aufgabe der akustishen Modellierung ist es, eine Sh�atzung f�ur die Wahrshein-lihkeit p(OjW ) = p(~o1::T jW ) in (4.1) zu liefern. ~ot ist dabei der Datenvektor desvorverarbeiteten Sprahsignals zum Zeitpunkt t.Es wurden vershiedene Ans�atze vorgeshlagen. Ist die m�oglihe Anzahl der Wort-folgen W klein, wie etwa bei einem Zi�ernerkenner f�ur isoliert gesprohene Zi�ern,kann ein dediziertes Modell f�ur jede m�oglihe Wortfolge verwendet werden. F�ur konti-nuierlih gesprohene S�atze hingegen ist die Zahl der m�oglihen Wortfolgen f�ur einensolhen Ansatz viel zu gro�. Hier werden die S�atze in kleinere Untereinheiten zerlegt.Als m�oglihe Untereinheiten bieten sih W�orter, Silben, Phoneme und Subphonemean. Dabei gilt, dass die Menge an verf�ugbarem Trainingsmaterial vom Wort zumPhonem zunimmt, da die Anzahl der untershiedlihen Untereinheiten abnimmt - imDeutshen z.B. gibt es nur a. 40 Phoneme, aber mindestens 300.000 W�orter.Fast alle Spraherkennungssysteme verwenden daher kleine Untereinheiten, z.B.Phoneme. Um Koartikulationse�ekte zu modellieren, werden Nahbarshaftsbezie-hungen in die Modellierung integriert.Bei der Verwendung von Untereinheiten wird zun�ahst eine Zerlegung der Ver-bundwahrsheinlihkeit p(o1::T jW ) in ein Produkt von (voneinander als unabh�angigangenommenen) Einzelwahrsheinlihkeiten vorgenommen:p(o1::T jW ) � TYt=0 p(otjst)p(st) (4.22)Dabei bezeihnet st dasjenige akustishe Modell, das dem Beobahtungsvektor ~ot zu-geordnet wurde. Die Zeitzuordnung erfolgt meist durh dynamishe Programmierung.Der Granularit�atsgrad der akustishen Modelle kann sehr untershiedlih sein. In die-ser Betrahtung sei angenommen, jedes Phonem habe seinen eigenen Satz akustisherModellparameter. Damit kann dem Term p(st) die Bedeutung einer Phonemwahr-sheinlihkeit zum Zeitpunkt t zugewiesen werden: Mit der Wahrsheinlihkeit p(st)liegt zum Zeitpunkt t das Phonem st vor.Es ist zu beahten, dass die Zerlegung von p(OjW ) in Gleihung (4.22) nur exaktist, wenn die Observationen ~ot statistish unabh�angig voneinander sind. Dies ist in der37



Regel niht der Fall. Dennoh hat die Zerlegung (4.22) so gro�e praktishe Vorteile,dass sie in fast allen Systemen explizit oder implizit durhgef�uhrt wird.Der Term p(~ojs) de�niert die unterste Ebene der akustishen Modellierung. Aufdieser Stufe wurde von zahlreihen Autoren eine Vielzahl von untershiedlihenAns�atzen vorgeshlagen. So wurden beispielsweise Perzeptrone eingesetzt, wobei al-lerdings zu beahten ist, dass diese typisherweise p(sjo) und niht p(ojs) approximie-ren, so dass noh entsprehende Umrehnungen vorzunehmen sind. Weitere, ebenfallsaus der Theorie der neuronalen Netze stammende Ans�atze, die teilweise implizit dieUnabh�angigkeitsannahme aufweihen (TDNN, MS-TDNN), sind z.B. in [35℄ beshrie-ben.In den meisten Systemen wird p(~otjs) allerdings �uber Mixturen von Normalvertei-lungen modelliert. Dies hat praktishe Vorteile, da die Normalverteilung �uber eineVielzahl von Eigenshaften verf�ugt, die den Umgang mit ihr erleihtern. Zus�atzlihdazu l�asst sih der Einsatz auh theoretish begr�unden, da sih durh eine gen�ugendeAnzahl von Normalverteilungen jede beliebige Verteilung beliebig genau approximie-ren l�a�t. Die Formel f�ur die multivariate Normalverteilung imD-dimensionalen Raumlautet N(~oj~�;�) = 1q(2�)Dj�jexp(�12(~o� ~�)T��1(~o� ~�)) (4.23)F�ur eine Mixtur von M Normalverteilungen ergibt sih dann f�ur p(~otjs)p(~otjs) = MXn=1 p(n)N(~otj ~�n;�n) (4.24)Die a-priori-Wahrsheinlihkeiten p(n) f�ur die einzelnen Normalverteilungen bezeih-net man auh als Mixturgewihte.Das parametrishe Modell (4.24) erfordert die Sh�atzung der Mittelwertvekto-ren und Kovarianzmatrizen ~�n und �n sowie der Mixturgewihte p(n). Die Theo-rie der sogenannten Hidden-Markov-Modelle (HMM) liefert einen Algorithmus, derdie Sh�atzung dieser Parameter und zus�atzlih die damit konsistente Sh�atzung desTerms p(st) aus (4.22) erlaubt. Die Existenz dieses, von Baum und Kollegen 1967vorgestellten Algorithmus [138℄ ist ein wihtiger Grund daf�ur, dass HMM-basierteSpraherkenner heute (1999) den weitaus gr�o�ten Anteil an allen implementiertenSystemen haben.4.3 Hidden Markov Modelle (HMMs)Ein (diskretes) Hidden-Markov-Modell (HMM) ist de�niert durh eine Menge S :=S1; S2; :::; SN von Zust�anden, durh �Ubergangswahrsheinlihkeiten A = faijg zwi-shen diesen Zust�anden, durh eine initiale Kon�guration �, ein Ausgabealphabet V38



und eine Verteilung B = bik = p(VkjSi), die die Wahrsheinlihkeit der Emission desSymbols Vk im Zustand Si angibt. Zu jedem Zeitpunkt be�ndet sih das HMM ineinem der Zust�ande Sq. Zum Startzeitpunkt (t = 0) gibt �i die Wahrsheinlihkeitan, dass sih das HMM im Zustand Si be�ndet, wobei nat�urlih PNi �i = 1 geltenmu�.Zu jedem Zeitpunkt tq emittiert das HMM ein Zeihen des Ausgabealphabets undgeht von einem Zustand in den n�ahsten �uber. Dieser �Ubergang ist ein Zufallsprozess,der durh die �Ubergangswahrsheinlihkeiten aik beshrieben wird. H�au�g ist dieWahrsheinlihkeit f�ur den �Ubergang i ! i niht Null, so dass das HMM auh voneinem Zustand in denselben Zustand wehseln, d.h. in einem Zustand verbleiben kann.Der durh A und � harakterisierte Prozess hei�t Markovkette.Vor jedem Zustands�ubergang emittiert das HMM ein Zeihen des Ausgabealpha-bets. Diese Emission ist wiederum ein stohastisher Prozess, dem die Wahrshein-lihkeitsverteilung Bq zugrundeliegt. Bq h�angt nur vom aktuellen Zustand des HMMab, niht jedoh von den vorher evtl. bereits emittierten Zeihen. Das HMM hat also,abgesehen von seinen Zust�anden, kein 'Ged�ahtnis'.Bild 4.2 auf Seite 48 illustriert diese Zusammenh�ange am Beispiel eines sehr verein-fahten Wettermodells. Es gibt in diesem Modell zwei Luftdrukzust�ande, 'Hoh' und'Tief', und zwei m�oglihe Arten von Wetter, n�amlih 'Sonne' und 'Regen'. Herrshtgerade ein Hohdrukgebiet, ist die Wahrsheinlihkeit f�ur Sonne 80%; bei einemTiefdrukgebiet ist die Wahrsheinlihkeit f�ur sh�ones Wetter hingegen nur 30%.Hohdrukgebiete halten sih oft lange stabil, was in der hohen Wahrsheinlihkeit(P(Hoh|Hoh) = 75%) zum Ausdruk kommt, dass auf einen Tag mit hohem Luft-druk wieder ein Tag mit hohem Luftdruk folgt. Die Chane, dass ein Tiefdrukgebietdurh ein Hoh ersetzt wird, liegt demgegen�uber bei 50%.Im Untershied zur Markovkette ist beim HMM der aktuelle Zustand des Systemsniht von au�en beobahtbar - daher die Bezeihnung 'Hidden'. Lediglih die emittier-ten Symbole sind nah au�en hin sihtbar. Im Beispiel des Bilds 4.2 gesprohen, stehtbei einem HMM kein Barometer zur Messung des Luftdruks zur Verf�ugung, sondernlediglih eine Wetterbeobahtung (Sonne oder Regen). Anhand dieser Beobahtungalleine ist es jedoh, von Sonderf�allen entarteter Verteilungen A;B abgesehen, nihtm�oglih, eindeutig auf die durhlaufene Zustandsfolge zur�ukzushlie�en. Allerdingskann man, bei Kenntnis der Verteilungen A;B; �, die wahrsheinlihste durhlaufeneZustandsfolge berehnen. Der Algorithmus, mit dem dies eÆzient m�oglih ist, hei�tViterbi-Algorithmus.Desweiteren kann man die Frage stellen, mit welher Wahrsheinlihkeit sih dasHMM zum Zeitpunkt t in Zustand S be�ndet (gegeben die ausgegebenen Symbole).Die Antwort auf diese Frage gibt der forward-bakward-Algorithmus.
39



Der Viterbi-AlgorithmusGegeben sei das HMM aus Bild 4.2 und die Wetterbeobahtung an drei aufeinander-folgenden Tagen: (Regen, Regen, Regen). Die Frage ist nun, welhe Luftdrukabfolgew�ahrend dieser drei Tage herrshte. Am ersten Tag lag - festgelegt durh � - ein Hohvor. Die m�oglihen Abfolgen sind damit (H,H,H), (H,H,T), (H,T,H) und (H,T,T).Welhe der vier Zustandsfolgen ist die wahrsheinlihste? Mathematish formuliertliegt hier ein Optimierungsproblem vor, bei dem bei gegebener ObservationssequenzO und gegebenen HMM-Parametern � diejenige Zustands-Sequenz Q gesuht wird,die die gr�o�te a-posteriori-Wahrsheinlihkeit p(O;Qj�) aufweist:Q̂ = maxQ p(O;Qj�) (4.25)Im Beispiel von Bild 4.2 l�a�t sih (4.25) durh Aufz�ahlung der vier M�oglihkeiten undexplizite Berehnung der vier Wahrsheinlihkeiten bestimmen. So ergeben sih dieWahrsheinlihkeiten f�ur die m�oglihen Abfolgen zup(H;H;H) = 1:0 � 0; 2 � 0; 75 � 0; 2 � 0; 75 � 0; 2 = 0; 0045p(H;H; T ) = 1:0 � 0; 2 � 0; 75 � 0; 2 � 0; 25 � 0; 7 = 0; 00525p(H; T;H) = 1:0 � 0; 2 � 0; 25 � 0; 7 � 0; 5 � 0; 2 = 0; 0035p(H; T; T ) = 1:0 � 0; 2 � 0; 25 � 0; 7 � 0; 5 � 0; 7 = 0; 01225Die wahrsheinlihste durhlaufene Zustandssequenz ist also (H,T,T).Die Berehnung nah der direkten Methode f�uhrt bei gr�o�eren HMMs mit mehrZust�anden S und l�angeren Observationssequenzen O zu einer kombinatorishen Ex-plosion: der Aufwand zur Berehnung ist (wenn keine Nullelemente in A auftauhen)O(SjOj).Ein Algorithmus der dynamishen Programmierung, der Viterbi-Algorithmus[139℄[135℄, l�ost das Problem mit Aufwand O(jSj � jOj).Dazu wird zun�ahst eine Matrix erstellt, bei der die Observationen Ot auf derx-Ahse und die Zust�ande S auf der y-Ahse eingetragen werden. Die Wahrshein-lihkeiten �s f�ur den Startzustand werden in die erste Spalte eingetragen. Danahshreitet der Algorithmus spaltenweise, beginnend bei t = 1, fort.Im ersten Teilshritt werden die Zustandswahrsheinlihkeiten mit der Wahr-sheinlihkeit multipliziert, dass der betrahtete Zustand die zu diesem Zeitpunkterfolgte Beobahtung emittiert. Im zweiten Teilshritt geht man zur Spalte t+1 �uberund betrahtet dort jeden Zustand (State) separat. F�ur jeden dieser Zust�ande j derSpalte t+ 1 kann die Wahrsheinlihkeit, dass er - gegeben die ObservationssequenzO und die Modellparameter A;B; � des HMM - erreiht wird, und der Zustand q40



der Spalte t sein Vorg�anger ist, berehnet werden. Dies geshieht, indem die Wahr-sheinlihkeit des Vorg�angerzustands p(sq), die im ersten Teilshritt berehnet wur-de, mit der �Ubergangswahrsheinlihkeit aqj in den betrahteten Zustand j und derWahrsheinlihkeit, da� der Zustand j die zu diesem Zeitpunkt erfolgte Beobahtungemittiert, multipliziert wird. Von allen m�oglihen Vorg�angern q aus Spalte t wird der-jenige gew�ahlt, der zur gr�o�ten Wahrsheinlihkeit f�ur Zustand j zum Zeitpunkt t+1f�uhrt und die entsprehende Zelle j der Spalte t+1 wird mit dieser Wahrsheinlihkeitgef�ullt. Es wird also eine Maximierung �uber alle Vorg�angerkandidaten durhgef�uhrt:q = maxi p(si(t)) � aij � p(oijk) (4.26)Am Ende ist die gesamte Matrix mit Werten gef�ullt, die die Wahrsheinlihkeitdes g�unstigsten Weges bis zu diesem Punkt in der Matrix quanti�zieren.viterbiik = pbester Weg(o1::oi; S(t = i) = Skj�) (4.27)In Bild 4.3 auf Seite 48 ist eine solhe gef�ullte Matrix dargestellt. Zum Zeitpunktt = 1 ist 0; 035 die Wahrsheinlihkeit des besten Pfades in den Zustand 'Tief'. Esgibt keinen Weg durh die Matrix, der diesen Zustand mit einer gr�o�eren Wahr-sheinlihkeit erreiht. Die gr�o�te Wahrsheinlihkeit in der letzten Spalte gibt denwahrsheinlihsten Zustand nah dem Durhlaufen der gesamten Matrix, d.h. dergesamten Observationssequenz, an.Im zweiten Shritt des Viterbi-Algorithmus, dem sog. baktraking, wird ausge-hend von diesem letzten Zustand r�ukw�arts nah dessen wahrsheinlihsten Vorg�angergesuht, von diesem ausgehend wieder r�ukw�arts nah dessen Vorg�anger und so fortbis zum Anfang. Die so gefundene Zustandskette S ist diejenige mit der gr�o�tenWahrsheinlihkeit p(O; Sj�).Die Prozedur (ohne das Baktraking) ist in Bild 4.3 veranshauliht. Man er-kennt, dass der wahrsheinlihste Endzustand 'Tief' ist. Die Pfeile symbolisieren denjeweils bestm�oglihen Vorg�anger im Sinne des Maximierungsshrittes (4.26). W�u�teman beispielsweise zus�atzlih, dass der Luftdruk am dritten Tag 'Hoh' war, so kannman die beste Zustandssequenz durh R�ukw�artslaufen entlang der Pfeile, ausgehendvom Zustand 'Hoh' zum Zeitpunkt t = 3, zu (H,H,H) bestimmen.Der forward-AlgorithmusDer forward-Algorithmus �ahnelt in seiner Funktionsweise dem Viterbi-Algorithmus.Auh hier wird eine Matrix aufgebaut, wobei die Zeitshritte und Observationen aufder x-Ahse und die Zust�ande des HMM auf der y-Ahse liegen. Die einzelnen Zellender Matrix bezeihnet man mit �i;k. Die Initialisierung der ersten Spalte erfolgt wiebeim Viterbi-Algorithmus mit dem Produkt aus der initialen Zustandswahrshein-lihkeit �i und der Emissionswahrsheinlihkeit, dass der Zustand i das Symbol o0
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ausgegeben hat. Der Algorithmus shreitet dann, genau wie der Viterbi-Algorithmus,spaltenweise fort. Der wesentlihe Untershied liegt im Maximierungsshritt (4.26),der beim forward-Algorithmus durh eine Summation �uber alle m�oglihen Vorg�angerersetzt wird: �i+1;k = 0� NXq=1�i;qaqk1A p(oijk) (4.28)Die Interpretation der Wahrsheinlihkeiten �i;k in der resultierenden forward-Matrix ist daher �i;k = p(o1:::oi; S(t = i) = Skj�) (4.29)also die Wahrsheinlihkeit, zum Zeitpunkt i im Zustand k zu sein.Summiert man die �T;k zum Zeitpunkt des letzten Zeitabshnitts, erh�alt man dieGesamtwahrsheinlihkeit p(o1::oT j�) = Pk p(o1::oT ; S(t = T ) = Skj�), mit der dasHMM die Observation O = o1::oT ausgibt:P (Oj�) = NXq=1�T;q (4.30)Der forward-bakward-AlgorithmusEine wihtige Frage im Zusammenhang mit HMMs ist die nah der Wahrsheinlihkeiteines bestimmten Zustands k zu einer gegebenen Zeit t = i. Diese Wahrsheinlihkeitwird ik genannt: ik = p(S(t = i) = Sk)jO; �) (4.31)Durh Umformung l�a�t sih das shreiben alsik = p(S(t = i) = Sk)j�) = p(O; S(t = i) = Sk)j�)p(Oj�) (4.32)Der Nenner in (4.32) l�a�t sih mit dem oben beshriebenen forward-Algorithmusdurh Addition der �Tk berehnen. Um den Z�ahler berehnen zu k�onnen, gen�ugt derforward-Algorithmus alleine nur zum Zeitpunkt t = T , d.h. in der letzten Spalteder Matrix. Der Grund daf�ur ist, dass die �ik die Wahrsheinlihkeit des Zustandsk zum Zeitpunkt i gegeben die Beobahtungen von t = 0 bis t = i angeben; derZ�ahlerterm von (4.32) bedeutet jedoh die Wahrsheinlihkeit des Zustands k zumZeitpunkt i gegeben die gesamte Observationssequenz. Nur zum Zeitpunkt t = Tsind also die forward-Wahrsheinlihkeiten mit den p(O; S(t = i) = Sk)j�) aus (4.32)identish. F�ur die �ubrigen Zeitpunkte mu� der forward-Algorithmus entsprehendum einen Teil, der den Rest der Observationen in Betraht zieht, erg�anzt werden.Diese Aufgabe wird vom bakward-Algorithmus gel�ost. Man kann den bakward-Algorithmus als eine zeitlihe Umkehrung des forward-Algorithmus au�assen. Mande�niert die Variablen �ik als 42



�ik = p(oi+1:::oT jS(t = i) = Sk; �) (4.33)Analog zum Viterbi- und zum forward-Algorithmus wird die Zeitshritt-Zustandsmatrix aufgebaut. Alle Elemente der letzten Spalte der Matrix werden mit1 initialisiert. Dann wird die Matrix spaltenweise r�ukw�arts durhlaufen und die Ma-trixelemente werden mit �t;k wie folgt gef�ullt:�t;k = NXj=1 aijbj(Ot+1)�t+1;j (4.34)Die Wahrsheinlihkeit, sih zum Zeitpunkt t = 0 im Startzustand zu be�nden,gegeben den Rest der Observationen (also alle Observationen), ist genau gleih derWahrsheinlihkeit, sih zum Zeitpunkt t = T im Endzustand zu be�nden, gegebenalle Observationen. Es gilt alsoP (Oj�) = NXq=0 �0;q = NXq=0�T;q (4.35)Mit Hilfe der �i;k l�a�t sih nun die gesuhte Wahrsheinlihkeit (4.31) errehnen:ik = p(S(t = i) = Sk)j�) = �ik�ikp(Oj�) (4.36)Man beahte, dass der vom Viterbi-Algorithmus bestimmte Zustand i zum Zeit-punkt t durhaus niht der zu diesem Zeitpunkt wahrsheinlihste, also derjenige mitdem gr�o�ten ti sein mu�. Diesen auf den ersten Blik paradoxen Sahverhalt kannman sih am Beispiel von Verkehrsstr�omen zwishen zwei St�adten klar mahen.Zwishen Stadt A und Stadt B existiert eine gut ausgebaute Bundesstra�e, sowieeine bis zur H�alfte fertiggestellte Autobahn. Ab dem Ende der Autobahn gibt esdrei shleht ausgebauten Nebenstra�en zum Zielort. In der Summe benutzen 60%der Autofahrer die Autobahn und dann - gleihverteilt - eine der Nebenstra�en, und40% der Fahrer benutzen die Bundesstra�e. Dann ist der wahrsheinlihste Pfad der�uber die Bundesstra�e, denn jeder konkrete Pfad �uber die Autobahn und dann �ubergenau eine der Nebenstra�en wird von nur 20% der Fahrer benutzt - der Verkehrverteilt sih ja auf dem niht ausgebauten Teil �uber drei Alternativen. Hingegen istdie Wahrsheinlihkeit, dass sih kurz nah seiner Abfahrt ein Auto auf der Autobahnbe�ndet, gr�o�er als die Wahrsheinlihkeit, dass es sih auf der Bundesstra�e be�ndet- obwohl die Bundesstra�e den wahrsheinlihsten Pfad darstellt.Wort-HMMs und SuheWeil die robuste Sh�atzung von Ganzwortmodellen1 f�ur selten gesehene W�orter einau�erordentlih shwieriges Problem ist, verwenden fast alle modernen Spraherken-1siehe hierzu das Glossar 43



ner f�ur gro�e Vokabularien Phonemmodelle, die zu W�ortern aneinandergeh�angt wer-den. Das Wissen, aus welhen Phonemen - und damit, aus welhen Phonemmodellen- ein Wort aufgebaut ist, ist dabei in einem phonetishen W�orterbuh abgelegt. JedesPhonem hat ein eigenes akustishes Modell. Ein Phonemmodell kann im Prinzip auseinem einzigen HMM-Zustand bestehen. In der Regel wird jedoh eine Modellierungdurh drei Zust�ande gew�ahlt, wobei der erste Zustand den Anlaut, der zweite Zustanddie konstante Phase und der dritte Zustand den Auslaut des Phonems beshreiben.Das Phonem-HMM erlaubt neben den �Uberg�angen zum nahfolgenden Zustand (vomersten in den zweiten, vom zweiten in den dritten und vom dritten in den ersten desNahfolge-Phonems) fast immer auh �Uberg�ange von einem Zustand in sih selbst,um Variationen in der Sprehgeshwindigkeit ausgleihen zu k�onnen. Manhmal exi-stieren auh �Uberg�ange, die einen Zustand �uberspringen. R�ukw�artsspr�unge (Loops)sind hingegen in der Regel niht m�oglih; wenn von seltenen Spezialf�allen (Stottern)abgesehen wird, ist das auh niht zwekm�a�ig.Bild 4.4 auf Seite 49 zeigt den Aufbau des Wortmodells f�ur das Wort 'der' ausden Phonem-HMMs f�ur seine drei Phoneme d, e: und 6.Um bei einer gegebenen akustishen Observation die wahrsheinlihste Wortfol-ge zu ermitteln, wird der Viterbi-Algorithmus (s. Seite 40) verwendet. Dazu werdendie Wort-HMMs f�ur alle W�orter des W�orterbuhs aufgebaut und �Uberg�ange zwi-shen dem Wortende von jedem Wort und den Wortanf�angen jedes Wortes eingef�ugt.Die wahrsheinlihste Zustandsfolge wird mit dem Viterbi-Algorithmus ermittelt. DieW�orter, die auf der wahrsheinlihsten Zustandsfolge liegen, stellen die Ausgabe desErkenners dar. Zur Erh�ohung der EÆzienz dieses Suhvorganges sind zahlreihe Heu-ristiken eingesetzt worden. Einen guten �Uberblik gibt Woszzyna in [22℄.Kontextabh�angigkeitEine Modellierung wie in Bild 4.4 dargestellt ist jedoh zu grob. Der erste Zustanddes Phonems 'e:' wird immer gleih modelliert, unabh�angig vom vorhergehenden Pho-nem. Es ist jedoh bekannt, dass die Koartikulation f�ur vershiedene Kontexte unter-shiedlih ist, so dass es zwekm�a�ig ist, ein Phonem abh�angig von seinen Nahbarnzu modellieren. Dieser Gedanke f�uhrt zum kontextabh�angigen Modell. Im einfahstenFall h�angt das Phonemmodell von seinem linken (oder rehten) Nahbarn ab. Bei -angenommenen - 50 Basisphonemen ergeben sih 50*50 = 2500 solhe Biphone, d.h.2500 untershiedlihe Modelle. �Ublih ist eine Modellierung von Triphonen. Hierbeih�angt das Modell sowohl vom linken als auh vom rehten Nahbarn ab. Bei 50 Basis-phonemen gibt es 50*50*50=125000 untershiedlihe Triphone. Es k�onnen nat�urlihauh gr�o�ere Kontexte in Betraht gezogen werden. Allerdings ist der phonetisheEinu� eines mehr als 2 Phoneme nahfolgenden Lautes auf das aktuelle Phonemnur noh au�erordentlih klein, so dass in der Praxis maximal 5-Phone zum Einsatzkommen.Das Problem der Sh�atzung von 125000 untershiedlihen Phonemmodellen ist44



mit den �ubliherweise zur Verf�ugung stehenden Datenmengen niht zu l�osen. Ausdiesem Grund werden die 125000 theoretish m�oglihen Modelle zu einer gut trainier-baren Menge von etwa 1000-10000 'generalisierten Triphonen' geballt. Alle Triphonein einem so entstehenden Cluster haben dasselbe Modell. Es sind untershiedliheTehniken zur Ballung von Triphonen bekannt. In der vorliegenden Arbeit wurde eintop-down Ballungsverfahren eingesetzt, das zun�ahst alle Polyphone in einem einzi-gen Modell vereint und dann sukzessive eine Aufspaltung nah der anderen vornimmt.Die Aufspaltungen erfolgen anhand von linguistish motivierten Fragen, um die Ge-neralisierungsf�ahigkeit auf ungesehene Triphone zu gew�ahrleisten. Als Kriterium f�urdie Selektion der jeweils besten Frage wird ein Entropiekriterium (vgl. [122℄) herange-zogen. Eine detaillierte Beshreibung der linguistish motivierten Fragen �ndet sihim Anhang.4.4 Bewertung von SpraherkennernUm Spraherkenner untereinander vergleihbar zu mahen, haben sih als internatio-nal akzeptierte De-fato-Standards die Ma�e Wortakkuratheit (engl. word auray,WA) und Wortkorrektrate (engl. word orret rate, WC) etabliert. Um sie zu be-rehnen, wird mittels dynamisher Programmierung die minimale Editierdistanz zwi-shen der Hypothese des Spraherkenners und der Referenz berehnet. Die Hypothesekann dabei zus�atzlih zu den Substitutionsfehlern (anstelle eines Referenzwortes wirdf�alshliherweise ein anderes Wort erkannt) noh Einf�ugungen (es wird ein Wort zuviel hypothetisiert) und L�oshungen (einem gesprohenes Wort steht kein Wort derHypothese gegen�uber) enthalten. Ein Beispiel m�oge das veranshaulihen.Die Referenz laute 'dann tre�en wir uns am Freitag', und die Hypothese des Spra-herkenners sei 'dann treten wir am Freitag ein'. Die Zuordnung zwishen Hypotheseund Referenz sieht dann wie folgt aus:Referenz Hypothese Fehlerartdann dann Korrekttre�en treten Substitutionwir wir Korrektuns * L�oshungam am KorrektFreitag Freitag Korrektein Einf�ugungTabelle 4.1: Zuordnung zwishen Hypothese und ReferenzDie Editierdistanz zwishen Hypothese und Referenz betr�agt in diesem Beispiel3 Operationen (eine Substitution, eine L�oshung und eine Einf�ugung). Mit den Be-45



zeihnungen NS f�ur die Zahl der Substitutionsfehler, NL f�ur die Zahl der L�oshfehler,NE f�ur die Zahl der Einf�ugefehler, NC f�ur die Zahl der korrekt identi�zierten Worteund N f�ur die Zahl der Worte in der Referenz, so sind die Ma�e Wortkorrektrate WCund Wortakkuratheit WA wie folgt de�niert:WC = NCN = N �NS �NLN (4.37)WA = N �NS �NL �NEN = NC �NEN = WC � NEN (4.38)H�au�g wird anstatt der Wortakkuratheit die Wortfehlerrate (word error rate, WER)angegeben. Sie ist einfah alsWER = 1�WA = NS +NE +NLN (4.39)de�niert. Man beahte, dass die Wortfehlerrate, bedingt durh Einf�ugefehler, �uber100% liegen kann.
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Abbildung 4.1: Shematishe Funktionsweise der Vorverarbeitung
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Kapitel 5Der Segmentierer desView4You-Systems
EinleitungWenn ein Benutzer das View4You-System nah einem bestimmten Thema befragt(z.B. 'was gibt es �uber den Nahen Osten?'), dann ist es niht sehr hilfreih, als Ant-wort eine komplette Sendung zur�ukzuliefern. Diese m�usste sih der Benutzer dannkomplett ansehen, um den darin enthaltenen Beitrag �uber den Nahen Osten zu �nden.Besser ist es, wenn jede Sendung bereits in Beitr�age zerlegt ist und auf die Anfragehin nur noh der passende ausgeshnittene Beitrag pr�asentiert wird.Es ist die Aufgabe des Segmentierers, diese Zerlegung einer kompletten Sendungin ihre einzelnen Beitr�age durhzuf�uhren.'Beitrag' ist ein semantishes Konzept. Ein Beitrag kann einfah darin bestehen,dass der Ansagespreher eine Nahriht verliest; er kann auh aus dem Verlesen einerNahriht, einem nahfolgenden Korrespondentenberiht vom Ort des Geshehensund einem darau�olgenden Interview zusammengesetzt sein. Um die Grenzen kor-rekt zu ziehen, ist eine semantishe Analyse (im Hinblik auf das gerade behandelteThema) der Sendung erforderlih. Sobald ein Themenwehsel statt�ndet, muss eineSegmentgrenze eingef�ugt werden.Die Realisierung der Segmentierung in Beitr�age wird im View4You-System zwei-stu�g durhgef�uhrt:1. Segmentierung der Sendung in akustish homogene Segmente (Shnitte)2. Zusammenf�ugen thematish zusammengeh�orender, aneinandergrenzenderShnitte zu Beitrags-SegmentenIm ersten Shritt werden Segmentgrenzen dort gesetzt, wo sih die akustishenCharakteristika der Sendung �andern, d.h. bei einem Spreherwehsel oder beimWehsel vom Ansagespreher zu einem Korrespondenten.50



Da h�au�g mehrere Nahrihten (zu untershiedlihen Themen) hintereinandervom Ansagespreher verlesen werden, wird eine Segmentgrenze auh gesetzt, wenneine l�angere Pause innerhalb des Sprahbeitrags eines Sprehers statt�ndet.Die akustishe Segmentierung f�uhrt systematish zu einer �Ubersegmentierung: EinBeitrag, der beispielsweise aus einem Ansagesprehertext gefolgt von einem Korre-spondentenberiht besteht, wird durh sie in zwei Segmente zerlegt.Abbildung 5.1 veranshauliht nohmals den Untershied zwishen dem erw�unsh-ten Ergebnis (obere Zeile, berihtorientierte Segmentierung) und dem Ergebnis desersten Shrittes der Segmentierung, den akustish motivierten Segmenten (mittlereZeile). Die unterste Zeile zeigt das Ergebnis eines Segmentierungslaufes eines (�kti-ven) akustishen Segmentierers.
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(6)(2) (3) (4) (5) (7)(1) Abbildung 5.1: Segmentierung einer SendungAusgehend von den Hypothesen f�ur die akustishen Segmentgrenzen werden dieSegmente im zweiten Shritt inhaltlih analysiert und benahbarte Segmente gleihenInhalts miteinander vershmolzen. Dies geshieht, indem mit Hilfe der information-retrieval-Komponente des View4You-Systems (vgl. S. 102 �.) �Ahnlihkeiten von be-nahbarten Segmenten berehnet, und bei Untershreiten einer vorher festgelegtenShranke die Segmente vershmolzen werden. Im Prototyp des View4You-Systemsist dieser Shritt jedoh nur rudiment�ar implementiert. Der Rest dieses Kapitelsbesh�aftigt sih daher im Wesentlihen mit dem ersten Shritt, der akustishen Seg-mentierung.Eine weitere, wihtige Aufgabe des Segmentierers ist es, Anfang und Ende dereigentlihen Sendung in der Aufnahme zu detektieren und die Teile davor und dahin-ter wegzushneiden. Dies ist erforderlih, da aus Siherheitsgr�unden die Aufnahmeder 'tagesshau' bereits eine Minute zu fr�uh (also um 19:59 Uhr) gestartet und - um
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eventuelle �Uberl�angen niht abzushneiden - zwei Minuten zu sp�at (um 20 Uhr 17)beendet wird.Aufbau dieses KapitelsZun�ahst werden einige Kennzahlen und Methoden eingef�uhrt, die bei der Bewertungvon Segmentierungsstrategien eingesetzt werden. Danah wird eine Typisierung indrei grundlegende Algorithmenklassen vorgestellt, die sih an [17℄ orientiert, n�amlihin energiebasierte, modellbasierte und abstandsbasierte Segmentierer. Eine Evaluati-on aller drei Ans�atze auf realen tagesshau-Sendungen shlie�t sih an. Abshlie�endwird ein im Rahmen dieser Arbeit entwikeltes, hybrides Verfahren vorgestellt und eswerden die Ergebnisse dieses Verfahrens mit den Ergebnissen der 'klassishen' Seg-mentierungsstrategien verglihen.5.1 Evaluation eines SegmentierersUm vershiedene Segmentierer miteinander vergleihen zu k�onnen, muss eine Kenn-zahl de�niert werden, die sih f�ur jeden Segmentierer berehnen l�asst und anhandderer eine Aussage �uber die N�utzlihkeit des Segmentierers getro�en werden kann: Jegr�o�er (bzw. kleiner) der Wert der Kennzahl ist, desto besser ist der Segmentierer.Wie aus Abbildung 5.1 hervorgeht, gibt es beim Segmentierungsproblem - analog zumSpraherkennungsproblem - falshe Einf�ugungen von Segmentgrenzen (z.B. Grenze(3) in der untersten Zeile in Bild 5.1), sowie Auslassungen von Segmentgrenzen (z.B.Grenze (5)). Da es nur einen einzigen Grenztyp gibt, sind Substitutionsfehler (Ver-wehslung von Segmentgrenzentypen) in diesem Szenario ausgeshlossen.Die zeitlihe Position einer Segmentgrenze ist eine niht genau bestimmte Gr�o�e.Es ist zum Beispiel im Fall einer Sprehpause von einer Sekunde dem Transkribieren-den freigestellt, an welhem Moment innerhalb der Sprehpause er eine Segmentgren-zenmarkierung eintr�agt. Eine genaue �Ubereinstimmung zwishen der Segmentgren-zenmarkierung, die manuell festgelegt wird, und der vom Segmentierer gefundenenMarkierung ist daher die Ausnahme. Daher wird zur Evaluation ein Toleranzbereih�t festgelegt. Eine Grenze gilt dann als korrekt gefunden, wenn sie sih innerhalb desZeitintervalls [t0 ��t; t0 +�t℄ einer manuell an die Stelle t0 gesetzten Segmentgren-zenmarkierung be�ndet.Die Evaluation selbst erfolgt anhand der folgenden Kriterien:1. Preision2. Reall3. F-measure
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Preision und Reall berehnen sih dabei als der Prozentsatz korrekt gefunde-ner Grenzen unter allen gefundenen (Preision) bzw. unter allen vorhandenen (Reall)Grenzen. Die beiden Begri�e Preision und Reall werden ausf�uhrlih im Anhang aufSeite 200 erl�autert.Die meisten Segmentieralgorithmen k�onnen bei untershiedlihen Arbeitspunk-ten betrieben werden. Dabei ergibt sih f�ur jeden Arbeitspunkt ein Wertepaar f�urPreision und Reall. Die vollst�andige Charakterisierung des Segmentieralgorithmuswird durh einen Graph gegeben, in dem f�ur jeden m�oglihen Arbeitspunkt Preisionund Reall dargestellt werden. Die Abh�angigkeit vom Arbeitspunkt kann eliminiertwerden, indem niht Preision und Reall �uber dem Arbeitspunktparameter, sondernPreision �uber Reall dargestellt wird. Dadurh wird der Graph auh �ubersihtli-her. Man bezeihnet einen solhen Graphen als Charakteristik des Segmentierers(engl. ROC - reeiver operator harateristi). Aus einem solhen Graphen kann un-ter Kenntnis der relativen Kosten einer niht gefundenen Grenze (niedriges Reall)sowie der Kosten einer falsh gefundenen Grenze (niedrige Preision) der optimaleArbeitspunkt leiht ermittelt werden.In vielen F�allen wird die Tatsahe, dass eine Charakterisierung des Algorithmusnur durh einen Graphen bzw. mindestens zwei Kennzahlen erfolgt, als st�orend emp-funden. Daher gibt es vershiedene Methoden, die Charakterisierung auf eine einzigeKennzahl zur�ukzuf�uhren. Die gebr�auhlihste Methode ist das E�ektivit�atsma� F(engl. F-measure), das von van Rijsbergen in [133℄ de�niert wurde.Es ist de�niert als gewihtetes geometrishes Mittel aus Preision und Reall:F = PRC �RCL � (1 + �2)RCL + �2 � PRC ; 0 � � <1 (5.1)�2 ist ein freier Parameter des F-Ma�es, der eine Gewihtung zwishen der Bedeutungvon Preision und der von Reall erlaubt. Bei �2 = 1 werden Preision und Reallgleih gewihtet. F�ur � = 0 entspriht das F-Ma� Preision, f�ur �2 ! 1 entsprihtes Reall.Nat�urlih h�angt der Wert des E�ektivit�atsma�es F vom gew�ahlten Arbeitspunktab. Der Einfahheit halber wird in der Literatur h�au�g der gr�o�tm�oglihe Wert vonF angegeben, der bei Variation des Arbeitspunktes erreiht werden kann.Mittelung der ErgebnisseDie Mittelung der Ergebnisse �uber mehrere zu segmentierende Sendungen kann aufzwei untershiedlihe Arten erfolgen: aus der Benutzersiht und der Systemsiht.Bei der Benutzersiht werden f�ur jede Sendung die relevanten Parameter (Pre-ision, Reall, F-Ma�) getrennt bestimmt. Diese Parameter werden dann gemittelt.Die so ermittelte Kennzahl gibt einen Erwartungswert f�ur den jeweiligen Parameter
53



f�ur eine neue, unbekannte Sendung an.Bei der Evaluation aus Systemsiht werden alle Sendungen gemeinsam evalu-iert, d.h. die N Sendungen werden wie eine einzige, lange Sendung behandelt und dierelevanten Kennzahlen PRC, RCL und F auf dieser langen Sendung evaluiert. DasErgebnis gibt einen Erwartungswert f�ur den jeweiligen Parameter (PRC, RCL bzw.F) f�ur eine neue, ungesehene Grenze an.Der Untershied zwishen den beiden Evaluierungsverfahren tritt bei untershied-liher Anzahl zu �ndender Grenzen pro Sendung zutage. Wenn z.B. die erste Sendungf�unfmal mehr Grenzen aufweist als die anderen Sendungen zusammen, dominiert diePerformanz des Segmentierers auf dieser Sendung die Ergebnisse aus Systemsiht.Aus Benutzersiht hingegen ist die Performanz des Segmentierers auf dieser Sendunggenauso wihtig wie die auf jeder der anderen. Die Systemsiht betrahtet jede zu �n-dende Grenze als gleih wihtig, w�ahrend die Benutzersiht jede zu segmentierendeSendung als gleih wihtig behandelt, unabh�angig von der Anzahl der darin enthal-tenen Grenzen.Welhe der beiden Evaluierungsmethoden bevorzugt wird, h�angt von der Appli-kation ab. F�ur die Evaluation im View4You-System wurde die Systemsiht gew�ahlt,d.h. jede einzelne Grenze wird als gleih wihtig aufgefasst.5.2 Algorithmen zur SegmentierungIn diesem Abshnitt werden untershiedlihen Segmentierungsstrategien aus der Li-teratur vorgestellt. Diese lassen sih grob in drei Kategorien aufteilen:1. Stillebasierte Segmentierung2. Segmentierung basierend auf Modellen f�ur die Segmente (modellbasierte Seg-mentierung)3. Segmentierung basierend auf Erkennung von Wehseln der akustishen Eigen-shaften (abstandsbasierte Segmentierung)Stillebasierte SegmentierungDer einfahste Ansatz zur Segmentierung ist das Shneiden bei Stille. Hierzu wird dieEnergie des Signals berehnet und zeitlih gegl�attet (letzteres, um Segmentierungenin sehr kurzen Stilleperioden zu vermeiden). F�allt die Energie des Signals unter einevorde�nierte Shranke, wird eine Segmentgrenze hypothetisiert.
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Stillebasierte Verfahren sind aufgrund ihrer Einfahheit sehr beliebt. Ihr gr�o�terNahteil liegt in mangelnder Robustheit gegen�uber Shwankungen in der Grund-lautst�arke und Dynamik des Signals. Die Emp�ndlihkeitsshranke muss in jedemFall dynamish an die Datensituation adaptiert werden, wodurh ein Teil des Vor-teils, der durh die einfahe Implementierung entsteht, wieder verlorengeht.Modellbasierte SegmentierungHat man a priori Kenntnisse �uber die untershiedlihen Segmentklassen, k�onnen diesegenutzt werden, um einen modellbasierten Segmentierer aufzubauen.Dazu wird ein - vollst�andig verbundenes - HMM mit so vielen Zust�anden aufge-baut, wie es untershiedlihe Segmentklassen gibt. Im Falle der 'tagesshau' k�onnte esz.B. vier vershiedene Segmentklassen (Ansager, Korrespondent, Stille, Musik) geben,die dann durh ein HMM mit 4 Zust�anden symbolisiert werden. Durh Duplizierenvon einzelnen Zust�anden kann erreiht werden, dass sih das HMM mindestens ei-ne vorgegebene Zahl von Zeitshritten in einem Zustand be�ndet. Auf diese Weisekann z.B. das Wissen genutzt werden, dass ein Ansagersegment niht k�urzer als dreiSekunden sein kann.Das Prinzip eines so aufgebauten Segmentierers wird von Abbildung 5.2 illustriert.
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Abbildung 5.2: HMM bei modellbasierter SegmentierungDann wird auf der Trainingsstihprobe ein Modell f�ur jede der untershiedlihenSegmentklassen gesh�atzt. Hierbei werden parametrishe Modelle analog denen derakustishen Modellierung f�ur die Spraherkennung (also z.B. Mixturen von Normal-verteilungen) herangezogen.Um eine Sendung zu segmentieren, wird mit Hilfe des Viterbi-Algorithmus derwahrsheinlihste Pfad durh das HMM, gegeben die Daten der Sendung, berehnet.Jeder Zeitpunkt, an dem der Zustand des HMMs auf dem wahrsheinlihsten Pfadwehselt, ist eine Segmentgrenze.
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Hain und Kollegen [18℄ shlugen 1998 vor, die initiale Segmentierung zur Verbesse-rung der Segmentmodelle heranzuziehen. Dazu werden die Segmentmodelle anhandder Segmentierungshypothese mit einer MLLR (s. S. 36) adaptiert und der wahr-sheinlihste Pfad, und damit die Segmentierung, mit den adaptierten Modellen neuberehnet.Abstandsbasierte SegmentierungAbbildung 5.3 verdeutliht die prinzipielle Funktionsweise der abstandsbasierten Seg-mentierung.
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breite BAbbildung 5.3: Funktionsweise der abstandsbasierten SegmentierungZwei aneinander angrenzende Fenster der Fensterbreite B werden �uber die zusegmentierende Sprahprobe geshoben. F�ur jeden Zeitpunkt wird f�ur jedes der bei-den Fenster anhand des im Fenster be�ndlihen Teils der Sprahprobe ein Modellgesh�atzt. Der Abstand (der Untershied) zwishen den beiden Modellen wird be-rehnet. Je gr�o�er der Abstand (Untershied) zwishen den beiden Modellen ist, de-sto untershiedliher ist der Inhalt der beiden Fenster. Tr�agt man den so berehnetenAbstand zwishen den Modellen des linken und des rehten Teilfensters �uber der Zeitauf, erh�alt man eine Kurve �ahnlih der in Abbildung 5.4 skizzierten.Lokale Maxima der Kurve deuten gro�e Untershiede zwishen dem links angren-zenden und dem rehts angrenzenden Teil der Sprahprobe an. An den Stellen derlokalen Maxima liegt also wahrsheinlih ein Spreherwehsel bzw. eine Segmentgren-ze vor. Durh die Wahl von untershiedlih hohen Shranken kann der Arbeitspunkteines abstandsbasierten Segmentierers eingestellt werden: Der Zeitpunkt t5 in Bild5.4 wird je nah eingestellter Shranke als Grenze gefunden oder niht.Vershiedene abstandsbasierte Segmentierer untersheiden sih durh die Wahldes Modells, dessen Parameter auf den beiden Teilfenstern gesh�atzt wird, und durh
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t5Abbildung 5.4: Ausgabe eines abstandsbasierten Segmentierersdie Abstandsfunktion, mit der der Abstand zwishen den beiden Modellen berehnetwird.Als Modelle wurden in der Literatur �uberwiegend Mixturen von N Normalvertei-lungen, und hierbei wiederum �uberwiegend solhe mit N = 1, also einzelne Normal-verteilungen vorgeshlagen. Im Folgenden werden drei untershiedlihe Modelle undAbstandsfunktionen vorgestellt.Kullbak-Leibler-Distanz als Abstandsma�Die Kullbak-Leibler-Distanz ist die zus�atzlihe Informationsmenge, die zum Codie-ren von Verteilung B erforderlih ist, wenn ein Code f�ur Verteilung A existiert. Sieist de�niert als dKL(A;B) = EA < log(PA)� log(PB) > (5.2)wobei EA der Erwartungswert bez�uglih der Verteilungsfunktion A ist. dKL ist nihtsymmetrish bez�uglih des Vertaushens von A und B und daher strenggenommenkeine Distanzfunktion. Es ist aber m�oglih, dKL zu symmetrisieren:dKL;symm: = 12(dKL(A;B) + dKL(B;A)) (5.3)Siegler und Stern shlugen in [40℄ die symmetrisierte Kullbak-Leibler-Distanzzwishen zwei multivariaten Normalverteilungen als Abstandsma� f�ur die Segmentie-rung vor. Ein gro�er Vorteil der Kullbak-Leibler-Distanz ist, dass es f�ur normalver-teilte Daten eine geshlossene Darstellung gibt.Es gilt n�amlih f�ur eindimensionale Normalverteilungen NA und NB:dKL = 1Z�1 NA(x)(logNA(x)� logNB(x))dx (5.4)Das bestimmte Integral l�asst sih nah einiger Rehnung wie folgt darstellen:
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dKL;symm: = 12 �2A�2B + 12 �2B�2A + 12(�A � �B)2( 1�2A + 1�2B )� 1 (5.5)(5.5) ist die gew�unshte geshlossene Darstellung.Da multivariate Gau�verteilungen mit diagonalen Kovarianzen in das Produktihrer Komponentennormalverteilungen zerfallen, l�asst sih (5.5) leiht auf diesen Fallverallgemeinern.Siegler und Stern zeigten auh, dass die Kullbak-Leibler-Distanz zweier Nor-malverteilungen eine bessere Segmentierungsperformanz liefert als ihre Mahalanobis-Distanz [40℄.Likelihood ratio als Abstandsma�Chen [17℄ verwendete als Abstandsfunktion das Verh�altnis der Likelihoods (engl. li-kelihood ratio). Die verwendete Abstandsfunktion wurde erstmals 1991 von Gish undKollegen vorgeshlagen [113℄ und ist auh unter dem Namen Gish-Abstand bekannt.Das von Gish und Chen verwendete Kriterium l�asst sih als Hypothesentest auf-fassen. Die Nullhypothese lautet, dass beide Teilfenster des Signals derselben stoha-stishen Quelle entstammen, d.h. Teile desselben Segments sind. Die Alternativhypo-these besagt, dass die beiden Teilfenster des Signals untershiedlihen stohastishenQuellen entstammen, d.h. dass eine Segmentgrenze zwishen den beiden Teilfensternlokalisiert ist. Der Hypothesentest wird durhgef�uhrt, indem die Wahrsheinlihkeit(likelihood) gegeben die Nullhypothese durh die Wahrsheinlihkeit der Alternativ-hypothese dividiert wird: � = L( ~x0; ~�0;�0)L( ~x1; ~�1;�1)L( ~x2; ~�2;�2) (5.6)wobei die Indizes 1 und 2 f�ur die beiden Teilfenster und der Index 0 f�ur die Ver-einigung der beiden Teilfenster stehen. Gl. 5.6 liegt die Annahme zugrunde, dass diestohastishen Prozesse, die das Signal generieren, als multivariate Normalverteilungmit einem Mittelwert und einer (vollen) Kovarianzmatrix modelliert werden k�onnen.Ersetzt man die ~�i und �i durh ihre maximum-likelihood-Sh�atzungen auf denjeweiligen Signalabshnitten, erh�alt man� log(�) = N0 log j�0j �N1 log j�1j �N2 log j�2j (5.7)Der �Ubergang von (5.6) nah (5.7) basiert auf der Abh�angigkeit der Parameterder Normalverteilungen von den Datenpunkten, auf denen die Likelihood bestimmtwird. Das l�asst sih bei eindimensionalen Normalverteilungen besonders leiht sehen:
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� log(L) = � log NQi=0L(xi; �; �)= �PNi=0 logL(xi; �; �)= �PNi=0 log( 1p2��exp(�12(xi � �)��1(xi � �))= N log(p2��) + 12 PNi=0(xi � �)��1(xi � �))= N log(p2��) + 12��1PNi=0(xi � �)2= N log(p2��) + 12��1N�= N2 (1 + log(2�)) +N log(�)Der von � unabh�angige erste Term k�urzt sih beim �Ubergang von (5.6) nah (5.7)durh N = N1 +N2 heraus.F�ur die praktishe Berehnung von (5.7) ist es erforderlih, die harakteristi-shen Parameter von drei Segmenten (�1, �2, �0, ~�1, ~�2, ~�) zu sh�atzen. Das kannnat�urlih �uber die De�nition auf den Urdaten erfolgen. Es ist aber auh m�oglih,aus den beiden Teilfenster-Verteilungen �1; ~�1;�2; ~�2 die Summenverteilung �0; ~�0direkt zu berehnen.Der Mittelwert ~�0 ergibt sih einfah zu~�0 = E(~xi) = N1N1 +N2 ~�1 + N2N1 +N2 ~�2 (5.8)Die einzelnen Werte �0(x; y) der Kovarianzmatrix �0 ergeben sih nah der De-�nition der Kovarianz�(x; y) = E(xy)� E(x)E(y) = �(xy)� �(x)� �(y) (5.9)Hierin sind �(x) und �(y), die Erwartungswerte der einzelnen Komponenten derDatenvektoren, bereits aus (5.8) bekannt. F�ur E(xy) giltE0(xy) = N1N1 +N2E1(xy) + N2N1 +N2E2(xy) (5.10)Die beiden Werte E1(xy) und E2(xy) lassen sih aus den (bekannten) Vertei-lungsparametern �1(:); �2(:) und �1(:; :);�2(:; :) �uber die De�nition der Kovarianz(5.9) berehnen: E1(xy) = �1(x; y) + �1(x)�1(y) (5.11)Einsetzen ergibtN0�0(x; y) = N1�1(x; y)+N2�2(x; y)+N1�1(x)�1(y)+N2�2(x)�2(y)�N0�0(x)�0(y)(5.12)Die Berehnung nah dieser Vorshrift erspart die Akkumulation f�ur die Gesamt-verteilung. 59



Entropie auf einem VQ-Codebuh als Abstandsma�Eine weitere M�oglihkeit zur Modellierung der Daten der beiden Fenster beim ab-standsbasierten Ansatz ist die Verwendung eines durh Vektorquantisierung vor-berehneten Codebuhs. Bei diesem Verfahren werden zun�ahst ('o�ine') aus ei-ner gro�en Menge von Trainingsdaten durh ein Ballungsverfahren eine Anzahl Mvon Referenzvektoren erzeugt. Das Ensemble der M Referenzvektoren wird als VQ-Codebuh bezeihnet.W�ahrend der eigentlihen Segmentierung wird jedem Datenvektor, der in einemFenster enthalten ist, der jeweils n�ahstgelegenen Vektor des VQ-Codebuhs zuge-ordnet. Damit entsteht f�ur jedes Fenster eine diskrete Wahrsheinlihkeitsverteilungmit M Werten.Die M-dimensionale Verteilung wird als Beshreibung eines Zufallsexperimentsmit M m�oglihen Ausg�angen angesehen und als vollst�andige Charakterisierung desFensters aufgefasst. Un�ahnlihe Wahrsheinlihkeitsverteilungen der beiden Fensterimplizieren dabei eine Segmentgrenze zwishen den beiden Fenstern.Bezeihnet man die absolute H�au�gkeit, mit der der VQ-Codebuhvektor i einemDatenvektor des Fensters k(k 2 [1; 2℄) am n�ahsten lag, mit nk(i), l�asst sih diegemeinsame H�au�gkeitsverteilung n0(i) wie folgt berehnen:n0(i) = n1(i) + n2(i) (5.13)Bezeihnet man die Gesamtzahl der Datenvektoren des Fensters k mit Nk, soberehnet sih die Entropie der H�au�gkeitsverteilung k mit pk(i) = nk(i)Nk zuHk = i=MXi=1 pk(i) log(pk(i)) (5.14)Die Abstandsfunktion ist de�niert als der Gewinn an Entropie, der beim Codierender Gesamtverteilung 0 durh eine einzige Verteilung anstelle der separaten Codierungdurh zwei Verteilungen 1 und 2 eintritt:d = N0H0 �N1H1 �N2H2 (5.15)Dieses Kriterium wurde bereits 1988 von Lee [122℄ zur Berehnung der �Ahnlihkeitzweier kontextabh�angiger Allophonmodelle vorgeshlagen. Es wird im Rahmen dieserArbeit erstmals zu Segmentierungszweken eingesetzt.5.3 ExperimenteAlle im vorhergehenden Abshnitt beshriebenen Ans�atze zum Segmentieren wurdenauf derselben Teststihprobe von 4 Sendungen 'tagesshau' evaluiert. Dabei wurden
60



f�ur jedes untersuhte Verfahren mehrere Arbeitspunkte jeweils auf allen 4 Aufnahmenuntersuht. Die Shwellenparameter, die die Arbeitspunkte de�nierten, waren dabeijeweils auf allen 4 Aufnahmen gleih.Evaluation des stillebasierten AnsatzesF�ur die Evaluierung des stillebasierten Ansatzes wurden zun�ahst in einem Abstandvon t = 10 ms Energiewerte E(t) f�ur jeweils 16 ms breite Fenster berehnet. DasMaximum Ê dieser Energiewerte wurde bestimmt und dann f�ur jedes Fenster dielogarithmierte Energie lE(t) lE(t) = log( Ê10000 + E(t)) (5.16)berehnet. Die Addition eines 110000 der Energie des h�ohstenergetishen Fensternsvor dem Logarithmieren bewirkt zweierlei: Zun�ahst wird der Wertebereih des Lo-garithmus eingeshr�ankt und die Divergenz bei Null vermieden. Zum Zweiten werdenEnergien, die klein im Vergleih zu einem Zehntausendstel der maximalen Energiesind, in der Au�osung stark vermindert. Verk�urzt kann man sagen, dass der Un-tershied zwishen 'sehr leise' und 'sehr sehr leise' durh diese Addition verkleinertwird.Nah der Logarithmierung wird das gesamte Signal, d.h. jedes Fenster, linear ineinen Wertebereih von 0..1 skaliert und gegl�attet. Die Gl�attung wird durh einezweimalige Anwendung der IIR-FilteroperationlE(t) := 19 lE(t� 2) + 29 lE(t� 1) + 39 lE(t) + 29 lE(t+ 1) + 19 lE(t+ 2) (5.17)realisiert.Die resultierenden, gegl�atteten logarithmierten Leistungsspektrums-Werte werdenals Merkmale des stillebasierten Segmentierers verwendet. Eine Segmentgrenze wirdgenau dann hypothetisiert, wenn ein Datenpunkt ein lokales Minimum der Ener-gie darstellt und unterhalb der voreingestellten Shranke liegt. Durh Variation derShranke kann der Arbeitspunkt modi�ziert werden.Evaluation des modellbasierten AnsatzesIm Falle der Segmentierung der 'tagesshau' wurden vier Klassen untershieden: An-sagespreher, Korrespondent, Stille, und Musik. In die Klasse 'Musik' wurden nurrein instrumentale Musiksegmente aufgenommen; Singen sowie Musik als Hinter-grundger�aush wurden als 'Korrespondent' klassi�ziert. Die vier Klassen wurden alsMixturen von multivariaten Normalverteilungen modelliert. Als Eingangsdaten wur-den sowohl die (auh vom Erkenner verwendeten) Cepstralparameter, als auh einfa-he logarithmierte Melsale-KoeÆzienten verwendet. Vorexperimente ergaben, dass61



sih mit Melsale-KoeÆzienten durhweg bessere Kennzahlen erzielen lie�en als mitCepstren. Der modellbasierte Segmentierer verwendete aus diesem Grund 16 loga-rithmierte Mel-Spektralparameter als Eingangsdaten.Der in der Spraherkennung �ublihe zeitlihe Versatz (engl. frameshift) zwishenzwei Datenvektoren von 10 Millisekunden ist f�ur die Segmentierung zu klein undf�uhrt zu unn�otig langen Rehenzeiten. Mehrere durhgef�uhrte Kontrastexperimenteergaben, dass ein frameshift von 50 Millisekunden einen guten Kompromiss zwishenGeshwindigkeit und Genauigkeit darstellt. Die Fensterbreite von 16 Millisekundenbei der Berehnung der Spektralparameter wurde dabei beibehalten.F�ur jede der vier Klassen (Ansagespreher, Korrespondent, Stille, Musik) wurdeauf der Trainingsstihprobe eine Mixtur von multivariaten Normalverteilungen (mitdiagonalen Kovarianzen) gesh�atzt. Da beispielsweise die Klasse 'Stille' nur eine sehrkleine Klassenvarianz aufweist, wurde die Anzahl der Mixturparameter f�ur die vierKlassen untershiedlih gew�ahlt:Klasse Anzahl MixturverteilungenAnsagespreher 128Korrespondent 128Musik 32Stille 2In der praktishen Realisierung wurde ein Spraherkenner zum Segmentieren ver-wendet. Hierzu wurden vier Phoneme entsprehend der vier Klassen verwendet, diejeweils durh die entsprehende Mixtur von Normalverteilungen akustish modelliertwurden. Das W�orterbuh bestand aus vier W�ortern (Ansager, Korrespondent, Stille,Musik), die durh eine Aneinanderreihung der jeweiligen Phoneme modelliert wur-den. Da ein Ansagersegment eine Mindestl�ange von etwa 5 Sekunden aufweist, einStillesegment aber sehr kurz sein kann, wurden untershiedlihe Mindestl�angen f�urdie Worte de�niert: Klasse Mindestl�angeAnsagespreher 5 sKorrespondent 5 sMusik 2.5 sStille 0.2 sDie Mindestl�ange wurde dabei durh Aneinanderreihung von untershiedlih vie-len Basisphonemen realisiert. Da jedes Phonem mindestens ein Datenframe (hier:
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50 ms) lang sein muss, kann beispielsweise das Wort 'Musik', das aus 50 hinterein-andergereihten Phonemen 'Musik' besteht, niht k�urzer als 2.5 Sekunden (50 mal0.05 Sekunden) sein. Jedes Phonem wurde durh ein 1-State-HMM modelliert. Dasstatistishe Sprahmodell wurde durh eine Gleihverteilung approximiert.Die eigentlihe Segmentierung erfolgte durh einen Erkennerlauf des so aufgebau-ten 4-Wort-Erkenners. An allen Stellen, an denen in der Hypothese ein Wortanfang(also der Anfang von 'Stille', 'Ansager', 'Korrespondent' bzw. 'Musik') detektiertworden war, wurde eine Segmentgrenze hypothetisiert.Durh die Wahl untershiedliher Worteingangsstrafen des Sprahmodells konntenuntershiedlihe Arbeitspunkte des Segmentierers realisiert werden.Evaluation des abstandsbasierten AnsatzesF�ur alle evaluierten abstandsbasierten Verfahren wurde eine Fensterbreite von jeweils1.5 Sekunden und ein Versatz von 0.5 Sekunden verwendet. Auf den 1.5 Sekundenbreiten Fenstern wurde jeweils ein Modell gesh�atzt: Eine Normalverteilung mit dia-gonalen Kovarianzen im Fall des Kullbak-Leibler-Abstandes (5.5), sowie eine Nor-malverteilung mit voller Kovarianzmatrix f�ur den Gish-Abstand (5.6). Die Merkmalesind in allen F�allen 13 niht LDA-transformierte Mel-Cepstralparameter.F�ur den Entropieabstand (5.15) wurde zun�ahst auf allen Trainingsdaten eineMixtur von 32 Normalverteilungen auf den 13 Cepstralparametern gesh�atzt. F�urjedes Fenster wurde dann eine Vektorquantisierung auf diese 32 Normalverteilungenberehnet. Als Abstandsfunktion diente dabei die MahalanobisdistanzdMahalanobis(~x; ~�;�) = (~x� ~�)��1(~x� ~�)T (5.18)zwishen dem Datenvektor ~x aus dem Fenster und den Mittelwertvektoren ~�i.Mit Hilfe der untershiedlihen Abstandsfunktionen wurden dann die Abst�andezwishen den Modellen f�ur das linke und das rehte Teilfenster berehnet. �Ahnlihwie bei der stillebasierten Segmentierung wurde eine Segmentgrenze genau dort hy-pothetisiert, wo ein lokales Minimum der Abst�ande eine vorde�nierte Shranke tuntershritt. Durh Variation der Shranke t konnten vershiedene Arbeitspunkteeingestellt werden.ErgebnisseDie Evaluation wurde aus Systemsiht (siehe Seite 53) auf 4 Tagesshauen (vom30.3.1997, 13.4.1997, 28.5.1997 und 30.6.1997) durhgef�uhrt. Als Referenzen wurdendie 141 von den Transkribierenden markierten Segmentgrenzen verwendet. Da dieseangewiesen worden waren, bei jedem Wehsel der akustishen Bedingung eine Seg-mentgrenze zu setzen, entspriht dies einer Evaluation auf den akustishen Segmenten
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(niht auf den berihtbasierten Segmenten).Der modellbasierte Segmentierer wurde mit und ohne nahfolgende MLLR-Adaption evaluiert. Durh die Adaption konnten jedoh die Ergebnisse niht ver-bessert werden, so dass in den hier vorgestellten Daten die Resultate ohne Adaptiondargestellt werden.Die Ergebnisse der Evaluation sind in Bild 5.5 und in Tabelle 5.1 zusammengefa�t.
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Abbildung 5.5: ROC-Kurven f�ur vershiedene Segmentierungsans�atzeMethode F-Ma�stillebasiert 0.579Entropiema� 0.372Kullbak-Leibler-Distanz 0.689Gish-Distanz 0.702modellbasiert 0.623Tabelle 5.1: Maxima des F-Ma�esMan erkennt, dass der shnelle modellbasierte Segmentierer die gr�o�ten Werte f�urPreision aufweist. Allerdings f�allt die Preision mit steigendem Reall sehr stark ab,so dass ab einer bestimmten Reall-Rate die abstandsbasierten Segmentierer �uber-legen sind. Der modellbasierte Segmentierer liefert �uberhaupt keine Ergebnisse miteinem gr�o�eren Reall als 73%. Sowohl der maximal erzielbare Reall, als auh die
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bei gro�em Reall erreihbaren Werte f�ur Preision sind bei den abstandsbasiertenVerfahren besser.Unter den abstandsbasierten Verfahren funktioniert die Gish-Distanz am besten,gefolgt von der Kullbak-Leibler-Distanz. Die Entropiedi�erenz eignet sih als Di-stanzma� o�enbar weniger gut.Hybrider AnsatzAbstandsbasierte Verfahren erzielen hohe Reall-Werte bei relativ guter Preision.Der modellbasierte Ansatz andererseits erzielt hervorragende Preision-Werte beimittlerem Reall. M. Westphal shlug vor, die St�arken der jeweiligen Verfahren durheinen hybriden Algorithmus zu kombinieren. Ein solher Algorithmus wird in dieserArbeit erstmals beshrieben und evaluiert.Die Grundidee ist, die Modelle f�ur einen modellbasierten Ansatz auf den Ergeb-nissen der Segmentierung durh einen abstandsbasierten Ansatz aufzubauen. Als Ab-standsfunktion wurde dabei nah den Ergebnissen der Evaluation der Gish-Abstandgew�ahlt.Der hybride Ansatz: AlgorithmusIm ersten Shritt werden in einem zeitlihen Abstand von einer Sekunde auf Fensternvon einer Sekunde Breite die Parameter jeweils einer Normalverteilung mit vollerKovarianzmatrix estimiert. Als Eingabemerkmale dienen dabei 13-dimensionale Mel-Cepstralvektoren, die alle 10 Millisekunden berehnet werden. Als Ergebnis diesesShrittes stehen f�ur jede Sekunde der zu segmentierenden Sendung ein Mittelwert-vektor und eine (volle) Kovarianzmatrix zur Verf�ugung.Bei einer durhshnittlihen L�ange der 'tagesshau' von gut 15 Minuten oder etwa930 Sekunden (vgl. Seite 21) entstehen auf diese Weise gut 900 initiale Segmente. Imfolgenden Shritt werden die initialen Segmente agglomerativ geballt.Hierzu werden zun�ahst die Gish-Abst�ande jedes Segments mit jedem anderenSegment berehnet. Die beiden Segmente mit dem geringsten Abstand werden dannzu einem Cluster vershmolzen. Diese beiden Segmente m�ussen dabei niht nebenein-ander liegen. Nah der Vershmelzung wird f�ur den neu entstandenen Cluster ein neu-er Mittelwertvektor und eine neue Kovarianzmatrix berehnet. Dies kann zwekm�a�i-gerweise durh Anwendung von Gl. (5.12) geshehen. Danah werden alle Abst�andezwishen dem neuen Cluster und allen anderen Segmenten bzw. Clustern berehnet.Da die Abst�ande zwishen Segmenten bzw. Clustern, die niht an der Vershmelzungbeteiligt waren, durh die Vershmelzung niht ge�andert werden, m�ussen diese nihtneu berehnet werden. Die beshriebene Ballung wird wiederholt, bis nur noh eineinziger Cluster vorhanden ist, der alle 900 Segmente enth�alt.
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Das Endergebnis der agglomerativen Ballung ist nat�urlih trivial. Die Zwishen-ergebnisse, bei denen die Ballung weit fortgeshritten ist, sind hingegen interessant.Sind beispielsweise noh 8 Cluster �ubrig, so sind in jedem Cluster eine Menge vonuntereinander �ahnlihen Sekunden-Segmenten enthalten. Die 8 Cluster k�onnen daherals gute Repr�asentanten der vorliegenden Tagesshau-Sendung aufgefasst werden -bessere Repr�asentanten, als die vier statish de�nierten Gruppen 'Ansagespreher','Korrespondent', 'Musik' und 'Stille' des modellbasierten Ansatzes sein k�onnen.Im n�ahsten Shritt werden daher f�ur jeden der 8 Cluster Mixturen von multi-variaten Gau�verteilungen - analog zur Vorgehensweise bei der modellbasierten Seg-mentierung - gesh�atzt. Mit diesen Modellen wird ein modellbasierter Segmentierer(mit 8 Phonemen und 8 W�ortern) analog zur oben beshriebenen Vorgehensweise kon-struiert. Dabei muss allerdings die Mindestl�ange aller Worte gleih gew�ahlt werden,da kein a-priori-Wissen �uber die zu erwartende Mindestl�ange der jeweiligen Segmen-te mehr bekannt ist: es ist beispielsweise niht bekannt, welher Cluster (wenn diese�uberhaupt alle in einen einzigen Cluster geballt wurden) die Stille-Segmente enth�alt.Aus demselben Grund wird auh die Zahl der Referenzvektoren pro Phonemmo-dell f�ur alle Modelle gleih (zu N = 64) gew�ahlt.Das Ergebnis der Segmentierung mit dem hybriden Ansatz ist in Bild 5.6 undTabelle 5.2 zusammengefa�t. Man erkennt, dass der hybride Segmentierungsansatzdie Vorteile der modellbasierten Segmentierung (hohe Pr�azision bei mittleren Reall-Werten) und der abstandsbasierten Segmentierung (hohes Reall bei mittleren Pr�azi-sionswerten) miteinander vereint. Hervorzuheben ist vor allem die au�erordentlihhohe Pr�azision von �uber 95%, die bei einem Reall von 65% erreiht werden kann.Allerdings ist es niht m�oglih, mit dem hybriden Verfahren Reall-Werte von mehrals 87% zu erzielen. Wenn ein solher Arbeitspunkt erforderlih ist, m�ussen rein ab-standsbasierte Algorithmen eingesetzt werden.Methode F-Ma�stillebasiert 0.579modellbasiert 0.623Gish-Distanz 0.702hybrid (6 Cluster) 0.782Tabelle 5.2: Maxima des F-Ma�esZusammenfassungIn diesem Kapitel wurden die drei prinzipiellen Ans�atze zur akustishen Segmentie-rung - stillebasierte, modellbasierte und abstandsbasierte Verfahren - vorgestellt. Eswurden f�ur jeden Ansatz ein oder mehrere Segmentiersysteme implementiert, und66
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Abbildung 5.6: ROC-Kurven f�ur vershiedene Segmentierungsans�atzealle Segmentierer auf derselben Teststihprobe von 4 Sendungen 'tagesshau' gegen-einander getestet.Bei den abstandsbasierten Verfahren wurden drei untershiedlihe Abstandsfunk-tionen evaluiert: der von Gish vorgeshlagene Gish-Abstand [113℄, die von Sieg-ler verwendete Kullbak-Leibler-Distanz [40℄ und der Entropiedi�erenz auf VQ-Codeb�uhern. Von diesen dreien erwies sih der Gish-Abstand als der beste, gefolgtvon der Kullbak-Leibler-Distanz.Der Gish-Abstand-basierte Segmentierer erwies sih im Vergleih mit den beidenanderen Segmentierungsstrategien dem stillebasierten Ansatz als �uberlegen. Nur imBereih kleiner Aussh�opfungswerte (Reall, RCL) erzielte der modellbasierte Seg-mentierer bessere Ergebnisse der Pr�azision (PRC) als der Gish-Abstand-basierte.Um die Vorteile der hohen Pr�azision des modellbasierten Ansatzes mit der hohenAussh�opfung des abstandsbasierten Ansatzes zu kombinieren, wurde ein neuer hy-brider Ansatz entwikelt. Dieser erzielte deutlih bessere Werte der Kennzahlen PRCund RCL als alle anderen Ans�atze.
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Kapitel 6Der Spraherkenner desView4You-Systems
6.1 EinleitungDas Herzst�uk der Indexerstellung im View4You-System ist der Spraherkenner. Sei-ne Aufgabe ist es, f�ur jedes vom Segmentierer gelieferte St�uk einer Sendung eineVershriftung zu erzeugen.Der Spraherkenner des View4You-Systems baut auf dem am ISL erstellten JRTk-Spraherkennungs-Toolkit auf. Dieses Toolkit stellt alle im Abshnitt 'MashinelleSpraherkennung' beshriebenen Standardtehniken zur Verf�ugung und geht teilweisedar�uber hinaus. Das JRTk-Toolkit wurde mit einem Aufwand von mehreren Mannjah-ren angefertigt. Ohne diese Vorarbeiten w�are es niht m�oglih gewesen, im gestektenZeitrahmen das in dieser Arbeit beshriebene System zu implementieren.Der Aufbau des Spraherkenners des View4You-Systems entspriht dem momen-tan (1999) g�angigen Paradigma der Spraherkennungsforshung: Ein HMM-basierterErkenner mit Mixturen von Gau�verteilungen als akustishen Modellen, epstralenEingangsvektoren im 10-Millisekunden-Raster, und einem statistishen Trigramm-Sprahmodell. Der prinzipielle Aufbau wurde bereits im Kapitel 'Mashinelle Spra-herkennung' beshrieben. Im nun folgenden Kapitel werden die Komponenten desErkenners einzeln spezi�ziert.Der beshriebene Erkenneraufbau ist niht der einzig m�oglihe. Im Rahmen derEntwiklung wurden mehrere Dutzend untershiedlihe Erkenner trainiert und eva-luiert, von denen hier nur der endg�ultige, beste Aufbau beshrieben wird.
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6.2 PhonemsatzW�orter werden im View4You-System als eine Aneinanderreihung von Phonemen mo-delliert. Der Wahl des Phoneminventars kommt aus diesem Grund entsheidendeBedeutung zu. W�ahlt man das Inventar zu klein, werden untershiedlihe W�orterauf identishe Phonemketten abgebildet. Bei einem zu gro�en Phonemsatz wiederumentstehen die Probleme bei der Konsistenz im W�orterbuh, der shwierigeren Trai-nierbarkeit und der fehlenden Generalisierungsf�ahigkeit der resultierenden Modelle.Der im View4You-System eingesetzte Phonemsatz orientiert sih an den im interna-tional standardisierten SAMPA-Alphabet festgelegten Phonemen.Da der Spraherkennung die Erkennung der Laute zugrundeliegt, ist eszwekm�a�ig, f�ur jeden untershiedlihen Basislaut ein eigenes Modell einzuf�uhren.Insofern kann strenggenommen niht von Phonemmodellen, sondern von Phonmo-dellen gesprohen werden, wie die folgenden De�nitionen zeigen:Phonem: Kleinste lautlihe Einheit der Sprahe mit bedeutungsunter-sheidender Wirkung, aber niht f�ur sih alleine bedeutungstragend. EinSystem von Phonemen ist harakteristish f�ur jede Einzelsprahe. Da-bei ist wesentlih, dass der Wortshatz der Sprahe mit m�oglihst wenigPhonemen eindeutig dargestellt wird. Aus diesem Grund k�onnen einemPhonem mehr als nur ein Sprahlaut entsprehen (...)Phon: Lautsprahlihes, von einem Normalh�orenden einer Sprahgemein-shaft wahrnehmbares und von anderen Phonen untersheidbares Ele-ment. Phone werden mit Hilfe von H�ortests nahgewiesen und einer end-lihen Anzahl von Valenzklassen zugeordnet (...)Terminologie der Sprahakustik, Vorlage der Fahgruppe Sprahakustikder Informationstehnishen Gesellshaft im VDEIm Deutshen sind die Begri�e Phon und Phonem weitgehend synonym. Die einzi-ge Ausnahme stellt das Phonem 'h' dar. 'h' ist ein Phonem mit zwei Aussprahen,der velaren (SAMPA-Symbol 'x', Realisierung wie in 'ah') und der palatalen Va-riante (SAMPA-Symbol 'C', Realisierung wie in 'ih'). Es gibt kein Wortpaar imDeutshen, das sih nur in der Realisierung des 'h' untersheidet, so dass trotz un-tershiedliher Aussprahe nah De�nition nur ein einziges Phonem vorliegt. Dennohverwendet der View4You-Erkenner zwei untershiedlihe Modelle f�ur das velare unddas palatale 'h'.Der verwendete Phonsatz besteht aus 38 Phonen, die aus dem SAMPA-Alphabetabgeleitet sind. Zus�atzlih werden 4 Diphthonge explizit, d.h. als Phonemmodelle,modelliert. Ein weiteres Modell f�ur Stille und 6 Ger�aushmodelle komplettieren den49 Basismodelle umfassenden Phonemsatz.
69



PHONDAT IPA Beispiel PHONDAT IPA Beispiel9 � H�olle 2: �: H�ohleN � Junge S R Tashea a kann a: a: Kahnb b bei d d due e Meteor e: e: BeetE E Bett E: � : K�ase� turned-e lahen 6 turned-a Leserf f frei g g Gasth h Hast I I ritti: i: riet j j jak k Kahn l l Lihtm m Mauer n n neunO open-o Bok o: o: bogp p Platz r r Rauhs s las t t TorteU � mu� u: u: Musv v wann x x ahC � dih Y Y H�uttey: y: H�ute z z lesenTabelle 6.1: Monophoneme des View4You-SpraherkennersDie vier Diphthonge aus Tabelle 6.2 sind sehr h�au�g und auh stark koartikuliert.Aus diesem Grund wurden explizite Modelle f�ur sie eingef�uhrt.PHONDAT IPA Beispielts ts putzenaI aI reitenaU aU RauhOY open-o Y heuteTabelle 6.2: Explizit modellierte Diphthonge des View4You-SpraherkennersDie Vokale - mit Ausnahme von 'a' - k�onnen im Deutshen sowohl gespanntals auh ungespannt artikuliert werden, wobei die gespannte Version vor allem inLehnw�ortern vorkommt (Politik vs Bok). In der sog. PHONDAT-Notation wird dergespannte Vokal mit einem entsprehenden Kleinbuhstaben ('o'), der ungespanntemit einem Gro�buhstaben ('O') dargestellt. In einem der zur Verf�ugung stehendenW�orterb�uhern waren jedoh keine gespannten Vokale enthalten. Da die gespann-ten Vokale ohnehin relativ selten sind, wurde im View4You- Spraherkenner auf diegespannten Vokale mit Ausnahme des 'e' verzihtet und diese wurden auf die unge-
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Symbol BedeutungQK jedes Phonem+hBR Atemger�aush+hEH H�asitation '�Ahh'+hEM H�asitation '�Ahm'+hGH Sprah-Artefakte (Shmatzen usw)+hGN Ger�aush (Telefonklingeln usw)SIL StilleTabelle 6.3: Besondere Phoneme des View4You-Spraherkennersspannten Versionen abgebildet. In Tabelle 6.4 sind die durhgef�uhrten Abbildungenexplizit aufgef�uhrt.PHONDAT IPA Beispiel PHONDAT IPA Beispieli i Politik ! I I ritto o Politik ! O open-o Boku u Kulisse ! U � mu�y y kyrillish ! Y Y H�utte2 � �Okonom ! 9 � H�olleTabelle 6.4: Abbildung gespannter Vokale auf ungespannteNasallaute kommen im Deutshen urspr�unglih niht vor. In franz�osishenLehnw�ortern ('Restaurant') haben sie jedoh Einzug in die Umgangssprahe gefun-den. Eine explizite Modellierung auf deutshen Daten ist aus zwei Gr�unden jedohshwierig. Zum Ersten werden die Nasale von Spreher zu Spreher - je nah derVertrautheit des Sprehers mit dem Franz�osishen - sehr untershiedlih artikuliert,zum Zweiten sind die Nasale sehr selten, so dass es niht m�oglih ist, robuste Modellef�ur sie zu sh�atzen. Aus diesem Grund enth�alt der Phonemsatz des View4You keineNasale, sondern bildet diese auf deutshe Phoneme anhand der Abbildungsvorshriftin Tabelle 6.5 ab.PHONDAT IPA Beispiel PHONDAT IPA BeispielZ Yogh Loge ! S R Tashe9 ~� Parfum ! 9 � H�ollea ~a Restaurant ! aN a� RangO ~O Saison ! ON O� KongressE ~� Teint ! E: � : K�aseTabelle 6.5: Benutzte Abbildungen von Nasalen auf Konsonanten des View4You-Erkenners
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Die beiden Lautpaare 'ON' und 'aN' in Tabelle 6.5 werden im View4You-Systemdurh Konkatenation der Basismodelle 'O' und 'N' bzw. 'a' und 'N' modelliert.6.3 Phonetishe �AquivalenzklassenS�amtlihe Modelle im View4You-Spraherkenner sind Entsheidungsbaum-geballteSubphoneme. Um die Ballung (engl. lustering) der Modelle durhf�uhren zu k�onnen,sind phonetishe �Aquivalenzklassen erforderlih, die die einzelnen Phonemmodelle inlinguistish motivierte Gruppen einordnen. Diese Gruppeneinteilung erfordert ent-weder phonetishes a-priori-Wissen oder sie kann automatish aus einer Trainings-stihprobe berehnet werden. Obwohl neuere Ergebnisse ([10℄, [6℄) die automatisheFragenerstellung favorisieren, sind diese keinesfalls zwingend. In [6℄ wird auf einemPhonemset eine Vershlehterung und auf einem anderen eine Verbesserung erzielt,wobei die Verbesserung nur 2% relativ betr�agt, also statistish insigni�kant ist. Zu-dem liegen die Basisfehlerraten mit 25,9% auf den Ansagesprehern von Nahrihten-sendungen um mindestens einen Faktor zwei �uber den besten zur Zeit erreihbarenWerten. Dasselbe Problem stellt sih bei [10℄, wo zwar eine Verbesserung erzielt wur-de, jedoh ausgehend von einer Fehlerrate von 12,04% auf einer Teststihprobe, aufder Mei-Yuh Hwang [99℄ shon 1993 eine Fehlerrate von nur 7,1% erzielte. In der Ar-beit von Hwang wurde auh aufgezeigt, dass die Ballung auf Grund von phonetishmotivierten Fragen dieselbe Performanz erzielte wie ein hybrides System aus auto-matish durhgef�uhrten Ballungen f�ur gesehene, und Entsheidungsbaum-basiertenBallungen f�ur ungesehene Triphone.Aus diesem Grund wurde f�ur das endg�ultige System auf die automatishe Ballungverzihtet. Insgesamt wurden 72 manuell generierte Gruppen eingesetzt, denen noh18 stellungsabh�angige Gruppen f�ur die Diphthonge hinzugef�ugt wurden. Die genaueEinteilung ist im Anhang dargestellt.6.4 Sprahmodell, Vokabular und W�orterbuhBei kaum einer Aufgabe in der mashinellen Spraherkennung gilt das Bonmot'there is no data like more data' so sehr wie bei der Erstellung eines Trigramm-Sprahmodells. Zur Erstellung des Sprahmodells wurden daher Textdaten ausf�unf vershiedenen Quellen zusammengenommen: S�uddeutshe Zeitung, Frankfur-ter Allgemeine Zeitung, Bayern 5 Radio, der Internet-Zeitung 'Germany Live', so-wie Serverabz�uge des tagesshau-Servers mit Transkripten der Ansagespreher eini-ger Tagesshau- und Tagesthemen-Sendungen. In all diesen Texten wurde die Gro�-Kleinshreibung am Satzanfang anhand eines W�orterbuhs normalisiert, es wurdendie Satzzeihen getilgt und die o�ensihtlihen Fehler korrigiert. Weil die Sendungender Kreuzvalidierungsstihprobe aus dem Jahr 1997 stammten, wurden nur Textdaten
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verwendet, die sp�atestens am 28.2.1997 erzeugt wurden. Der 'Siherheitsabstand' zurfr�uhesten Testsendung, der vom 30.03.1997, betr�agt damit einen Monat. Die Text-gr�o�en der f�unf Korpora sind in Tabelle 6.6 zusammengefasst.Korpus S�atze W�orter BytesTagesshau 10.442 113.328 805.652Germany Live 244.681 3.821.552 27.273.628Bayern 5 150.689 2.119.375 15.653.515FAZ 2.100.603 39.668.914 286.067.729SZ 1995 1.839.732 28.582.448 201.901.782SZ 1996 1.862.219 28.531.746 200.880.145Summe 6.208.366 102.837.363 732.582.451Tabelle 6.6: Verwendete Texte f�ur das statistishe SprahmodellDas Vokabular wurde auf die h�au�gsten 60789 W�orter dieses Korpus festgelegt. Dasseltenste Wort im Korpus, das auf diese Weise noh in das Vokabular aufgenommenwird, ist 36mal belegt.Wenn alle im Korpus beobahteten Bigramme und Trigramme explizit ins Sprah-modell aufgenommen werden, wird dieses zu gro� f�ur den Speiher einer typishenWorkstation. Aus diesem Grunde wurden bei der Erstellung des Sprahmodells Bi-gramme und Trigramme, die nur einmal oder zweimal beobahtet wurden, lediglihzur Berehnung der Bako�-Wahrsheinlihkeiten herangezogen, aber niht explizitmodelliert. Mit diesem sogenannten uto� ergeben sih explizit noh 2.468.775 Bi-gramme und 4.613.739 Trigramme. Bei der Erstellung des Modells wurde zur Bereh-nung der Bako�s ein von Kneser und Ney vorgeshlagenes Verfahren [73℄ zusammenmit absolute disounting (4.9) eingesetzt. Das so erstellte Sprahmodell weist einePerplexit�at von 383 (gemessen auf den 4 Sendungen vom 30.3.97, 13.4.97, 28.5.97und 30.6.97) auf. Die Vokabularabdekung betr�agt 95,57% (379 von 8554 W�orternsind unbekannt).Andere SprahmodelleUm die Auswirkung der verwendeten Datenmenge auf die Qualit�at des Sprahmodellszu sehen, wurden die Texte der 'S�uddeutshen Zeitung' aus dem Trainingsmaterialentfernt und mit der verbleibenden knappen H�alfte des Materials ein zweites Sprah-modell trainiert. Dieses wurde in Erkennungsexperimenten mit dem urspr�unglihenSprahmodell verglihen. Die Ergebnisse zeigt Tabelle 6.7. Die Fehlerrate steigt umzwei Prozent absolut an, wenn der Sprahmodell-Trainingskorpus halbiert wird.Dieses Ergebnis l�asst vermuten, dass eine weitere Vergr�o�erung des Sprahmodell-Trainingskorpus die Wortfehlerrate reduzieren k�onnte. Daher wurden in einem weite-ren Experiment Textmeldungen der Nahrihtenagenturen dpa, ap und afp der Jahre73



Datenmenge im Sprahmodell Wortfehlerrate (%)44 MWorte 28,9%102 MWorte 26,9%Tabelle 6.7: Wortfehlerrate bei weniger Sprahmodell-Trainingsdaten1993-1995 zum Sprahmodelltext hinzugenommen. Weil die 'S�uddeutshe Zeitung'diese Informationen in ihren Artikeln verwertet, entsteht dadurh ein �Uberlapp unddie neuen Daten k�onnen die Wortstatistiken verf�alshen. Die Gr�o�e der hinzugenom-menen Korpora ist in Tabelle 6.8 dargestellt. F�ur dieses Experiment wurde ein anderesBasissystem mit einer niedrigeren Fehlerrate als in Tabelle 6.7 verwendet.Das Ergebnis in Tabelle 6.8 zeigt, dass die Wortfehlerrate um (statistish insi-gni�kante) 1.3% relativ ansteigt. Da die Sprahmodelle gleihzeitig gr�o�er sind, alsomehr Speiher und Dekodierzeit beanspruhen, wurde auf die Daten der Nahrih-tenagenturen in allen weiteren Experimenten verzihtet.Korpus S�atze W�orter Bytesap 1993-1995 3.131.498 55.741.705 405.972.091dpa 1992-1995 2.317.953 41.451.258 294.662.683afp 1993-1995 1.679.877 28.886.669 208.587.720Tabelle 6.8: Nahrihtenagentur-KorporaSprahmodell WortfehlerrateAusgangspunkt (102 Millionen W�orter) 21,3%plus Agenturen 21,6%Tabelle 6.9: Erkennungsergebnisse mit/ohne Texte der AgenturenW�orterbuhDas W�orterbuh ist die zentrale Wissensquelle eines Spraherkenners. Eine falshephonetishe Umshrift der W�orter im W�orterbuh f�uhrt niht nur zu einer Fehler-kennung infolge der von der Umshrift abweihenden Realisierung, sondern auh zueinem fehlerhaften Training der Phonemmodelle und damit zu shlehter Erkennungs-leistung auh auf den korrekt umshriebenen W�ortern.Von den 60.789 W�ortern des Vokabulars waren bei Beginn der Arbeiten nur gut25.000 im W�orterbuh enthalten. Die restlihen mehr als 30.000 Eintr�age wurdenw�ahrend der Entwiklung des View4You-Systems manuell erstellt.Viele W�orter, vor allem die h�au�geren, aber auh viele Lehnw�orter, werden jenah Dialekt mit vershiedenen Betonungen und Aussprahen realisiert. Ein gutes74



W�orterbuh muss daher niht nur die 'hohdeutshe', sondern auh die gebr�auh-lihsten umgangssprahlihen Ausspraheformen jeden W�orters enthalten. Sofern ge-br�auhlihe Aussprahevarianten bekannt waren, wurden diese bei der Erstellung desW�orterbuhes mit eingegeben.Im Mittel hat jedes Wort im W�orterbuh 1,1 Aussprahevarianten. Wenn alle imW�orterbuh vorhandenen Aussprahevarianten der 60789 W�orter des Erkennerwort-shatzes in das Erkennerw�orterbuh aufgenommen w�urden, erg�aben sih rund 66.000(genau 66417) Eintr�age. Zu viele Aussprahevarianten vershlehtern allerdings dasErkennungsergebnis. In einer Reihe von Experimenten wurde ermittelt, dass die Auf-nahme der Aussprahevarianten der h�au�gsten 10000 W�orter des Vokabulars die be-ste Performanz ergibt. Die endg�ultige Gr�o�e des Erkennerw�orterbuhs, inklusive derAussprahevarianten, liegt damit bei 61333 Eintr�agen.6.5 VorverarbeitungDie Vorverarbeitung folgt im Wesentlihen dem Shema von Bild 4.1. Im Folgendenwerden die verwendeten Faktoren spezi�ziert und die einzelnen Algorithmen genauerbeshrieben.Die MPEG-dekomprimierten, auf 16 kHz heruntergesampelten Werte - die Origi-naldaten sind mit 44,1 kHz abgetastet - werden zun�ahst mittelwertfrei gemaht, umeinen eventuellen O�set des verwendeten A/D-Wandlers auszugleihen. Das Sprah-signal wird dann in Segmente ('Frames') von jeweils 16 Millisekunden Dauer (256Abtastwerte) unterteilt, wobei die Segmente im Abstand von 10 Millisekunden auf-einander folgen. Jedes Segment �uberlappt also um 6 Millisekunden mit den Nahbar-segmenten.Jedes Segment wird f�ur sih mit einer Hamming-Fensterfunktion [134℄ multipli-ziert. Das Hammingfenster verbessert gegen�uber dem Rehtekfenster die Frequenz-harakteristik des resultierenden Spektrums, indem es eine breitere, aber wenigerintensive 'Vershmierung' der Frequenzb�ander bewirkt. Es ist de�niert alsh(t) = 0:54� 0:46 os(2�tT ) (6.1)Die 256 mit dem Hammingfenster multiplizierten Abtastwerte werden danahfouriertransformiert, und es wird der Betrag der entstehenden Fourierkomponen-ten berehnet. Im n�ahsten Shritt wird das resultierende Leistungsspektrum vo-kaltraktl�angennormiert (VTLN). Dazu wird zun�ahst eine Sh�atzung des relativenL�angenparameters � vorgenommen (0; 8 � � � 1; 2). Das Spektrum wird st�ukweiselinear transformiert. Dazu wird eine Ekfrequenz e von 0,8 mal der halben Abtastrate
75



0

0.2

0.4

0.6

0.8

1

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1

Hamming-Fenster

0.54-0.46*cos(2*3.1415926535*x)

Abbildung 6.1: Hamming-Fensterde�niert. Die Abbildungsvorshrift lautet danny(f) = 8<: f� : f � ee��e+(1� e� )f1�e : 1 � f > e (6.2)Das so entstandene Leistungsspektrum wird mit einer Mel-Filterbank von 129 auf 30Dimensionen reduziert. Die Mel-Filterbank fasst dabei jeweils mehrere Frequenzkom-ponenten des Leistungsspektrums in einer neuen Komponente zusammen, wobei tiefeFrequenzen weniger stark zusammengefa�t werden als hohe. Die Frequenzau�osungwird auf diese Weise im hohen Bereih des Spektrums st�arker reduziert als im tiefenBereih. Die Transformation vom Frequenz- in den Mel-Bereih wird nah der sog.Bark-Skala mel(hz) = 2595 � log10(1 + hz=700) (6.3)berehnet, so dass das 1. Frequenzband mit f = 62.5 Hz zu 96,4 mel und das 127.Frequenzband mit f = 8000 Hz zu 2840 mel transformiert wird. Die eigentlihe Fil-terbank ist im Mel-Raum �aquidistant und verwendet �uberlappende Dreiek�lter miteiner Breite von 2. Das hei�t, der zweite KoeÆzient beginnt bei 1, hat bei 2 seinMaximum und endet bei 3, w�ahrend der dritte KoeÆzient von 2 bis 4 reiht. Aufdiese Weise wird eine Gl�attung im Frequenzbereih erzielt. Alle Filterb�anke sind nor-malisiert, so dass wei�es Raushen im Frequenzbereih sih auf wei�es Raushen imMel-Bereih abbildet.
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Zu den 30 Werten des Mel-Leistungsspektrums wird eine Konstante 1 addiert undder resultierende Wert logarithmiert. Das so logarithmierte Mel-Leistungsspektrumwird dann invers fouriertransformiert, um 30 CepstralkoeÆzienten zu erhalten. Vondiesen werden nur die ersten 13 verwendet, die �ubrigen 17 KoeÆzienten werden igno-riert.Die resultierenden Cepstren werden mittelwertfrei gemaht (CMS - epstralmean subtration), wobei zur Berehnung des Mittelwerts nur Daten aus Niht-Stille-Bereihen verwendet werden (de�niert durh eine Leistung von weniger als1100000 der Leistung des lautesten Frames). Daraufhin werden die ersten und zwei-ten Ableitungen dieser KoeÆzienten durh d(t) = x(t + 2) � x(t � 2) und dd(t) =d(t+2)� d(t� 2) approximiert und die Cepstren zusammen mit diesen Ableitungenzu einem 39-dimensionalen Merkmalsvektor zusammengefasst. Dieser wird durh eineLDA-Transformation, bei dem jedes akustishe Modell eine Klasse de�niert, auf den16-dimensionalen endg�ultigen Merkmalsvektor transformiert.6.6 Akustishe ModellierungEin Wortmodell besteht aus einer Aneinanderreihung von Phonemmodellen. Dabeiwird jedes Phonem durh drei HMM-Zust�ande modelliert, von denen der erste denAnlaut samt Koartikulation mit dem vorhergehenden Phonem, der zweite die zeitlihkonstante Phase der Artikulation und der dritte Zustand den Auslaut und die Ko-artikulation mit dem nahfolgenden Phonem modelliert. Jeder HMM-Zustand kannin sih selbst oder in seinen Nahfolgezustand �ubergehen; das '�Uberspringen' vonZust�anden ist also niht erlaubt und jedes Phonem hat eine Mindestl�ange von 3Zust�anden, entsprehend 3 Frames oder 30 ms. Alle �Ubergangswahrsheinlihkeitenwerden einheitlih auf 1 gesetzt. Auf ein Training der �Ubergangswahrsheinlihkei-ten wurde verzihtet, da Vorexperimente keine Steigerung der Erkennungsleistungergeben hatten.Der Aufbau des HMM f�ur das Wort 'der' wurde bereits in Bild 4.4 auf Seite 49skizziert.Akustishe Modellierung der HMM-Zust�andeDie eigentlihe Modellierung der Emissionsverteilungen der HMM-Zust�ande erfolgtdurh Mixturen von Normalverteilungen (engl. mixtures of gaussians, vgl. Seite 38).Dabei wurde die Zahl der Normalverteilungen pro Mixtur auf 30 und die Dimensio-nalit�at auf 16 festgelegt.Da die Vorverarbeitung eine lineare Diskriminanzanalyse enth�alt, sind die ein-zelnen Dimensionen der Merkmalsvektoren im Mittel �uber alle Klassen dekorrelliert.Aus diesem Grund wurde niht die vollst�andige Kovarianzmatrix, sondern nur ihre
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Hauptdiagonale modelliert (diagonale Kovarianzen), so dass die multivariate Normal-verteilung in das Produkt der univariaten Komponentennormalverteilungen zerf�allt.Jeder HMM-Zustand verf�ugt �uber ein eigenes Modell, bestehend aus 30 Normal-verteilungen mit diagonalen Varianzen - Codebuh genannt - und 30 Werten f�ur die a-priori-Wahrsheinlihkeiten der einzelnen Normalverteilungen. Weder die Codeb�uhernoh die Varianzen werden �uber vershiedene Modelle hinweg geteilt. Damit realisiertder View4You-Erkenner ein sogenanntes fully ontinuous HMM.Im View4You-Erkenner kommt je nah Gr�o�e des Trainingskorpus eine unter-shiedlihe Anzahl von kontextabh�angigen Triphonen zum Einsatz. Jedes Triphonverf�ugt dabei �uber drei Zust�ande, von denen wiederum jeder separat durh eineMixtur von 30 Normalverteilungen modelliert wird. Bei Verwendung des gesamtenTrainingskorpus werden insgesamt maximal 5000 Subtriphone modelliert. Insgesamtsind damit 5000 (Anzahl der Subtriphone) * 30 (Normalverteilungen pro Zustand) =150.000 Normalverteilungen zu sh�atzen.Die Ballung der kontextabh�angigen Triphone erfolgt dabei divisiv wie auf Seite44 beshrieben. Die ersten f�unf verwendeten Fragen (die die ausgepr�agtesten kon-textabh�angigen Laut-Modi�kationen anzeigen) sind in Tabelle 6.10 zusammengefasst.Die linke Spalte zeigt dabei das Subphonem in der Shreibweise 'Phonem - Stellungs-marker', wobei der 'Stellungsmarker' die drei Werte 'b', 'm' und 'e' (f�ur 'Beginn','Mitte' und 'Ende') annehmen kann. 'D-b' bedeutet also den Anfang ('-b') des Pho-nems 'D'.In der rehten Spalte ist diejenige Frage aus dem im Anhang D ab Seite 192beshriebenen Fragensatz angegeben, die die Menge aller beobahteten Subphonemedieses Typs (also im Beispiel alle Beginn-Zust�ande von 'D', unabh�angig von denbenahbarten Phonemen) in zwei m�oglihst untershiedlihe Gruppen aufteilt. DerEntropieverlust bei dieser Aufteilung ist das Sortierkriterium in Tabelle 6.10.N-e rehts = SILENCE?D-b links = SILENCE?6-e rehts = NASAL?T-b links = KONS-PARTVOICED?R-e rehts = VOKAL?Tabelle 6.10: Die wihtigsten 5 KontextfragenDie st�arkste Kontextabh�angigkeit weist also der hintere Teil des Phonems 'N' mitseinem rehten Nahbarn auf. Es �andert sih dabei vor allem dann, wenn Stille alsNahbar folgt.Die Modelle f�ur Stille sowie die Ger�aushmodelle wurden kontextunabh�angig mo-delliert. 'Stille' wurde abweihend von allen anderen Phonemen nur durh einen ein-zigen Zustand (anstelle von dreien) dargestellt.
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Zeitaufwand f�ur das TrainingEs ist interessant, den Zeitaufwand f�ur das Training des Erkenners I39, der auf 60transkribierten tagesshau-Sendungen trainiert wurde, im Detail zu analysieren.Tabelle 6.11 fasst den Zeitaufwand jedes Arbeitsshrittes zusammen.Shritt Zeitaufwand Zeitaufwandabsolut relativLDA-Matrix auf Phonemklassen berehnen 1h24' 3%Codeb�uher extrahieren und lustern 1h39' 3.6%3 Iterationen Viterbi-Training 5h55' 12.9%phonetishe Kontexte extrahieren 42' 1.5%Training einer Verteilung pro phon. Kontext 2h34' 5.6%Berehnen des Polyphon-Clusterbaumes 19h01' 41.3%LDA-Matrix auf Polyphonklassen berehnen 1h25' 3.1%Codeb�uher extrahieren und lustern 4h44' 10.3%5 Iterationen Viterbi-Training 9h16' 20.1%Summe 46h40' 100%Tabelle 6.11: Zeitaufwand f�ur die einzelnen TrainingsshritteMan erkennt, dass fast die H�alfte der Trainingszeit bei der Ballung (Clustering) derPolyphone zu generalisierten Polyphonen beanspruht wird. Dieser Trainingsshrittwurde daher parallel auf vier Workstations gerehnet.6.7 Optimierung der Parameterraumgr�o�eEine wihtige Frage beim Design eines Spraherkenners, wenn niht sogar die f�ur diePerformanz wihtigste Frage �uberhaupt, ist die nah der Anzahl und Allokation derParameter f�ur die akustishen Modelle.Die 'rihtige' Modellgr�o�e stellt dabei einen Kompromiss dar zwishen der Feinheitder Modellierung durh mehr Parameter einerseits und der abnehmenden Robustheitder Sh�atzung dieser Parameter andererseits. In der Praxis wird das Problem meistdadurh gel�ost, dass durh einen Systemingenieur eine 'vern�unftige' Parameterraum-gr�o�e ad-ho de�niert wird, wobei diese Entsheidung auf dem Erfahrungsshatz desSystemingenieurs basiert. Grundlagen seiner Entsheidung sind� die Menge der Trainingsdaten,� die Art der Erkennungsaufgabe im Hinblik auf die Varianz der akustishenBedingungen,� der Grad der Abweihung der Trainingsdaten von den zu erwartenden Datenim Einsatz des Systems, 79



� die Qualit�at der Trainingsdaten,� die Anforderungen hinsihtlih Ehtzeit und Speiherbedarf,� die Menge und Qualit�at der Textdaten und damit des Sprahmodells.Ausgehend von dem so konstruierten Basissystem werden dann gr�o�ere und kleine-re Parameterr�aume evaluiert. Dasjenige System, das dabei die niedrigsten Fehlerratenauf einer Kreuzvalidierungsstihprobe erzielt, wird shlie�lih eingesetzt.Eines der Ziele dieser Arbeit war es, ein vollautomatish lernendes System zu kon-struieren, das anhand der kontinuierlih eintre�enden Aufnahmen von immer neuenFernsehnahrihtensendungen seine Performanz permanent verbessert. F�ur ein solhesSystem ist die geshilderte Vorgehensweise zur Bestimmung der Parameteranzahlniht w�unshenswert. Das Wissen und die Erfahrung des Systemingenieurs solltenbei einem solhen System bereits zur Zeit des Systemstarts in Form von Formeln undHeuristiken implementiert sein. Um die Ermittlung und Kodierung des erforderlihenWissens geht es im folgenden Abshnitt. Dabei kann die Aufgabenstellung gegen�uberder oben skizzierten, allgemeineren Aufgabenstellung vereinfaht werden: Weder derGrad der Abweihung der Trainingsdaten von den Testdaten, noh die Qualit�at derTrainingsdaten, noh die Art der Erkennungsaufgabe ist innerhalb des Kontextesdes View4You-Systems variabel. Auh die Anforderungen hinsihtlih Ehtzeit undSpeiherbedarf �andern sih niht. Es m�ussen also imWesentlihen die Abh�angigkeitenvon der Menge der Trainingsdaten untersuht werden.ParameterallokationDie Frage nah der optimalen Allozierung der Parameter in einem parametrishenModell h�angt von der Art des verwendeten Modells ab. Das im View4You-Systemverwendete Modell wurde bereits ausf�uhrlih dargestellt. Seine f�ur die Parameteral-lokation relevanten Eigenshaften lassen sih in f�unf Punkten zusammenfassen:� S�atze werden als Folge von W�ortern modelliert.� W�orter werden als Folge von Phonemen modelliert.� Phoneme werden als Folge von drei kontextabh�angigen Subphonemen model-liert.� Modellierung des Satzes als HMM, wobei die Zust�ande den kontextabh�angigenSubphonemen entsprehen.� Modellierung der Emissionswahrsheinlihkeiten der HMM-Zust�ande durhMixturen von Normalverteilungen.Die freien Parameter dieses parametrishen Modells sind also80



1. das W�orterbuh,2. der Phonemsatz,3. die Anzahl der kontextabh�angigen Subphoneme,4. die Zustands�ubergangswahrsheinlihkeiten,5. die Anzahl der Parameter pro Subphonem.Der Phonemsatz als solher ist dabei nur von der Sprahe abh�angig, niht jedohvon der Menge der verf�ugbaren Trainingdaten.Es hat sih gezeigt, dass die Leistung von Spraherkennern niht oder kaum durhdie Zustands�ubergangswahrsheinlihkeiten beeinusst wird. Im View4You-Systemwurde daher auf deren Modellierung komplett verzihtet.Die verbleibenden Parameter, die einer Optimierung o�enstehen, sind� das W�orterbuh,� die Anzahl der kontextabh�angigen Subphoneme,� die Anzahl der Parameter pro Subphonem.Das W�orterbuhDas (statishe) W�orterbuh wurde bereits auf Seite 72 behandelt. Die dynamisheAdaption des Vokabulars an neue Namen und Begri�e sowie an neue Themengebietewird auf Seite 87 �. besprohen.Anzahl der kontextabh�angigen SubphonemeH�alt man die Anzahl der Normalverteilungen pro Subphonem konstant (imView4You-System bei 30 Normalverteilungen pro Subphonem), nimmt die Anzahlder Parameter im System mit der Anzahl der untershiedlih modellierten kon-textabh�angigen Subphoneme zu.Die Anzahl der Subphonemmodelle wird dabei nah unten durh die Anzahl der Pho-neme eingeshr�ankt - jedes Phonem hat mindestens 3 Subphonemmodelle.Nah oben wird die m�oglihe Zahl der untershiedlihen Subphonemmodelle von derZahl der untershiedlihen Phonemkontexte begrenzt, die im Trainingsset vorkom-men - es ist niht m�oglih, f�ur einen niht beobahteten Phonemkontext ein Modellzu konstruieren.
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Die Zahl der untershiedlihen beobahteten Phonemkontexte ist allerdings sehrgro�. Im Falle des View4You-Systems werden beispielsweise auf einer Trainingsmen-ge von 60 Sendungen 'tagesshau' mehr als 190.000 untershiedlihe Phonemkontextegesehen, die zu mehr als 570.000 vershiedenen Subphonemmodellen f�uhren k�onnten.Die meisten dieser Kontexte werden allerdings nur einmal beobahtet, so dass die ei-gentlihen Subphonemmodelle als Modelle f�ur ganze Klassen von Kontexten trainiertwerden. Die Klassenbildung geshieht dabei divisiv (ausgehend vom Monophon) mitHilfe von Entsheidungsb�aumen (siehe Seite 44).Je weiter das divisive Aufspalten betrieben wird, d.h. je tiefer der Entsheidungs-baum ist, desto mehr untershiedlihe Modelle ergeben sih. Durh ein untershied-lihes Beshneiden eines vollst�andigen Baumes k�onnen also auf reht einfahe Weisevershiedene Systeme trainiert werden, die untershiedlih viele Subphonemmodelleaufweisen.ExperimenteIn einer Serie von Experimenten wurde die Abh�angigkeit der Wortfehlerrate von derZahl der akustishen Parameter evaluiert. Dabei wurde die Zahl der Normalverteilun-gen pro Subphonemmodell konstant gehalten und die Anzahl der untershiedlihenSubphonemmodelle durh vershiedene Tiefen des Entsheidungsbaumes variiert.Als Trainingsstihprobe dienten 8 Sendungen 'tagesshau' aus dem Jahr 1996. Ins-gesamt wurden f�unf untershiedlihe Systeme trainiert. Dabei wurde stets derselbeEntsheidungsbaum verwendet, der nur an untershiedlihen Stellen abgeshnittenwurde. Das Beshneiden erfolgte dabei abh�angig von der Anzahl der gesehenen Bei-spiele f�ur das jeweilige Modell: Wurde eine bestimmte Zahl von Trainingsbeispielenniht erreiht, wurde der Baum weiter beshnitten.F�ur jeden der f�unf untershiedlih gro�en, resultierenden Modells�atze wurde da-nah eine LDA-Matrix auf den Trainingsdaten gesh�atzt (siehe Seite 33), die Para-meter der Normalverteilungen durh eine kmeans-Ballung initialisiert und dann mit5 Iterationen Viterbi-Training gesh�atzt. Tabelle 6.12 und Bild 6.2 zeigen die von denf�unf resultierenden Erkennern erzielten Erkennungsergebnisse auf einer unabh�angigenTeststihprobe, sowie die Anzahl der Datenframes, die zur Sh�atzung einer einzelnenNormalverteilung zur Verf�ugung standen.Man erkennt, dass ein Optimum bei a. 15-20 Datenframes pro Normalverteilungerreiht wird.Anzahl der Parameter pro SubphonemAus Bild 6.2 geht hervor, dass mindestens 15-20 Datenvektoren ben�otigt werden,um eine Gau�verteilung robust sh�atzen zu k�onnen. H�alt man die Gesamtzahl derNormalverteilungen konstant, existiert noh ein weiterer Freiheitsgrad: Die Anzahlder Normalverteilungen pro Mixtur, also pro Subphonem. Die Frage ist, ob eher mehr
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Minimaler Count Anzahl der Datenframes FehlerrateSubphonemmodelle pro Normalverteilung1500 334 62.2 24,5%800 578 36.0 21,3%400 1086 19.1 20,2%200 2086 10.0 20,6%100 3795 5.5 21,9%Tabelle 6.12: Abh�angigkeit der Fehlerrate von der Zahl der Parameter
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Abbildung 6.2: Abh�angigkeit der Fehlerrate von der Zahl der ParameterSubphonemmodelle mit weniger Normalverteilungen pro Mixtur, oder eher weniger,daf�ur akkurater modellierte Subphonemmodelle die bessere Performanz ergeben.Um diese Frage zu kl�aren, wurde ein weiterer Erkenner nah dem oben beshriebe-nen Shema trainiert. Dieser Erkenner verwendete genausoviele Subphonemmodellewie das beste System in Tabelle 6.12 (1086), die Anzahl der Normalverteilungen proSubphonemmodell war jedoh reduziert, so dass sih dieselbe Anzahl an Normalver-teilungen ergab wie im System mit 578 Subphonemmodellen in Tabelle 6.12. DasErgebnis ist in Tabelle 6.13 zusammengefa�t.Die Fehlerraten der beiden Systeme sind im Rahmen statistisher Shwankungenidentish. Daraus kann geshlossen werden, dass der Spraherkenner niht emp�ndlihauf untershiedlihe Allokation der Normalverteilungen reagiert.In allen weiteren Experimenten wurde daher die Anzahl von 30 Normalverteilun-
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Datenframes pro Normalverteilung Anzahl Subphonemmodelle Fehlerrate36.0 578 21,3%38.1 1086 21,4%Tabelle 6.13: Abh�angigkeit der Fehlerrate vom Ort der Parameterallokationgen pro Mixtur festgehalten.Obere Shranke der Zahl der ParameterDie Zahl von 15 Datenframes pro Normalverteilung f�uhrt bei gro�en Trainingsdaten-mengen rash zu sehr gro�en Systemen. Diese sind f�ur praktishe Anwendungen zulangsam und zu speiherintensiv. Oberhalb einer bestimmten, durh die verf�ugbareHardware gegebenen Shranke kann also die Gr�o�e des Parameterraumes aus tehni-shen Gr�unden niht mehr erh�oht werden.Die maximale Zahl an Normalverteilungen wurde f�ur diese Arbeit zu 150000 fest-gelegt. Das entspriht gut 5000 Subphonemmodellen zu je 30 Normalverteilungen.Die Gr�o�e des Parameterraumes entspriht dabei derjenigen, die auh von (english-sprahigen) Gruppen f�ur Evaluationserkennersysteme verwendet wird [19℄.ZusammenfassungZusammenfassend l�a�t sih folgende Heuristik zur automatishen Parameterallokati-on eines autonom lernenden HMM-basierten Spraherkenners in der Dom�ane 'Nah-rihtensendungen' angeben:
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� Die Anzahl der Normalverteilungen pro Mixtur istrelativ unkritish und kann einen konstanten Werthaben. F�ur das View4You-System wird dabei N =30 gew�ahlt.� Die optimale Zahl der Subphonemmodelle h�angtvon der zur Verf�ugung stehenden Menge an Trai-ningsdaten ab. Solange keine Beshr�ankungendurh den zunehmenden Bedarf an Speiher undRehenzeit bestehen, sollte sie so gew�ahlt werden,dass f�ur jede Normalverteilung 15-20 Datenframeszur Verf�ugung stehen (entsprehend 5-7 Normal-verteilungen pro Sekunde Sprahe).� Die maximale Zahl der Subphonemmodelle h�angtvon der zur Verf�ugung stehenden Hardware ab.Im View4You-System wurden maximal 5000 un-tershiedlihe Subphonemmodelle trainiert.
6.8 Teil�uberwahte AdaptionDer Untershied in der Wortfehlerrate zwishen spreherunabh�angiger und spreher-spezi�sher Spraherkennung ist deutlih. Ein System, das sorgf�altig auf einen be-stimmten Spreher trainiert und abgestimmt ist, erzielt im Vergleih zu einem spre-herunabh�angigen System eine um einen Faktor 2 niedrigere Fehlerrate. Es hat daherniht an Versuhen gefehlt, durh Adaption des Erkenners an die gerade vorliegendeEingabe ein spreherabh�angiges System 'on demand' zu erzeugen und so die Fehlerra-te zu reduzieren. Die erfolgreihsten Adaptionskonzepte hierbei sind VTLN (s. Seite35) und MLLR (s. Seite 36).Bei der MLLR werden die Modelle des Erkenners mit Hilfe einer vorliegendenSprahprobe der Zielperson adaptiert. Dazu ist eine Referenz erforderlih, es mu�also bekannt sein, was die Zielperson in der vorliegenden Sprahprobe tats�ahlihgesagt hat. Stehen ausreihend viele solhe Sprahproben zur Verf�ugung (mehrereMinuten bis wenige Stunden), kann ein spreherunabh�angiger Spraherkenner mitHilfe von MLLR nahezu die Performanz eines spreherabh�angigen Systems erreihen[74℄. Man spriht in diesem Fall von �uberwahter Adaption.In der Praxis ist diese Situation allerdings selten. In der Regel liegt keine translite-rierte Sprahprobe derjenigen Person vor, die gerade in das Mikrofon etwa eines Aus-kunftssystems spriht. Dennoh ist eine Adaption mit Hilfe eines Kunstgri�s m�oglih:An Stelle der Transkription des Gesagten wird eine Hypothese des (unadaptierten)
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Spraherkenners verwendet. Im Gegensatz zur �uberwahten Adaption ist hierbei mitFehlern in der Referenz zu rehnen, so dass die un�uberwahte Adaption - je nahAnzahl der Fehler - die Worterkennungsrate sogar reduzieren kann. Un�uberwahteAdaption wird daher h�au�g mit einem Kon�denzma� kombiniert. Dieses beurteiltdie Hypothese des Erkenners und zeigt vermutlihe Erkennungsfehler an. Die Adap-tion wird dann auf den als 'vermutlih korrekt' bewerteten Bereihen berehnet.Auh im View4You-Systems wird eine un�uberwahte Adaption durhgef�uhrt. Da-bei werden W�orter, die vom Kon�denzma� gamma (siehe Seite 127) eine niedrigerea-posteriori-Wahrsheinlihkeit als 0.5 zugewiesen bekommen, niht ber�uksihtigt.Den Einuss der (un�uberwahten) Adaption auf die Fehlerrate summiert Tabelle6.14. System Ansagespreher Korrespondent gesamtniht adaptiert 12.4% 28.1% 21.8%un�uberwahte MLLR 11.9% 24.6% 19.5%Tabelle 6.14: Einu� der un�uberwahten MLLRDie Wortfehlerrate sinkt auf den Ansagesprehern kaum (0.5% absolut), hingegendeutlih bei den Korrespondenten (3.5% absolut).Wie im Kapitel 'Segmentierer' gezeigt werden konnte, liegt mit dem Gish-Abstandsma� eine sehr zuverl�assige und shnelle Methode zur Berehnung der �Ahn-lihkeit zweier Sprahproben vor. Mit Hilfe dieses Abstandsma�es ist es m�oglih, eineteil�uberwahte Adaption durhzuf�uhren. Die Grundidee der teil�uberwahten Adap-tion ist es, wie bei der �uberwahten Adaption die transkribierten Aufnahmen derTrainingsstihprobe zu verwenden.Allerdings kann dabei kein Wissen �uber die Identit�at des Sprehers der vorliegen-den Sprahprobe bzw. der Identit�at des Sprehers in der Trainingsstihprobe voraus-gesetzt werden. Dieses Wissen - beziehungsweise eine Hypothese dar�uber - wird mitHilfe des Gish-Abstandsma�es gewonnen.Der Algorithmus der teil�uberwahten Adaption, der im Rahmen dieser Arbeitentwikelt wurde, l�a�t sih wie folgt zusammenfassen:� f�ur alle Segmente der Teststihprobe:1. bestimme Abstand des Test-Segments zu allen Segmenten der Trainings-stihprobe2. bestimme die N kleinsten Abst�ande3. f�uhre eine �uberwahte MLLR-Adaption auf den N �ahnlihsten Segmentender Trainingsstihprobe aus
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4. benutze die adaptierten akustishen Modelle zu einem 'normalen' Erken-nungslauf:{ berehne VTLN-Adaption{ berehne initiale Hypothese{ f�uhre eine un�uberwahte MLLR-Adaption auf der Hypothese durh{ berehne die �nale Hypothese5. restauriere die urspr�unglihen akustishen Modelle f�ur das n�ahste Seg-mentBei der teil�uberwahten Adaption nah diesem Shema wird also zwei Mal ad-aptiert. Zun�ahst werden die akustishen Modelle mit Hilfe der �ahnlihen Segmentedes Trainingssets vershoben, und danah werden die bereits adaptierten Modellenoh einmal mit einer normalen, un�uberwahten MLLR zu den endg�ultigen Modellentransformiert. Zus�atzlih �ndet eine VTLN statt, so dass das Shema insgesamt einedreimalige Adaption darstellt.ExperimenteDer Algorithmus zur teil�uberwahten Adaption wurde mit N = 25 auf der Teststih-probe evaluiert. Das Ergebnis ist in Tabelle 6.15 zusammengefasst. Die teil�uberwah-te Adaption wirkt besonders gut auf den Ansagesprehersegmenten, auf denen dieun�uberwahte Adaption nur wenig Verbesserung erzielen konnte. Hingegen konntedie teil�uberwahte Adaption die Performanz auf den Korrespondentenberihten nihtmehr erh�ohen. System Ansagespreher Korrespondentnur VTLN 12,4% 28,1%VTLN + normal (un�uberwaht) 11,9% 24,6%VTLN + teil�uberwaht + un�uberwaht 11,1% 24,6%Tabelle 6.15: Auswirkung der teil�uberwahten Adaption auf die Wortfehlerrate6.9 VokabularadaptionDie meisten kommerziellen Applikationen, die Spraherkennung verwenden, be-shr�anken sih auf eine relativ �ubershaubare Dom�ane. Beispiele f�ur solhe Appli-kationen sind 'hands-free' Anwendungen im medizinishen Bereih, Sprahsteuerungf�ur elektronishe Haushaltsger�ate oder solhe f�ur KFZ-Anwendungen zur Steuerungdes Telefons und des Radios. In diesen Applikationen ist der Umfang des verwendetenVokabulars klein. Die zu erwartenden akustishen Bedingungen sind jedoh starken87



Shwankungen unterworfen und die Qualit�at der Aufnahme kann sehr shleht sein(z.B. im KFZ). In einem anderen Typ von Applikation, wie in einem Diktiersystem,das Radiologen das Diktieren von Befunden erlaubt, ist das Vokabular gro� und dieQualit�at der Aufnahme sehr gut. Obwohl das beim Diktieren solher Befunde verwen-dete Vokabular gro� ist und eine Menge von Fahw�ortern umfasst, ist es kleiner alsder Wortumfang der Sprahe insgesamt (mit a. 20000 W�ortern ist in der Radiologie-Dom�ane bereits eine sehr gute Abdekung erreiht), und es ist statish. Man kanndaher mit einem �xen Vokabular niht nur die W�orter der Radiologiebefunde vonheute, sondern auh die Befunde des n�ahsten Jahres abdeken.Bei der Indexierung von Nahrihtensendungen unterliegt das vom Spreher ver-wendete Vokabular keinen Einshr�ankungen. Eine gute Vokabularabdekung ist damiterst bei sehr gro�en Vokabulargr�o�en zu erwarten. Diesem Problem kann man mitadaptiven Vokabularien [2℄ [11℄ begegnen.Um das Problem zu quanti�zieren, wurden die Sprahmodelldaten des View4You-Erkenners verwendet, um eine Liste der W�orter mit den absoluten H�au�gkeiten ihresVorkommens zu berehnen. Die h�au�gsten N W�orter aus dieser Liste wurden dannextrahiert und f�ur jedes N die Vokabularabdekung auf f�unf niht im Sprahmodell-text enthaltenen Tagesshauen berehnet. Das Ergebnis ist in Tabelle 6.16 und Bild6.3 in zwei vershiedenen Darstellungsweisen zusammengefa�t. Man sieht, dass dieVokabularabdekung bei einer Vokabulargr�o�e von 20000 W�ortern lediglih 89% be-tr�agt, d.h. jedes neunte Wort unbekannt ist. Bei 60000 W�ortern Vokabular liegt dieRate der unbekannten W�orter immer noh �uber 4%. Um eine Vokabularabdekungvon mehr als 99% zu erreihen, ist ein Vokabular von mehr als 800.000 W�orternerforderlih.Unbekannte W�orter der Tagesshau vom 28.5.1997Zur Illustration sind die unbekannten W�orter aus einer Tagesshau im Folgendenangegeben. Von den niht abgedekten W�ortern lassen sih zwei gro�e Klassen ab-spalten: Die o�ene Klasse der Zahlworte, sowie die Klasse der Namen und Ortsbe-zeihnungen.� Zahlw�orter (19)dreiundzwanzig f�unfundahtzig ahtzehnst�undige zweitausendf�unfzig zweihun-dertzweiundneunzig dreiundzwanzig vierundf�unfzigj�ahrige neunzehnhundertahtzigneunundzwanzig hundertahtzig dreiunddrei�ig neununddrei�ig vierundvierzig sie-benundzwanzig dreiundvierzig ahtundvierzig siebenundsiebzig neunundzwanzigstendreiundzwanzig� Namen und Ortsbezeihnungen (11)Masar Sharif Malik Maliks Tshisekedi Kabilas Rajlova Garoll Mauresmo KandarrKnippshild 88
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Abbildung 6.3: Vokabularabdekung in der Dom�ane Fernsehnahrihtensendungen� Andere (48)Weltwirtshaftsordnung Milliardenkredit Kredites Erdgasleitung Islamisierungspo-litik Massenkundgebung Weltbev�olkerungsberiht Gesundheitsbereih TrauerndeHauptgefreite Feldlager Bordkanone Panzerwagens Ehrenzeremonie L�osegeldes um-zutaushen verb�u�te Reisebusses Verkaufswert Raushgiftes Durhleuhten Fahrzeu-ges Freihafen Wirbelst�urmen p�ukte Betonfundamenten saugte sauste braust Wind-walze gl�attete angsterf�ullte Luftstrom gesonnenen zerriss Suhtrupps LeihenwagenRettungshelfer Zentral Superzahlen Gewinnzahl ziehend Osth�alfte Quellwolken Nord-wind S�udh�alfte frisht w�armstenKanonisierungEin signi�kanter Teil der unbekannten W�orter l�a�t sih automatish durh eine Text-normalisierung in bekannte Worte verwandeln: Zahlen k�onnen kanonisiert und Nomi-nalkomposita in ihre Einzelteile zerlegt werden. Dies kann automatish anhand einesgro�en W�orterbuhs erfolgen.Kanonisierung von ZahlenDie gesprohene Zahl 'einhunderteinundsehzig' kann vom Erkenner - vorausgesetzt,die entsprehenden Einheiten sind im Vokabular enthalten - auf vielerlei Weisen er-kannt werden:
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Abdekung n�otige Vokabulargr�o�e10% 320% 1230% 3140% 8150% 25460% 83870% 224280% 572985% 1053290% 2258892% 3076394% 4799795% 5963596% 8272997% 12236498% 20155299% 807468Tabelle 6.16: F�ur eine gegebene Abdekung erforderlihe Vokabulargr�o�e� ein hundert ein und sehzig� einhundert ein und sehzig� einhundert 61� 100 einundsehzig� 161� 100 ein und 60sind nur einige der M�oglihkeiten. Daher wird in der Kanonisierung jede Zahl in ihrekleinstm�oglihen Einheiten aufgebrohen. '161' wird damit zu 'ein hundert ein undsehzig'.Auf den 4 Tagesshauen der Teststihprobe senkt diese Ma�nahme die OOV-Ratevon 4,44% auf 3,61% (19% relativ). Die Gesamtzahl der W�orter erh�oht sih bei derKanonisierung, da Zahlworte in kleinere Einheiten zerlegt werden.Insgesamt steigt die Zahl der W�orter um 2% von 8554 auf 8741.KompositazerlegungEs ist eine Eigent�umlihkeit der deutshen Sprahe, dass Komposita, namentlih No-minalkomposita, quasi beliebig neu gebildet werden k�onnen. Das wohl bekannteste90



Beispiel f�ur dieses Ph�anomen ist der 'Donaudampfshi�fahrtsgesellshaftskapit�an'.Die Nominalkomposita stellen damit im Prinzip eine o�ene Klasse von W�ortern dar,so dass es niht m�oglih ist, eine vollst�andige Abdekung der Nominalkomposita miteinem statishen W�orterbuh zu erhalten. Eine weitere Komplikation entsteht durhdie orthographishe Freiheit, ein Kompositum mit Bindestrih oder als ein Wort zushreiben. So sind 'Pal�astinenser-Pr�asident' und 'Pal�astinenserpr�asident' zwei legaleShreibweisen f�ur dasselbe Kompositum. Diese Freiheit wirkt sih bei seltenen Kom-posita negativ auf die Performanz des Sprahmodells aus. Bei Komposita aus h�au�genKonstituenten gewinnt das Sprahmodell hingegen an Diskriminierungskapazit�at, so-fern auh das Kompositum selbst h�au�g genug auftritt.Zwangsl�au�g sind aber viele Nominalkomposita (z.B. 'Leihenwagen') niht imW�orterbuh enthalten. Viele von ihnen bestehen aber aus bekannten - d.h. imW�orter-buh enthaltenen - Konstituenten. Es liegt nahe, in solhen F�allen das Kompositumin seine Konstituenten zu zerlegen. Sowohl aus 'Pal�astinenser-Pr�asident' als auhaus 'Pal�astinenserpr�asident' wird auf diese Weise 'Pal�astinenser Pr�asident'. DieseZerlegung hilft, die Vokabularabdekung zu verbessern, und sie reduziert auh diegemessene Wortfehlerrate deutlih. Lautet zum Beispiel die Referenz 'Pal�astinenser-Pr�asident' und die Hypothese 'Pal�astinenser Pr�asident', so werden ohne Komposi-tazerlegung zwei Fehler ermittelt (eine Substitution und eine Einf�ugung). Nah derKompositazerlegung von Referenz und Hypothese liegt kein Fehler mehr vor.Es ist zu beahten, da� die Kompositazerlegung auf der textuellen Ebene derHypothesen durhgef�uhrt wird und damit eine reine Nahbearbeitung der Erken-nungsergebnisse darstellt. Am Sprahmodell oder an den akustishen Modellen desErkenners wird keine �Anderung vorgenommen.Auf 4 Tagesshauen der Teststihprobe senkt die Nominalkompositazerlegung dieOOV-Rate von 3,61% auf 2,32% (36% relativ) bei einer gleihzeitigen Zunahme derZahl der W�orter um 8% (von 8741 auf 9485).Einuss der Kanonisierung auf die gemessene WortfehlerrateDie Kompositazerlegung und die Kanonisierung der Zahlen reduzieren insgesamt dieOOV-Rate auf der Teststihprobe von 4,44% auf 2,32%. Es ist daher ein deutliherE�ekt auf die Wortfehlerrate zu erwarten.Tabelle 6.17 fasst den Einuss der Kanonisierung auf die gemessene Wortfehler-rate zusammen. Die Kanonisierung reduziert die gemessene Wortfehlerrate um fast5% absolut. Dabei ist festzuhalten, dass diese Verbesserung ausshlie�lih durh Nor-malisierung der fertigen Erkennerhypothese, d.h. ohne �Anderung des eigentlihenErkenners - inklusive des Sprahmodells - erreiht wird.Im Rahmen dieser Arbeit werden daher alle Ergebnisse, soweit niht explizit an-ders gekennzeihnet, auf kanonisierten Referenzen und Hypothesen angegeben.
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Fehlerrate Fehlerrate FehlerrateKanonisierung OOV-Rate Ansager Korrespondent insgesamtohne 4,44% 17,2% 29,3% 24.4%mit 2,32% 11,9% 24,6% 19.5%Tabelle 6.17: Einuss der KanonisierungUrsahen der mangelhaften VokabularabdekungEin wihtiges Problem, das die Verwendung von automatisher Spraherkennung f�urFernsehnahrihtensendungen shwierig maht, ist der t�aglihe Themenwehsel unddie damit verbundene Variation des aktiven Vokabulars. Diese �Anderung besteht auszwei Komponenten; einer sehr kurzfristigen und einer langfristigen.Die langfristige Komponente ergibt sih aus Ver�anderungen auf der politishenund weltanshaulihen Landkarte. So wird das Wort 'Chrushtshow', das in den f�unf-ziger und sehziger Jahren reht h�au�g vorkam, heute (beinahe) niht mehr ben�otigt.Auf einer �ahnlih langen Zeitskala wehseln W�orter wie 'NATO-Doppelbeshluss' oder'Elvis Presley' ihre H�au�gkeitsverteilung. Rasher - aber immer noh in Zeitr�aumenvon mehreren Jahren - wehseln Namen von demokratish gew�ahlten Staatsoberh�aup-tern ('Ronald Reagan').Die kurzfristige Komponente ergibt sih aus tagesaktuellen Nahrihten. Es wirdaus Orten berihtet, an denen Erw�ahnenswertes vorgefallen ist, wobei Ortsnamenund Namen von Lokalpolitikern relevant sind. Solhe W�orter sind nur wenige Tage,viele sogar nur einen einzigen Tag lang prominent.Um den Einuss der langfristigen wie der kurzfristigen Komponente zu ermitteln,wurde folgende Untersuhung durhgef�uhrt.Aus dem Sprahmodellkorpus (vgl. Seite 73), der Zeitungstexte der Jahre 1992 bis1996 sowie geringere Textmengen aus dem Internet aus dem Jahr 1996 und den Mo-naten Januar und Februar 1997 enth�alt, wurden die h�au�gsten 60782 W�orter als Vo-kabular gew�ahlt. Auf Transkripten von 'tagesshau'-Sendungen kann mit Hilfe diesesVokabulars die jeweilige OOV-Rate ermittelt werden. Die f�ur vershiedene Ausstrah-lungsdaten von Sendungen ermittelten OOV-Raten (jeweils nah der Kanonisierung)sind in Tabelle 6.18 und Bild 6.4 zusammengefasst.Der Verlauf der Kurve ist �uberrashend. Im Rahmen der statistishen Shwan-kungen zeigt die Vokabularabdekung keine erkennbare Abh�angigkeit vom Ausstrah-lungsdatum. Das impliziert, dass die langfristige Komponente der Vokabularshwan-kungen im beobahteten Zeitraum von knapp �uber zwei Jahren noh keine merkliheRolle zu spielen sheint. In welher Gr�o�enordnung sih die langfristige Komponentenah l�angeren Zeitr�aumen als zwei Jahren bemerkbar maht, l�asst sih mit dem zurZeit verf�ugbaren Datenmaterial leider (noh) niht kl�aren.Die OOV-Rate im 4. Quartal 1996, ein noh von den Texten des Sprahmodelles
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Datum OOV-RateQ4/96 2.77%Q1/97 2.59%Q3/97 2.35%Q1/98 2.44%Q3/98 2.54%Q1/99 2.45%Tabelle 6.18: Abh�angigkeit der OOV-Rate vom Sendedatum (Vokabular berehnetauf Daten 1992-1996)abgedekter Zeitraum, liegt niht niedriger als die OOV-Rate in den Zeitr�aumen, vondenen keine Texte vorhanden sind. Das l�asst sih so interpretieren, dass die kurzfristi-gen Variationen in der Verwendung des Vokabulars die ganz �uberwiegende Ursahef�ur die OOV-Rate darstellen. Diese kurzfristigen Variationen setzen sih ihrerseitszusammen aus den Variationen der deutshen Sprahe als solher und aus der ange-sprohenen kurzfristigen Komponente des themenabh�angigen Teils des Vokabulars.Demgegen�uber sheint der Untershied zwishen den zum Training verwendeten Tex-ten und den sp�ater ausgestrahlten Sendungen, sowie die langfristige Komponente derVokabularshwankung keine oder keine signi�kante Rolle zu spielen.Dies wird auh durh einen Blik auf die - exemplarishe - Liste der unbekanntenW�orter der Tagesshau vom 28.5.97 (s. S. 88) best�atigt. Die meisten unbekanntenW�orter sind 'normale' W�orter des Deutshen. Der Anteil dieser W�orter ist niht(stark) vom Inhalt der Sendung, und damit vom Ausstrahlungsdatum, abh�angig. Anzweiter Stelle folgen Namen von Politikern und Orten, die nur an diesem einen Tagvon Bedeutung waren, die also der obengenannten extrem kurzfristigen Variationzuzurehnen sind.Adaptive VokabularienEine Faustregel der mashinellen Spraherkennung besagt, dass jedes unbekannteWort in der Teststihprobe 1 � 1; 5 Fehler in der Hypothese verursaht. Bei etwa2,5% unbekannten W�ortern (nah der Kanonisierung) sind also etwa 3% (absolut)Wortfehlerrate auf die unbekannten W�orter zur�ukzuf�uhren. Bei einer Gesamtfehler-rate von etwa 12% auf den Ansagesprehern ist also ein Viertel aller Fehler durh dieungen�ugende Vokabularabdekung verursaht.Es hat niht an Versuhen gefehlt, die Vokabularabdekung von Spraherkennernzu verbessern. Die einfahste L�osung w�are, die Vokabulargr�o�e zu erweitern. Auf den4 Tagesshauen der Teststihprobe wird die OOV-Rate durh eine Verdopplung derVokabulargr�o�e von 4,44% auf 2,82% oder um 37% relativ gesenkt. Es sind - abgese-
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Abbildung 6.4: OOV-Raten �uber Ausstrahlungsdatumhen von der Shwierigkeit, f�ur die neuen, selten gesehenen W�orter noh verl�assliheSprahmodellwahrsheinlihkeiten zu sh�atzen - vor allem tehnishe Gr�unde, die dementgegenstehen. Die Indizierung eines Vokabulars von 60000 W�ortern ist noh mitzwei Byte m�oglih (216 = 65536), und nahezu alle wihtigen Compiler f�ur Program-miersprahen stellen Datentypen mit zwei Byte zur Verf�ugung. Wird diese Grenze�ubershritten, ist der n�ahstgr�o�ere Datentyp typisherweise mit 4 Byte doppelt sospeiheraufwendig, so dass der Gesamtspeiherbedarf des Erkenners an dieser Stellesprunghaft anw�ahst.Mit zunehmender Leistungsf�ahigkeit der Rehner wird das Speiherproblem, dasein vergr�o�erter Wortshatz mit sih bringt, an Bedeutung verlieren. Das Pro-blem der robusten Sh�atzung der Sprahmodellparameter wird sih allerdings wei-ter versh�arfen, da die Zahl der zu sh�atzenden Bigramme quadratish und die derTrigramme sogar kubish mit der Vokabulargr�o�e ansteigt.Im Rahmen der vorgestellten Arbeit war durh die Arhitektur des Spraherken-ners sowie durh die Begrenzung des Hauptspeihers der verwendeten Workstationsdie Vokabulargr�o�e auf 216 � 2 (65534) Worte begrenzt.Vorarbeiten anderer AutorenGeutner befasst sih in [11℄ und [2℄ ausf�uhrlih mit dem Thema Vokabularadapti-on. Die Grundidee bei ihren Arbeiten ist, anhand der Hypothese eines Erkennersmit generishem Vokabular ein neues, adaptiertes Vokabular zu bestimmen, mit dem
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dann ein zweiter Erkennerdurhlauf gestartet wird. Die W�orter des neuen Vokabularswerden dabei einem gro�en, bestehenden Hintergrundw�orterbuh entnommen. Dabeiwird angenommen, dass f�ur die W�orter des Hintergrundw�orterbuhs ausreihend vielepassende Textdaten zur Berehnung eines Sprahmodells zur Verf�ugung stehen.Um die Selektion des Vokabulars f�ur den zweiten Suhdurhlauf durhzuf�uhren,geht Geutner von den im ersten Suhdurhlauf gefundenen W�ortern aus und shlie�tvon diesen auf das geeignete Vokabular f�ur den zweiten Suhdurhlauf. In [2℄ unter-suht sie sowohl einen morphologishen Ansatz, bei dem die St�amme der W�orter derHypothese der initialen Hypothese mit allen m�oglihen Endungen erg�anzt werden, alsauh einen �ahnlihkeitsbasierten Ansatz, bei dem alle W�orter des Hintergrundw�orter-buhs mit den W�ortern der Hypothese verglihen werden und die phonetish �ahn-lihsten das neue Vokabular bilden. Die Ergebnisse, die mit diesen Ans�atzen erzieltwerden, sind je nah Sprahe und Dom�ane untershiedlih. Insgesamt konnte jedoheine signi�kante Reduktion der OOV- und der Wortfehlerraten erreiht werden.Internetbasierte Ans�atzeIm View4You-System werden zur Erg�anzung der Datenbasis t�aglih Zeitungstextevon vershiedenen Quellen aus dem Internet gesammelt. Diese Zeitungstexte umfas-sen zum Gro�teil tagesaktuelle Nahrihten. Es ist also sehr wahrsheinlih, dass siheine Nahriht, die abends in der 'tagesshau' gesendet wird, am selben Tag oder amn�ahsten Tag in der Zeitung wieder�ndet. Dabei werden in den Zeitungstexten mitrelativ hoher Wahrsheinlihkeit dieselben Orts- und Personennamen verwendet wiein der 'tagesshau'. Es sollte mithin m�oglih sein, mit Hilfe dieser Zeitungstexte dieVokabularabdekung zu verbessern - und das speziell bei den W�ortern, die durh diekurzfristige Variation des verwendeten Vokabulars hinzukommen.Das ist die Grundidee der folgenden beiden, im Rahmen dieser Arbeit entwikeltenVerfahren. Bei beiden Ans�atzen werden aus der Gesamtmenge der vom Internet ge-ladenen Zeitungstexte 'vermutlih relevante' Artikel herausgesuht. Aus diesen wirdein neues Vokabular berehnet, das dann in einem zweiten, endg�ultigen Erkennungs-durhlauf eingesetzt wird.VokabularaustaushAusgangspunkt der Berehnung des neuen Vokabulars ist der gro�e Hintergrundkor-pus KHintergrund, der auh zur Berehnung des Sprahmodells herangezogen wurde,und eine Menge von - in der Summe viel weniger Text enthaltenden - Artikeln An,die noh mit einer Relevanz �n versehen sein k�onnen. Diese Artikel stammen aus denaktuellen Nahrihtentexten aus dem Internet. Sie bilden zusammen den Adaptions-korpus Kaktuell.
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Die Aufgabe ist es nun, aus dem Hintergrundkorpus und den neuen Artikeln eingemeinsames Vokabular zu berehnen.Der hierzu verwendete Algorithmus l�a�t sih wie folgt zusammenfassen.1. Z�ahle f�ur alle W�orter i (i 2 I) aus KHintergrund die absolute H�au�gkeit ihresAuftretens Nh(i) in KHintergrund.2. Z�ahle f�ur alle W�orter j (j 2 J) aus Kaktuell die absolute H�au�gkeit ihres Auf-tretens Na(j) in Kaktuell. Gewihte dabei jedes Auftreten mit der Relevanz �ndes Artikels, in dem das Wort j auftrat.3. Berehne f�ur alle W�orter w (w 2 I [ J) ihre gewihtete H�au�gkeit Nw(w) =Nh(w) +  �Na(w).4. Sortiere Nw(w) und selektiere die (z.B.) 60000 W�orter mit der h�ohsten gewih-teten H�au�gkeit.Durh Anwendung dieses Algorithmus' wird das - auf dem Hintergrundkorpusberehnete - Grundvokabular adaptiert, indem W�orter des Hintergrundkorpus durhsolhe des Adaptionskorpus ersetzt werden. Nat�urlih kann durh diese Vorgehens-weise die OOV-Rate auf einer Teststihprobe auh ansteigen: Wenn relevante W�orterdes Hintergrundkorpus durh irrelevante W�orter des Adaptionskorpus ersetzt werden.Au�erdem ber�uksihtigt der Algorithmus bei der Berehnung des neuen Vokabularsdie H�au�gkeiten eines Wortes in beiden Korpora. Es ist also durhaus niht so, dasszwangsl�au�g das seltenste Wort im Grundvokabular durh das h�au�gste, niht imGrundvokabular enthaltene Wort des Adaptionskorpus ersetzt wird.Im einfahsten Fall sind die Relevanzen der Artikel �n alle gleih 1. In diesem Fallbleibt als freier Parameter , ein Gewihtungsfaktor f�ur den Adaptionskorpus.W�ahlt man  = 0, so entspriht das Vokabular genau dem des Hintergrundkor-pus, der Adaptionskorpus spielt keine Rolle. F�ur  ! 1 wird das neue Vokabularaus den W�ortern des Adaptionskorpus gebildet. Nur wenn dieser weniger als 60000untershiedlihe W�orter enth�alt, werden noh W�orter aus dem Hintergrundkorpushinzugenommen.Mit Hilfe von  kann also eine stufenlose Gewihtung des Adaptionskorpus vor-genommen werden. Verf�ugt man �uber weitere Informationen zur Bestimmung derRelevanz eines einzelnen Artikel n, kann die Relevanz durh Ver�andern des Gewih-tungsfaktors �n angepasst werden.Ausnutzen der zeitlihen N�aheEs kann angenommen werden, dass Texte, die in geringer zeitliher Distanz zu einergegebenen Nahrihtensendung entstanden, eine gr�o�ere Relevanz im Hinblik auf dasverwendete Vokabular aufweisen. In einer Reihe von Experimenten wurden daher dieInternet-Zeitungstexte, die im zeitlihen Abstand von weniger als einem Monat zu96



einer gegebenen Sendung entstanden, als Adaptionskorpus f�ur das Vokabular dieserSendung verwendet.In einer ersten Testreihe wurde festgestellt, wie gro� der Interpolationsfaktor sein sollte. Um von der konkreten Gr�o�e der beiden Korpora etwas zu abstrahieren,werden die Ergebnisse niht �uber , sondern �uber der Zahl der durh die Adaptionausgetaushten W�orter angegeben.0 1k 2k 3k 4k 5k 6k 7k 8k 10k 15k 60k4.44 4.09 3.96 3.76 3.75 3.69 3.53 3.42 3.48 3.53 3.65 4.09Tabelle 6.19: OOV-Rate �uber Zahl der ersetzten W�orterDaraus geht hervor, dass ein Austaush von 10% des Vokabulars die besten Er-gebnisse erbringt.Der optimale Interpolationsparameter  und auh die Zahl der auszutaushendenW�orter ist niht f�ur jede Sendung gleih. Es ist besser,  auf jeder einzelnen Sendungneu zu bestimmen. Ein Algorithmus, der das automatish leistet, ist jedoh nihtleiht anzugeben. Daher wurde in einem Kontrollexperiment berehnet, wie stark dieOOV-Rate reduziert werden k�onnte, wenn es einen optimal funktionierenden solhenAlgorithmus g�abe - ein Experiment, das nur mit Kenntnis der Referenz m�oglih ist(heating experiment). Das Ergebnis ist in Tabelle 6.20 angegeben. Die OOV-Ratesinkt im Vergleih zum Ersetzen nur noh um weniger als 0,2% absolut, so dass sihder Entwiklungsaufwand f�ur den angesprohenen Algorithmus niht auszahlt.Algorithmus OOV-Rate6k W�orter ersetzen 3,53%optimales  (heating!) 3,34%Tabelle 6.20: OOV-Rate bei optimalem InterpolationsfaktorInformation-retrieval (IR) basierte VokabularadaptionIm View4You-System steht mit der Datenbank-Komponente ein Modul zurVerf�ugung, das �Ahnlihkeiten zwishen zwei Texten ermitteln kann und auf eine An-frage (Text 1) eine nah �Ahnlihkeit sortierte Liste von Texten zur�ukliefert (Detailszur Datenbank �nden sih ab Seite 102).Die Grundidee der Information-retrieval (IR) basierten Vokabularadaption ist es nun,die initiale Hypothese des Erkenners, die mit einem generishen Vokabular berehnetwurde, als Anfrage an die Datenbank des View4You-Systems selbst zu rihten. Da-zu werden die vom Internet bezogenen Nahrihten-Artikel zuvor in die Datenbankeingespeist.Die Datenbank liefert einen Satz von �ahnlihen Artikeln zur�uk, von denen jedermit einer Relevanz annotiert ist. Je gr�o�er die Relevanz ist, desto �ahnliher ist der97



entsprehende Artikel. Die eigentlihe Vokabularadaption geshieht wieder mit demAlgorithmus von Seite 96.Die von der Datenbank berehneten Relevanzen der einzelnen Artikel dienen dabeials Gewihtungsfaktoren �i. Der freie Parameter  wird so eingestellt, dass insgesamt10% aller W�orter des Basisvokabulars ersetzt werden. Die Vokabularadaption durhInformation-retrieval (IR) l�a�t sih also summarish wie folgt darstellen:1. Alle verf�ugbaren Artikel aus dem Internet werden in die Datenbank eingespei-hert.2. Die zu erkennende Sendung wird segmentiert.3. Ein initialer Erkennungslauf auf allen Segmenten der zu erkennenden Sen-dung 'tagesshau' wird durhgef�uhrt, wobei das Hintergrundvokabular verwen-det wird.4. Die Hypothesen werden als Anfragen an die Datenbank gerihtet.5. S�amtlihe von der Datenbank gelieferten Artikel werden als AdaptionskorpusKneu de�niert. Jeder Artikel erh�alt ein Gewiht �i, das der von der Datenbankgelieferten Relevanz entspriht.6. Das neue Vokabular wird mit Hilfe des Algorithmus zur Vokabularadaption (s.Seite 96) berehnet. Der Parameter  wird so eingestellt, dass 10% aller W�orterdes Hintergrundvokabulars ausgetausht werden.Dieser Algorithmus weist gegen�uber dem im vorhergehenden Abshnitt beshrie-benen drei prinzipielle Vorteile auf:� Relevante Artikel, die niht in den betrahteten Zeitraum fallen, werden ber�uk-sihtigt.� Irrelevante Artikel des betrahteten Zeitraumes werden niht ber�uksihtigt.� Jeder Artikel wird abh�angig von seiner Relevanz untershiedlih stark ber�uk-sihtigt.Die Vorteile werden allerdings durh die Notwendigkeit eines zus�atzlihen Erken-nerlaufes 'erkauft'.
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Algorithmus OOV-Ratekeiner 4,44%zeitnah 3,53%zeitnah optimal (heating!) 3,34%information retrieval 3,16%Tabelle 6.21: OOV-Raten bei vershiedenen AlgorithmenExperimenteDie Vokabularabdekung auf der Teststihprobe von 4 Sendungen 'tagesshau' (vom30.3., 13.4., 28.5. und 30.6.97) ist in Tabelle 6.21 zusammengefa�t. Dabei wurdedas Ergebnis der Zeile 'information retrieval' mit dem im vorangehenden Abshnittbeshriebenen Algorithmus erzielt.Das auf information retrieval basierende Verfahren erzielt die gr�o�te Reduktionder OOV-Rate.Bild 6.5 zeigt die Abh�angigkeit der erzielten OOV-Reduktion von der Zahl derersetzten W�orter f�ur beide konkurrierende Verfahren exemplarish auf. Man erkennt,dass f�ur beide Verfahren ein zu starkes Gewihten des Adaptionskorpus sh�adlih ist.Wie zu erwarten war, enth�alt der Adaptionskorpus bei der Methode 'zeitnah' mehrirrelevante W�orter, so dass der Abfall der Abdekung bei diesem Verfahren fr�uherbeginnt und drastisher ausf�allt.
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Mehrere Vokabularien pro SendungDurh den Segmentierer wird jede Sendung in durhshnittlih etwa 40 Segmenteaufgeteilt. Es ist zu erwarten, dass das Berehnen von untershiedlihen Vokabulari-en f�ur jedes der Segmente zu einer besseren durhshnittlihen Vokabularabdekungf�uhrt, als ein globales Vokabular f�ur alle Segmente zusammengenommen.Ein Kontrollexperiment auf einer Tagesshau ergab jedoh, dass die OOV-Rateauh bei Verwendung eines Vokabulars pro Segment (anstelle eines Vokabulars proSendung) nur um 0,14% absolut abnimmt. Da der Aufwand f�ur die Erkennung jedohdurh ein solhes Vorgehen um einen Faktor 40 zunimmt, kann geshlossen werden,dass die Verwendung eines Vokabulars pro Sendung f�ur praktishe Belange ausrei-hend genau ist.ErkennungsergebnisseHat man mit Hilfe eines der beshriebenen Algorithmen ein neues Vokabular und- auf dem Hintergrundkorpus - ein neues Sprahmodell berehnet, kann der zweiteErkennerdurhlauf erfolgen. In diesem zweiten Durhlauf ist die OOV-Rate niedrigerals beim ersten Durhlauf mit dem generishen Vokabular, so dass eine niedrigereFehlerrate resultieren sollte.Es ist zus�atzlih noh m�oglih, ein zweites Sprahmodell auf dem Adaptionskorpuszu bestimmen. Dieses wird zwar auf deutlih weniger Daten berehnet als das hinter-grundkorpusbasierte Standard-Sprahmodell, es enth�alt aber die Kontexte der neuenW�orter, die im Hintergrundkorpus ja shleht (oder gar niht) abgedekt sind. Daszweite Sprahmodell kann mit dem Standard-Sprahmodell interpoliert werden undergibt so ein Sprahmodell f�ur die Erkennung. Aus Geshwindigkeitsgr�unden wurdedabei das interpolierte Sprahmodell nur zum Bewerten der Worthypothesengraphendes Erkenners verwendet.Die besten Ergebnisse sind in Tabelle 6.22 aufgef�uhrt, die Fehlerrate �uber dem In-terpolationsparameter des Sprahmodells zeigt Bild 6.6. Ein Interpolationsparametervon 1.0 entspriht dabei der (alleinigen) Verwendung des Hintergrund-Sprahmodells;ein Interpolationsparameter von 0 entspriht der alleinigen Verwendung des adaptier-ten Sprahmodells. Algorithmus OOV-Rate WERkeiner 4,44% 19,47%information retrieval (IR) 3,16% 19,00%IR plus LM-Interpolation 3,16% 18,41%Tabelle 6.22: Wortfehlerraten bei VokabularadaptionInsgesamt senkt die Vokabularadaption die Fehlerrate um knapp �uber 5% relativ
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Kapitel 7Datenbank undInformationssystem desView4You-SystemsDie Aufgabe des Informationssystems ist es, die aufgenommenen und vom Spraher-kenner transkribierten 'tagesshau'-Sendungen segmentweise zu arhivieren und eineAbfragem�oglihkeit zur Verf�ugung zu stellen. Dies geht auh aus der folgenden De�-nition hervor:Informationssystem:System zur Speiherung, Wiedergewinnung (engl. information retrieval),Verkn�upfung und Auswertung von Informationen. Ein Informationssy-stem besteht aus einer Datenverarbeitungsanlage, einem Datenbanksy-stem und den Auswertungsprogrammen.Duden Informatik, Dudenverlag Mannheim/Wien/Z�urih, korr. Nah-druk 1989Um das View4You-System einem m�oglihst breiten Personenkreis zur Verf�ugungstellen zu k�onnen, wurde eine nat�urlihsprahlihe Eingabe bei der Entwiklung fa-vorisiert. Ziel ist es, auf Benutzerangaben der Art� 'Ih will alles �uber Prinzessin Diana wissen'� 'Gibt es Informationen �uber den Nahost-Friedensproze�?'ad�aquat zu reagieren.Liegt eine solhe Anfrage vor, so m�ussen aus den arhivierten Segmenten diejeni-gen bestimmt werden, die in Bezug auf die Anfrage relevant sind. Dieses Problem -aus einer Kollektion von Texten solhe zu extrahieren, die in Bezug auf eine Anfragesemantish relevant sind - bezeihnet man als information retrieval.102



Die bekannteste Klasse von Information-Retrieval-Systemen sind die Internet-Suhmashinen. Diese Programme durhsuhen weite Bereihe des World Wide Web(WWW) und nehmen die gefundenen Internetseiten in ihre Datenbank auf. Stellt einBenutzer - in der Regel �uber ein Browserinterfae - eine Anfrage, so wird eine nahRelevanz sortierte Liste von Internetseiten ausgegeben, die zu dieser Anfrage passen.Abgesehen von Implementierungsdetails, die vor allem der Abwehr unerw�unshterRelevanz-Steigerungsma�nahmen von Seiten der Internetseiten-Ersteller dienen, ent-sprehen die eingesetzten Algorithmen der Suhmashinen den in diesem Kapitelvorgestellten Algorithmen.In diesem Kapitel wird zun�ahst ein Abriss der Geshihte des Information Re-trieval gegeben. Danah wird der Okapi-Algorithmus, der im View4You-System im-plementiert wurde, erl�autert und motiviert. Abshlie�end werden einige wihtige Ver-fahren, die der Steigerung der Retrieval-Leistung dienen, besprohen.Information RetrievalPionierarbeit f�ur den Bereih Information Retrieval wurde in den sp�aten sehzigerJahren von Salton und Kollegen durh den Aufbau des SMART-Systems [136℄ gelei-stet.In j�ungerer Zeit wurde die Forshung auf diesem Gebiet vor allem durh dasTIPSTER-Programm des amerikanishen National Institute of Standards (NIST)vorangetrieben. Das Ziel von TIPSTER ist, die Forshung in den Gebieten� Suhe relevanter Dokumente in gro�en Datenbanken, und� Informationsextraktion und Generierung von Zusammenfassungenzu f�ordern und diese beiden Gebiete in einem System zu vereinen. Daf�ur wurde einegro�e Datenbank mit englishen Texten (etwa 1 Million Dokumente aus 'Wall StreetJournal', 'AP News Wire' und anderen Quellen) mit zusammen 4 GByte Gr�o�e ge-sammelt. Aus dem TIPSTER-Programm gingen zwei Konferenzen hervor, die sihmit den beiden Hauptzielen des Projekts besh�aftigen: TREC (f�ur Text RetrievalConferene) und MUC (f�urMessage Understanding Conferene). Im November 1992fand in Gaithersburg (Maryland, USA) die erste Text Retrieval Conferene (TREC-1) statt. Die Konferenz wurde ein gro�er Erfolg und wird bis heute (1999) fortgesetzt.Algorithmen des Information RetrievalDas Herz jedes Information-Retrieval-Systems ist ein Algorithmus, der �Ahnlihkeitenzwishen zwei Texten a und d (der Anfrage und dem Datensatz) berehnet. Dabei wird�Ahnlihkeit meist �uber das gemeinsame Auftreten von Shl�usselw�ortern in beiden
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Texten festgestellt: Je mehr (semantish relevante) W�orter in beiden Texten a und dvorkommen, desto �ahnliher sind die beiden Texte.Ein semantish relevantes Wort wird auh als 'Term' bezeihnet. Prinzipiell wer-den - im einfahsten Fall - aus Anfrage und Text die Terme extrahiert und als (hoh-dimensionale) Termvektoren abgespeihert. Jede Dimension der Vektoren gibt an, wieh�au�g der Term, der dieser Dimension zugeordnet ist, in dem jeweiligen Dokumententhalten ist. Die �Ahnlihkeit zwishen Anfrage und Text ergibt sih aus dem Skalar-produkt der beiden Termvektoren, normiert mit den Textl�angen. Dieser Algorithmuswird auh als Vektorraummodell bezeihnet.Der einfahe Ansatz des Vektorraummodells wird in der Praxis noh verfeinert.So sind niht alle Terme gleih bedeutsam. Konjunktionen z.B. tragen nahezu keinesemantishe Bedeutung. Dieser Tatsahe wird durh die Einf�uhrung von Termgewih-ten Rehnung getragen. Eine Standardmethode zur Berehnung von Termgewihtenist die sogenannte tf-idf-Methode (nah english: term frequeny - inverse doumentfrequeny), wobei das Termgewiht gk f�ur das Wort k de�niert wird alsgk = tfk � log(Nfk ) = tfk � idfk (7.1)wobei tfk die H�au�gkeit des Auftretens des Termes k im betrahteten Dokument ist,N die Anzahl aller Dokumente der Datenbank und fk die Anzahl derjenigen Doku-mente, die den Term k enthalten. Das Termgewiht gk wird gerade dann gro�, wennein Term in einem Dokument h�au�g vorkommt, aber nur in wenigen Dokumenten derKollektion vertreten ist. Eine �ublihe Normierung auf die Dokumentl�ange istwk = tfk � idfkqPk(tfkidfk)2 (7.2)In [79℄ wurden vershiedene Vektorraummodelle und das Okapi-Modell der CityUniversity London [28℄ gegeneinander evaluiert. Dabei �ubertraf die Performanz desOkapi-Modells alle Parametrisierungen der Vektorraummodelle. Bei dieser Evaluationwurden relativ lange Anfragen an das System (im Mittel 77 Terme) verwendet.Im Okapi-Verfahren wird an Stelle der inverse doument frequeny dieRobertson/Spark-Jones Gewihtung eingesetzt. Dabei werden die Dokumente nohin die Klassen [ relevant / irrelevant ℄ unterteilt und das Wissen �uber dieWahrsheinlihkeit eines Terms innerhalb der beiden Klassen verwendet. DieRobertson/Spark-Jones Gewihtung ist de�niert alsrsj = log( (r + 0:5)=(R� r + 0:5)(nk � r + 0:5)=(N �R + 0:5)) (7.3)Verf�ugt man �uber kein Wissen �uber die Verteilung relevanter und irrelevanterDokumente, reduziert sih die Robertson/Spark-Jones Gewihtung aufrsj = log N + 0:5nk + 0:5 (7.4)
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Der Grenzfall der Robertson/Spark-Jones Gewihtung f�ur einen niedrigen Anteilrelevanter Dokumente an der Gesamtdatenbank sowie f�ur unbekannte Relevanz derDokumente ist also gerade die inverse doument frequeny.In [85℄ wird auf das Problem kurzer Anfragen (im Mittel 4 Terme) eingegangen,die bei der Abfrage einer multimedialen Datenbank besonders wihtig sind. Das Er-gebnis ist, dass auh hier eine Variante des Okapi-Modells die besten Ergebnisse zeigt.Interessanterweise wurde eine sehr einfahe Okapi-Variante gew�ahlt, die ohne Wissen�uber die Relevanz vorauszusetzen (R = r = 0) trotzdem sehr gute Ergebnisse erzielt.Sie l�a�t sih shreiben alsd(q; d) = Xt2q^t2d log N � ftft !0� fd;tfd;t +q fdE(fd)1A (7.5)= OKA(k1 = 1; k2 = 0; k3 = 0; b = 1; r = 0; R = 0)Dabei ist N die Zahl der Dokumente in der Datenbank, ft die Anzahl der Dokumente,die den Term t enthalten, fd;t ist die H�au�gkeit des Vorkommens von Term t inDokument d (also die term frequeny des Terms t in Dokument d), und fd ist dieAnzahl der untershiedlihen Terme im Dokument d (eine Approximation an dieDokumentl�ange).Bevor die Vorshrift nah Gl. 7.5 angewendet wird, wird jeder Text noh einerVorverarbeitung unterworfen. Diese dient dazu, irrelevante W�orter zu identi�zierenund zu tilgen und Flektionsformen in die Grundformen zu kanonisieren.Die Berehnung der �Ahnlihkeit zweier Texte l�asst sih im folgenden Shema zu-sammenfassen:1. Die Worte beider Texte d und q werden identi�-ziert und komplett in Kleinbuhstaben gewandelt.2. Alle Worte, die in einem W�orterbuh von seman-tish irrelevanten Worten (die sog. Stopwortliste)enthalten sind, werden gel�osht (�aquivalent: ihreTermgewihte werden auf Null gesetzt).3. Eine morphologishe SuÆx-Tilgung wird einge-setzt, um Flektionsformen von Worten in dieSt�amme zu verwandeln.4. Die Okapi-Distanz d(q; d) nah Gl. 7.5 wird be-rehnet.
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Bei einer Anfrage q an die Datenbank werden diese vier Shritte f�ur alle Dokumen-te d in der Datenbank durhgef�uhrt und die resultierenden �Ahnlihkeitswerte sortiert.Es wird eine nah �Ahnlihkeit sortierte Liste aller Dokumente zur�ukgeliefert, die eine�Ahnlihkeit gr�o�er als Null zur Anfrage q aufweisen.StopwordsDie sogenannte Stopwortliste enth�alt h�au�ge W�orter der deutshen Sprahe, die�ubliherweise keine semantishe Bedeutung tragen, wie z.B. Konjunktionen ('und','oder'). W�urde man diese W�orter als Terme behandeln, w�urde die Berehnungder �Ahnlihkeit zwishen zwei Dokumenten dadurh stark beeinusst und damitverf�alsht.Die Stopwortliste des View4You-Systems enth�alt insgesamt 508 Worte. Es handeltsih dabei um die hundert h�au�gsten W�orter (Nomina und Niht-Nomina) sowie umdie 400 n�ahsth�au�geren Niht-Nomina des Sprahmodellkorpus. Nah einer Analyseder typishen Anfragen wurden noh 8 'anfragetypishe' W�orter (Berihte, Informa-tionen, m�ohte, interessiert, Tagen, Ergebnisse, �uber, Zahlen) in die Stopwortlisteaufgenommen.Morphologishe DekompositionDie morphologishe Zerlegung dient der Kanonisierung der Terme. So ist es nihtsinnvoll, die beiden Terme 'Experte' und 'Experten' als untershiedlih zu behan-deln. Ziel der morphologishen Dekomposition ist es, alle W�orter auf ihre St�ammezur�ukzuf�uhren und damit die Abh�angigkeit vom im Text vorliegenden Kasus aufzu-heben.Im View4You-System wird nur eine sehr einfahe Morphologie eingesetzt. Im We-sentlihen werden typishe Wortendungen wie 'en', 'es', 'e' und 's' und bei einerWortl�ange von mehr als 7 Zeihen auh die Endsilben 'heit' und 'keit' getilgt.Verwendung eines ThesaurusZur Leistungssteigerung von IR-Systemen kann ein Thesaurus eingesetzt werden. Die-ser stellt Relationen zwishen den Termen des IR-Systems her. Bei einer Anfragewerden die Relationen vom IR-System in geeigneter Weise genutzt, um eine h�ohereAussh�opfung und/oder eine h�ohere Pr�azision zu erreihen.Ein Beispiel f�ur eine solhe Relation kann z.B. die Relation 'ist Flektionsform von'sein. Diese Relation - die implizit durh die morphologishe Dekomposition realisiertist - w�urde dann die beiden Terme 'Israel' und 'Israels' verkn�upfen. Suht der Benut-zer nah 'Israel', kann das IR-System auh Vorkommen von 'Israels' ber�uksihtigen
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und, ggf. mit einer kleineren Gewihtung, dem Benutzer zur�ukliefern. Die folgendeListe von Thesaurus-Relationen lehnt sih an die Abhandlung von Juettner [130℄ an.1. Synonyme Begri�eHierunter sind untershiedlihe Bezeihnungen f�ur das gleihe Objekt zu ver-stehen. Dies shlie�t �Ubersetzungen in vershiedene Fremdsprahen sowieAbk�urzungen mit ein.2. Homonyme Begri�eHomonyme Begri�e haben im Kontext eines Informationssystems untershied-lihe Bedeutungen. Zur Desambiguierung enth�alt der Thesaurus semantisheInformationen zu den Begri�en, z.B.� Bank (Sitzm�obel)� Bank (Kreditinstitut)3. Verwandte Begri�eBegri�e, die miteinander in einer anderen Art des Zusammenhangs stehen alseiner der bisher genannten, werden in diese Gruppe eingeordnet. Beispiele sindGegensatzpaare (bottom up versus top down) oder funktionale Zusammenh�ange(Shi� versus Anker)4. Ober/Unterbegri�eBegri�e, die eine Verallgemeinerung bzw. Spezialisierung voneinander darstel-len, wie Baum und Fihte, Getr�ank und Sprudel5. Flektionsform vonDiese Relation besteht zwishen vershiedenen Flexionen desselben Wortes, wiez.B. Baum und B�aumeExperimenteDas Informationssystem wurde im Rahmen der Systemevaluation evaluiert. Die Ex-perimente hierzu �nden sih im Kapitel 'Systemevaluation' ab Seite 170.
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Kapitel 8Kon�denzma�eSpraherkenner erhalten als Eingabe eine digitalisierte Sprahprobe und produzierenals Ausgabe eine Sequenz von W�ortern, die im Idealfall dem Gesagten entspriht. Al-lerdings arbeiten weder Mashinen noh Menshen als fehlerfreie Spraherkenner: Oftwird etwas anderes verstanden als gesagt wurde. Die Fehlerraten der besten Spraher-kennungssysteme liegen dabei f�ur klare, wohlformulierte vorgelesene Eingaben eineGr�o�enordnung �uber der des Menshen [33℄, und das Verh�altnis wird noh wesentlihg�unstiger f�ur menshlihe 'Spraherkenner', sobald Hintergrundger�aushe, wehselndeakustishe Kan�ale oder undeutlihe Aussprahe hinzukommen.H�ort ein Mensh Sprahe, so tritt bisweilen die Situation auf, dass eine Unsiher-heit in Bezug auf das Gesagte entsteht. Man glaubt zu wissen, was gesagt wurde,ist sih aber niht siher. In anderen Worten, das Vertrauen in die Akkuratheit dereigenen Spraherkennung ist niedrig.Es w�are nun f�ur viele Aufgaben n�utzlih, wenn auh ein mashineller Spraher-kenner eine solhe Beurteilung der eigenen Erkennungsleistung vornehmen k�onnte.Dies ist die Aufgabe eines Vertrauensmessers.8.1 Eine Taxonomie der VertrauensmesserVertrauensmesser k�onnen eingeteilt werden nah den Basiseinheiten, deren Kon�denzbestimmt wird, und nah der Art, wie bei diesen Einheiten die Angabe der Kon�denzerfolgt.Art der Angabe der Kon�denzenBez�uglih der Art der Ausgabe der Kon�denz kann man zwishen bin�aren Vertrau-ensmessern und kontinuierlihen Vertrauensmessern untersheiden. Ein kontinuier-liher Vertrauensmesser gibt f�ur jede Basiseinheit eine Sh�atzung der a-posteriori-Wahrsheinlihkeit aus, mit der diese Basiseinheit korrekt erkannt worden ist. F�ur
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diese Wahrsheinlihkeit gilt 0 < p � 1 (8.1)Betrahtet man als Applikation beispielsweise einen Zi�ernerkenner f�ur die Zi�ernnull bis neun, so k�onnte f�ur eine gegebene Spraheingabe die Ausgabe des Erkennersselbst 'zwei' und die Ausgabe des Vertrauensmessers '0.9' sein. Dieses Ergebnis w�aredann wie folgt zu interpretieren:Mit einer Wahrsheinlihkeit von 90% handelt es sih bei der Eingabe um das ge-sprohene Wort 'zwei'. Mit einer Wahrsheinlihkeit von insgesamt 10% wurde niht'zwei', sondern eine andere Zi�er gesprohen.�Uber die Verteilung dieser 10% auf die neun verbleibenden m�oglihen Zi�ern wirdnihts ausgesagt.F�ur eine andere Eingabe k�onnte die Ausgabe des Erkenners 'sieben' und die Aus-gabe des Vertrauensmessers '0.4' sein. In diesem Falle w�are die Wahrsheinlihkeitdaf�ur, dass 'sieben' gesagt wurde, kleiner als die, dass eine andere Zi�er vorlag. Die'Restwahrsheinlihkeit' von 60% verteilt sih allerdings so auf die verbleibenden neunZi�ern, dass keine davon eine gr�o�ere Wahrsheinlihkeit als 0.4 aufweist - sonst h�atteder Spraherkenner niht 'sieben', sondern diese andere Zi�er hypothetisiert. Die Si-tuation l�asst sih etwa so umshreiben:Der wahrsheinlihste Kandidat ist 'sieben', aber es ist wahrsheinlih eher niht die'sieben' sondern eine andere Zi�er gesprohen worden'.Bei bin�aren Vertrauensmessern kann die Ausgabe nur die beiden Werte 'rihtig'und 'falsh' annehmen. Im obigen, ersten Beispiel des Zi�ernerkenners w�are die Aus-gabe des Erkenners wieder 'zwei' und die Ausgabe des Vertrauensmessers 'rihtig'.Im zweiten Beispiel w�urden die Ausgaben dementsprehend 'sieben' und 'falsh' lau-ten. O�ensihtlih ist es m�oglih, jeden kontinuierlihen Vertrauensmesser durh dieDe�nition einer Shwelle � in einen bin�aren Vertrauensmesser umzuwandeln. Durhdie geeignete Festlegung des Shwellwertes kann dabei eine Anpassung an die An-forderungen der jeweiligen Anwendung erfordern. W�unsht man beispielsweise hoheSiherheit, zum Beispiel f�ur eine Mashinensteuerung f�ur medizinishe Eingri�e, kannder Shwellwert � hoh, etwa bei � = 0:99, angesetzt werden. Das System reagiert dannnur auf Eingaben, die es mit 99%-iger Siherheit korrekt klassi�zieren konnte.Im Beispiel des Zi�ernerkenners w�are die niedrigste theoretish m�oglihe Kon�-denz 0.1, weil es zehn untershiedlihe Zi�ern gibt. Sind nah Ausnutzen der internenWissensquellen des Zi�ernerkenners immer noh alle zehn Zi�ern gleih wahrshein-lih, liegt die maximal m�oglihe Unsiherheit vor und der Erkenner gibt - zuf�alligausgew�ahlt - eine der Zi�ern, zum Beispiel 'eins', als Hypothese aus und belegt diesemit der Kon�denz 0.1.Eine kleinere Wahrsheinlihkeit als 0.1 ist bei einem Zi�ernerkenner niht
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m�oglih, weil sih die Wahrsheinlihkeiten der zehn m�oglihen Ausgaben des Er-kenners zu 1 addieren m�ussen - unter der Annahme, die Eingabe enthielte auhtats�ahlih genau eine Zi�er. Ist also die Wahrsheinlihkeit einer bestimmten Zif-fer kleiner als 0.1, muss die einer anderen gr�o�er als 0.1 sein und w�are somit einewahrsheinlihere Hypothese, die vom Erkenner auh ausgegeben werden m�usste.Ganz allgemein gilt f�ur jeden Klassi�kator in einem N -Klassen-Problem, dass diekleinste Kon�denz in eine Klassi�kation durh 1N gegeben ist. F�ur eine endlihe Zahlvon Klassen folgt hieraus (8.1). Es folgt auh, dass ein bin�ares Kon�denzma� f�ur einZwei-Klassen-Problem sinnlos ist: die Ausgabe m�usste stets 'rihtig' lauten.De�nition der BasiseinheitIm Falle eines Zi�ernerkenners f�ur einzelne Zi�ern ist die De�nition der Basisein-heit einfah: Die ganze Ausgabe besteht aus einem einzigen Wort und dieses wirdbewertet. Bei kontinuierliher Sprahe kann man ebenfalls als Basiseinheit die gan-ze �Au�erung w�ahlen. In diesem Fall w�urde die Korrektheit der gesamten Hypothesebewertet. 'Rihtig' ist eine Hypothese dann, wenn alle Worte in ihr rihtig erkanntworden sind. Dieser Ansatz ist brauhbar, wenn die Wortfehlerrate des Systems sehrklein ist. Aus den Erfahrungen der US-amerikanishen DARPA Hub-4 Evaluationen[19℄ jedoh ist bekannt, dass selbst auf den relativ leiht zu erkennenden Ansagespre-hern die besten Systeme noh Wortfehlerraten von etwa 10% absolut aufweisen. Daein durhshnittlihes Segment der tagesshau 48 Worte enth�alt, ergibt sih darauseine a-priori-Wahrsheinlihkeit von 0:948 = 0:006 = 1158 daf�ur, dass ein Segment feh-lerfrei erkannt wird. W�urde man also ganze S�atze als Basiseinheiten benutzen, w�urdeein (ideales) Vertrauensma� in 157 von 158 F�allen die Hypothese mit 'fehlerhaft'bewerten. Der Nutzen eines solhen Ma�es ist zumindest fragw�urdig.Daher w�ahlt man als Basiseinheit anstelle der gesamten Hypothese meistens ihreeinzelnen Worte. Dieser Ansatz hat den weiteren Vorteil, dass di�erenzierte Reaktio-nen auf das Ergebnis der Vertrauensmessung m�oglih sind. So kann z.B. eine niedrigeKon�denz eines Wortes einer Begr�u�ungsoskel ignoriert werden, w�ahrend eine nied-rige Kon�denz bei einem diktierten �Uberweisungsbetrag zu einer R�ukfrage beimBenutzer f�uhrt.Obwohl es einfah und elegant sheint, die einzelnen W�orter der Hypothese als Ba-siseinheiten der Vertrauensmessung zu verwenden, gibt es bei diesem Ansatz ein Pro-blem durh die M�oglihkeit von L�oshungen und Einf�ugungen. Ein Beispiel m�oge dasveranshaulihen.Bild 8.1 zeigt eine reale Sprahprobe, die Hypothese des Erkenners und dietats�ahlih gesprohene �Au�erung. In dieser Sprahprobe hatte die Spreherin eintehnishes Problem ('Hallo, ih verstehe dih shon niht mehr') mitteilen wollen.Die tats�ahlihe �Au�erung lautete 'Hallo ih versteh' ih shon niht mehr' (das 'dih'wurde ohne 'd' realisiert). Dabei ist die zeitlihe Zuordnung der W�orter zum Signalin der oberen Zeile in Bild 8.1 angegeben.110



Hallo ich versteh’ schon nicht mehrich
ich versteh’ schon leicht mehrHarald ohAbbildung 8.1: Real gesprohener Satz (oben) und Hypothese des Erkenners (unten)Die (fehlerhafte) Hypothese des Spraherkenners lautete 'Harald oh ih versteh' shonleiht mehr'. Die vom Spraherkenner gefundene Zeitzuordnung �ndet sih in derunteren Zeile in Bild 8.1. Wie gro� sollte nun das Vertrauen des Erkenners in dieeinzelnen W�orter dieser Hypothese sein?Das Wort 'mehr' ist ohne jeden Zweifel rihtig erkannt worden und sollte dahereine m�oglihst hohe Kon�denz aufweisen. 'Harald', 'oh' und 'leiht' sind - ebenfallsohne Zweifel - falsh erkannt worden und sollten daher eine m�oglihste kleine Kon-�denz aufweisen. Problematisher ist das erste 'ih', das zwar rihtig erkannt, aberzeitlih (am Anfang) falsh zugeordnet wurde. Welhe Kon�denz in einem solhenFall erw�unsht ist, h�angt von der Anwendung ab und kann niht allgemein festgelegtwerden.Das eigentlihe Problem mit W�ortern als Basiseinheiten besteht jedoh beiL�oshfehlern, wie beim zweiten 'ih' der Referenz. Sowohl die Worte 'versteh' alsauh 'shon' sind im Sinne der Wortfehlerrate rihtig erkannt worden. Daher sollte derVertrauensmesser ihnen die Kon�denz 1.0 zuweisen. Eine solhe Zuweisung ignoriertjedoh die Tatsahe, dass zwishen den beiden W�ortern ein L�oshfehler stattgefundenhat. Weil in der Hypothese an dieser Stelle aber kein Wort vorhanden ist, ist es beiwortbasierten Vertrauensmessern niht m�oglih, L�oshfehler ad�aquat zu behandeln.Ein Ausweg aus diesem Dilemma ist die Zeit als Basiseinheit. Ein zeitbasierterVertrauensmesser weist Zeitintervallen Vertrauenswerte zu. Dadurh sind prinzipi-ell die Probleme bei der Verwendung von W�ortern als Basiseinheiten gel�ost: SowohlL�oshungen als auh falshe Zeitzuordnungen der Hypothese k�onnen behandelt wer-den. Als Zeiteinheit kommt zum Beispiel der Zeitbereih eines Merkmalsvektors der
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Vorverarbeitung (i.a. 10 Millisekunden) in Frage.Trotz der theoretishen Vorteile der Zeit als Basiseinheit dominieren Worte alsBasiseinheiten die derzeitige Forshung. Das liegt zum einen daran, dass zahlreihe,zur Kon�denzsh�atzung n�utzlihe Wissensquellen, wie zum Beispiel das statistisheSprahmodell, explizit auf W�ortern aufbauen und f�ur eine zeitbasierte Vertrauens-messung nur shwer nutzbar zu mahen sind. Auf der anderen Seite fallen die durhL�oshfehler verursahten Probleme bei W�ortern als Basiseinheiten in vielen Anwen-dungen deshalb niht ins Gewiht, weil L�oshfehler im Vergleih zu Substitutionsfeh-lern sehr viel seltener auftreten.Der in dieser Arbeit entwikelte Vertrauensmesser arbeitet entsprehend der dar-gelegten Taxonomie wortbasiert und kontinuierlih.8.2 Bewertung von VertrauensmessernWenn f�ur einen Spraherkenner zwei vershiedene Vertrauensmesser vorliegen, stelltsih die Frage, welher der Vertrauensmesser der Bessere ist. Um diese Frage all-gemein zu beantworten, w�are eine Bewertungszahl n�utzlih, anhand derer man - inAnalogie zur Wortfehlerrate bei Spraherkennern - einen Vergleih vornehmen k�onnte.Der Bessere der beiden Vertrauensmesser ist dann derjenige, der den h�oheren (bzw.niedrigeren) Wert der Bewertungszahl aufweist.Im Gegensatz zu der Situation bei Spraherkennern, wo die Wortfehlerrate (4.39) ei-ne weltweit anerkannte Bewertungszahl ist, gibt es bei Vertrauensmessern mit einemkontinuierlihen Wertebereih der ausgegebenen Kon�denzen eine Vielzahl miteinan-der konkurrierender Ans�atze zu ihrer Bewertung. Vergleihsweise einfah stellt sihdie Situation hingegen bei digital arbeitenden Vertrauensmessern dar, also bei sol-hen, die jedes Wort der Hypothese des Spraherkenners entweder mit 1 (f�ur 'rihtig')oder mit 0 (f�ur 'falsh') markieren.Bewertung von digitalen VertrauensmessernEin digitaler Vertrauensmesser weist jedem Wort der Hypothese des Spraherkennerseine Marke (engl. tag) 1 oder 0 (f�ur 'rihtig erkannt' bzw. f�ur 'Erkennungsfehler') zu.F�ur diese Situation l�asst sih analog zur Wortkorrektheit WC des Spraherkenners(siehe Gl. (4.37) auf Seite 46) eine Kon�denzakkuratheit (CA, on�dene auray)wie folgt de�nieren:CA := Anzahl korrekter MarkenGesamtzahl der W�orter in der Hypothese (8.2)Die CA liegt stets zwishen 0 und 1. Den Wert 1 nimmt sie genau dann an, wennjedes Wort der Hypothese korrekt bewertet wurde. Ein trivialer Vertrauensmesser,
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der stets alle W�orter mit '1' markiert, erreiht f�ur die Kon�denzakkuratheit CA genauden Wert der Wortkorrektheit WC. In diesem Fall ist n�amlih der Anteil der rihtigmarkierten W�orter an allen W�ortern der Hypothese gerade der Anteil der rihtig er-kannten W�orter an allen W�ortern der Hypothese.Mit Hilfe einer Entsheidungsshwelle � kann ein kontinuierlih arbeitender Vertrau-ensmesser in einen digitalen umgewandelt werden. F�ur den so entstandenen digitalenVertrauensmesser kann die CA nah (8.2) berehnet werden. Auf diese Weise kannman auh f�ur einen kontinuierlihen Vertrauensmesser eine CA (als Funktion von �)angeben und ihn so bewerten.Bewertung von kontinuierlihen VertrauensmessernZur Bewertung von kontinuierlihen Vertrauensmessern wurden vershiedene Kriteri-en vorgeshlagen [42℄ [47℄ [92℄. In dieser Arbeit wird zus�atzlih zur on�dene aura-y, die durh ihre Analogie zur Wortakkuratheit sehr anshaulih ist, die normalisier-te Kreuzinformation, oder 'normalized ross entropy' NCREP [42℄ verwendet. DiesesMa� wurde auh von der NIST quasi oÆziell zum Standardma� der Performanz vonVertrauensmessern deklariert [36℄.NCREP ist de�niert alsNCREP = CREP0 � CREPCREP0 (8.3)CREP = 1N ( Xw2 korrekte Worte log(w) + Xw2 fehlerhafte Worte log(1� w)) (8.4)wobei w die Ausgabewahrsheinlihkeit des Vertrauensmessers f�ur das jeweilige Wortist. CREP0 ist CREP f�ur den besten a-priori-Vertrauensmesser, also f�ur denjenigen,der alle W�orter gleih (mit der Wort-Korrekt-Rate 0) markiert:CREP0 = 0 log(0) + (1� 0) log(1� 0) (8.5)F�ur den perfekten Vertrauensmesser ist CREP = 0 und damit NCREP = 1. Jeweiter die Resultate des Vertrauensmessers von den rihtigen Werten (1 f�ur rihtigerkannte und 0 f�ur falsh erkannte Worte) abweihen, desto kleiner wird NCREP .Der a-priori-Vertrauensmesser erzielt nah der De�nition eine NCREP von 0.NCREP misst also auf einer Skala von 0 bis 1, um wieviel ein Vertrauensmesserbesser ist als der einfahe a-priori-Vertrauensmesser.8.3 Aufbau eines VertrauensmessersDer Vertrauensmesser erh�alt als Eingabe die Hypothese des Erkenners. Seine Ausgabeist eine a-posteriori-Wahrsheinlihkeit f�ur jedes Wort dieser Hypothese. Um diese be-113



rehnen zu k�onnen, ben�otigt der Vertrauensmesser nat�urlih zus�atzlih zur Hypothe-se weitere Wissensquellen. Es sind viele Wissensquellen denkbar, die Anhaltspunkte�uber die Kon�denz in ein Wort in der Hypothese eines Spraherkenners liefern. Wenndie Wissensquellen niht sehr stark miteinander korreliert sind, ist anzunehmen, dasseine geeignete Kombination mehrerer Wissensquellen eine bessere Klassi�kationslei-stung erbringt als jede der verwendeten Wissensquellen f�ur sih alleine. Aus diesemGrund bietet sih f�ur den Vertrauensmesser ein Vektorklassi�kator-Ansatz an. Denprinzipiellen Aufbau eines Vertrauensmessers mit diesem Ansatz zeigt Bild 8.2.Eingabedaten f�ur den Vertrauensmesser sind� die Hypothese, die bewertet werden soll,� ein Satz von Merkmalen.Die Merkmale m�ussen zwei Anforderungen gen�ugen:� Sie m�ussen f�ur jedes Wort einzeln berehenbar sein.� Sie d�urfen die Kenntnis des tats�ahlih Gesagten niht voraussetzen.�Uber Art und Anzahl der Merkmale ist hiermit noh nihts ausgesagt. Generellkann gesagt werden, dass jedes verwendete Merkmal zur Wahrsheinlihkeit des Auf-tretens eines Erkennungsfehlers korreliert sein muss, um zur Klassi�kation n�utzlihzu sein.Die aus diesen Informationsquellen gewonnenen Hinweise auf die Rihtigkeit des zubeurteilenden Wortes m�ussen zu einer a-posteriori-Wahrsheinlihkeit (oder, im Fal-le eines digital arbeitenden Vertrauensmessers, zu einer rihtig/falsh-Entsheidung)geeignet verrehnet werden. Diese Aufgabe erf�ullt der Regressor, bzw. im Falle desdigitalen Vertrauensmessers der Klassi�kator. Aus der Literatur sind vershiedeneAns�atze f�ur Vektorklassi�katoren und -regressoren bekannt. Welher davon f�ur diegegebene Aufgabe am besten geeignet ist, kann nur experimentell bestimmt werden.In den meisten F�allen wird ein Regressor auf einer Trainingsstihprobe trainiert. Da-bei werden Hypothesen f�ur eine Menge von Sprahproben generiert, bei denen dieReferenz, also das tats�ahlih Gesagte, bekannt ist. F�ur jedes Wort der Hypothesewird dann bestimmt, ob es sih um einen Erkennungsfehler (=0) oder um korrekteErkennung (=1) handelt. Diese Werte stellen die Zielausgabe des Vertrauensmes-sers dar, d.h. ein idealer Vertrauensmesser generiert f�ur jedes rihtig erkannte Worteine 1.0 und f�ur jedes falsh erkannte Wort eine 0.0 als Ausgabe, und zwar selbst-verst�andlih ohne die Kenntnis des tats�ahlih Gesagten. Mit dieser Zielausgabe undden Eingabemerkmalen f�ur das betrahtete Wort wird die Transferfunktion von denEingabemerkmalen zur Zielausgabe gelernt. Das Lernverfahren h�angt nat�urlih vonder Art des eingesetzten Regressors ab.Die Erstellung eines Vertrauensmessers gliedert sih somit in die Shritte114



1. Finden eines geeigneten Satzes brauhbarer Merkmale2. Konstruktion eines Klassi�katorsDen prinzipiellen Aufbau eines Vertrauensmessers zeigt Abbildung 8.2.
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f. Wort 1..NAbbildung 8.2: Prinzipieller Aufbau eines VertrauensmessersZun�ahst sollen nun die Vorarbeiten anderer Gruppen beshrieben werden, dieauh den Ausgangspunkt zu den in dieser Arbeit durhgef�uhrten Experimenten dar-stellen.8.4 Ans�atze aus der LiteraturDie Forshung auf dem Gebiet der Vertrauensmesser f�uhrte bis zum Anfang der neun-ziger Jahre ein Shattendasein neben der Forshung an Spraherkennung als solher.Anfang der neunziger Jahre war jedoh die Entwiklung von Spraherkennern an ei-nem Punkt angelangt, an dem sih erste reale Systeme zum Einsatz au�erhalb desLabors implementieren lie�en. Diese Systeme beshr�ankten sih meist auf die Er-kennung von einfahen, niht kontinuierlih gesprohenen Shl�usselw�ortern, wie zumBeispiel die Zi�ern 0 bis 9, und wurden h�au�g in Telefonauskunftssystemen einge-setzt. Im Gegensatz zu den kontrollierten Laborbedingungen wurden diese Systememit naiven Benutzern konfrontiert, die die Systeme niht kannten:Hier ist die Telefonzentrale der X-Versiherung. Wenn Sie eine neue Ver-siherung abshlie�en wollen, dann sagen Sie bitte 'eins'. Haben Sie eineFrage zu einer bestehenden Versiherung, dann sagen Sie bitte 'zwei'. Bit-te sprehen Sie jetzt. 115



Wie bitte? �ah... bestehende Versiherung, ja genau. Also ZWEI. Hallo?Das System erwartet an dieser Stelle genau ein Wort als Eingabe, n�amlih entweder'eins' oder 'zwei'. Es berehnet daher, ob die Eingabe - der ganze Satz - sih eher wie'eins' oder wie 'zwei' anh�orte. Das Ergebnis ist dann nat�urlih rein zuf�allig.Um dem Problem abzuhelfen, wurden Wordspotter eingesetzt, deren Aufgabe dasHeraus�ltern der Shl�usselw�orter aus einer m�ogliherweise Shl�usselw�orter enthalten-den Eingabe war. Die von den Wordspottern gefundenen potentiellen Shl�usselw�ortermu�ten danah noh veri�ziert werden, ob sie1. �uberhaupt ein Shl�usselwort waren, und2. ob das Shl�usselwort mit hinreihender Siherheit korrekt identi�ziert werdenkonnte.Die zweite Aufgabe shlie�t die erste mit ein.Die meisten Arbeiten bis etwa 1995 behandeln folgerihtig die Veri�kation vonShl�usselw�ortern, die in Sprahe eingebettet sind. Der beinahe ausshlie�lih ver-wendete Ansatz war die Berehnung einer likelihood ratio L. Diese ist de�niert alsdas Verh�altnis der Wahrsheinlihkeit daf�ur, dass es sih um das Shl�usselwort Wshandelt, zu der Wahrsheinlihkeit daf�ur, dass es sih um ein anderes Shl�usselwortWq oder um �uberhaupt kein Shl�usselwort handelt. Je gr�o�er L ist, desto siherer istdie Identi�kation des Shl�usselwortes X.L = p(Ws)PW 6=Ws p(W ) (8.6)F�ur die Modellierung von p(Ws), also der Shl�usselw�orter selbst, k�onnen die akusti-shen Modelle des Wordspotters verwendet werden. Das eigentlihe Problem bestehtin der Modellierung des Nennerterms, der die Wahrsheinlihkeit daf�ur angibt, dassirgendein anderes Wort ausser Ws gesprohen wurde. Weil die Modelle f�ur den Nen-nerterm alle akustishen Ereignisse ausser den Shl�usselw�ortern abdeken m�ussen,werden sie auh als �ller models (engl. F�ull-Modelle) bezeihnet. Zur Problematik,welhe �ller models am besten geeignet sind, wurden von zahlreihen Autoren Vor-shl�age gemaht. Mehrere Autoren ([110℄, [105℄) verwendeten kontextunabh�angigeMonophonmodelle ohne W�orterbuh oder Grammatik. In [102℄ wurde die gleihzeiti-ge Verwendung von Phonemmodellen, Silben und Wortmodellen vorgeshlagen. Jean-renaud [100℄ verglih die Verwendung von Phonemmodellen mit Ganzwortmodellensowie mit Ganzwortmodellen mit Sprahmodell und stellte fest, dass bei einer gu-ten Vokabularabdekung der Ganzwortmodelle diese eine deutlih bessere Leistungerbrahten als Phonemmodelle. Diese Entdekung war ein Vorgri� auf die sp�atereEntwiklung der Wordspotter.
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Als ab etwa 1995 durh verbesserte Mashinenleistung Vokabularien von 60000W�ortern beherrshbar wurden, stellte man fest, dass solhe Spraherkenner bessereWordspotter waren als alle spezialisierten Systeme. Damit hatte sih eine Syntheseder beiden Entwiklungen vollzogen, denn wie bereits prinzipiell in [100℄ dargestellt,kann ein Spraherkenner als ein Wordspotter mit einem komplexen �ller model aufge-fasst werden. Dieser Synthese folgend wurden ab 1996 Arbeiten ver�o�entliht, die dieBewertung jedes Wortes der Hypothese zum Ziel hatten. Dabei wurden zunehmendmehr Merkmale zur Klassi�kation herangezogen.Young [105℄, eine der ersten Autorinnen, die einen Vertrauensmesser in dieser mo-dernen Typisierung vorstellten, shlug die Wortidentit�at als Merkmal vor. Darin wirdausgenutzt, dass manhe Worte a priori eine geringere Wahrsheinlihkeit der Fehler-kennung haben als andere. Aus der Arbeit von Lleida und Kollegen [102℄ stammt derVorshlag, die L�ange des zu beurteilenden Wortes (gemessen in Phonemen) als Klas-si�kationsmerkmal heranzuziehen. Weintraub [84℄ shlug vor, die Anzahl der Vorkom-men eines Wortes in der N-Besten-Liste der Hypothesen des Dekoders als Merkmalzu verwenden und demonstrierte die hervorragende Performanz dieses Merkmals.Eide [65℄ analysierte mit Hilfe von Entsheidungsb�aumen den Einuss vershiede-ner Merkmale auf die Wahrsheinlihkeit der Fehlerkennung. In dieser Arbeit wurdeneben shon bekannten Merkmalen die H�au�gkeit des Hypothesenwortes im akusti-shen Trainingsmaterial, der Sprahmodell-Sore, das Signal-Raushverh�altnis undder Sh�atzwert f�ur die Sprehgeshwindigkeit als Pr�adiktoren analysiert. Cox undRose [47℄ shlugen 1996 vor, die Anzahl der konkurrierenden Hypothesen w�ahrendder Suhe als Merkmal heranzuziehen.Die erste systematishe Zusammenfassung und Evaluierung einer Vielzahl vonMerkmalen erfolgte im Rahmen der vorliegenden Arbeit in [24℄. Die Ergebnisse sindin den folgenden Abshnitten zusammengefasst.8.5 Auswahl geeigneter WissensquellenDie Aufgabe, Merkmale f�ur den Kon�denzmesser zu selektieren, kann in zwei Unter-aufgaben unterteilt werden:� Bestimmen eines m�oglihst gro�en Satzes von m�oglihen Merkmalen� Selektion der relevanten Merkmale darausDabei ist der erste Shritt der eigentlih kreative Teil. Aus der (beinahe) unendli-hen Mannigfaltigkeit von m�oglihen Merkmalen mu� hier durh Expertenwissen undIntuition ein vielversprehender Satz von Merkmalen extrahiert werden. Welhe sihdavon in der Praxis bew�ahren, wird im zweiten Shritt evaluiert.
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Bewertung von Merkmalen f�ur VertrauensmesserF�ur den zweiten Shritt wird ein Qualit�atsma� f�ur die Merkmale ben�otigt. Das be-ste, ergebnisorientierte Ma� ist die N�utzlihkeit des betrahteten Merkmals f�ur dieAkkuratheit des Vertrauensmessers. Dieses Ma� erfordert allerdings den Bau einesseparaten Klassi�kators und das Testen desselben f�ur jedes einzelne neue Merkmal,was sehr aufwendig ist.Ein alternatives Ma� ist die Berehnung des (linearen) KorrelationskoeÆzienten rzwishen den Merkmalswerten und der Fehlerwahrsheinlihkeit aller Worte, die dieseMerkmalswerte aufweisen. Dieses alternative Ma� ist leiht zu berehnen. Weist einMerkmal eine hohe lineare Korrelation mit der Fehlerwahrsheinlihkeit auf, ist es injedem Fall zur Pr�adiktion von Fehlern geeignet. Der Umkehrshlu� ist jedoh nihtrihtig, wie die beiden Bilder 8.3 zeigen.
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NScoreQAbbildung 8.3: Fehlerrate �uber Merkmal Sprehgeshwindigkeit (links) und aku-stisher Sore (rehts)Bild 8.3 rehts zeigt das Merkmal akustisher Sore, das im Folgenden beshrie-ben werden wird, und die Fehlerwahrsheinlihkeit �uber den Merkmalswerten, die indiesem Fall zwishen 1.0 und 1.5 liegen. Man erkennt eine lineare Korrelation, die sihauh durh den KorrelationskoeÆzienten von 0.17 ausdr�ukt. Im Gegensatz dazu istder lineare KorrelationskoeÆzient f�ur das Merkmal Sprehgeshwindigkeit (Bild 8.3)nahe null. Dennoh ist das Merkmal o�ensihtlih zur Bestimmung von Erkennungs-fehlern n�utzlih: Je mehr die Sprehgeshwindigkeit von der Norm abweiht, destogr�o�er ist die Wahrsheinlihkeit eines Erkennungsfehlers. Da der zugrundeliegendefunktionale Zusammenhang jedoh niht linear ist, weist r einen kleinen Wert auf.Der lineare KorrelationskoeÆzient zwishen zwei Merkmalen X und Y ist nur sinn-voll, wenn beide Merkmale kardinalskaliert vorliegen. Das ist f�ur die Merkmalswertein den meisten F�allen der Fall, f�ur die Fehlerwahrsheinlihkeit Y sind jedoh nurdie Werte 0 (Wort ist falsh) und 1 (Wort ist rihtig) m�oglih. Man kann daher Yauh als nominalskaliert au�assen, die Merkmalswertskala X auf eine Nominalskalaabwerten und dann den KontingenzkoeÆzienten K [114℄ berehnen. Dieser hat denVorteil, dass auh F�alle nihtlinearen Zusammenhangs zwishen den Merkmalswertenund der Fehlerwahrsheinlihkeit erfasst werden k�onnen.118



Der KontingenzkoeÆzient ist wie folgt de�niert:K = s �2N + �2 �Knorm (8.7)Knorm ist ein Normierungsfaktor, der von der Anzahl der m�oglihen Auspr�agungender beiden nominalskalierten Gr�o�en abh�angt. Hat - wie im Falle der Kon�denzen -eine der beiden Gr�o�en nur zwei m�oglihe Auspr�agungen, gilt Knorm = 2.Die Gr�o�e �2 ist de�niert als�2 = kXi=1 lXj=1 (N(i; j)�N 0(i; j))2N 0(i; j) (8.8)wobei i und j die vershiedenen Auspr�agungen der nominalskalierten Gr�o�en nume-rieren, N(i; j) die beobahtete Zahl der i; j Wertepaare ist und N 0(i; j) der Erwar-tungswert von N(i; j) im Falle der statistishen Unabh�angigkeit der beiden Gr�o�envoneinander.Der KontingenzkoeÆzient K ist also zur Bewertung von Merkmalen besser ge-eignet als der KorrelationskoeÆzient r. Aufgrund des gro�en Bekanntheitsgrades deslinearen KorrelationskoeÆzienten wurden jedoh f�ur s�amtlihe untersuhten Merk-male beide KoeÆzienten berehnet und angegeben.Die Abwertung einer Kardinalskala - die im Falle der meisten Merkmale vorliegt- auf eine Nominalskala ist niht eindeutig und mu� in irgend einer sinnvollen Weisefestgelegt werden. F�ur die Experimente in dieser Arbeit wurde willk�urlih eine Ein-teilung der Kardinalskala in 25 Klassen de�niert. Dabei wurden die Klassengrenzenso gesetzt, dass die Daten �uber alle Klassen gleihverteilt waren.8.6 Untersuhte MerkmaleIn diesem Abshnitt wird eine Vielzahl von untershiedlihen Merkmalen zur Kon-�denzsh�atzung vorgestellt. Einige dieser Merkmale wurden in der Literatur bereitsvorgeshlagen; andere wurden im Rahmen dieser Experimente erstmals systematishuntersuht.Merkmale basierend auf den akustishen ModellenEs bietet sih an, die akustishen Modelle des Spraherkenners zur Sh�atzung derKon�denz heranzuziehen. Diese Modelle berehnen die Wahrsheinlihkeit der Beob-ahtung des akustishen Signals, gegeben ein Allophon:sore = � log(p(akust. SignaljAllophon)) (8.9)119



Je kleiner also der �uber die Dauer eines Wortes gemittelte durhshnittlihe 'so-re' ist, desto gr�o�er ist die Wahrsheinlihkeit der beobahteten akustishen Sequenzgegeben das hypothetisierte Wort. Im Umkehrshlu� bedeutet das eine gro�e Wahr-sheinlihkeit des hypothetisierten Worts.Allerdings ist der durhshnittlihe Sore niht robust. An Stellen, an denen zum Bei-spiel ein Hintergrundger�aush auftritt, passt keines der akustishen Modelle zu derAufnahme, und dort entsteht dann automatish eine shlehte Kon�denzbewertung.Um dies zu vermeiden, wird der durshnittlihe Sore des zu beurteilenden Wortes inVerh�altnis zu den akustishen Sores von alternativen Wortmodellen gesetzt. DiesesVerh�altnis (die sogenannte likelihood ratio wurde als - meist alleiniges - Merkmal inder Fr�uhzeit der Entwiklung von Vertrauensmessern nahezu ausshlie�lih verwendet(vgl. S. 116).Durh Umformung von 8.9 erh�alt man einen Ausdruk f�ur die gesuhte Wahr-sheinlihkeit p(Allophon):p(Allophon) = p(AjAllophon)p(A) � p(AjAllophon)Palle Allophone p(AjAllophon) (8.10)Unter Annahme der Unabh�angigkeit voneinander kann daraus durh Mittelung�uber alle Frames innerhalb des Zeitbereihes des Wortes die Wahrsheinlihkeit desganzen Wortes, gegeben die akustishen Modelle und die Aufnahme berehnet wer-den. Der Logarithmus dieser Wahrsheinlihkeit wurde als Merkmal 'NSore' (f�ur'normalisierte Sore') untersuht.NSore = Et(log(p(AjAllophon))� log( XalleAllophone p(AjAllophone))) (8.11)Um den Aufwand der Berehnung des Nennerterms in (8.10) zu reduzieren, kanndieser durh Verwendung z.B. eines freilaufenden Phonemerkenners [110℄ approxi-miert werden. Die a-priori-Wahrsheinlihkeit jedes Datenframes wird dann durhden akustishen Sore des lokal besten Phonems angen�ahert. Experimente ergabenjedoh einen um 10% shlehteren linearen KorrelationskoeÆzienten im Vergleih zurexakten Berehnung (8.11), so dass in dieser Untersuhung diese Approximation nihtangewendet wurde.Ein weiteres Merkmal entsteht durh Division der logarithmierten Sores, dashei�t durh Verh�altnisbildung zwishen dem Sore des Wortmodells und dem desalternativen Modells. Es wird mit NSoreQ bezeihnet und ist wie folgt de�niert:NSoreQ = Et( log(p(AjAllophone))log(PalleAllophone p(AjAllophone))) (8.12)Et(:) symbolisiert den Erwartungswert gemittelt �uber die Zeit.
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Signalabh�angige MerkmaleSignal-Raush-Verh�altnisEs ist anzunehmen, dass stark gest�orte (verraushte) Daten eine niedrigere Er-kennungsrate aufweisen als solhe ohne Hintergrundger�aushe. Das Signal-Raush-Verh�altnis liefert einen Me�wert f�ur den Grad der �Uberlagerung eines Signals derLeistung P (S) durh Raushen der Leistung P (N):SNR = 10 P (S)P (N)[dB℄ (8.13)Der Sh�atzwert f�ur die Raushleistung P (N) in (8.13) wird meist in den Sprehpausengesh�atzt. Kommen keine Sprehpausen vor, kann die SNR in der Praxis niht mehrzuverl�assig berehnet werden.Ein SNR von 0 dB bedeutet, dass das Signal und das Raushen dieselbe Leistungaufweisen. Eine negative SNR bedeutet, dass die Energie des Raushens diejenige desSignals �ubersteigt und zeigt eine stark gest�orte Aufnahme an. Klare, wenig gest�orteAufnahmen weisen eine SNR von mehr als 25 dB auf; selbst unter guten Aufnahme-bedingungen sind aber in einem normalen Raum mehr als 40-50 dB in der Regel nihtzu erreihen. Eine Faustregel besagt, dass die Worterkennungsrate bis zu einer SNRvon 20 dB kaum, bei kleineren Signal-Raushabst�anden dann aber drastish absinkt.Da die Leistung des Sprahsignals �uber die Dauer eines Wortes niht zeitlih kon-stant ist, ist die SNR in Gl. 8.13 eine Funktion der Zeit. Um aus dieser zeitkontinuier-lihen Funktion ein einzelnes, skalares Merkmal zu gewinnen, kann der Mittelwert derSNR �uber die Dauer des Wortes berehnet werden, aber auh beispielsweise dasMini-mum oder das Maximum. Untersuhungen ergaben, dass das (frameweise berehnete)Maximum des Signal-Raushabstandes am st�arksten mit der Fehlerrate korreliert.Dieses Maximum wurde daher als Merkmal mit in die Analyse aufgenommen.SNR = maxt (10 P (S)P (N)) (8.14)Akustishe EntropieDie akustishen Modelle erlaubendie Berehnung einer a-posteriori-Wahrsheinlihkeit f�ur jedes Allophon. F�ur jedesDatenframe einer Eingabe k�onnen diese Wahrsheinlihkeiten berehnet und als dis-krete Wahrsheinlihkeitsverteilung aufgefasst werden. Die Gestalt dieser Verteilungerlaubt R�ukshl�usse auf die Klassi�kationsleistung der Modelle. �Ahnelt die Vertei-lung beispielsweise der Gleihverteilung, dann sind die Modelle niht in der Lage,der Eingabe ein Allophon eindeutig zuzuordnen. Ein Zeitbereih, bei dem alle (oderdie meisten) Datenframes eine solhe Gleihverteilung aufweisen, hat vermutlih einegeringere Chane, dass das darin enthaltene gesprohene Wort korrekt klassi�ziert121



wird, weil die akustishen Modelle keine klare Entsheidung zulassen.Ein Ma�, das die �Ahnlihkeit einer Verteilung mit einer Gleihverteilung misst, istdie Entropie. Daraus l�a�t sih das Merkmal akustishe Entropie ableiten:AEntropy = Et( Xalle Allophone a pa log(pa)) (8.15)mit pa = p(ObservationjAllophon a) (8.16)wobei die akustishen Emissionswahrsheinlihkeiten pa f�ur die Allophone normiertsind: Xalle Allophone a pa = 1 (8.17)Sprahmodellbasierte MerkmaleBei der Sh�atzung der Wahrsheinlihkeiten f�ur statistishe Trigramm-Sprahmodellem�ussen Terme der Form p(Wort3jWort1;Wort2) (8.18)gesh�atzt werden. Bei (mindestens) 500.000 vershiedenen W�ortern im Deutshenm�usste ein Text, der jedes dieser Ereignisse im Mittel auh nur einmal gesehen h�atte,bereits 5000003 = 1; 25 � 1017 Worte lang sein. In der Praxis sind die verf�ugbarenTexte jedoh kleiner als 109 Worte (mehr zu statistishen Sprahmodellen siehe Seite27 �.).Daraus folgt, dass eine auf gesehenen Daten beruhende Sh�atzung der Trigramm-wahrsheinlihkeiten nur f�ur einen Bruhteil der Trigramme m�oglih ist. Das Niht-vorhandensein eines Trigramms beinhaltet jedoh, wenn die zugrundeliegende Text-menge relativ gro� ist, die Information, dass das entsprehende Worttripel niht sehrgebr�auhlih ist. Dasselbe gilt in noh st�arkerem Ma�e f�ur niht beobahtete Bigram-me, also Wortpaare. Tauht ein solhes, niht beobahtetes Bigramm oder Trigrammin der Hypothese des Spraherkenners auf, dann liegt entweder ein ungebr�auhlihesKonstrukt vor, oder es handelt sih um einen Erkennerfehler. In Anlehnung an [65℄l�a�t sih hieraus ein tern�ares Merkmal LM-NGram wie folgt de�nieren:LM-Ngram = 8><>: 0 : Trigramm im Trainingstext enthalten1 : Bigramm, jedoh niht Trigramm im Trainingstext enthalten2 : Bigramm im Trainingstext niht enthalten (8.19)
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Wortabh�angige MerkmaleWortl�angeEinige Merkmale lassen sih ohne vorheriges Wissen allein aus der Wortidentit�at ab-leiten. So ist beispielsweise bekannt, dass kurze Worte h�au�ger falsh erkannt werdenals lange. Der Grund daf�ur ist, dass bei kurzen W�ortern in der Regel nur wenige Da-tenpunkte zur Klassi�kation zur Verf�ugung stehen. Als Indikator f�ur die L�ange einesWortes kann die Anzahl Np seiner Phoneme herangezogen werden. Vorexperimenteergaben, da� log(Np) st�arker mit der Fehlerrate korreliert ist als Np selbst. Daherwurde das Merkmal LogNPhones wie folgt de�niert:LogNPhones = log(Anzahl Phoneme des Wortes) (8.20)AussprahevarianteEin weiteres n�utzlihes Merkmal ist die Tatsahe, ob es sih bei dem gefundenenWort um die kanonishe Variante oder eine - m�ogliherweise exotishe - Aussprahe-variante handelt. Eine Abweihung der gefundenen Aussprahe von der gew�ohnlihenAussprahe kann ein Hinweis auf einen Erkennungsfehler sein. Daraus leitet sih dasbin�are Merkmal PronVar ab:PronV ar = ( 0 : kanonishe Aussprahe1 : Aussprahevariante (8.21)Andere, niht suhraumbasierte MerkmaleAnzahl Vorkommen im TrainingskorpusIn [65℄ wurde eine negative Korrelation zwishen der Anzahl der Vorkommen einesWortes in den akustishen Trainingsdaten und der Wahrsheinlihkeit der Fehlerken-nung festgestellt. Das Merkmal LogAnzImTraining wird wie folgt de�niert:LogAnzImTraining = log(Anzahl Vorkommen des Wortes im Trainingsmaterial)(8.22)Ger�aush als NahbarIm Fall von spontaner Sprahe kann ein Spraherkenner an Stelle eines Wortes auhein Ger�aush detektieren. Dabei kann es sih um eine H�asitation (�Ahm und �ahnliheArtefakte), um ein Atemger�aush, ein Shmatzen, Husten oder �Ahnlihes handeln. Esist anzunehmen, dass das Vorhandensein von solhen Ereignissen einen Einuss aufdie Erkennungsgenauigkeit der benahbarten Wort hat. Um diesen E�ekt zu quanti-�zieren, wurde das Merkmal NDisuent untersuht. Es ist als die Anzahl der an dasbetrahtete Wort angrenzenden gefundenen Ger�aushe de�niert.123



SprehgeshwindigkeitDas Merkmal LogNPhones misst die L�ange des Wortes in Phonemen. Ein Wort miteiner gegebenen Anzahl von Phonemen kann aber mit untershiedliher Sprehge-shwindigkeit ausgesprohen werden. Bei shneller Sprehweise wird einerseits dieArtikulationsgenauigkeit reduziert [45℄, und andererseits wird die Zahl der Einga-bevektoren, die zur Klassi�kation herangezogen werden k�onnen, verkleinert. BeideE�ekte sorgen f�ur eine Erh�ohung der Wortfehlerrate bei steigender Sprehgeshwin-digkeit. Es wurden insgesamt drei Merkmale untersuht, die diesen E�ekt auszunutzenversuhen: SprehGeshWPBQ, Duration, und AnzFrames.SprehGeshWPBQ = tats�ahlihe L�ange des Wortes in mseerwartete L�ange des Wortes in mse (8.23)Die erwartete L�ange eines Wortes wird dabei aus der Summe der mittleren L�angeseiner Phoneme berehnet. Die mittleren Phoneml�angen wurden auf dem Trainingssetdurh Berehnung der Zeitzuordnung gesh�atzt.Duration ist einfah als das Inverse der Sprehgeshwindigkeit de�niert:Duration = 1SprehGeshWPBQ (8.24)Das Merkmal NFrames mi�t die Dauer des hypothetisierten Wortes in 10-Millisekunden-Inkrementen und ist damit sowohl von der Sprehgeshwindigkeit alsauh von der Wortl�ange abh�angig:AnzFrames = L�ange des Wortes in 10-mse-Frames (8.25)Suhraumbasierte MerkmaleAnzahl der Kanten im WorthypothesengraphDie Aufgabe der Suhe in einem Spraherkenner ist es, aus der ausserordentlihgro�en Zahl an theoretish m�oglihenWortkombinationen diejenige mit der gr�o�ten a-posteriori-Wahrsheinlihkeit p(W1::WnjSprahsignal) zu �nden. Das zeitsynhroneSuhverfahren, das hierbei eingesetzt wird, verfolgt eine Vielzahl von konkurrieren-den Hypothesen gleihzeitig und entsheidet sih erst am Ende der �Au�erung f�ur diewahrsheinlihste Wortfolge. Um den Rehenzeitaufwand klein zu halten, werden Me-thoden der Beshneidung des Suhraumes ('Pruning') eingesetzt. Die gebr�auhlihsteStrategie hierzu ist, alle Teilhypothesen, deren Wahrsheinlihkeit um eine vorhereingestellte Pruningshranke kleiner ist als die Wahrsheinlihkeit der lokal bestenTeilhypothese, zu eliminieren.Am Ende der Suhe steht mithin eine gro�e Zahl von m�oglihen Hypothesen zurVerf�ugung, wobei die Zahl dieser Hypothesen durh die Beshneidung des Suhraums124



um viele Gr�o�enordnungen unter der Zahl der theoretish m�oglihen Wortkombina-tionen liegt. Es ist nun zwekm�a�ig, diesen reduzierten Suhraum in kompakter Formals Ausgabe des Suhprozesses anzusehen. Die Darstellung des Suhraums kann da-bei sehr eÆzient in Form eines Graphen erfolgen, dessen Knoten mit Zeitpunktenidenti�ziert werden, und dessen Kanten mit den hypothetisierten W�ortern markiertsind. Der Nahteil liegt darin, dass die beste Hypothese durh eine weitere Suhedurh den Graphen bestimmt werden mu�. Dem stehen aber so viele Vorteile ge-gen�uber, dass die meisten neueren Spraherkennungssysteme Wortgraphen als ihreStandard-Ausgabeform w�ahlen.Einer der wihtigsten Vorteile ist es, dass der Suhraum, verglihen mit dem desurspr�unglihen Problems, drastish reduziert ist. Dadurh k�onnen zur Suhe im Wor-thypothesengraphen Verfahren eingesetzt werden, die im ersten Suhdurhlauf zuaufwendig sind. Solhe Verfahren k�onnen z.B. interpolierte Sprahmodelle, Sprah-modelle mit gr�o�erer Reihweite als Trigramme, oder auh aufwendig zu berehnendeakustishe Modelle sein.Durh einen Kunstgri� kann die Vielzahl der Hypothesen, die in einem Wor-thypothesengraphen implizit kodiert sind, weiter gesteigert werden. Vershmilzt manKnoten, die zu vershiedenen Hypothesen geh�oren, jedoh zuf�allig auf denselben Zeit-punkt fallen, miteinander, so entstehen durh diese Vershmelzung neue Hypothesen,die vorher niht im Graphen enthalten waren. Abb. 8.4 illustriert das Verfahren. Indiesem Fall enth�alt der Wortgraph, der durh Vershmelzung von zwei Hypothesenentstand, aht Hypothesen. Die zus�atzlihen Hypothesen entstehen durh die Ver-shmelzung der ersten beiden zeitgleihen Wort�uberg�ange in jeweils einen gemeinsa-men Knoten.Bedingt durh die Strategie der Beshneidung des Suhraums, ist die Anzahl derkonkurrierenden Worte, und damit von Kanten im Graphen, abh�angig von der �Ahn-lihkeit der Bewertung der Teilhypothesen bis zu diesen Zeitpunkt. Liefern die akusti-shen und Sprahmodelle keine starke Diskriminanz, ist die Zahl der konkurrierendenW�orter gro�. Wird im anderen Extremfall ein Wort A lokal deutlih besser bewertetals alle konkurrierenden W�orter, werden diese aus dem Suhraum entfernt, und derentsprehende Zeitbereih wird im Worthypothesengraphen nur noh durh eine ein-zige Kante - markiert mit dem Wort A - �uberspannt. Die Zahl der Kanten, die einenZeitbereih �uberspannen, ist also eine Kennzahl f�ur das Ma� an Verwehselbarkeitder lokalen Hypothesen untereinander, und damit indirekt auh f�ur die Wahrshein-lihkeit einer Fehlerkennung.Die Zahl der Kanten imWorthypothesengraphen, die den Zeitbereih eines Wortes�uberspannen, l�asst sih auf mehrere Arten de�nieren. In dieser Arbeit wurden diefolgenden sehs Berehnungsvorshriften untersuht:N(ta + 1) = Anzahl Kanten bei t = 1 Frame nah Wortanfang (8.26)N(ta � 1) = Anzahl Kanten bei t = 1 Frame vor Wortanfang (8.27)125



und nur

nun

der Wetterbericht

und

Hund

nur

nun

der Wetterbericht

Bericht
deren

t=0

Zeit

Hund deren Bericht

Abbildung 8.4: Aufbau eines Wortgraphen aus zwei HypothesenN(te � 1) = Anzahl Kanten bei t = 1 Frame vor Wortende (8.28)N(te + 1) = Anzahl Kanten bei t = 1 Frame nah Wortende (8.29)E(logN) = 1Anz:Frames Xt2Zeitbereih des Wortes log(Anzahl Kanten(t)) (8.30)logE(N) = log( 1Anz:Frames Xt2Zeitbereih des WortesAnzahl Kanten(t)) (8.31)Anzahl aktiver Hypothesen w�ahrend der SuheW�ahrend der eigentlihen Suhe, also der erstmaligen Einshr�ankung des Suhraumes,l�asst sih die Zahl der aktiven Wortenden zu jedem Zeitpunkt leiht ermitteln.
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Der Logarithmus dieser Anzahl, gemessen am Anfang und am Ende des betrah-teten Wortes (jeweils gemittelt �uber 3 Frames), wurde unter den BezeihnungenLogAWEbeg-3 und LogAWE-End in den untersuhten Merkmalssatz aufgenommen.Akustishe Stabilit�atFinke und Zeppenfeld [52℄ shlugen 1996 ein Verfahren zur Kon�denzberehnungvor, das sie als akustishe Stabilit�at oder AStabil bezeihneten. Das Verfahren gehtvom Worthypothesengraphen aus. Dabei werden aus dem Graphen mehrere (in derGr�o�enordnung N = 10 bis 100) Hypothesen extrahiert, indem dem statistishenSprahmodell jeweils ein untershiedlihes Gewiht verliehen wird und danah diewahrsheinlihste Hypothese f�ur dieses Sprahmodellgewiht aus dem Worthypothe-sengraphen gesuht wird. Die Sprahmodellgewihte variieren dabei um das - aufder Kreuzvalidierungsstihprobe bestimmte - optimale Sprahmodellgewiht. Die NHypothesen werden einzeln mit dynamisher Programmierung mit der besten Wort-folge (also der bei optimalem Sprahmodellgewiht aus dem Worthypothesengraphenextrahierten) verglihen. F�ur jedes Wort Wi(i = 1; 2; :::;M) der zu beurteilenden Hy-pothese wird gez�ahlt, in wievielen der N Hypothesen es enthalten ist - minimal inkeiner einzigen davon, h�ohstens in allen N . Diese Ma�zahl wird durh Division durhN auf den Bereih 0::1 normiert und stellt das Merkmal akustishe Stabilit�at dar.Die akustishe Stabilit�at ist bemerkenswert gut mit der Fehlerwahrsheinlihkeitkorreliert. Der Grund daf�ur ist, dass in die Bewertung beide Wissensquellen des Spra-herkenners, die akustishen Modelle und das Sprahmodell, eingehen. Nahteilig istder relativ gro�e Berehnungsaufwand, wenn N gro� gew�ahlt wird.8.7 Das Merkmal gammaIm Rahmen dieser Arbeit wurde ein Verfahren zur Kon�denzberehnung erarbeitet,das auf dem Worthypothesengraphen basiert.Die Grundidee dabei ist, die akustishen und die Sprahmodell-Bewertungen desWorthypothesengraphen in Wahrsheinlihkeiten umzurehnen und die Gesamtwahr-sheinlihkeit des Worthypothesengraphen auf 1 zu normieren. Das impliziert dieAnnahme, dass der Worthypothesengraph s�amtlihe m�oglihen Hypothesen enth�alt -nur dann ist diese Normierungsbedingung per De�nition erf�ullt:Xalle Wortfolgen H p(HjO) = 1 (8.32)Ein Worthypothesengraph endliher Gr�o�e enth�alt nat�urlih niht alle m�oglihenS�atze, die in einer Sprahe gebildet werden k�onnen. Die auf die fehlenden Wortfolgenentfallende Wahrsheinlihkeitsmasse fehlt damit in Gl. (8.32). Betrahtet man die127



Menge H aller m�oglihen Wortfolgen, tr�agt jede einzelne davon zur Summe (8.32)bei.Bei ad�aquater Modellierung ist die Wahrsheinlihkeit einer beliebigen Wortfolge,die dem tats�ahlih Gesagten wenig �ahnelt, allerdings ausserordentlih klein. DerFehler, der durh Weglassen dieser Wortfolge in der Summe in Gl. 8.32 gemahtwird, ist dann vernahl�assigbar.Nimmt man an, dass der durh die endlihe Graphengr�o�e verursahte Fehlertats�ahlih klein ist, d.h. dass die Gesamtwahrsheinlihkeit aller Hypothesen imWor-thypothesengraphen zusammengenommen (nahezu) 1 ist, l�asst sih die Wahrshein-lihkeit f�ur jedes einzelne Wort im Graphen mit dem forward-bakward Algorithmus[124℄ berehnen. Dazu wird der Worthypothesengraph in ein HMM umgewandelt. DenZust�anden des HMM entsprehen die Worte. Sequenzen von Zust�anden entsprehenFolgen von W�ortern. Die �Ubergangswahrsheinlihkeiten von einem Zustand zumn�ahsten, und damit von einem Wort zum n�ahsten, werden durh das statistisheSprahmodell gegeben. Die Emissionswahrsheinlihkeiten des HMM entsprehen denakustishen Bewertungen. Im folgenden Beispiel wird dieser Prozess an einem einfa-hen Worthypothesengraphen detailliert erl�autert.Der Worthypothesengraph in Bild 8.5 sei die Ausgabe des Spraherkenners.
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einen Zustand des HMMs verwandelt. Die zugeh�orige Observationswahrsheinlih-keit p(OjW ) des HMM-Zustandes wird durh Exponentiation des 'sore' des Erken-ners berehnet. Nah der Emission der Observablen (also des Sprahsignals bis zumn�ahsten Wort) geht das HMM in den n�ahsten Zustand �uber.Im Falle des ersten Wortes ('nah') gibt es zwei m�oglihe Nahfolger ('Berlin' und'Stettin'). Die �Ubergangswahrsheinlihkeiten f�ur den �Ubergang von einem Wort inein anderes werden vom statistishen Sprahmodell geliefert. Die Wahrsheinlihkeit,nah 'nah' das Wort 'Stettin' zu sehen, ist 40%. Analog wird mit allen anderenWort�uberg�angen verfahren. Das vollst�andig umgewandelte HMM des Wortgraphen(8.5) sieht damit wie in Bild 8.6 dargestellt aus (die Wahrsheinlihkeiten an denHMM-Zust�anden entstehen durh delogarithmieren der Sores in Abb. 8.5).
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Abbildung 8.6: HMM, aus Worthypothesengraph erstelltAus dem entstandenen HMM kann nun die a-posteriori-Wahrsheinlihkeit f�urjedes Wort darin berehnet werden. Dies geshieht durh den Einsatz des forward-bakward-Algorithmus, der im Folgenden exemplarish dargestellt wird. Der forward-bakward-Algorithmus besteht aus einer Anwendung des Forward-Algorithmus,einer Anwendung des Bakward-Algorithmus und einer anshlie�enden Verreh-nung der Zwishenresultate dieser beiden Algorithmen. Eine genaue Erl�auterung desforward-bakward Algorithmus und der verwendeten Bezeihnungen �ndet sih aufSeite 41.Der Forward-Algorithmus hat das Ziel, zu jedem Zeitpunkt - gegeben die Observati-on - die Wahrsheinlihkeit zu berehnen, dass das HMM einen bestimmten Zustanderreiht. Diese Wahrsheinlihkeiten werden forward-Variablen oder alphas genannt.Die Wahrsheinlihkeit des ersten (initialen) Zustands wird dabei mit 1.0 initialisiert:Jede m�oglihe Wortfolge, also jede m�oglihe Zustandsfolge, beginnt mit dem Null-zustand am Anfang. Nah der Initialisierung wird die Wahrsheinlihkeit der m�ogli-hen Folgezust�ande entsprehend der Vorshrift in (4.28) berehnet. Dabei werdendie Wahrsheinlihkeiten der Zustands�uberg�ange (die aik) durh die Sprahmodell-Wahrsheinlihkeiten gegeben. Die vollst�andig gef�ullte Matrix der alphas ist in Bild8.7 dargestellt.
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Abbildung 8.7: Berehnung der AlphasDer Bakward-Algorithmus hat zum Ziel, zu jedem Zeitpunkt - gegeben die Ob-servation ab diesem Zeitpunkt - die Wahrsheinlihkeit zu berehnen, dass das HMMin einem bestimmten Zustand ist. Analog zum forward-Algorithmus wird der Endzu-stand mit der Wahrsheinlihkeit 1.0 initialisiert. Danah wird der Graph von hintennah vorne analog zum Forward-Algorithmus durhlaufen. Das Endergebnis zeigt Bild8.8.
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Abbildung 8.8: Berehnung der BetasWie in Gleihung 4.35 auf Seite 43 verlangt, ist �0 gleih �T (gleih 5; 4 � 10�7).Die �i geben die Wahrsheinlihkeit an, sih im Zustand i zu be�nden, gegeben dieObservationen bis dorthin, w�ahrend die �i die Wahrsheinlihkeit angeben, sih imZustand i zu be�nden, gegeben die Observationen ab diesem Moment. Multipliziertman die �i mit den �i, ergibt sih die Wahrsheinlihkeit, in diesem Zustand zu sein,gegeben die gesamte Observation; teilt man diesen Wert durh die Wahrsheinlihkeitder Observation p(Oj�), ergibt sih die Wahrsheinlihkeit des Zustandes zu diesemZeitpunkt. Dies entspriht der De�nition der i auf Seite 43. Bild 8.9 zeigt das HMMmit den i von jedem Zustand.Die Wahrsheinlihkeit f�ur das Wort 'bitte' betr�agt nah dieser Berehnung 1,0.Gegeben die Modellierung des Spraherkenners, ist also an dieser Stelle der Obser-vation das Wort 'bitte' mit 100%iger Wahrsheinlihkeit gesprohen worden. Dies
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0,445Abbildung 8.9: Berehnung der Gammasentspriht auh der Intuition, weil beide m�oglihen Hypothesen an dieser Stelle �uber-einstimmen.W�are die Modellierung im Spraherkenner perfekt, dann w�aren die auf diese Artberehneten i direkte Indikatoren f�ur die Wahrsheinlihkeit, an der jeweiligen Stelleim Eingangssignal das Wort i zu beobahten. Die Modelle des Erkenners sind jedohniemals perfekt, so dass die so errehneten Wahrsheinlihkeiten mehr oder wenigervon den tats�ahlihen Wahrsheinlihkeiten abweihen. Wie bereits oben erw�ahnt,ergibt sih durh die Beshneidung des Suhraums w�ahrend der Suhe (das Pruning)eine weitere Fehlerquelle. Nah der Beshneidung des Suhraumes wurde z.B. dieHypothese 'Berlin Berlin bitte' niht mehr in den Ausgabegraphen �ubernommen,weil der entsprehende Pfad im Suhprozess eliminiert wurde. Die Hypothese 'BerlinBerlin bitte' hat zwar eine sehr viel kleinere Wahrsheinlihkeit als die beiden imGraphen verbleibenden Hypothesen; allerdings ist ihre Wahrsheinlihkeit gr�o�er alsNull, so dass durh die Beshneidung des Suhraumes ein Fehler verursaht wird.Wie die Experimente auf Seite 138 zeigen, ist der Einuss dieses Fehlers jedoh beigeeigneter Wahl der Pruning-Shranken klein.ExperimenteAlle Experimente in diesem Abshnitt wurden mit dem Erkenner 'I39' und einerTeststihprobe von 4 Sendungen 'tagesshau' (30.3.97, 13.4.97, 28.5.97 und 30.6.97)durhgef�uhrt. Keinerlei Ma�nahmen zur Beshleunigung des Erkenners wurden ein-gesetzt. Die Ergebnisse werden jeweils als NCREP (siehe Seite 113) und Kon�denz-fehlerrate CER angegeben (die Kon�denzfehlerrate ist de�niert als eins minus Kon-�denzakkuratheit CA (siehe Seite 112)). Das Baseline-Ergebnis mit dem Erkennerohne Kon�denzma� ist in Tabelle 8.1 dargestellt. Die Wortkorrektrate (siehe Seite46) liegt bei diesem Erkenner bei 76,9%. A-priori wird daher jedes Wort als 'kor-rekt' markiert. Dabei werden 23,1% (100% minus 76,9%) der Worte falsh markiert.Die Entropie eines Zufallsprozesses, der zwei Zeihen mit einer Wahrsheinlihkeitvon 0,231 und 0,769 ausgibt, liegt bei 0,54 bit. Diese Zahl wird zur Berehnung der
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normalisierten Kreuzentropie (Seite 113) ben�otigt.CER Entropie H023.1% 0.54Tabelle 8.1: Ergebnisse des Erkenners ohne Kon�denzma�eIn s�amtlihen im Folgenden beshriebenen Experimenten wurde das Merkmalgamma auf den kompletten Ausgabegraphen des Erkenners berehnet. F�ur die Worteder besten Hypothese wurden die gamma-Werte extrahiert und jedes Wort mit seinemgamma-Wert kon�denzannotiert. Kon�denzwerte �uber 0,5 wurden als Entsheidung'dieses Wort wurde rihtig erkannt' gewertet, w�ahrend Kon�denzwerte unter 0,5 alsEntsheidung 'dieses Wort wurde fehlerhaft erkannt' interpretiert wurden. Mit Hilfeder - manuell erstellten - Referenz wurden dann die Entsheidungen bewertet unddie Ma�e Kon�denzakkuratheit CA (bzw. die Kon�denzfehlerrate CER = 1-CA) undNCREP berehnet.SkalierungBerehnet man mit dem beshriebenen Verfahren die Werte f�ur gamma in denAusgabe-Worthypothesengraphen, ergeben sih die folgenden Leistungskennzahlenf�ur das Merkmal gamma: Merkmal CER Entropie H0keines 23.1% 0.54gamma 30.5% -0.74Tabelle 8.2: Gamma ohne SkalierungDie Performanz des Merkmals ist sehr shleht. Der Grund hierf�ur liegt darin,dass die akustishen 'Sores' des Erkenners niht ohne weiteres als logarithmierteWahrsheinlihkeiten zu interpretieren sind, sondern zus�atzlih eine Skalierung imlogarithmishen Bereih aufweisen. Im Forward-Algorithmus werden die Sores jedohmit den Sprahmodellwahrsheinlihkeiten multipliziert und dann zusammenaddiert,um die Wahrsheinlihkeit zu berehnen, da� ein gegebener Knoten erreiht wird.Diese Addition ist aber nur dann m�oglih, wenn es sih bei den zu addierenden Wertentats�ahlih um unskalierte Wahrsheinlihkeiten handelt.Auh w�ahrend der eigentlihen Erkennung mu� die Skalierung der akustishenSores ber�uksihtigt werden, damit die Sprahmodellwahrsheinlihkeiten und dieakustishen Wahrsheinlihkeiten rihtig miteinander verrehnet werden k�onnen.Hierzu wird in aller Regel ein Sprahmodellgewiht eingef�uhrt, mit dem die (logarith-mierten) Sprahmodellwahrsheinlihkeiten multipliziert werden. Dieses Sprahmo-dellgewiht wird �ubliherweise auf einer Kreuzvalidierungsstihprobe ermittelt. F�ur
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das Sprahmodell des View4You-Erkenners ergab sih ein optimaler Wert von 24.Anstatt das Sprahmodell mit 24 zu multiplizieren, k�onnen die akustishen Soresauh mit 124 = 0; 042 multipliziert werden.Tabelle 8.3 fasst die Ergebnisse mit untershiedlihen Skalierungen der akustishenSores zusammen. Skalierungsfaktor CER NCREPbaseline 23,1% 00,01 27,3% -0,010,015 22,6% 0,090,02 19,6% 0,150,025 17,7% 0,1750,03 17,3% 0,1740,04 18,2% 0,1370,05 19,5% 0.083Tabelle 8.3: Einuss des SkalierungsfaktorsZusammenfassend kann festgestellt werden, dass die rihtige Skalierung der aku-stishen Sores f�ur das Funktionieren des Merkmals gamma entsheidend ist.Konkurrierende KantenBei dem Worthypothesengraphen, der in Bild 8.10 dargestellt ist, konkurrieren imletzten Zeitsegment zwei Kanten 'bitte' miteinander. Diese beiden k�onnen niht ver-shmolzen werden, da der Anfangszeitpunkt untershiedlih ist.
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Abbildung 8.10: Worthypothesengraph mit �uberlappenden KantenBer�uksihtigt man die zweite 'bitte'-Kante bei der Berehnung der Wahrshein-lihkeit des Wortes 'bitte' als letztes Wort der Hypothese 'nah Berlin bitte' niht, so133



ergibt sih eine Wahrsheinlihkeit von weniger als 1.0, obwohl die mit dem �nalen'bitte' konkurrierende Hypothese auh 'bitte' lautet. Daher sollten die a-posteriori-Wahrsheinlihkeiten der 'bitte'-Kanten addiert werden. Mit der Addition ergibt sihals a-posteriori-Wahrsheinlihkeit f�ur 'bitte' wieder das erw�unshte Ergebnis 1,0.Dabei entsteht allerdings das Problem der Addition von nur teilweise �uberlappen-den Kanten. Sollte beispielsweise im Falle des Graphen in Bild 8.11 die Wahrshein-lihkeit der unteren 'bitte'-Kante zu der der oberen hinzuaddiert werden, obwohl diebeiden nur in einem kleinen Bereih �uberlappen?
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Abbildung 8.11: Worthypothesengraph mit �uberlappenden KantenZur experimentellen Kl�arung dieser Frage wurden mehrere Experimente durh-gef�uhrt. Dabei wurden ein konkurrierendes Wort genau dann addiert, wenn� es in einem Zeitbereih von�ta Frames amWortanfang des betrahteten Wortesan�ng, und� es in einem Zeitbereih von �te Frames am Wortende des betrahteten Wortesaufh�ort.Ein negativer Zeitbereih bedeutet dabei, dass der Zeitpunkt des Anfangs bzw.Endes des konkurrierenden Wortes niht beahtet wurde.Eine andere untersuhte M�oglihkeit ist die des Shwerpunkts. Als Shwerpunktwird derjenige Zeitpunkt aufgefasst, der genau in der Mitte des betrahteten Wortesliegt. Wird beispielsweise das Wort 'bitte' von der Suhe im Zeitbereih 4; 0s < t <6; 0s gefunden, liegt der Shwerpunkt bei t = 5; 0s. Andere Wortkanten werden dannals konkurrierend aufgefasst, wenn sie den Zeitpunkt des Shwerpunktes �uberspannen,d.h. wenn sie zum Zeitpunkt t = 5; 0s aktiv sind.Die Ergebnisse - jeweils mit einem Skalierungsfaktor von 0,025 berehnet - sindin Tabelle 8.4 zusammengefasst. Man erkennt, dass vor allem die normalisierte Kreu-
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zentropie NCREP durh das Addieren paralleler Kanten mit gleiher Wortidentit�atstark ansteigt.Die niedrigste Kon�denzfehlerrate ergibt sih bei Anwendung der Shwerpunkt-methode; die beste NCREP bei einer ta = tb = 30ms.ta te CER NCREP0 0 18.0% 0.233-1 0 17,9% 0,2410 -1 16,4% 0,2521 1 17.2% 0,2553 3 16,5% 0,2676 6 16,5% 0,2653 -1 16,4% 0,260-1 -1 17,2% 0,154Shwerpunkt - 16,3% 0,261Tabelle 8.4: Ergebnisse mit untershiedliher Berehnung paralleler KantenEinuss des PruningsUm den Einuss der endlihen Gr�o�e der Worthypothesengraphen auf die Qualit�atdes Merkmals gamma zu evaluieren, k�onnen Ergebnisse auf vershieden gro�en Gra-phen ermittelt und diese Ergebnisse dann ggf. extrapoliert werden. Zu diesem Zwekewerden zun�ahst m�oglihst gro�eWorthypothesengraphen erzeugt. Diese werden dannsukzessive verkleinert, und auf jeder entstehenden Graphengr�o�e wird das Merkmalgamma evaluiert. Die Verkleinerung der Graphen geshieht dabei auf folgende Weise.Zun�ahst wird der beste Pfad durh den Graphen gesuht und dessen a-posteriori-Wahrsheinlihkeit ('Sore') berehnet. Danah wird f�ur jedes Wort im Graphen derbeste Pfad berehnet, der dieses Wort enth�alt. Die a-posteriori-Wahrsheinlihkeitdieses Pfades wird berehnet und mit dem Sore des besten Pfades durh den gesam-ten Graphen verglihen. Liegt der Pfadsore um mehr als eine vorde�nierte Pruning-Shwelle shlehter als der beste Sore des global besten Pfades, so wird das entspre-hende Wort gel�osht. Diese L�oshung zieht in der Regel o�ene Enden im Graphennah sih, weswegen in einem weiteren Shritt alle Knoten und Kanten getilgt werden,die auf keinem Pfad vom Anfang zum Ende liegen. Bei diesem Verfahren ist es durhWahl der Pruning-Shwelle m�oglih, Wortgraphen kontinuierlih kleiner zu mahen,ohne die beste Hypothese durh den Graphen dadurh zu �andern.Als Ma� f�ur die Dihte eines Worthypothesengraphen sind mehrere Merkmaledenkbar. In dieser Arbeit wird als Worthypothesengraphdihte der Quotient aus derAnzahl der untershiedlihen Worte im Graphen und der Anzahl der Worte in der Re-ferenz verstanden. Ein Worthypothesengraph mit 50 Wortknoten, der die Hypothesef�ur einen 10 Worte langen Satz zusammenfasst, h�atte also eine Dihte von 5.135



Bild 8.12 und Bild 8.13 zeigen die Kon�denzakkuratheit und das Ma� NCREP�uber der Graphendihte. Die zugrunde liegenden Daten sind auh in Tabelle 8.5 zu-sammengefasst.
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Abbildung 8.12: Kon�denzakkuratheit �uber Worthypothesengraph-DihteDie Kon�denzakkuratheit ohne Verwendung eines Kon�denzma�es betr�agt f�urdieses Testset 76,9%.Man stellt fest, dass sowohl Kon�denzakkuratheit als auh NCREP ab einer Gra-phendihte von etwa 15 W�ortern pro Referenzwort niht mehr ansteigen. Daraus kanngeshlossen werden, dass die N�aherung (8.32), die der Verwendung des Merkmals gam-ma zugrundeliegt, oberhalb dieser Graphendihte sehr gut erf�ullt ist. Au��allig ist derAbfall der NCREP bei kleinen Graphendihten bis in den negativen Bereih. Dies istdadurh zu erkl�aren, dass bei abnehmender Graphendihte immer mehr Kanten kei-ne parallel laufenden, konkurrierenden Kanten mehr aufweisen. Allen diesen Kantenmu� das Kon�denzma� den Wert 1.0, bzw. den oberen Grenzwert, der in diesem Ex-periment auf 0.95 gesetzt wurde, zuweisen. Jeder Fehler in dieser Zuweisung bewirkteine starke Reduktion der Kreuzentropie, so dass ihr Gesamtwert negativ wird.Arbeiten anderer GruppenDas hier vorgeshlagene Kon�denzma� wurde vom Autor erstmals 1997 [26℄ vorge-stellt. Es wurde danah auh von anderen Forshungsgruppen eingesetzt ([20℄, [9℄).Wendemuth und Kollegen versuhten in [9℄, die Performanz eines Kon�denztaggersdurh Kombination mehrerer Eingangsmerkmale zu verbessern. Ihre Analyse ergab,136
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Abbildung 8.13: Relative Kreuzentropie �uber Worthypothesengraph-Dihtedass die Kombination anderer Wissensquellen mit gamma nur noh eine geringe Stei-gerung der Kon�denzakkuratheit bewirkte.
[..℄ the best single large voabulary on�dene measure [..℄ is already very eÆientsine it uses the word history, a further improvement is therefore more diÆult.8.8 ExperimenteDie im vorhergehenden Abshnitt beshriebenen potentiellen Merkmale wurden aufihre Wirksamkeit hin untersuht. Dazu wurde auf einer unabh�angigen Teststihprobevon 5940 W�ortern (39 Minuten Sprahe) ein Erkennerlauf durhgef�uhrt und jedesder Merkmale f�ur jedes Wort der Erkennerhypothesen berehnet. Mit Hilfe der Re-ferenz wurden die linearen KorrelationskoeÆzienten und die KontingenzkoeÆzientenjedes Merkmals mit der Fehlerrate berehnet. Die Ergebnisse sind in der Tabelle 8.6zusammengefasst.
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Graphendihte NCREP CA145 0.263 83.0133 0.264 83.0125 0.264 83.0124 0.264 83.0119 0.264 82.993 0.264 83.146 0.260 83.224.5 0.253 83.114 0.238 83.09.46 0.226 82.76 0.213 82.33.9 0.173 81.62.75 0.117 80.82.07 0.054 80.21.65 -0.035 79.31.37 -0.143 78.21.16 -0.223 77.31.02 -0.352 76.9Tabelle 8.5: Abh�angigkeit der Performanz von gamma von der Graphengr�o�e
Man erkennt, dass die wortgraphbasierten Merkmale die gr�o�te Korrelation zurFehlerwahrsheinlihkeit aufweisen, f�ur eine Klassi�kation also die n�utzlihsten sind.Das Merkmal mit der st�arksten Korrelation ist gamma.8.9 Untersuhte Klassi�katorenIn den vorangegangenen Abshnitten wurden Merkmale auf ihre Korrelation mit derWortfehlerrate und damit auf ihre Eignung f�ur den Aufbau eines Vertrauensmessersuntersuht. Im folgenden Abshnitt geht es um den tats�ahlihen Aufbau eines Ver-trauensmessers, also um die Kombination der Merkmalswerte in einem Klassi�kator(im Fall einer diskreten Ausgabe falsh/rihtig) bzw. einem Regressor.Eine besonders einfahe Art von Klassi�katoren sind die linearen Klassi�katoren.Sie erzielen dann optimale Ergebnisse, wenn die Klassen im Merkmalsraum linearseparierbar sind. Wie aber bereits in Bild 8.3 auf Seite 118 dargestellt wurde, ist dielineare Separierbarkeit niht f�ur alle Merkmale gegeben. Aus diesem Grund sollte einnihtlinearer Klassi�kator bessere Ergebnisse bei der Bestimmung der Wortkon�denzliefern k�onnen, als ein linearer.
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Im Rahmen dieser Arbeit wurden sowohl ein linearer, transformationsbasierterKlassi�kator als auh ein nihtlinearer Klassi�kator auf Basis eines neuronalen Netzesevaluiert. Die beiden Ans�atze werden im Folgenden beshrieben.Lineare Klassi�katorenEine einfahe, aber f�ur viele Anwendungen ausreihende Entsheidung zwishen zweiKlassen kann durh g(~x) = ~w~x (8.33)realisiert werden, auh linearer Klassi�kator oder Perzeptron genannt. Man entshei-det sih dabei f�ur Klasse !1, falls g(~x) < t gilt, sonst f�ur Klasse !2. Die Bestimmungdes Gewihtsvektors ~w bezeihnet man als Training des Perzeptrons. Ein Perzeptronl�asst sih beispielsweise durh ein neuronales Netz simulieren. Das Training eines sol-hen Netzes erfordert allerdings zahlreihe Iterationen, und das Ergebnis ist abh�angigvom Startwert. Daher wurde zur Bestimmung des Gewihtsvektors ein anderer Weggew�ahlt.Ausgangspunkt ist eine Menge von Trainingsbeispielen, bei denen die korrekteKlassenzugeh�origkeit (rihtig/falsh erkannt) bekannt ist. Die Trainingsmenge wird,entsprehend der Klassenzugeh�origkeit rihtig/falsh, in zwei Teilmengen aufgeteilt.Auf diesen beiden Klassen wird eine lineare Diskriminanzanalyse (LDA, siehe Seite33) berehnet. Diese transformiert den Eingangsvektor ~x linear in einen Zielmerkmals-raum Y: ~y = A~x so, dass bei gleihbleibender Gesamtkovarianz die Klassenkovarianzminimiert wird. Ergebnis der LDA ist die Transformationsmatrix A, die im Fall einesZweiklassenproblems nur den Rang 1 hat. Die erste Zeile von A stellt gerade dengesuhten Vektor ~w dar.In einem zweiten Shritt wird (8.33) auf alle Werte der Trainingsstihprobe ange-wendet und diejenige Grenze t bestimmt, bei der die resultierende Fehlerrate mini-miert wird.Neuronale NetzeMehrshihtige neuronale Netze, sogenannte multilayer pereptrons, sind die heutegebr�auhlihsten nihtlinearen Klassi�katoren. Ein mehrshihtiges neuronales Netzbesteht aus einem oder mehreren Knoten pro Shiht, wobei die Ausgabe der erstenShiht die Eingabe der zweiten Shiht darstellt und so weiter. Theoretishe Untersu-hungen haben gezeigt, dass bereits ein Netz mit einer einzigen Zwishenshiht (demsog. 'hidden layer') zwishen Eingabewerten und Ausgabe-Knoten beliebig komplexeEntsheidungsebenen �nden kann [121℄.Jeder Knoten eines neuronalen Netzes hat N (N � 1) Eing�ange ei, diemit Eingangsgewihten wi belegt sind, und einen Ausgang, dessen Ausgabewert�uber die sogenannte Aktivierungsfunktion f von den Eingabewerten abh�angt: y =
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f(e1; e2; e3:::; eN). F�ur die Aktivierungsfunktion wird sehr h�au�g die Sigmoidfunktiongew�ahlt: y = 11 + e�x (8.34)x = NXi=1 eiwi (8.35)Hat man eine Topologie f�ur das neuronale Netz gew�ahlt, werden die Gewihtewi jedes Knotens mit Hilfe der Trainingsstihprobe optimiert. Diese Optimierungerfolgt mit einem Gradienten-Abstiegsverfahren, dem sogenannten Bakpropagation-Algorithmus. Details �uber diesen Algorithmus, sowie weitere Literaturverweise aufdie umfangreihe Literatur zum Thema Neuronale Netze, �ndet sih z.B. in [35℄.F�ur den Vertrauensmesser wurden untershiedlihe Topologien von neuronalenNetzen trainiert. Dabei stellte sih heraus, dass mit einer sehr einfahen Strukturbereits hervorragende Ergebnisse zu erzielen waren. Die Topologie des verwendetenNetzes - beispielhaft f�ur 2 Eingabemerkmale dargestellt - zeigt Bild 8.14.
Eingabeschicht

versteckte Schicht

Ausgabeschicht

Abbildung 8.14: Struktur des eingesetzten neuronalen NetzesDurh die direkten Verbindungen von der Eingabe- zur Ausgabeshiht kann die-ses Netz bereits das XOR-Problem l�osen und ist damit kein linearer Klassi�katormehr.8.10 EvaluationAuf einer Stihprobe von 39 Minuten spontaner deutsher Sprahe aus der Termin-absprahedom�ane wurden die vershiedenen Klassi�katoren evaluiert. Die Testmen-ge enthielt 5940 W�orter, die Wort-Korrekt-Rate des eingesetzten Erkenners betrug85.3%.
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Zun�ahst wurden die beiden Merkmale mit dem gr�o�ten KontingenzkoeÆzientenin Tabelle 8.6, gamma und A-Stabil, einzeln evaluiert. In diesem Fall ist kein Klas-si�kator notwendig, es muss lediglih die optimale Grenze t festgelegt werden. Dieresultierenden Kon�denzakkuratheiten lagen bei 88.0% f�ur gamma und bei 87.4% f�urA-Stabil.In einer weiteren Versuhsreihe wurden vershiedene Kombinationen von Merk-malen mit dem linearen Klassi�kator zusammengefasst und evaluiert. Das Ergebnisist in Tabelle 8.7 zusammengefasst.Wie erwartet, wird das beste Ergebnis dann erzielt, wenn alle Merkmale miteinanderkombiniert werden.In Tabelle 8.8 sind die Ergebnisse des linearen Klassi�kators und des neuronalenNetzes gegen�ubergestellt.Das neuronale Netz erzielt nur marginal bessere Kennzahlen als der lineare Klassi�-kator.KontextDie Kon�denz des benahbarten Wortes, also des unmittelbaren Vorg�angers undNahfolgers, hat einen Einuss auf die Kon�denz des gerade betrahteten Wortes. Dashat zwei Hauptursahen. Zum ersten erzeugt ein falshes Nahbarwort eine falsheSprahmodellwahrsheinlihkeit f�ur das betrahtete Wort, da von einem falshen Kon-text ausgegangen wird. Zum zweiten ist die Wahrsheinlihkeit gro�, dass ein falshesNahbarwort zeitlih auh falsh zugeordnet wird und so einen Teil des betrahte-ten Wortes '�uberdekt' bzw. das betrahtete Wort um niht dazugeh�orige Bereiheverl�angert. Aus diesem Grund maht es Sinn, in den Merkmalssatz beim Trainingeines Vertrauensmessers auh die Merkmale der benahbarten W�orter aufzunehmen.Die Ergebnisse, berehnet mit dem neuronalen Netz als Klassi�kator, zeigt Tabelle8.9.Es ist also m�oglih, durh die Verwendung von Kontext die Leistung des Vertrau-ensmessers gegen�uber einem System ohne Kontext zu verbessern.
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Kontingenz- Korrelations-Merkmal koeÆzient koeÆzient rgamma 0.638 0.502A-Stabil 0.628 0.482N(ta � 1) 0.599 -0.402N(ta + 1) 0.588 -0.389A-Stabil-noAdapt 0.574 0.432dd�gamma 0.571 -0.367E(logN) 0.568 -0.378logE(N) 0.564 -0.378gamma (bei � = 0) 0.521 0.370N(te � 1) 0.478 -0.336LM-Ngram 0.392 0.279N(te + 1) 0.369 -0.232NSoreQ 0.331 -0.173NSore 0.323 -0.161LogAWE-End 0.304 -0.213PronVar 0.217 -0.113Sore-per-Frame 0.211 -0.137Duration 0.191 -0.096SprehGeshWPBQ 0.191 0.026LogAnzImTraining 0.183 0.010LogNPhones 0.174 0.092NDisuent 0.158 -0.043AnzFrames 0.125 0.047LogAWEbeg-3 0.115 -0.068MaxSNR 0.111 0.064AEntropy 0.104 -0.030Tabelle 8.6: Korrelations- und KontingenzkoeÆzienten (� ist das Sprahmodellge-wiht)
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Merkmale CA Fehlerreduktionkeines 85.3% -N(te-1),N(ta+1),log(E(N)) 87.5% 14.9%plus N(te+1), N(ta-1) 87.9% 17.7%plus gamma 88.4% 21.1%plus A-Stabil 88.9% 24.5%LM-Ngram, LogAWE-End, NSoreQ,NSore, PronVar, Sore-per-Frame 87.3% 13.6%Duration, LogNPhones, LogAWEbeg-3,MaxSNRalle 90.0% 29.9%Tabelle 8.7: Kon�denzakkuratheit des linearen Klassi�kators mit vershiedenen Ein-gabemerkmalen
Merkmale CA linear CA neuronales Netznur wortgraphbasierte 88.9% 88.9%alle 90.0% 90.1%Tabelle 8.8: Vergleih des linearen Klassi�kators mit dem neuronalen Netz

Merkmale Kontext CA NCREPnur wortgraphbasierte nein 88.9% 0.326nur wortgraphbasierte ja 89.1% 0.340alle nein 90.1% 0.398alle ja 90.6% 0.416Tabelle 8.9: Ergebnisse mit und ohne Kontext
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Kapitel 9Lernen ohne Transkripte
9.1 MotivationZu den gr�o�ten Kostenfaktoren - sowohl zeitlih als auh �nanziell - beim Bau einesSpraherkennungssystems geh�ort die Bereitstellung der Trainingsstihprobe f�ur dasakustishe Training. Die Trainingsstihprobe sollte m�oglihst gro� sein, damit vieleParameter robust gesh�atzt werden k�onnen. Sie wird meist in Form von geshnittenen,niht allzu langen Sprahaufnahmen zusammen mit einer Transkription des Gesagtenausgeliefert.Geht man bei der Erstellung der Trainingsstihprobe von einer existierendenSprahaufnahme aus der Zieldom�ane aus, muss zu der Sprahaufnahme eine Tran-skription, d.h. die Vershriftung des Gesagten, erstellt werden. Das Erstellen einersolhen Transkription erfordert wiederholtes Anh�oren der Sprahprobe und ist daheraufwendig und teuer. Um zum Beispiel eine Sendung 'tagesshau' zu transliterieren,sind zwishen 4 und 6 Stunden Zeitaufwand, also etwa 20-fahe Ehtzeit, erforder-lih. Die in dieser Zeit produzierte Transliteration umfasst dann neben den eigentli-hen W�ortern auh grobe Verspreher, Atemger�aushe und laute andere Ger�aushe.W�unsht man eine genauere Transliteration, w�ahst der Zeitaufwand noh einmaldeutlih an. D. Oppermann gibt beispielsweise an [5℄, dass f�ur die Transliterationder spontansprahlihen Sprahaufnahmen aus dem VERBMOBIL-Projekt insgesamt112-fahe Ehtzeit erforderlih war. Die in dieser Zeit erstellten Transkripte umfassenallerdings eine sehr genaue Erfassung der realisierten Aussprahen aller Worte undeine Feintranskription aller Hintergrund- und St�orger�aushe.Heutige Spraherkennersysteme sind h�au�g auf dutzenden bis mehreren hundertStunden Sprahmaterial trainiert. Der Aufwand zur Bereitstellung des Trainingsma-terials ist dann entsprehend gro�.Prinzipiell sind zwei Auswege aus diesem Dilemma denkbar. Der eine ist das Sam-meln von vorgelesenen Textdaten. In diesem Szenario ist bereits a-priori bekannt,was der Inhalt des Sprahsignals ist. Die Notwendigkeit einer Transkription entf�allt;
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die Aufnahmen m�ussen allerdings noh manuell validiert werden, um tehnishe Ab-br�uhe und grobe Verspreher zu detektieren.Der andere Weg w�are, das Transkribieren zu automatisieren. Wenn es m�oglihw�are, durh Training auf automatish transkribierten Daten eine Verbesserung be-stehender akustisher Modelle zu erzielen, reduzierte sih das Datensammelproblemauf das reine Aufnehmen von dom�anenspezi�shen Daten.Der erste L�osungsansatz - das Sammeln von vorgelesener Sprahe - hat zwei be-deutende Nahteile:� Der Grad der Spontaneit�at der aufgenommenen Sprahe weiht von der Spon-taneit�at in den Testdaten ab.� Die Ger�aushsituation (und generell der akustishe Kanal) ist in den Trainings-daten deutlih anders als in den Testdaten.DerGrad der Spontaneit�at hat einen sehr starken Einuss auf die Erkennungs-leistung. Auf Diktierdaten, das hei�t vorgelesenen S�atzen, sind Fehlerraten von 5-7%erreihbar [58℄. Bei ungeplanter, aber sorgf�altig artikulierter Sprahe liegen die Fehler-raten bei 10-15% [25℄. Ungeplante und niht sorgf�altig artikulierte Sprahe, wie sie inder Mensh-zu-Mensh-Kommunikation verwendet wird, f�uhrt bereits zu Fehlerratenvon 20-30% [31℄.Die Ger�aushsituation hat ebenfalls einen sehr starken Einu� auf die Erken-nungsleistung. So weist ein auf Diktierdaten trainierter Spraherkenner auf Datenmit Fahrger�aushen im Hintergrund eine doppelt bis dreifah h�ohere Fehlerrate aufals ein auf Daten mit Fahrger�aushen trainierter Erkenner [8℄.Trotz dieser beiden Nahteile wurde in der Praxis bislang immer der erste Weggew�ahlt. Um dabei den negativen Einu� der shleht passenden akustishen Model-le zu reduzieren, wird h�au�g eine kleine Menge von Daten aus der entsprehendenDom�ane transkribiert und die auf vorgelesenen Daten trainierten Modelle werdenmit diesen Daten (z.B. mit MLLR) adaptiert. Dennoh erzielen die so trainierten Sy-stem bei weitem niht dieselben Erkennungsleistungen wie solhe, die mit ausreihendDaten aus der rihtigen Dom�ane trainiert werden.In diesem Kapitel werden die vom Autor durhgef�uhrten Experimente zur Verwen-dung von untranskribierten Daten zum Training eines Spraherkenners beshrieben.Untranskribierte Audio-Daten fallen im View4You-System t�aglih an und liegen da-mit in quasi unbegrenzter Menge vor. Die Verwendung von untranskribierten Datenzum Training hat zahlreihe Vorteile:� Die Datensammlung entf�allt, bzw. reduziert sih auf das Mitshneiden der Sen-dungen� Die Daten entstammen derselben Dom�ane, weisen dieselben Hintergrund-ger�aushe und Aufnahmebedingungen auf wie die Daten, auf denen das Systemsp�ater eingesetzt wird 145



� Der Datenbestand kann sehr einfah kontinuierlih erweitert und aktualisiertwerden.Die Grundidee des Trainings mit untranskribierten Daten ist, dass ein initialer,shlehter Spraherkenner dazu verwendet wird, eine (shlehte) Transkription derDaten zu erzeugen. Auf dieser Transkription wird ein besserer Spraherkenner trai-niert. Dieser kann seinerseits die Daten noh einmal transkribieren, auf den neuenTranskripten kann ein weiterer Spraherkenner trainiert werden usf.Der Versuh, einen Klassi�kator auf unklassi�zierten Stihproben lernen zu lassen,ersheint bei erster Betrahtung aussihtslos. Der Klassi�kator kann nur diejenigenBeispiele korrekt lernen, die er von Anfang an rihtig klassi�zieren konnte, denn nurdiese sind korrekt transkribiert. An den Stellen, an denen er fehlerhaft klassi�ziert,wo also die selbsterstellte Transkription falsh ist, wird er niht von einer �uberge-ordneten Instanz korrigiert. Im Gegenteil, die fehlerhafte Transkription wird zumLernen verwendet, was die Erkennungsleistung reduziert. Es ist also niht anzuneh-men, dass die Klassi�kationsleistung ohne die Verwendung von zus�atzlihem, nihtim Klassi�kator bereits vorhandenem Wissen gesteigert werden kann. Das Trainierenauf untranskribierten Daten muss daher versagen, mehr noh, die Erkennungsleistungsollte durh ein solhes Vorgehen sogar abfallen, da die Modelle auf falshen Datentrainiert werden.Im Falle des autonom lernenden View4You-Systems ist die Ausgangslage jedohniht ganz so ho�nungslos, denn es steht externes Wissen in Form des Sprahmodellszur Verf�ugung. Das statistishe Sprahmodell kann bei der Erkennung kleinere Feh-ler des akustishen Modells korrigieren. Die Transkription der Aufnahme ist damitbesser als diejenige, die bei alleiniger Verwendung des akustishen Modells zu erzie-len w�are. Das bedeutet, dass durh ein Neush�atzen der akustishen Modelle neue,korrekte, bisher (akustish) falsh klassi�zierte Daten zur Verf�ugung stehen. Diesesteigern die Erkennungsleistung. Andererseits ist zu erwarten, dass die fehlerhaft er-kannten Worte, die es nat�urlih trotz Verwendung des Sprahmodells weiterhin gibt,die Erkennungsleistung wiederum absenken.9.2 Algorithmus zum un�uberwahten LernenDer Algorithmus zum un�uberwahten Lernen ist in Bild 9.2 zusammengefasst. DasFunktionsprinzip ist einfah: zun�ahst werden mit Hilfe eines initialen Spraherken-ners automatish Referenzen (Transkripte) angefertigt. Von diesen Transkripten wer-den Teile, die mit einer hohen Wahrsheinlihkeit fehlerhaft sind, eliminiert. Mit denrestlihen Transkripten werden dieselben Trainingsalgorithmen angewendet wie beim'normalen' Lernen auf transkribierten Daten. Das eigentlihe akustishe Training desSpraherkenners muss also nur minimal ver�andert werden, um auf l�ukenhaft tran-skribierten Daten zu funktionieren (wobei die L�uken durh das Eliminieren vonwahrsheinlih inkorrekten W�ortern in den Transkripten entstehen).146



Steht ein verbesserter Erkenner zur Verf�ugung, k�onnen mit diesem neue, verbesser-te Transkripte angefertigt werden. Mit den nun verbesserten Trainingsdaten kann dasTraining wiederholt werden. Diese Vorgehensweise wird so lange iteriert, bis auf einerunabh�angigen Kreuzvalidierungsstihprobe keine Verbesserung mehr erzielt wird
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Das InitialisierungproblemUm die initialen Hypothesen zu erzeugen, ist ein funktionsf�ahiger Spraherkennererforderlih. Einer der wihtigsten Einsatzgebiete f�ur den Algorithmus des un�uber-wahten Lernens ist der Wehsel der Dom�ane bzw. der Sprahe, so dass in vielenF�allen kein solher initialer Spraherkenner zur Verf�ugung stehen d�urfte. F�ur diesesProblem gibt es zwei m�oglihe L�osungen:� Die ersten Hypothesen werden durh einen Erkenner erzeugt, der auf eineranderen Dom�ane trainiert und mit Hilfe von wenigen Adaptionss�atzen auf dieZieldom�ane adaptiert wurde. 147



� Es wird mit Hilfe von wenig transkribierten Daten der Zieldom�ane ein minimalerneuer Erkenner auf der Zieldom�ane trainiert.Welhe der Vorgehensweisen die praktikablere ist, h�angt vom Einzelfall ab. In beidenF�allen ist es erforderlih, eine kleine Menge von Daten der Zieldom�ane von Hand zutranskribieren.9.3 Vorarbeiten anderer GruppenBBN 1997Auf dem 'Hub-5 Conversational Speeh Reognition Workshop', der vom 4. bis zum6.11. 1997 in Linthium Heights, Maryland, USA von der amerikanishen Standar-disierungsbeh�orde NIST organisiert wurde, stellte eine Forshungsgruppe der FirmaBBN ihre Experimente zum un�uberwahten Trainieren von Spraherkennern vor [27℄.In dieser Arbeit sollte explizit das Problem, einen Spraherkenner auf eine neue Spra-he anzupassen, bearbeitet werden. Dabei wurde angenommen, dass in der neuenSprahe� ein Textkorpus, niht notwendigerweise aus der Zieldom�ane, vorhanden sein soll� eine geringe Menge (wenige Stunden) transkribierte Sprahe von vielen Spre-hern zur Verf�ugung steht� eine sehr gro�e Menge von untranskribiertem Sprahmaterial f�ur dieselben Spre-her zus�atzlih zur Verf�ugung stehtDas Experiment wurde auf dem sog. CallHome/CallFriend Spanish Corpus durh-gef�uhrt. Dieser Korpus besteht aus Aufnahmen von Telefongespr�ahen, die von spa-nishen Muttersprahlern mit ihren Familien gef�uhrt worden waren. Die Gespr�ahewurden fast durhweg auf interkontinentalen Leitungen gef�uhrt. Die Dom�ane ist nihteingeshr�ankt.Von 356 vershiedenen Sprehern wurden jeweils 30 Sekunden transkribiert undals Trainingsset verwendet. Die Gesamtgr�o�e des Trainingskorpus betrug somit un-gef�ahr 3 Stunden Sprahe oder 42000 laufende Worte. Zur Erzeugung des Sprah-modells wurden diesem Text noh 800.000 Worte laufender spanisher Zeitungstexthinzugef�ugt.Als untranskribiertes Material standen weitere jeweils 4 Minuten derselben 356 Spre-her zur Verf�ugung (zusammen ungef�ahr 25 Stunden Sprahe). Getestet wurde aufweiteren �Au�erungen derselben Spreher und auh auf ungesehenen, neuen Sprehern.Die Wortfehlerrate des Basissystems, trainiert auf 3 Stunden Sprahe, lag bei 78,5%,das entspriht einer Wortakkuratheit von 21,5%. Zum Vergleih erzielte das beste148



System der BBN-Gruppe, trainiert auf 58 Stunden Sprahe, eine Wortfehlerrate von59,3%.In dem eigentlihen Experiment wurde zun�ahst das untranskribierte Material mitdem Basis-Erkenner dekodiert. Dann wurde ein Kon�denztagger eingesetzt, um in denHypothesen die korrekt erkannten Worte zu �nden. Der Kon�denztagger bestand ausder Kombination von mehreren Merkmalen wie der n-best-frequeny (entsprehendA-stabil), Sprahmodellounts, Sprahmodell-Sores und akustishen Sores, die mitgeneralisierten linearen Modellen zusammengefa�t wurden. Das Ergebnis des Kon�-denztaggers ist in Tabelle 9.1 dargestellt.% als 'korrekt' markiert % davon tats�ahlih korrekt100 21.56 704 753 801 87.5Tabelle 9.1: Performanz des Kon�denz-Taggers im BBN-ExperimentBei einer erw�unshten Pr�azision (Preision, PRC) des Kon�denztaggers von 80%ergab sih noh eine Aussh�opfung (Reall, RCL) von 3%. Da 3% nur 36 MinutenSprahe entsprahen, also bei der erw�unshten Pr�azision die Menge der Trainingsda-ten nur um etwa 10% vermehrt worden w�are, entshied man sih f�ur die Simulationeines Kon�denztaggers: es wurden bei einer Pr�azision von 80% insgesamt 10% der ge-samten Worte als korrekt markiert. So wurde die Datenmenge im Vergleih zum Basi-serkenner knapp verdoppelt, wobei 20% der zus�atzlihen Trainingsworte falsh waren.Mit dem neuen Trainingsset (bestehend aus den 42000 W�ortern der urspr�unglihenund 40000 W�ortern der un�uberwaht erzeugten Menge) wurden die akustishen Mo-delle und auh die Sprahmodell-Wahrsheinlihkeiten des Erkenners nahtrainiert.Dabei ergab sih eine insigni�kante Verbesserung von 2.2% relativer Fehlerreduktionauf den bekannten Sprehern und von 0.4% auf unbekannten Sprehern.Unter der Annahme eines perfekten Kon�denztaggers, der bei einer Aussh�opfungvon 10% eine Pr�azision von 100% erreiht, wurde das Experiment wiederholt. Dabeiergab sih eine Verbesserung von 4.1% relativ auf den Trainingssprehern und von0.8% auf den Testsprehern.Die - doh reht pessimistishen - Shlussfolgerungen aus diesem Experiment lau-teten� eine Pr�azision von 80% erzielt etwa den halben Gewinn, der sih mit einerPr�azision von 100% erzielen lie�e
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� um �uberhaupt eine signi�kante Verbesserung des Systems zu erzielen, sind etwa2 Gr�o�enordnungen mehr untranskribiertes Material als transkribiertes MaterialerforderlihZu bemerken ist nat�urlih die hohe Basisfehlerrate von �uber 70%. Bei einer niedri-geren Fehlerrate wird eine hohe Pr�azision des Kon�denztaggers shon bei weit gr�o�e-ren Aussh�opfungen erzielt. Allerdings erfordert das Training eines ohnehin shonguten Systems eine deutlih h�ohere Pr�azision als das Training eines reht shlehtenSystems. Um zu kl�aren, ob auf besseren Systemen das beshriebene Verfahren even-tuell besser funktioniert, gibt BBN selbst die erforderlihe Datenmenge mit 15000Stunden an. Solhe Datenmengen lassen sih mit den heute (1999) zur Verf�ugungstehenden Tehniken jedoh noh niht e�ektiv verarbeiten.9.4 MethodikIn den in diesem Kapitel beshriebenen Experimenten werden komplette Spraher-kennungssysteme miteinander verglihen.Ein Spraherkenner ist ein komplexes System mit zahlreihen freien Parametern.Das Einstellen und Sh�atzen dieser Parameter ist eine shwierige und zeitaufwen-dige Aufgabe. Um zum Beispiel einen fertigen Erkenner zu erzeugen, mussten zehnhintereinanderfolgende Shritte durhgef�uhrt werden. Bei jedem dieser Shritte sindzahlreihe Variationen denkbar und m�oglih. Kleine Abweihungen in einem einzi-gen dieser Shritte k�onnen zu signi�kanten �Anderungen in der Leistung des fertigenSystems f�uhren.Um einen aussagekr�aftigen Vergleih vershiedener Systeme zu erm�oglihen,m�ussen also alle Shritte des Trainings der Systeme identish gehandhabt werden.Es m�ussen auh dieselben Methoden (LDA, Adaption, VTLN, MLLR...) in allenF�allen auf dieselbe Art angewendet werden. Auh die verwendeten Wissensquellen(Sprahmodell, W�orterbuh, Phonemsatz, ...) m�ussen gleih sein.Ein weiteres, grundlegendes Problem sei an dieser Stelle niht vershwiegen. Durhdas 'Spielen' an freien Parametern der eingesetzten Trainings- und Testmethoden istes m�oglih, die Erkennungsleistung auf einem gegebenen Testset deutlih zu erh�ohen.Ein Experimentator, der ein neues Verfahren evaluiert und ein Interesse an gutenErgebnissen des neuen Verfahrens hat, ist in der Gefahr, das System mit dem neuenVerfahren mehr zu 'tunen' als das Ausgangssystem. Der Vergleih der Systeme istdann niht mehr aussagekr�aftig.Um die aufgezeigten potentiellen methodishen Shwierigkeiten und M�angel zuumgehen, wurde f�ur alle in diesem Kapitel beshriebenen Experimente ein vollauto-matisiertes Trainingsskript eingesetzt. Das bedeutet, dass das gesamte Training- beginnend beim Punkt Null - mitsamt der Auswertung auf der Kreuzvalidierungs-stihprobe durh den Aufruf eines einzigen Trainingsskriptes realisiert wurde. Dieses
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Trainingsskript ruft hintereinander zehn Unterskripten auf, die die vershiedenen Stu-fen des Trainings durhf�uhren. Der gesamte Prozess ist vollautomatish und l�auft ohnedie Intervention des Experimentators ab. Dessen Rolle beshr�ankt sih ausshlie�lihauf das Starten und das Interpretieren der Ergebnisse.Im folgenden Abshnitt wird kurz die automatishe Trainingsprozedur umrissen.Da die einzelnen Algorithmen und ihre Funktionsweise an anderer Stelle (in denKapiteln 'Mashinelle Spraherkennung' ab Seite 26 und 'Der Spraherkenner desView4You-Systems' ab Seite 68) ausf�uhrlih erl�autert sind, wird auf eine detaillierteBeshreibung an dieser Stelle verzihtet.Die TrainingsprozedurDie zehn Shritte der automatishen Trainingsprozedur sind:
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1. Berehnung der LDA-Matrix mitSub-Monophonen als Klassen2. Extrahieren von Beispielvektoren und kmeans-Ballen derselben zur Erzeugung der initialenMittelwert- und Kovarianzvektoren der Submono-phonmodelle3. Drei Iterationen Viterbi-Training der Submono-phonmodelle4. Bestimmung aller in derTrainingsstihprobe vorkommenden untershiedli-hen phonetishen Kontexte und Erzeugung von(leeren) a-priori-Verteilungen f�ur die bestehendenSubmonophonem-Codeb�uher5. Sh�atzung der a-priori-Verteilungen durh eineIteration Viterbi-Training6. Berehnung des divisiven Allophonlusterbaumesbis zu einer vorgegebenen Tiefe7. Berehnung der LDA-Matrix mit kontextabh�angi-gen Allophonmodellen als Klassen8. Extrahieren von Beispielvektoren und kmeans-Ballen derselben zur Erzeugung der initialenMittelwert- und Kovarianzvektoren der kon-textabh�angigen Allophonmodelle9. F�unf Ite-rationen Viterbi-Training der kontextabh�angigenAllophonmodelle10. Test auf der KreuzvalidierungsstihprobeNat�urlih legt diese Abfolge noh niht die genauen Parameter des fertigen Sy-stems fest. Beim Extrahieren von Beispielvektoren ist die Anzahl der extrahiertenBeispielvektoren pro Codebuh zum Beispiel eine frei einstellbare Gr�o�e; beim Te-sten ist das Sprahmodell einstellbar, und so weiter. Alle diese Parameter werdenaus einer zentralen Steuerdatei gelesen. Durh den festen Ablauf des Trainings, dieSteuerdatei und die vorberehneten Zeitzuordnungen (Label�les) wird ein Systemvollst�andig de�niert. 152



Die Anzahl der Parameter im fertigen System h�angt von der zur Verf�ugung ste-henden Menge an Daten ab. Je mehr Trainingsdaten zur Verf�ugung stehen, destomehr Parameter k�onnen gesh�atzt werden. Im Kapitel 'Optimierung der Parameter-raumgr�o�e' ab Seite 79 wurde eine Formel zur Berehnung der optimalen Zahl vonParametern bei einer gegebenen Gr�o�e des Trainingskorpus hergeleitet: etwa 15-20Datenvektoren pro Normalverteilung mit einer oberen Grenze von 5000 Mixturen.Der Allophonlusterbaum (Shritt 6) wurde beim Training bis zu derjenigen Tiefeberehnet, bei der die optimale Gr�o�e des Parameterraumes erreiht war. Zwei Syste-me A und B, die auf untershiedlihen Datenmengen berehnet wurden, weisen daheruntershiedlih gro�e Parameterr�aume auf.9.5 ExperimenteDatenF�ur die in diesem Kapitel beshriebenen Experimente standen insgesamt 208 Sendun-gen 'tagesshau', aus dem Zeitraum vom 25.11.1996 bis zum 2.9.1998 zur Verf�ugung.F�ur insgesamt 64 dieser Sendungen existierten Transkriptionen. 4 transkribierte Sen-dungen (30.3.97, 13.4.97, 28.5.97, 30.6.97) wurden als Kreuzvalidierungs- bzw. Test-stihprobe verwendet; die verbleibenden 60 transkribierten und 144 untranskribiertenSendungen wurden zum Training der untershiedlihen Erkenner eingesetzt.Beim un�uberwahten Training nah dem Algorithmus auf Seite 147 ist es erfor-derlih, eine kleine Menge an Transkriptionen zum Training des initialen Erkennerszur Verf�ugung zu haben (vgl. Seite 147).F�ur die beshriebenen Experimente wurden die beiden fr�uhesten Aufnahmen (vom25.11.1996 und 26.11.1996, mit den Ansagesprehern Jan Hofer und Dagmar Berg-ho�) als die angesprohene kleine Menge an transkribierten Daten verwendet. ZweiSendungen entsprehen ungef�ahr 30 Minuten Daten.Selbstverst�andlih wird der Algorithmus zum un�uberwahten Lernen in jeder reali-stishen Anwendungssituation s�amtlihe verf�ugbaren transkribierten - also besonderswertvollen - Daten nutzen und diese zu seiner Datenbasis hinzuf�ugen. Dies wurdedaher auh in allen Experimenten, auh wenn es niht gesondert aufgef�uhrt ist, sodurhgef�uhrt. Den beiden Sendungen vom 25. und 26.11.96 kam daher eine besonde-re Bedeutung zu: sie sind in den Trainingsdatenmengen von allen im Rahmen dieserArbeit untersuhten Systemen vorhanden.Tabelle 9.11 fasst alle Daten zusammen.Initiale SpraherkennerMit der beshriebenen automatishen Tehnik wurde auf 2 Sendungen 'tagesshau'ein initialer Erkenner trainiert. 2 Sendungen entsprehen lediglih 30 Minuten Spra-
153



he. Um die kleine, handtranskribierte Datenmenge optimal zu nutzen, wurde beimTraining des initialen Spraherkenners zweimal iteriert. Zun�ahst wurde eine Zeit-zuordnung mit Hilfe eines anderen deutshen Spraherkenners, der auf spontanenDialogen trainiert worden war, durhgef�uhrt. Mit Hilfe der Zeitzuordnung - also vonLabel�les - wurde der existierende Spraherkenner auf die Trainingsstihprobe adap-tiert (MLLR). Danah konnte eine verbesserte Zeitzuordnung berehnet werden. Aufdieser besseren Zeitzuordnung wurde dann mit Hilfe des automatishen Trainings-Skriptes der initiale Erkenner mit der Bezeihnung 'I41' trainiert.Um eine obere Grenze f�ur die Leistung eines un�uberwahten Trainingsalgorith-mus zu erhalten, muss ein Erkenner auf denselben, aber handtranskribierten Datentrainiert werden. Ein solhes Training wurde auf den 60 zur Verf�ugung stehendentranskribierten Aufnahmen durhgef�uhrt. Die Fehlerraten beider Systeme sind in Ta-belle 9.2 zusammengefa�t.Trainingsmenge WER Ansager WER Korrespondent WER total2 Sendungen 22.0% 38,8% 32,1%60 Sendungen 11,9% 24,6% 19,5%Tabelle 9.2: Performanz des initialen Spraherkenners (2 Sendungen) und Performanzbei Verwendung aller transkribierter Daten (60 Sendungen)Kon�denzma�Ein sehr wihtiger Shritt im Algorithmus zum un�uberwahten Lernen ist die Identi-�zierung von falshen Referenzen durh die Anwendung eines Kon�denzma�es. F�uralle durhgef�uhrten Experimente wurde das im Rahmen dieser Arbeit entwikelteKon�denzma� gamma verwendet (siehe Seite 127). gamma berehnet die a-posteriori-Wahrsheinlihkeit, mit der ein Wort aus der Hypothese korrekt erkannt wurde, alseinen Wert p mit 0 < p � 1. Eine sihere Identi�kationsm�oglihkeit von korrekt er-kannten W�ortern liefert gamma - selbst bei fehlerfreier Funktion - also nur f�ur denSonderfall p = 1. Es ist aber niht praktikabel, nur solhe Worte zum Training zu-zulassen, bei denen die a-posteriori-Wahrsheinlihkeit des Kon�denzma�es 1 ist, daprozentual nur sehr wenige Worte mit p = 1 markiert werden. Damit w�are die Gr�o�edes verwendbaren Trainingskorpus zu klein, bzw. die Menge an untranskribiertenDaten, die ben�otigt werden, zu gro�.Ein weiterer Grund wurde bereits kurz angesprohen.Worte mit p = 1 weisen eine so viel bessere Bewertung durh die akustishenModelle des Erkenners als alle konkurrierenden Worte auf, dass die konkurrierendenWorte im Verlauf der Suhe aus dem Suhraum entfernt (geprunt) wurden. Eine
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gute Bewertung durh die akustishen Modelle ist gleihbedeutend mit einer hohen�Ubereinstimmung zwishen Modell und Testdaten. W�ahlt man nur solhe Worte, f�urdie die akustishen Modelle bereits sehr gut 'passen', ist die zus�atzlihe Varianz durhdie neuen Trainingsdaten klein. In anderen Worten: der Erkenner kann nihts Neueslernen, wenn er im Training nur Dinge sieht, die er bereits gut kennt.Auf der Gegenseite darf nat�urlih auh niht jedes Wort der Hypothese zumTraining herangezogen werden. Ein fehlerhaftes Wort in der Referenz bewirktzwangsl�au�g, dass die entsprehenden Modelle falsh adaptiert werden. Das wiederumf�uhrt zu einem R�ukgang der Erkennungsleistung.Aus dem Gesagten geht hervor, dass zum Training alle Worte herangezogen wer-den sollten, deren a-posteriori- Wahrsheinlihkeit gr�o�er ist als ein Shwellwert t.kleiner Shwellwert t gro�er Shwellwert tVorteil Nahteil Vorteil Nahteilgro�e Menge kleine MengeTranskriptionsfehler Korrektheitviel Varianz wenig VarianzTabelle 9.3: Auswirkung des Shwellwerts tDie vom Kon�denzma� berehneten Werte sind nat�urlih teilweise fehlerhaft. Dergenaue Zusammenhang zwishen Datenqualit�at und Datenmenge auf der einen Sei-te und dem Shwellwert t auf der anderen Seite kann nur experimentell bestimmtwerden.Hierzu wurden zun�ahst die 4 Sendungen der Teststihprobe mit einem Spraher-kenner (System I33 0 5) dekodiert und mit gamma kon�denzannotiert - das hei�t,f�ur jedes Wort der Hypothesen wird eine Kon�denz berehnet und dem Wort zuge-ordnet. Da f�ur die Teststihprobe die Referenz bekannt ist, l�a�t sih die Performanzdes Kon�denztaggers bestimmen.Von den vier m�oglihen Kennzahlen (Preision und Reall jeweils f�ur die rihtig er-kannten und die fehlerhaft erkannten Worte) sind f�ur das un�uberwahte Training vorallem die Realls wihtig. Ein hohes Reall der rihtig erkannten Worte bedeutet einegute Ausnutzung der Trainingsdaten; ein hohes Reall bei den Erkennungsfehlern -die vom Training dann ausgeshlossen werden - bedeutet eine weniger fehlerbehafteteTrainingsstihprobe. Ideal w�are ein Reall von 1,0 sowohl bei den rihtig erkanntenW�ortern als auh bei den Erkennungsfehlern. Die Shaubilder 9.1 und 9.2 zeigen dasErgebnis der Evaluation. Die Basisfehlerrate - wenn jedes Wort mit 'korrekt' getaggtwird - betr�agt 30% (Startwert der Kurve 'Preision korrekt erkannter Worte' in Bild9.2). Bei kleiner Shranke (t = 0:2) werden nahezu alle Worte mit 'korrekt' getaggt.Die Ausnutzung der rihtig erkannten Worte ist fast vollst�andig (> 98%); allerdings
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werden nur gut 22% der Erkennungsfehler als solhe markiert. Bei einer mittlerenShranke (t = 0:5) werden immer noh �uber 90% der rihtig erkannten Worte ver-wendet, und bereits mehr als die H�alfte der Erkennungsfehler korrekt identi�ziert.W�ahlt man eine hohe Shranke (t = 0:9), so werden 83% der Erkennungsfehler iden-ti�ziert, aber nur noh 62% der rihtig erkannten Worte verwendet.
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Abbildung 9.1: Reall korrekt / fehlerhaft erkannte WorteBei einer Shranke von t = 0:1 liegt die Pr�azision der als rihtig markierten Wortebei 71%, bei t = 0:5 bei 81% und bei t = 0:9 bei 89%. Die im Experiment von BBN(siehe Seite 148 �) geforderten 80% Pr�azision werden also ab einer Shranke von 0.5erreiht.Intermedi�ares SystemDie Performanz des initialen Erkennersystems I41 ist relativ shleht. Aus diesemGrund wurde der auf Seite 147 dargestellte Algorithmus einmal auf einer interme-di�aren Trainingsstihprobe von 24 Tagesshau-Sendungen (entsprehend etwa 6 Stun-den Sprahe) iteriert. Die Kon�denzshranke wurde willk�urlih auf t = 0:5 festgelegt.Zum Training des Systems wurden zun�ahst Hypothesen der 24 Sendungen mit Hilfedes initialen (I41) Erkenners generiert und kon�denzannotiert. Zugleih wurden Zeit-zuordnungen zwishen den Hypothesen und den Aufnahmen ('Label�les') berehnetund abgespeihert. Diese Zeitzuordnungen wurden w�ahrend des gesamten Trainingsverwendet. Alle Worte mit einer Kon�denz gr�o�er als 0.5 wurden zur Sh�atzung derneuen akustishen Modelle herangezogen.156
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Abbildung 9.2: Preision korrekt / fehlerhaft erkannte WorteDas System I41 weist aufgrund der geringen Datenmenge nur 314 untershiedli-he Subphonemmodelle auf. Durh die erh�ohte Menge an Trainingsmaterial wurdedie Anzahl der untershiedlihen Subphonemmodelle f�ur das neue System durh An-wendung der auf Seite 84 hergeleiteten Beziehung zu 2396 festgelegt.Das eigentlihe Training erfolgte mit Hilfe der automatishen, auf Seite 151 dar-gestellten Prozedur. Nah 5 Iterationen Viterbi-Training der neuen Modelle wurdedie Performanz des fertigen Systems (genannt I33 0 5) mit der des initialen Systems(I41) auf derselben Teststihprobe verglihen. Das Ergebnis ist in Tabelle 9.4 zusam-mengefa�t. Die Fehlerrate sinkt um fast 8 Prozent absolut (25% relativ).System WER Ansager WER Korrespondent WER totalI41 22.0% 38.8% 32.1%I33 0 5 14.0% 31.0% 24.2%Tabelle 9.4: Fehlerrate des intermedi�aren Systems I33 0 5Es ist nun die Frage, inwieweit die shlehte Qualit�at der initialen Hypothesenund Zeitzuordnungen den Ausgang des Trainingsexperiments beeinu�t. Um dieseFrage zu kl�aren, wurde ein weiteres Experiment durhgef�uhrt.Mit Hilfe des intermedi�aren Systems I33 0 5 wurden die 24 Sendungen der inter-medi�aren Trainingsstihprobe transkribiert und kon�denzannotiert, und daraufhinneue, verbesserte Zeitzuordnungen zwishen den neuen Hypothesen und den Aufnah-men berehnet. Die Kon�denzshranke wurde wie beim System I33 0 5 auf t = 0:5157



festgelegt. Auf den neuen, verbesserten Hypothesen und Zeitzuordnungen wurdenmit Hilfe des automatishen Trainingsverfahrens neue akustishe Modelle (System'I53') berehnet. Beide Systeme (I53 und I33 0 5) wurden also auf derselben Trai-ningsstihprobe mit exakt denselben Algorithmen und Wissensquellen trainiert. DasErgebnis ist in Tabelle 9.5 angegeben. Die Performanz des - auf besseren Hypothe-sen und Zeitzuordnungen berehneten - Systems ist nur insigni�kant besser als diedes intermedi�aren Systems I33 0 5. Auf eine weitere Iterierung kann also verzihtetwerden.In einem weiteren Versuh wurden insgesamt 120 Sendungen 'tagesshau' (entspre-hend 32 Stunden Sprahdaten) durh das intermedi�are System I33 0 5 transkribiertund kon�denzannotiert sowie Zeitzuordnungen berehnet. Die Anwendung der Regelvon Seite 84 ergibt bei dieser Datenmenge eine niht mehr handhabbare Gr�o�e desakustishen Parameterraumes. Daher wurde die Anzahl der untershiedlihen Sub-phonemmodelle auf die Obergrenze von 5000 festgelegt. Auf der vergr�o�erten Trai-ningsstihprobe wurde mit Hilfe des automatishen Trainingsverfahrens ein weiteresSystem (I56) trainiert. Die Testergebnisse f�ur dieses System �nden sih ebenfalls inTabelle 9.5. Man erkennt eine deutlihe Fehlerreduktion im Vergleih sowohl zum in-itialen, als auh zum intermedi�aren System. Die Fehlerrate f�allt insgesamt um 10.7%(absolut). System WER Ansager WER Korrespondent WER totalI41 22.0% 38.8% 32.1%I33 0 5 14.0% 31.0% 24.2%I53 14.9% 29.8% 23.8%I56 12.6% 27.3% 21.5%Tabelle 9.5: Fehlerrate des neutrainierten intermedi�aren Systems I53 und des auf 120Sendungen trainierten I56Arbeitspunkt des Kon�denzma�esDer gew�ahlte Arbeitspunkt t = 0:5 f�ur das Kon�denzma� ist m�ogliherweise nihtoptimal im Hinblik auf die erzielbare Erkennungsleistung. Aus diesem Grund wurdenExperimente zur Bestimmung des besten Shwellwertes t durhgef�uhrt.F�ur die Arbeitspunkte t = 0 (kein Kon�denzma�), t = 0:2 (maximaleAussh�opfung bei gleihzeitiger Eliminierung der shlimmsten Fehler), t = 0:5 (sieheoben) und t = 0:9 (hohqualitative Daten) wurden insgesamt 4 Systeme auf derselbenTrainingsstihprobe trainiert. S�amtlihe im Training verwendeten Wissensquellen wa-ren identish. Die Zeitzuordnung f�ur alle vier Systeme stammte vom intermedi�arenSystem I33 0 5. Die Zahl der akustishen Modelle wurde in allen F�allen auf 5000begrenzt. Das eigentlihe Training erfolgte mit dem bereits beshriebenen automa-tishen Trainingsverfahren (siehe Seite 151). Die resultierenden Systeme wurden auf158



derselben Teststihprobe getestet. Dabei ergaben sih bei den Ansagesprehern nurinsigni�kante Untershiede in der Performanz. Die Ergebnisse auf den Korresponden-tenberihten sind in Tabelle 9.6 dargestellt. Man erkennt, dass die niedrigste Fehler-rate f�ur eine Shranke t = 0:5 erzielt wird.Shranke t WER Korrespondent0 29.2%0.2 28.7%0.5 27.3%0.9 28.3%Tabelle 9.6: Performanz �uber Kon�denzshwelle t (120 Sendungen Training)Lineare Kon�denzenF�ur die bisher beshriebenen Experimente wurden stets alle Worte aus dem Trai-ningsset eliminiert, die eine Kon�denz von weniger als t aufwiesen. Das ist nat�urlihniht die einzige Methode, die Informationen des Kon�denzma�es zu nutzen. Au-�er der Wahl anderer Arbeitspunkte k�onnen die Worte auh nah ihrer Kon�denzgewihtet werden [30℄. Ein Wort mit einer Kon�denz von beispielsweise 0.4 w�urdedann nur halb so gro�en Einu� auf die Sh�atzung der Parameter haben wie einWort mit einer Kon�denz von 0.8. Eine solhe Gewihtung ist bei der Berehnungder relevanten Parameter der zur Modellierung verwendeten Mixturen von Normal-verteilungen leiht realisierbar. Hierzu wird s�amtlihen Datenvektoren, die zeitlih(durh den Viterbi-Algorithmus) dem Wort i mit der Wort-Kon�denz i zugeordnetwerden, die Kon�denz i zugeordnet. Berehnet man nun die Parameter einer belie-bigen Normalverteilung eines Allophones aus den zugeh�origen Datenvektoren, so giltf�ur den Mittelwertvektor ~� ~� = 1Pk k Xk k ~xk (9.1)und analog f�ur die Varianz. F�ur die Berehnung der Sattermatrizen f�ur die lineareDiskriminanzanalyse (Gln. 4.2 und 4.2 auf Seite 34) kann ebenso verfahren werden.Um dieses Verfahren zu evaluieren, wurde ein Erkenner auf denselben 120 Sen-dungen trainiert, die auh f�ur die Systeme aus Tabelle 9.6 verwendet wurden. DasErgebnis zeigt Tabelle 9.7.Verfahren WER Korrespondent WER totaldigital, t=0.5 27.3% 21.5%linear 27.9% 21.7%Tabelle 9.7: Performanz bei linearen Kon�denzen
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Das Endergebnis bei linearer Verwendung der Kon�denzen ist nur wenig shlehterals das Ergebnis mit digitalen Kon�denzen und einer Grenze von t = 0:5. LineareKon�denzen stellen damit eine gangbare Alternative zum Eliminieren von niedrig-kon�denten Worten dar.Obere Grenze des VerfahrensEs ist interessant, die obere Grenze der potentiellen Leistungsf�ahigkeit des verwen-deten Trainingsalgorithmus' zu kennen. Andersherum gefragt: wie gut k�onnte dasSystem werden, wenn es sih selber perfekt beurteilen k�onnte, wenn also das Kon�-denzma� fehlerfrei w�are?Um diese Frage zu kl�aren, muss ein fehlerfreies Kon�denzma� simuliert werden.Dies ist nur m�oglih, wenn das tats�ahlih Gesagte bekannt ist. Die f�ur das un�uber-wahte Trainingsverfahren verwendete Trainingsstihprobe musste also aus dem tran-skribierten Trainingsset entstammen. Nat�urlih durfte die Transkription dabei nur zurSimulation des fehlerfreien Kon�denzma�es, keinesfalls jedoh als Ersatz der Hypo-these herangezogen werden.Zun�ahst wurden mit Hilfe des intermedi�aren Erkenners I33 0 5 Hypothesen der-jenigen 58 Sendungen 'tagesshau' angefertigt, f�ur die Transkriptionen vorlagen unddie niht zum Training des intermedi�aren Erkenners selbst herangezogen worden wa-ren (also diejenigen der zweiten Reihe in Tabelle 9.11). Diese 58 Sendungen waren f�urden Erkenner ungesehene Testdaten. Unter Ausnutzung der vorhandenen Transkrip-tion wurde dann jedes falsh erkannte Wort mit '0', jedes rihtig erkannte Wort mit '1'annotiert. Diese Annotationen entsprahen damit denen eines perfekten, fehlerfreienKon�denzma�es. Alle Worte mit Kon�denz '1' wurden danah zum Training heran-gezogen. Das so erzeugte System stellt eine obere Shranke der m�oglihen Leistungdes Trainingsverfahrens dar.Um diese Zahl vergleihen zu k�onnen, wurden die Hypothesen des intermedi�arenSystems zus�atzlih noh - ohne Ausnutzung der Transkriptionen - mit dem gamma-Kon�denzma� kon�denzannotiert und ein weiteres System mit einer Shwelle vont = 0:5 trainiert.Die Ergebnisse sind in Tabelle 9.8 zusammengefa�t. Die unterste Zeile beshreibtdas I39-System, das auf allen 60 Sendungen der transkribierten Trainingsstihprobetrainiert wurde. Man erkennt, dass die Fehlerrate durh das un�uberwahte Trainingdrastish (um 10% absolut) sinkt. Selbst ein perfektes Kon�denzma� bewirkt dabeinur noh eine unwesentlihe Verbesserung um 1.1% absolut. Der Abstand zwishendem perfekten Kon�denzma� und den Transkriptionen ist mit fast 3% noh rehtgro�. Der Grund f�ur diesen gro�en Abstand ist die mangelnde korrigierende Kom-ponente des automatishen Verfahrens: ein falsh erkanntes Wort wird niht demKlassi�kator niht in korrigierter Form vorgelegt, sondern lediglih aus der Trainings-stihprobe eliminiert - entsprehend einem menshlihen Lehrer, der beim Vokabel-abfragen nur 'falsh' sagt, ohne die korrekte Bedeutung des abgefragten Wortes zu160



nennen. Training WER Korrespondentinitialer Erkenner (2 TGS) 38.8%60 TGS un�uberwaht, reales Kon�denzma� 28.5%60 TGS un�uberwaht, perfektes Kon�denzma� 27.4%60 TGS �uberwaht (I39) 24.5%Tabelle 9.8: Auswirkung eines perfekten Kon�denzma�esKonvergenz des un�uberwahten TrainingsverfahrensBild 9.3 zeigt Erkennungsergebnisse von insgesamt elf Spraherkennern, die unterVerwendung des automatishen Trainingsskriptes auf vershiedenen Datenmengentrainiert wurden. Die untere Kurve markiert die Resultate des 'normalen' Trainingsauf transkribierten Daten, die obere Kurve die Ergebnisse des hier vorgestellten Trai-nings auf untranskribierten Daten, jeweils mit t = 0:5. Die Anzahl der Parameter istin jedem System untershiedlih und wurde so eingestellt, dass 15 Datenframes proMittelwertvektor, maximal aber 150000 Mittelwertvektoren insgesamt (entsprehend5000 kontextabh�angigen Subpolyphonmodellen) gesh�atzt wurden.
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mehr untershritten werden k�onnen. Die S�attigung wird bereits bei etwa 30 StundenTrainingsmaterial erreiht.Ob eine �ahnlihe S�attigung auh beim konventionellen Training auf transkribier-ten Daten eintritt, l�a�t sih mit den zur Verf�ugung stehenden Datenmengen nihtbeurteilen. Bei den amerikanishen DARPA-Evaluationen konnten Woodland et al.die Fehlerrate um 2.1% absolut (entsprehend 7% relativ) senken [21℄, wenn die Trai-ningsdatenmenge von 35 auf 70 Stunden verdoppelt wurde. Chen et al. beobahtetenauf denselben Daten nur noh eine insigni�kante �Anderung (< 0:5%) [16℄. In jedemFall ist mit einer Abahung der Lernkurve zu rehnen.ROVERObwohl die Performanz des nah dem vorgeshlagenen Algorithmus un�uberwaht trai-nierten Systems durh einfahe Vergr�o�erung der Trainingsmenge niht mehr verbes-sert werden konnte, k�onnen weitere Trainingsdaten dennoh nutzbringend eingesetztwerden. Dies geshieht auf dem Wege der Hypothesenkombination.Die Grundidee hierzu wurde von Fisus 1997 f�ur die Spraherkennung vorgeshla-gen [31℄. Voraussetzung sind mehrere unabh�angig voneinander entstandene Hypothe-sen f�ur dieselbe Sprah�au�erung, von denen eine als Referenzhypothese herangezogenwird. F�ur jedes Wort der Referenzhypothese kann nun nahgesehen werden, ob dieMehrheit der anderen Hypothesen an dieser Stelle dasselbe Wort beinhaltet. Ist dasder Fall, gilt das Wort als akzeptiert und wird in die endg�ultige Hypothese �uber-nommen. Wenn die anderen Hypothesen mehrheitlih ein anderes Wort als die Refe-renzhypothese an der betrahteten Position enthalten, wird dieses in die endg�ultigeHypothese �ubernommen. Sind alle Hypothesen an der betrahteten Position unter-shiedlih, wird das Wort aus der Referenzhypothese gew�ahlt.Im Prinzip �ndet also - Wort f�ur Wort - eine Mehrheitsentsheidung unter den un-tershiedlihen Hypothesen statt. Wenn die Hypothesen untershiedlih sind und dieWorterkennungsrate innerhalb der einzelnen Hypothesen gr�o�er ist als purer Zufall,f�uhrt das Verfahren der Mehrheitsentsheidung im Mittel dazu, dass die Fehlerrateder kombinierten Hypothese niedriger ist als die jeder einzelnen daran beteiligtenHypothese. Dieses auf den ersten Blik etwas paradox anmutende Verhalten l�a�t sihleiht begr�unden. Angenommen, ein Ensemble von N unabh�angigen Klassi�katoren(Spraherkennern) klassi�ziert eine Eingabe (Sprahprobe). Der Einfahheit halberbestehe diese aus nur einem einzigen gesprohenen Wort. Jeder Klassi�kator erzeugemit einer Wahrsheinlihkeit pi die rihtige Ausgabe und mit einer Wahrsheinlih-keit 1�piV�1 eine beliebige falshe Ausgabe aus seinem Ausgabealphabet des Umfangs V ,wobei die falshen Ausgaben statistish gleihverteilt seien. Dann ist die Wahrshein-lihkeit, dass q oder mehr (1 < q < N) Klassi�katoren die rihtige Ausgabe mahen,gleih
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p(rihtig) = r=NXr=q  Nr !pri (1� pi)N�r (9.2)F�ur falshe Ausgaben giltp(falsh) = (V � 1) r=NXr=q  Nr !(1� piV � 1)rpN�ri (9.3)(9.3) ist kleiner als (9.2), solange pi > 1V gilt. Damit ist bewiesen, dass ein Ensem-ble von Klassi�katoren, die jeweils besser sind als Zufall und deren Fehler gleihverteiltsind, immer besser ist als jeder Klassi�kator f�ur sih. F�ur N !1 f�allt die kumulierteFehlerrate auf Null.Die Einshr�ankung, dass die Fehler gleihverteilt sind, ist in den meisten prakti-shen F�allen niht gegeben. Ein Wort wie 'Baum' wird z.B. h�au�ger mit 'Raum' alsmit 'Computer' verwehselt. L�a�t man die Einshr�ankung fallen, h�angt die 'N�utz-lihkeit' eines Klassi�kators sowohl von seiner Klassi�kationsrate pi als auh von derVerteilung der von ihm gemahten Fehler ab. F�ur pi > 0:5 ist (9.2) immer gr�o�er als(9.3), unabh�angig von der Verteilung der Falshklassi�kationen.In der Herleitung wurde stillshweigend vorausgesetzt, dass niht nur jeder Klas-si�kator im Mittel �uber alle Samples eine Klassi�kationsrate von pi erzielen muss,sondern dass auh im Mittel aller Klassi�katoren ein Sample j eine mittlere Klas-si�kationsrate pi erzielt. Gilt dies niht, gibt es also 'shwere' Samples, bei denenalle Klassi�katoren versagen, so sinkt die kumulierte Fehlerrate auh im Grenzfallunendlih vieler Klassi�katoren niht auf Null.In der Praxis liegen niemals unendlih viele Klassi�katoren vor. Werte von2 � N < 10 sind eher realistish. Die Entsheidung f�ur ein bestimmtes Ergebnisist bei endlih vielen Klassi�katoren deutlih shwieriger als im theoretishen Fall un-endlih vieler Klassi�katoren. Hier wirken sih Korrelationen zwishen den einzelnenSystemen shwerwiegend aus. Mahen beispielsweise zwei von drei verwendeten Klas-si�katoren an denselben Stellen die gleihen Fehler - etwa weil sie �ahnlih aufgebautsind - so wird das Gesamtergebnis stets diesen Fehler enthalten. Es ist also wihtig,m�oglihst untershiedlihe Systeme, die untershiedlihe Fehler mahen, zu konstru-ieren. Dies ist jedoh in den meisten F�allen nur unter gro�em Aufwand m�oglih.Fisus [31℄ kombinierte die Hypothesen von insgesamt 5 Erkennern, um eine ver-besserte Ausgabe zu erhalten. Er verwendete dabei ein gewihtetes Mittel aus derWortkon�denz und der Worth�au�gkeit in den untershiedlihen Hypothesen, wobeider Gewihtungsfaktor auf einer Kreuzvalidierungsstihprobe gelernt wurde. Durhdie Hypothesenkombination konnte die Gesamtfehlerrate um 12% relativ gesenkt wer-den. Die Bedingungen f�ur das Experiment waren sehr g�unstig: die f�unf Erkennerstammten von untershiedlihen Forshergruppen in untershiedlihen Labors undwaren unabh�angig voneinander entwikelt worden; wiesen also gro�e Untershiedezueinander auf. 163



Im View4You-System stehen nah dem un�uberwahten Training zwei untershied-lihe Systeme zur Verf�ugung, von denen das eine mit 32 Stunden, und das andere mit53 Stunden Daten trainiert wurde (vgl. Bild 9.3). Die beiden Systeme weisen einevergleihbare Fehlerrate auf. Es liegt daher nahe, die Ergebnisse zu kombinieren, umeventuell eine niedrigere Gesamtfehlerrate zu erzielen. Da es mit nur zwei Hypothe-sen niht m�oglih ist, eine 'Mehrheitsentsheidung' herbeizuf�uhren, mussten andereEntsheidungskriterien verwendet werden. Es wurden zwei untershiedlihe Kriterienuntersuht: das Sprahmodellkriterium und die Wortkon�denz.Zur Illustration der beiden Kriterien soll folgendes Beispiel dienen. Gegeben seiendie beiden Hypothesen der Spraherkenner A und B, von denen bekannt ist - z.B.durh Messung auf einer unabh�angigen Stihprobe - dass A im Mittel eine niedrigereFehlerrate aufweist als B:A: Guten am meine Damen und Herren Bundeskanzler Shroeder und derB: Guten am meine Damen und Lehrer Bundeskanzler Shroeder der(1) (2) (3)A: hinesishe Parteihef PengB: hinesishe Parteihef Li Peng(4)Fehler (1) kann durh Hypothesenkombination niht korrigiert werden, da er inbeiden Hypothesen gleihzeitig auftritt. Fehler (2) ist eine Substitution; hier mussentshieden werden, ob das Wort 'Herren' aus Hypothese A oder 'Lehrer' aus Hy-pothese B verwendet wird. Fehler (3) und (4) sind L�oshungen bzw. Einf�ugungen,hier muss entshieden werden, ob die entsprehenden Worte 'und' bzw. 'Li' in derendg�ultigen Ausgabe auftreten sollen oder niht.Kon�denzkriteriumF�ur das Kon�denzkriterium wird f�ur jedes Wort der beiden Hypothesen mit demgamma-Kon�denzma� die a-posteriori-Wahrsheinlihkeit der korrekten Erkennungberehnet. Die drei m�oglihen Untershiede zwishen Hypothese A (die a-priori ver-mutlih bessere, d.h. mit der niedrigeren Fehlerrate) und B werden wie folgt behan-delt:Substitutionen (Fehler (2)) w�ahle A wenn sA > B, sonst BL�oshungen (Fehler (3)) w�ahle A wenn dA > 0:5, sonst keine AusgabeEinf�ugungen (Fehler (4) w�ahle B wenn iB > 0:5, sonst keine AusgabeA und B sind dabei die Kon�denzen des betrahteten Wortes in HypotheseA bzw. B. Die Faktoren s; d und i sind freie Parameter. Sie m�ussen auf einerunabh�angigen Stihprobe eingestellt werden. Steht keine solhe zur Verf�ugung, w�ahltman s = d = i = 1:0. 164



SprahmodellkriteriumDie h�au�gsten korrigierbaren Fehler sind Substitutionsfehler (Fehlertyp 2 im obigenBeispiel). Es muss entshieden werden, ob die gemeinsame Hypothese an dieser StelleWort X oder Wort Y lauten soll. Da das statistishen Sprahmodell die Aufgabe hat,die Wahrsheinlihkeit von Wortfolgen zu modellieren, kann es zur Entsheidung gutherangezogen werden. Das Sprahmodell stellt Wahrsheinlihkeiten der Formp(W jH) = p(wN jw1w2:::wN�1) (9.4)(typisherweise mit N = 3) zur Verf�ugung. Die Entsheidung zwishen Wort Xund Wort Y ('Herren' und 'Lehrer' im obigen Beispiel) erfolgt, indem die beidenWahrsheinlihkeiten p('Lehrer'j'guten am meine Damen und') und p('Herren'j'gutenam meine Damen und') berehnet und miteinander verglihen werden. Das Wort mitder h�oheren vom Sprahmodell vorausgesagten Wahrsheinlihkeit wird selektiert.ExperimenteDie Hypothesen des auf 204 Sendungen 'tagesshau' trainierten Erkenners I57 wiesendie niedrigste Fehlerrate aller un�uberwaht trainierten Systeme (21,4%) auf. Das Zielder Hypothesenkombination war es, diese Fehlerrate noh weiter zu verringern. Hier-zu wurden die Hypothesen des auf 120 Sendungen un�uberwaht trainierten Systems(I56) mit einer Fehlerrate von 21,5% verwendet, und sowohl mit dem Sprahmodell-kriterium, als auh mit dem Kon�denzkriterium evaluiert. Die freien Parameter s; dund i wurden dabei auf die Werte s = 1:05, d = 1:0 und i = 1:0 festgelegt.System FehlerrateI56 21.5%I57 21.4%kombiniert (Sprahmodellkriterium) 21.0%kombiniert (Kon�denzma�) 20.5%Tabelle 9.9: Verbesserung des besten un�uberwahten Systems I56 durh Hypothesen-kombinationDas Kon�denzma� als Kriterium zur Hypothesenkombination f�uhrt zu einer deut-lih besseren Fehlerreduktion als das Sprahmodell.Es ist auh m�oglih, mit Hilfe des un�uberwaht trainierten Erkenners die Feh-lerrate des besten Systems I39, das mit Hilfe aller verf�ugbaren Transkripte trainiertwurde, zu verbessern. Hierzu wurden die Hypothesen des Systems I39 mit denen des- auf 120 untranskribierten Sendungen trainierten - Erkenners I56 kombiniert. DieErgebnisse zeigt Tabelle 9.10. 165



System FehlerrateI39 19.5%I56 21.5%kombiniert (Sprahmodellkriterium) 19.2%kombiniert (Kon�denzmass) 18.5%Tabelle 9.10: Verbesserung des besten Systems I39 durh HypothesenkombinationZusammenfassend l�asst sih sagen, dass die Fehlerrate sowohl des besten un�uber-wahten als auh des besten �uberwaht trainierten Systems durh Hypothesenkombi-nation mit einem anderen, jeweils un�uberwaht trainierten Erkenner um 1% absolutreduzieren l�asst. Als Kriterium f�ur die Selektion konkurrierender Worte in zwei Hypo-thesen wurde sowohl die Wortkon�denz als auh der Sprahmodellsore untersuht.Zwar f�uhrten beide Selektionskriterien zu einer reduzierten Fehlerrate, aber die Ver-besserungen waren bei Verwendung der Wortkon�denz deutlih gr�o�er.9.6 ZusammenfassungIn diesem Kapitel wurde ein Algorithmus zum un�uberwahten Lernen eines Spraher-kenners vorgestellt und evaluiert. Ausgehend von einem auf nur zwei Sendungen 'ta-gesshau' trainierten initialen Erkenner mit einer Fehlerrate von �uber 32%, konnte derTrainingsalgorithmus durh Verwendung von weiteren 204 Aufnahmen (entsprehend7 Monaten t�aglihem Ansehen der 'tagesshau') eine Fehlerrate von 20,5% erzielen.Das beste auf transkribiertem Material trainierte System erzielte demgegen�uber eineFehlerrate von 19,5%.Durh Hypothesenkombination des un�uberwahten mit dem �uberwaht trainiertenSystem war es weiterhin m�oglih, die Fehlerrate des besten Erkenners von 19,5% auf18,5% zu senken.Damit konnte gezeigt werden, dass mit un�uberwahtem Lernen nah dem vorge-stellten Algorithmus �ahnlihe Ergebnisse erzielbar sind wie beim Training auf einermittelgro�en Menge transkribierter Daten. Der Aufwand an Handarbeit, der zumun�uberwahten Lernen erforderlih ist, ist dabei jedoh um ein Vielfahes geringer,da der Transkriptionsaufwand entf�allt. Der vorgestellte Algorithmus eignet sih daherbesonders, um� sehr shnell Spraherkenner f�ur neue Dom�anen oder Sprahen zu erzeugen (rapidprototyping)� eÆzient Bootstrap-Systeme in neuen Dom�anen oder Sprahen zu erzeugen
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� Spraherkennungsapplikationen, die niht die h�ohstm�oglihe Erkennungsakku-ratheit ben�otigen, preiswert und shnell zu konstruieren� unabh�angige Erkenner zu produzieren, um durh Hypothesenkombination dieFehlerrate eines state-of-the-art-Systems noh weiter zu senken9.7 Aufstellung der Trainingsdaten und SystemeDie folgenden beiden Tabellen f�uhren die Aufnahmen, die den beshriebenen Ex-perimenten zugrunde lagen, sowie die im vorangegangenen Abshnitt beshriebenenErkenner noh einmal zusammenfassend auf. Eine Darstellung der Gr�o�e der Trai-ningskorpora, ausgewertet nah laufenden Worten, Zeit und Vokabular, wurde bereitsin Tabelle 3.2 auf Seite 25 gegeben.
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Datenart Sendungen vom (Datum) AnzahltranskribierteTrainingsdaten(immer benutzt) 25.11.96, 26.11.96 2transkribierteTrainingsdaten 27.11.96, 28.11.96, 02.12.96, 05.12.96, 06.12.96, 09.12.96, 10.12.96,16.12.96, 17.12.96, 21.01.97, 24.01.97, 27.01.97, 28.01.97, 25.02.97,03.04.97, 04.04.97, 05.04.97, 06.04.97, 07.04.97, 08.04.97, 09.04.97,10.04.97, 11.04.97, 12.04.97, 27.06.97, 27.08.97, 26.11.97, 27.11.97,01.06.98, 02.06.98, 03.06.98, 04.06.98, 05.06.98, 08.06.98, 09.06.98,10.06.98, 11.06.98, 12.06.98, 13.06.98, 14.06.98, 15.06.98, 16.06.98,17.06.98, 18.06.98, 19.06.98, 20.06.98, 21.06.98, 22.06.98, 24.06.98,25.06.98, 01.07.98, 03.07.98, 07.07.98, 08.07.98, 09.07.98, 10.07.98,11.07.98, 12.07.98
58

untranskribierteTrainingsdaten 01.03.97, 01.03.98, 01.04.98, 01.09.97, 01.09.98, 02.03.98, 02.04.98,02.05.98, 02.09.98, 03.02.98, 03.03.97, 03.03.98, 03.04.98, 03.09.97,04.03.97, 04.04.98, 04.05.98, 05.02.98, 05.03.97, 05.04.98, 05.05.98,05.09.97, 06.04.98, 06.05.98, 06.09.97, 07.04.98, 07.05.98, 07.09.97,08.04.98, 08.05.98, 08.06.97, 09.04.98, 09.05.98, 09.09.97, 10.02.97,10.03.98, 10.05.98, 10.06.97, 11.03.98, 11.04.98, 11.05.98, 11.06.97,11.08.98, 11.09.97, 12.05.98, 12.06.97, 12.08.98, 13.02.97, 13.04.97,13.05.98, 14.02.97, 14.03.98, 14.05.98, 15.02.97, 15.02.98, 15.03.98,15.05.98, 16.01.98, 16.02.97, 16.03.98, 16.05.98, 16.06.97, 16.09.97,17.02.98, 17.03.98, 17.04.98, 17.05.98, 17.08.97, 17.09.97, 18.03.97,18.03.98, 18.04.98, 18.05.98, 18.06.97, 19.01.98, 19.03.97, 19.03.98,19.04.98, 19.05.98, 19.06.97, 19.07.98, 19.08.97, 20.01.98, 20.03.97,20.03.98, 20.04.98, 20.05.98, 20.06.97, 20.07.98, 20.08.97, 20.09.97,21.01.98, 21.03.98, 21.04.98, 21.05.98, 21.06.97, 21.07.98, 21.08.97,21.09.97, 22.02.98, 22.03.98, 22.04.98, 22.05.98, 22.06.97, 22.07.98,22.08.97, 22.08.98, 23.04.98, 23.05.98, 23.07.98, 23.08.97, 23.08.98,24.02.97, 24.03.98, 24.04.98, 24.07.98, 24.08.97, 24.08.98, 25.03.98,25.04.98, 25.08.97, 25.08.98, 26.03.98, 26.04.98, 27.01.98, 27.02.98,27.03.98, 27.04.98, 28.02.97, 28.02.98, 28.03.98, 28.04.98, 28.05.97,28.05.98, 28.08.98, 29.04.98, 29.05.98, 29.08.97, 29.08.98, 30.03.97,30.03.98, 30.04.98, 30.05.98, 30.06.97, 30.08.98, 31.03.98, 31.08.97,31.08.98

148

Testdaten 30.03.97, 13.04.97, 28.05.97, 30.06.97 4Tabelle 9.11: Daten f�ur das akustishe Training
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System Trainingsdaten FehlerrateI41 2 Sendungen transkribiert 32,1%I39 60 Sendungen transkribiert 19,5%I33 0 5 2 transkribiert 24,2%24 untranskribiertI56 2 transkribiert + 21,5%120 untranskribiertI57 2 transkribiert + 21,4%204 untranskribiertI56+I57 2 transkribiert + 20,5%204 untranskribiertTabelle 9.12: �Ubersiht �uber die vershiedenen Systeme
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Kapitel 10SystemevaluationDas View4You-System stellt einen voll funktionsf�ahigen Prototypen f�ur eine automa-tish erstellte Videodatenbank dar. Obwohl an vershiedenen Orten an den einzelnenKomponenten geforsht wird, die im View4You-System eingesetzt werden, gibt esin ganz Deutshland kein einziges anderes vollst�andiges System dieser Art. Insofernsind Untersuhungen �uber das Zusammenspiel der einzelnen Komponenten und diePerformanz des Gesamtsystems von besonderem Interesse.Insbesondere sind die folgenden Fragestellungen relevant:1. Wie gut ist das Gesamtsystem? L�asst die Performanz �uberhaupt einen prakti-shen Einsatz zu?2. Wie gro� ist der Einu� der Fehler, die der Spraherkenner maht, auf dieSystemeigenshaften?3. Welhen Einu� hat der Segmentierer auf die Systemeigenshaften?4. Wie gut eignet sih der gew�ahlte information-retrieval-Ansatz f�ur die Daten-bank, d.h. wie gut w�are das System bei perfekter Segmentierung und perfekterSpraherkennung?10.1 MethodikDie Untersuhung der Systemperformanz erfolgte nah dem folgenden Shema:1. Naive Benutzer werden gebeten, einen Satz von Fragen an das System zu for-mulieren.2. in der Datenbank des Systems wird manuell bestimmt, welhe Zeitausshnittewelher Sendungen relevant in Bezug auf die einzelnen Fragen sind.3. die Fragen werden dem System zur Beantwortung vorgelegt.170



4. durh Vergleih der Systemantwort mit der (in Shritt 2 ermittelten) erw�unsh-ten Systemantwort werden Kennzahlen ermittelt, die �uber die SystemleistungAufshlu� geben.Die Fragen an das System wurden von drei untershiedlihen potentiellen Benut-zern formuliert. Den Testpersonen wurde dabei zun�ahst das System anhand einesShaubildes erl�autert. Sie wurden dann aufgefordert, jeweils Fragen aufzushreiben,die sie - ihrer Meinung nah - in dieser Formulierung an ein solhes System rihtenw�urden. Von diesen Fragen wurden zehn f�ur die endg�ultige Evaluation ausgesuht:1. Gibt es Berihte �uber Jerusalem?2. Wird Helmut Kohl noh einmal kandidieren?3. Ih m�ohte die Lottozahlen wissen!4. Gibt es etwas zu Benjamin Netanjahu?5. Mih interessiert, was in den letzten Tagen alles in Afrika geshehen ist!6. Mih interessiert, wie die Lage in Albanien ist.7. Mih interessieren die Ergebnisse der Bundesliga!8. Gibt es Berihte �uber Fl�uhtlinge?9. Ih m�ohte die Berihte �uber den Besuh des Bundespr�asidenten Herzog inJapan sehen!10. Gibt es etwas Neues im Mykonos-Prozess?Interessant ist die geringe Varianz der Formulierungen. Bis auf die Frage 2 beginntjede Formulierung entweder mit 'Ih m�ohte.... wissen, sehen', mit 'Mih interessiert...'oder mit 'Gibt es etwas �uber...'. Dies l�a�t eine semantishe Auswertung der Anfragemit Hilfe eines relativ einfahen Parsers realisierbar ersheinen.F�ur gro�e Datenbanken ist der zweite Shritt der Evaluation, das manuelle Durh-sehen der gesamten Datenbank im Hinblik auf die gestellten Fragen, prohibitiv zeit-aufwendig. Daher wurde eine kleine Datenbank mit insgesamt 10 Sendungen 'tages-shau' ausgew�ahlt, die mit moderatem Aufwand manuell durhgesehen werden kann.Die 10 Sendungen in dieser Datenbank wurden zwishen dem 3.4.97 und dem 12.4.97ausgestrahlt. Die auf dieser kleinen Datenbank erzielten Ergebnisse konnten mittler-weile auh auf einer wesentlih gr�o�eren Datenmenge validiert werden.Bei der Auswahl der als 'korrekt' markierten Segmente wurde von der wahrshein-lihen Intention des Fragenden ausgegangen. Mehrere Fragen shr�anken den zeitlihenBereih, in dem gesuht werden soll, explizit (Frage 5) oder implizit (Fragen 3 und 7)171



ein. F�ur die Auswertung wurde diese Einshr�ankung ignoriert. F�ur Frage 7 wurdendaher s�amtlihe Beitr�age �uber Spiele der Bundesliga, f�ur Frage 5 alle Berihte ausirgendeinem Land Afrikas ohne zeitlihe Beshr�ankung, und f�ur Frage 3 alle Lotto-Ausspielungen als relevant angesehen - auh wenn der Fragende bei der Frage nahden Lottozahlen vermutlih nur an der zeitlih n�ahsten Ausstrahlung interessiertwar.In Tabelle 10.1 ist zusammengefa�t, wieviele Berihte es zu jeder der zehn Fragenin der Testdatenbank tats�ahlih gibt. Die beiden Spalten 'Anzahl Berihte' und 'An-zahl Segmente' beziehen sih auf untershiedlihe Segmentierungen. Ein 'Segment' isthierbei ein akustish homogener Teil einer Sendung, beispielsweise ein Korresponden-tenberiht. Eine Segmentgrenze wird dort angenommen, wo ein Wehsel der akusti-shen Parameter eintritt, wo also z.B. ein Spreherwehsel oder ein Wehsel zwishenAnsagespreher und Korrespondent vorliegt. Die Aufteilung in 'Segmente' nah dieserDe�nition ist auh diejenige, die vom Segmentierer des View4You-Systems angestrebtwird. Die 'Segmente' in Tabelle 10.1 sind die tats�ahlihen akustishen Segmente, dievon Hand bestimmt wurden. Ein 'Beriht' ist eine semantishe Einheit, die ein odermehrere direkt aufeinander folgende 'Segmente' desselben Themas beinhaltet. Da'Segmente' und 'Berihte' untershiedlih lang sind, ist auh die Gesamtl�ange desrelevanten Videomaterials zu jeder Frage angegeben.Frage L�ange (s) Anzahl Berihte Anzahl Segmente1 (Jerusalem) 699.1 10 252 (Kohl) 330.6 4 223 (Lotto) 108.9 3 34 (Netanjahu) 678.1 10 245 (Afrika) 597.9 8 236 (Albanien) 414.3 7 167 (Bundesliga) 388.6 6 108 (Fl�uhstlinge) 246.7 6 119 (Herzog) 168.7 3 810 (Mykonos) 584.7 5 21zusammen 2264.9 62 163ganze Datenbank 9207.9 174 365Tabelle 10.1: Tats�ahlihes Auftreten der relevanten Ereignisse in den 10 Tagesshau-en der TestdatenbankIn der Zeile 'ganze Datenbank' ist die Gr�o�e der gesamten Datenbank, in dergesuht wird, dargestellt. Die 10 Fragen beziehen sih in ihrer Summe auf etwa einViertel der Datenbank; die restlihen drei Viertel sind 'Raushen'.
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10.2 Evaluation bei manueller Segmentierung undmanueller TranskriptionIn einer ersten Evaluation wurden die zehn Sendungen (vom 3.4.97 bis 12.4.97) ma-nuell segmentiert und transkribiert in die Test-Datenbank eingespeist. Die zehn obende�nierten Fragen wurden an die Datenbank des View4You-Systems gerihtet unddie von der Datenbank zur�ukgelieferten Segmente wurden evaluiert, ob sie (jeweils)f�ur die Frage relevant waren oder niht.Das Experiment wurde auf zwei untershiedlihen manuellen Segmentierungendurhgef�uhrt: auf einer Segmentierung in semantish de�nierte 'Berihte', und einerSegmentierung in akustish motivierte 'Segmente'. Die Ergebnisse der Evaluation sindin den Tabellen 10.2 und 10.3 zusammengefa�t.Frage tats�ahlih insgesamt gefunden gefunden PRC RCLvorhanden gefunden (rihtig) (falsh)1 (Jerusalem) 10 7 7 0 1.0 0.72 (Kohl) 4 6 4 2 0.67 1.03 (Lotto) 3 2 2 0 1.0 0.674 (Netanjahu) 10 6 6 0 1.0 0.65 (Afrika) 8 2 1 1 0.5 0.126 (Albanien) 7 8 7 1 0.87 1.07 (Bundesliga) 6 3 3 0 1.0 0.58 (Fl�uhtlinge) 6 7 6 1 0.86 1.09 (Herzog) 3 6 3 3 0.5 1.010 (Mykonos) 5 8 4 4 0.5 0.8zusammen 62 55 43 12 0.78 0.69Tabelle 10.2: Endergebnis bei manueller Segmentierung in Berihte und manuellerTranskriptionLegt man eine perfekte Segmentierung in Berihte zugrunde, werden maximal69% aller relevanten Berihte gefunden, und nur 22% aller gefundenen Berihte sindirrelevant. Bei einer perfekten Segmentierung in akustishe Segmente werden nur44% aller relevanten Segmente gefunden; die gefundenen Segmente sind aber zu 85%korrekt.Die berihtorientierte Segmentierung weist eine deutlih bessere Finderate (Re-all, RCL) auf. Dies ist zwangsl�au�g deshalb der Fall, weil akustishe Segmente imFall der manuellen Segmentierung eine reine Binnensegmentierung der Berihte dar-stellen: ein Beriht besteht aus einem oder mehreren Segmenten. Wird ein Segment(bei der segmentbasierten Evaluation) korrekt gefunden, wird automatish - da dasSegment Teil des Berihts ist - bei der berihtbasierten Evaluation auh der Berihtkorrekt gefunden. Umgekehrt jedoh wird, wenn ein Beriht gefunden wurde, deshalbniht automatish jedes Segment des Berihts gefunden. Die Reall (RCL) der seg-173



Frage tats�ahlih insgesamt gefunden gefunden PRC RCLvorhanden gefunden (rihtig) (falsh)1 (Jerusalem) 25 7 7 0 1.0 0.282 (Kohl) 22 12 10 2 0.83 0.453 (Lotto) 3 2 2 0 1.0 0.674 (Netanjahu) 24 12 12 0 1.0 0.55 (Afrika) 23 2 1 1 0.5 0.046 (Albanien) 16 14 13 1 0.93 0.817 (Bundesliga) 10 3 3 0 1.0 0.38 (Fl�uhtlinge) 11 7 6 1 0.86 0.559 (Herzog) 8 11 7 4 0.64 0.8810 (Mykonos) 21 14 10 4 0.71 0.48zusammen 163 84 71 13 0.85 0.44Tabelle 10.3: Endergebnis bei manueller Segmentierung in akustishe Segmente undmanueller Transkriptionmentbasierten Evaluation mu� daher immer shlehter oder kann h�ohstens gleih gutim Vergleih zur Reall der berihtbasierten Evaluation sein. Nimmt man an, dass diefehlerhaften Ergebnisse auf eine Anfrage sih mehr oder weniger zuf�allig in der Da-tenbank verteilen, werden diese bei der segmentbasierten Evaluation im Mittel relativweit auseinanderliegen, d.h. in vershiedene Berihte fallen. Die Anzahl der fehlerhaftgefundenen Berihte wird daher nur wenig niedriger liegen als die Anzahl der feh-lerhaft gefundenen Segmente. Da insgesamt die Anzahl der zu �ndenden Entit�atenbei der berihtbasierten Evaluation kleiner ist, sinkt die Pr�azision (tendenziell) beim�Ubergang von der segmentbasierten zur berihtbasierten Evaluation.Betrahtet man die Ergebnisse der (berihtbasierten) Evaluation in Tabelle 10.2,stellt man trotz perfekter Segmentierung und 'Erkennung' fest, dass ein Drittel derBerihte niht gefunden wird und dass jeder f�unfte pr�asentierte Beriht mit der Anfra-ge nihts zu tun hatte. Worauf l�a�t sih diese mangelnde Performanz zur�ukf�uhren?Gr�unde f�ur niedrige Pr�azision (f�alshliherweise gefundeneBerihte)Praktish alle falsh gefundenen Berihte wurden deshalb gefunden, weil eine semanti-she Einshr�ankung der Anfrage niht beahtet wurde. Bei der Frage nah der erneu-ten Kanzlerkandidatur von Helmut Kohl wurden 2 Berihte �uber Helmut Kohl gefun-den, in denen es niht um die Kanzlerkandidatur ging (sondern um die Steuerreform).Bei der Frage nah der Lage in Albanien wurde ein Wetterberiht zur�ukgeliefert ('einTief �uberAlbanien zieht nordwestw�arts und beherrsht in den n�ahsten Tagen unserWetter'). Die Frage nah dem Besuh des Bundespr�asidenten Herzog in Japan pro-duzierte Berihte �uber den �osterreihishen Bundespr�asidenten Klestil, �uber den
174



Besuh des Papstes in Sarajewo und den Besuh des Bundesverteidigungsministersebenfalls in Sarajewo. Bei der Frage nah dem Mykonos-Prozess wurden insgesamt 4andere Berihte �uber Prozesse (gegen Giftm�ulls�under, Skinheads usw.) gefunden.Bei der Behandlung der Frage 'Mih interessiert, was in den letzten Tagen allesin Afrika geshehen ist' sorgte das Shl�usselwort 'geshehen' f�ur eine Fehlzuordnung.M�oglihe AbhilfenDie folgenden Verbesserungen am View4You-System k�onnten dazu beitragen, diePr�azision der zur�ukgelieferten Antworten signi�kant zu erh�ohen:1. Parsen der Eingabe mit dem Ziel, die Shl�usselw�orter zu extrahieren und nurdiese der Datenbank zu pr�asentieren2. Einf�uhrung von Boole'shen Ausdr�uken ('Bundespr�asident AND HerzogAND Japan'3. Negationen ('Albanien aber niht Wetter')4. explizite Selektion eines relevanten Zeitbereihes mit Hilfe der Benutzershnitt-stelleIdealerweise sollte ein Parser in der Lage sein, die Informationen, die zur Boo-le'shen Verkn�upfung der Suhbegri�e relevant sind, aus der nat�urlihsprahlih for-mulierten Anfrage zu extrahieren.Gr�unde f�ur niedriges Reall (niht gefundene Berihte)Der Grund f�ur die Mehrzahl der niht gefundenen Berihte ist mangelndes Weltwissen.Die mit Abstand niedrigste RCL (12%) weist die Frage nah den Ereignissen'in Afrika' auf. Hierbei wurden Berihte �uber Ruanda, Algerien und Tansania nihtgefunden, weil dem System niht bekannt ist, dass diese Staaten geographish inAfrika liegen. Die zweitniedrigste RCL (50%) bei der Frage nah den Ergebnissen derBundesliga entsteht aus demselben Grund: ein Beriht �uber den 'VfL Bohum' hatf�ur das System nihts mit dem Begri� 'Bundesliga' zu tun.Das Problem mangelnden Weltwissens lie�e sih durh die Verwendung geeignetkonstruierter Thesauri und Synonymw�orterb�uher reduzieren. Eine �Ubersiht �ubervershiedene Verfahren zur Erzeugung von Thesauri �ndet sih in [41℄.10.3 Evaluation bei manueller Segmentierung undmashineller SpraherkennungEine sehr interessante Frage ist die nah dem Einu� der Fehler, die der Spraherken-ner maht, auf die Performanz des Gesamtsystems. Um diese zu bestimmen, wurden175



insgesamt 3 Auswertungen mit untershiedlihen Spraherkennern durhgef�uhrt, wo-bei sih die verwendeten Erkenner in Fehlerrate und Ehtzeitfaktor untershieden:1. ein Erkenner entsprehend dem Bootstrap-Erkenner f�ur das un�uberwahte Trai-ning, etwas geshwindigkeits-optimiert (30-40 Ehtzeitfaktoren), mit einer Feh-lerrate von 33,7%2. der auf 53 Stunden 'tagesshau' trainierte Erkenner I57 mit einer Fehlerratevon 21,4% und etwa 90-120 Ehtzeitfaktoren Zeitaufwand3. der im Prototyp integrierte, geshwindigkeits-optimierte Erkenner I63bbi, miteiner Fehlerrate von 22,7% und etwa 15-20 Ehtzeitfaktoren ZeitaufwandSystem Fehlerrate PRC RCLSpraherkennerI14bbi 33,7% 0.73 0.58I63bbi 22,7% 0.75 0.65I57 21,5% 0.75 0.66Transkripte 0% 0.78 0.69Tabelle 10.4: Endergebnis bei manueller Segmentierung in Berihte und mashinellerSpraherkennungWie man an den Ergebnissen sieht, erzielt das un�uberwaht trainierte SystemI57 mit 75% PRC bzw. 66% PRC nur um jeweils 3% shlehtere Kennzahlen als dieTranskriptionen. Das einen Faktor 6 shnellere, im Prototyp integrierte System I63bbiliegt unwesentlih shlehter. Die erh�ohte Fehlerrate des Systems I14bbi maht sihvor allem in einer deutlihen Verringerung der Finderate (RCL) bemerkbar.Ein Vergleih mit Werten aus der Literatur ist shwierig, da weder die Gr�o�eder Datenbank, noh die Art der Fragen vergleihbar ist. Vergleihbare Untersuhun-gen wurden von Watlar et al im Informedia-Projekt [7℄, [57℄, sowie in neuerer Zeitinnerhalb der TREC-Konferenzen [23℄ durhgef�uhrt. Hierbei werden eine Vielzahl un-tershiedliher Metriken zur Evaluierung herangezogen, so da� zum Vergleih h�au�gUmrehnungen erfolgen m�ussen. Ein direkter Vergleih der erzielten Kennzahlen f�uhrtaus den beshriebenen Gr�unden in die Irre. Qualitativ wird jedoh durh WatlarsUntersuhungen das Ergebnis best�atigt, da� die Wortfehlerrate des Spraherkenners,sofern sie im Bereih von 0% bis etwa 30% liegt, nur einen sehr geringen Einu� aufdie Performanz des Gesamtsystems hat.10.4 Stopwords und morphologishe ZerlegungDie Liste der semantish irrelevanten Worte (der sog. stopwords, siehe hierzu auhdas Kapitel 'Die Datenbank des View4You Systems') besteht aus den 500 Worten des176



Sprahmodellkorpus. Diese setzen sih zusammen aus1. die 100 h�au�gsten Worte des Sprahmodellkorpus (inklusive Nomina)2. die 400 h�au�gsten Nihtnomina des SprahmodellkorpusDurh die untershiedlihe Behandlung von Nomina wird erreiht, dass nur we-nige der potentiell eher bedeutungsrelevanten Nomina in die Liste der semantishirrelevanten Worte aufgenommen werden.In einer Evaluation wurde die Systemperformanz mit und ohne Stopword-Listegemessen. Zur Segmentierung wurde die manuelle Segmentierung in Berihte undals Spraherkenner der im Prototyp integrierte Erkenner I63bbi herangezogen. DieErgebnisse mit und ohne Stopwortliste zeigt Tabelle 10.5. Aufgrund der sowohl inder Anfrage als auh in den Berihten auftauhenden semantish irrelevanten W�ortern('und', 'er', 'den') wird eine sehr gro�e Zahl von Berihten f�alshliherweise gefunden.Das Verfahren ist in dieser Form niht brauhbar.System PRC RCLmit Stopwordliste 0.75 0.65ohne Stopwordliste 0.07 0.81Tabelle 10.5: Ergebnis mit und ohne StopwordlisteIn einem weiteren Experiment wurde die in die Datenbank eingebaute morpholo-gishe Stammbildung (engl. stemming) abgeshaltet. Das Resultat ist in Tabelle 10.6zusammengefasst. O�ensihtlih ist das stemming der Systemperformanz zutr�aglih.System PRC RCLmit stemming 0.75 0.65ohne stemming 0.66 0.63Tabelle 10.6: Ergebnis mit und ohne stemmingEs ist auh m�oglih, die Normierung auf Kleinbuhstaben in der Datenbank ab-und anzushalten. Normalerweise werden alle Worte auf Kleinshreibung kanonisiert.Ohne diese Kanonisierung sinkt die Performanz des Systems auf PRC 0.68 und RCL0.65 im Vergleih zur PRC 0.75 und RCL 0.65 mit Kanonisierung (Tabelle 10.7).System PRC RCLmit Gro�- und Kleinbuhstaben 0.68 0.65nur Kleinbuhstaben 0.75 0.65Tabelle 10.7: Ergebnis mit und ohne Dekapitalisierung
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10.5 Evaluation bei automatisher Segmentierungund mashineller SpraherkennungDie bisher stets getro�ene Annahme von fehlerfreier Segmentierung liegt im realenView4You-System nat�urlih niht vor. Daher wurde eine Evaluation auf der Segmen-tierung des (modellbasierten, s. Seite 55) Segmentierers durhgef�uhrt. Das Ergebnis- wieder mit dem integrierten Erkenner I63bbi - zeigt Tabelle 10.8.Segmentierung PRC RCLperfekt (Beitr�age) 0.75 0.65perfekt (akust. Segmente) 0.83 0.40Standardsegmentierer 0.85 0.30Tabelle 10.8: Ergebnis mit vershiedenen SegmentierungenDurh die �Ubersegmentierung des Standardsegmentierers wird jeder Beitrag inmehrere Segmente aufgeteilt. Diese kurzen Segmente enthalten zu einem relativgro�en Teil die relevanten Shl�usselw�orter niht mehr, so dass die Finderate - aufdiesen Segmenten gerehnet - relativ niedrig ist.Die Evaluation nah der Anzahl der gefundenen Segmente sagt nihts �uber dieL�ange der Segmente aus. Es ist interessant, eine Auswertung nah der Zeit durh-zuf�uhren. Hierbei wird gemessen, wieviele Sekunden Video vom System korrekt ge-funden werden, und wieviele Sekunden irrelevanter Daten der Benutzer �uber sihergehen lassen mu�. Das Ergebnis ist in der folgenden Tabelle dargestellt.Frage tats�ahlih gefunden gefunden PRC RCLvorhanden (rihtig) (falsh)1 (Jerusalem) 699 73 0 1.0 0.102 (Kohl) 330 220 80 0.73 0.663 (Lotto) 109 6 0 1.0 0.064 (Netanjahu) 678 231 0.2 1.0 0.345 (Afrika) 598 14 73 0.16 0.026 (Albanien) 414 324 21 0.94 0.787 (Bundesliga) 389 42 4 0.92 0.118 (Fl�uhtlinge) 246 148 1.5 0.99 0.609 (Herzog) 169 108 127 0.46 0.6410 (Mykonos) 585 276 89 0.76 0.47zusammen 4218 1441 396 0.78 0.34Tabelle 10.9: Endergebnis: automatishe Segmentierung und Spraherkenner I63bbi;nah Zeit ausgewertetAusgesprohen au��allig ist die shlehte Performanz bei der Frage nah Jerusa-lem. Diese ist durh einige lange Berihte �uber die Demonstrationen pal�astinensi-178



sher Jugendliher gegen die israelishe Siedlungspolitik, u.a. am Berg Bar Homa inOstjerusalem, mitverursaht. Diese Berihte wurden als relevant zum Thema Jerusa-lem klassi�ziert. Werden diese Berihte als irrelevant eingestuft, steigt RCL bei derJerusalem-Frage auf 0.17 und insgesamt von 0.342 auf 0.365.10.6 Evaluation bei vershiedenen Segmentierun-genVergleiht man die Ergebnisse bei vershiedenen Segmentierungen miteinander, mu�die Auswertung zeitorientiert erfolgen. Eine Auswertung nah der Anzahl der Segmen-te hat bei untershiedliher Anzahl und L�ange der Segmente m�ogliherweise wenigBedeutung.Tabelle 10.10 fa�t einige der Ergebnisse der bereits vorgestellten Evaluationen,diesmal nah Zeit ausgewertet, zusammen.Segmentierer Spraherkenner PRC RCL F(Wortfehlerrate)manuell (Berihte) Transkripte 0.72 0.79 0.75manuell (Segmente) Transkripte 0.84 0.46 0.60manuell (Segmente) I63bbi (22.7%) 0.81 0.43 0.56modellbasiert I63bbi (22.7%) 0.78 0.34 0.48modellbasiert I57 (21.5%) 0.78 0.37 0.50modellbasiert I14 (33.7%) 0.77 0.29 0.42Tabelle 10.10: Endergebis: Auswertung nah ZeitBeim Vergleih der F-Ma�e miteinander f�allt ins Auge, dass der Spraherken-ner eine Vershlehterung um 0.04, der Segmentierer eine Vershlehterung von 0.08gegen�uber der Referenz verursaht. Es liegt daher nahe, den - besseren - hybridenSegmentierer einzusetzen, um die Gesamtperformanz zu optimieren. Die Frage, wel-her Arbeitspunkt dabei f�ur den hybriden Segmentierer zu w�ahlen ist, l�a�t sih dabeinur experimentell entsheiden. Drei vershiedene Arbeitspunkte des Segmentiererswurden ausgew�ahlt. Die Arbeitspunkte werden durh die Werte in Tabelle 10.11 ha-rakterisiert. Grenze PRC RCL F20 0.687 0.851 0.76060 0.722 0.738 0.730300 0.947 0.674 0.787Tabelle 10.11: Untersuhte Arbeitspunkte des hybriden Segmentierers
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Dabei ist zu beahten, dass sih Preision und Reall in Tabelle 10.11 niht aufdie Gesamtperformanz des Systems, sondern ausshlie�lih auf die Performanz desSegmentierers alleine beziehen.F�ur die drei Arbeitspunkte in Tabelle 10.11 wurden drei komplette Systemevalua-tionen durhgef�uhrt. Die Resultate �nden sih in Tabelle 10.12.Segmentierer (Grenze) Spraherkenner PRC RCL Fmodellbasiert I63bbi 0.78 0.34 0.48hybrid (20) I63bbi 0.68 0.44 0.54hybrid (60) I63bbi 0.58 0.48 0.53hybrid (300) I63bbi 0.57 0.54 0.55Tabelle 10.12: Gesamtergebnisse bei untershiedlihen Arbeitspunkten des Segmen-tierersDie Gesamtperformanz - ausgedr�ukt durh das F-Ma� - wird durh den hybridenSegmentierer deutlih gesteigert (von 0.48 auf 0.55). Dies wird vor allem durh einedeutlihe Steigerung der Findequote (Reall) von 0.34 auf 0.54 verursaht. Allerdingsf�allt gleihzeitig die Pr�azision der gefundenen Zeitabshnitte von 0.78 auf 0.57.Insgesamt sheint die Gesamtperformanz um so besser zu sein, je gr�o�er das F-Ma�des Segmentierers ist. Dieses Ergebnis rehtfertigt im Nahhinein die Verwendung desF-Ma�es als Indikator f�ur die G�ute eines Segmentierers.10.7 ZusammenfassungDa es sehr shwierig ist, die Leistung zweier Systeme miteinander zu vergleihen, diejeweils durh zwei Kennzahlen (Preision und Reall) harakterisiert werden, wurdedas gewihtete geometrishe Mittel dieser beiden Kennzahlen, das sog. F-Ma�, zurEvaluierung herangezogen. Das optimale F-Ma� eines perfekten Systems ist 1.0, dasshlehtestm�oglihe F-Ma� ist 0.Das View4You-System erzielt bei Verwendung des Spraherkenners I63bbi (miteiner Wortfehlerrate von 22,7%) einen maximalen Wert von F=0,55.Die einzelnen Ursahen f�ur die niht optimale Leistung sind in Tabelle 10.13 auf-gef�uhrt.Die gr�o�te Fehlerquelle ist das Informationssystem, gefolgt von der Segmentie-rungsstrategie. Um das Informationssystem signi�kant zu verbessern, w�are eine Ana-lyse der Semantik sowohl der Anfrage als auh des untersuhten Segments erforderlih.Bei der Segmentierungsstrategie liegt der Fall �ahnlih. Hier k�onnte durh eine semanti-she Analyse versuht werden, akustishe Segmente, die zu ein und demselben Themageh�oren, miteinander zu vershmelzen. Alternativ k�onnte auh eine �Ahnlihkeitsklas-si�kation benahbarter Segmente durh die information retrieval Komponente des
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Grund �F F-Ma�perfektes System - 1.00Informationssystemanstelle menshliher Auswertung -0.25 0.75Segmentierung in akustishe Segmenteanstelle von themenbasierten Segmenten -0.15 0.60Spraherkenner I63statt Transkripten -0.04 0.56hybrider Segmentiererstatt Handsegmentierung -0.01 0.55reales System - 0.55Tabelle 10.13: Gr�unde f�ur die niht perfekte SystemleistungSystems selber erfolgen, wobei dann benahbarte �ahnlihe Segmente vershmolzenwerden w�urden.Knapp 90% der Fehler, die das System maht, lassen sih auf eine dieser beidenUrsahen zur�ukf�uhren. Demgegen�uber spielen Fehler des Spraherkenners und desSegmentierers keine gro�e Rolle mehr.10.8 DiskussionDie Ergebnisse der Evaluation ersheinen zun�ahst �uberrashend. A-priori w�urdendie meisten Beobahter den Fehlern des Spraherkenners einen hohen Einu� auf dieGesamtperformanz zuordnen. Es zeigt sih jedoh, da� eine Fehlerrate von knapp25% noh keinen starken Einbruh der Performanz nah sih zieht. Dieses Ergebniswird auh durh j�ungste Resultate der Text REtrieval Conferene (TREC-8) gest�utzt,nah denen die Findeleistung der evaluierten Systeme (auf dem sog. 'spoken dou-ment retrieval trak') erst ab einer Fehlerrate von etwa 30% des Spraherkennersdeutlih absinkt.Den gr�o�ten Einu� auf die Gesamtperformanz hat niht der Spraherkenner,sondern das Informationssystem. Grundlegende Optimierungen in diesem Bereihsind allerdings vermutlih shwierig, da dieses Forshungsgebiet aufgrund des gro�enkommerziellen Interesses (Internet-Suhmashinen) bereits stark bearbeitet wurde.Ein interessanter Ansatz, vor allem zur L�osung des Problems mangelnden Weltwis-sens, stellt Latent Semanti Indexing (LSI, [119℄) dar. LSI komprimiert gro�e Term-Dokument-Matrizen, die auf Hintergrundkorpora sowie dem zu indizierenden Korpusberehnet worden sind, durh Weglassen von Dimensionen in einer SVD-Zerlegung.Dadurh entstehen implizit Verkn�upfungen zwishen Termen, die h�au�g gemeinsamin einem Dokument vorkommen. LSI kann somit als ein Verfahren zur automati-
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shen Erstellung eines Thesaurus angesehen werden. Erste Ergebnisse mit LSI, diegegen Ende des Abshlusses dieser Arbeit durhgef�uhrt wurden, verliefen erfolgver-sprehend.Eine weitere Tehnik, die zur Verbesserung des Informationssystems eingesetztwerden k�onnte, ist die sog. query expansion. 'Query Expansion' bezeihnet eine Teh-nik, bei der die Antworten des Systems auf eine Benutzeranfrage verwendet werden,um eine erweiterte Anfrage zu generieren. Es wird dabei von der Annahme ausgegan-gen, da� in den zun�ahst zur�ukgelieferten, relevanten Artikeln geh�auft auftretendeShl�usselworte relevant in Bezug auf das angefragte Thema sind. Auh 'query ex-pansion' f�allt damit in die Kategorie der Tehniken, die implizit einen Thesauruserstellen.Die morphologishe Zerlegung, die im View4You-System verwendet wird, ist nihtoptimal. Durh den Einsatz eines w�orterbuhbasierten Zerlegers, der z.B. auh 'stand'auf die Verbform 'stehen' zur�ukf�uhren kann, k�onnte eine Leistungssteigerung des Ge-samtsystems erzielt werden.Der Segmentierer hat einen reht starken Einu� auf die Gesamtperformanz.Durh den neuen hybriden Segmentierungsalgorithmus ist es zwar m�oglih, nahe-zu die Performanz von manuell gesetzten akustishen Segmentgrenzen zu erreihen.Allerdings ist dieses Ergebnis unter dem starken Vorbehalt zu sehen, da� eine Seg-mentierung nah akustishen Segmentgrenzen ganz deutlih shlehter ist als eine Seg-mentierung nah semantishen Grenzen. Es bietet sih an, die akustishen Segmente,die ja (meist) eine reine Binnensegmentierung der thematishen Segmente darstellen,geeignet zusammenzufassen. Dies k�onnte im einfahsten Fall dadurh erfolgen, da�der Okapi-Abstand zwishen einem Segment und seinem direkten Nahbarn bereh-net und mit dem durhshnittlihen Okapi-Abstand des Segments zu allen anderenSegmenten verglihen wird. Bei Untershreitung eines vorher bestimmten Shwell-werts w�urde das Segment mit seinem Nahbar vershmolzen.Eine interessante Frage ist die nah der ausreihenden Segmentierungsqualit�at,d.h. wie gut eine Segmentierung sein m�u�te, um nur noh einen geringen Einu� aufdie Systemperformanz zu haben. Um diese Frage zu kl�aren, m�u�ten noh weiterge-henden Experimente durhgef�uhrt werden. Dazu m�u�te entweder ein gutes Verfahrenzur Simulation eines Segmentierers entwikelt werden, oder ein es m�u�te ein Segmen-tierungsalgorithmus gefunden werden, der deutlih besser als die bisher existierendenund im Rahmen dieser Arbeit untersuhten Algorithmen funktioniert.
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Kapitel 11ZusammenfassungDie Gegenwart ist harakterisiert von einem geradezu explosionsartigen Anstieg vonWissen. Dieses Wissen wird zwar nah wie vor �uberwiegend �uber Printmedien wieB�uher und Zeitshriften verbreitet; der Anteil von Videodaten nimmt aber st�andigzu. Damit steht das klassishe Bibliothekswesen vor einer neuen Herausforderung:es m�ussen multimediale Datenbanken eingerihtet, betrieben und gewartet werden.Der Benutzer einer multimedialen Datenbank erwartet nat�urlih mindestens den-selben Komfort, den er bereits von den klassishen Print-Datenbanken her kennt.Insbesondere mu� eine Suhe nah Stihw�ortern oder Inhalten zur Verf�ugung ste-hen. Weil ausf�uhrlihe Inhaltsangaben von Video�lmen nur in wenigen F�allen vor-liegen, muss ein Index f�ur solhe Filmdaten m�uhevoll von Hand angelegt werden.Um die relevanten Inhalte zusammenzufassen, m�usste sih ein Mitarbeiter der Bi-bliothek das entsprehende Material ansehen, was eine sehr zeitintensive T�atigkeitist und den shnellen Aufbau von gro�en Videodatenbanken stark behindert. Initiati-ven der �o�entlihen Hand, wie zum Beispiel die 'Baden-W�urttemberg digital library',versuhen dem Mi�stand durh Erh�ohung der Ressouren abzuhelfen. Es ist jedohabsehbar, dass in Zeiten leerer Kassen der �o�entlihen H�ande und gleihzeitig zu-nehmenden Bedarfs die �ahendekende Einf�uhrung von Videodatenbanken nur sehrshleppend voranshreiten wird.Das in dieser Arbeit vorgestellte System versuht einen Weg aufzuzeigen, umdiese L�uke zu shlie�en. Die Grundidee ist es, einen Index vollautomatish durhmashinelle Spraherkennung zu generieren. Dieser Index wird von einem Informati-onssystem (engl. information retrieval system) genutzt, um die Benutzeranfragen zubeantworten.Als zu indexierende Videodaten wurden Fernsehnahrihtensendungen aus-gew�ahlt, da diese eine hohe Informationsdihte bei einer Vielfalt von vershiedenenHintergrundger�aushen aufweisen, und daher sowohl vom wissenshaftlihen als auhvom praktishen Gesihtspunkt aus interessant f�ur eine Videodatenbank sind. Fern-sehnahrihtensendungen weisen, wie zahlreihe andere Videodaten auh, das Pro-
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blem der Binnensegmentierung auf: In einer Nahrihtensendung wird niht nur eineinzelnes Thema, sondern eine ganze Vielfalt von Themen behandelt. Es ist dahererforderlih, die Aufnahme zu segmentieren, damit die einzelnen Themenberihte ge-trennt voneinander gefunden werden k�onnen.Diese Aufgabe �ubernimmt der Segmentierer. In dieser Arbeit wurden vershiedeneaus der Literatur bekannte Segmentierungsstrategien erstmals systematish auf der-selben Teststihprobe miteinander verglihen. Zus�atzlih wurde im Rahmen dieser Ar-beit ein v�ollig neuer Segmentierungsansatz entwikelt. Bei der Evaluation erzieltedieser neue Segmentierungsansatz f�ur die meisten Arbeitspunkte mit einer Leistungs-zahl F von 0.78 deutlih bessere Resultate als alle bisher bekannten Algorithmen(F = 0:58:::0:70). Der Segmentierer wird ausf�uhrlih im Kapitel 'Der Segmentiererdes View4You-Systems' ab Seite 50 behandelt, der neue Segmentierungsalgorithmus�ndet sih ab Seite 65.Von den US-amerikanishen ARPA-Evaluationen ist bekannt, dass mit dem heu-tigen Stand der Tehnik kontinuierlihe, wohlartikulierte Sprahe, wie sie etwa inNahrihtensendungen vorkommt, mit Fehlerraten von weniger als 20% mashinellerkannt werden kann. Da f�ur die deutshe Sprahe noh kein solhes Erkennersy-stem existiert, wurde im Rahmen dieser Arbeit ein Spraherkenner trainiert, dereine Fehlerrate von 19,5% auf ungesehenen Testdaten aufweist. Die Komponentendieses Erkenners sind ausf�uhrlih im Kapitel 'Der Spraherkenner des View4You-Systems' ab Seite 68 dargestellt. Der Spraherkenner verwendet dabei gr�o�tenteilsMethoden und Algorithmen, die in den letzten Jahren von vershiedenen Autorenund Gruppen f�ur die Spraherkennung vorgeshlagen wurden und die einen allgemeinakzeptierten Standard f�ur Spraherkenner darstellen. Im Verlauf der Arbeit wurdenzwei neue Algorithmen entwikelt, die Vokabularadaption aus Internettextenund die halb�uberwahte Adaption. Bei ersterer wird die initiale Hypothese da-zu verwendet, aus beliebigem, aktuellem Textmaterial aus dem Internet ein neuesVokabular und ein neues Sprahmodell zu bestimmen. Dieses Vokabular und Sprah-modell deken dann die vorliegende Sendung besser ab als das statishe Vokabularund Sprahmodell. Durh diese Ma�nahme sinkt die Fehlerrate um 5% relativ.Bei der halb�uberwahten Adaption werden die aktuellen Spreher jedes Segmentsmit den Sprehern in der Trainingsdatenbank verglihen. Die �ahnlihsten Aufnahmenaus der Trainingsdatenbank werden zur Adaption der akustishen Modelle vor demeigentlihen Erkennungslauf verwendet. Der Algorithmus reduziert die Fehlerrate aufden Ansagesprehersegmenten um 8% relativ.Das Informationssystem des View4You-Systems hat die Aufgabe, zu einer gege-benen Benutzeranfrage alle relevanten Segmente herauszusuhen und nah Relevanzzu sortieren. Das Informationssystem wurde innerhalb des View4You-Projektes vomAutor entwikelt. Es verwendet f�ur die eigentlihe Berehnung der Relevanzen den
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Okapi-Ansatz der City University of London. Bei einer Evaluation des Informations-systems erzielte dieses ein Qualit�atsma� F = 0; 732.Das Informationssystem wird im Kapitel 'Datenbank und Informationssystem desView4You-Prototypen' ausf�uhrlih dargestellt. Die Evaluation �ndet sih im Kapitel'Systemevaluation' ab Seite 170.Um einen Spraherkenner zur Videoindexierung zu trainieren, sind gro�e Mengentranskribiertes Trainingsmaterial erforderlih. Diese Sprahdaten sind aufwendig zubesha�en und daher teuer. Ein wesentliher Beitrag der Arbeit liegt in der Ent-wiklung eines Algorithmus zum un�uberwahten Training eines Spraher-kenners. Dabei erstellt sih der Spraherkenner die zum Training erforderlihen Re-ferenzen einfah selber, indem er auf seine Ausgabe ein Kon�denzma� anwendet. Eskonnte gezeigt werden, dass unter Einsatz der Aufnahmen von etwa sieben Mona-ten (gut 200 Sendungen) nahezu die Performanz des auf 'normale' Weise, also mitmanuell erstellten Transkriptionen trainierten, Systems erzielt werden kann (20,5%Fehlerrate).Der Algorithmus sowie die Beshreibung der durhgef�uhrten Experimente zumun�uberwahten Lernen �ndet sih ab Seite 144.Eine Systemevaluation mit dem un�uberwaht trainierten System wurde durh-gef�uhrt und resultierte in einem Qualit�atsma� von F = 0; 702. Im Vergleih zurPerformanz auf Transkriptionen wird das System also nur um �F = 0; 03 (5% rela-tiv) shlehter. Dieser Verlust kann im Vergleih zum Verlust von �F = 0; 27 durhdas Informationssystem vernahl�assigt werden. Dadurh konnte gezeigt werden, dassder vollst�andig un�uberwaht trainierte Erkenner ausreihend gut funktioniert, um ineinem Video-Indexierungssystem eingesetzt zu werden.Zum un�uberwahten Lernen ist eine Selbstbeurteilung des Spraherkenners, einKon�denzma�, erforderlih. Im Abshnitt 'Kon�denzma�e' ab Seite 108 werdenumfangreihe Experimente zu vershiedenen Kon�denzma�en beshrieben. In einerVersuhsreihe wurden zahlreihe Merkmale evaluiert, die teilweise in der Literaturbeshrieben und teilweise neu entwikelt worden waren. Eines der neu entwikeltenMerkmale, die graphbasierte a-posteriori-Wahrsheinlihkeit gamma, erwies sih alsmindestens genauso leistungsstark wie das beste bisher bekannte Merkmal, bei einemum einen Faktor zehn geringeren Aufwand. Es wurde nah seiner Ver�o�entlihung in[26℄ auh von anderen Forshungsgruppen �ubernommen und von diesen mit Erfolg ein-gesetzt. Neben einem Vergleih aller Merkmale enth�alt das Kapitel 'Kon�denzma�e'auh Ergebnisse zur Kombination der Merkmale, den Einsatz von kontextuellen Merk-malen sowie �uber die Eignung vershiedener Klassi�katoren. Dabei wurde gezeigt, da�durh die Kombination von Merkmalen deutlih bessere Kennzahlen erzielbar sind istdurh jedes Merkmal f�ur sih, da� kontextuelle Merkmale die Klassi�kationsleistung
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konsistent erh�ohen, und da� ein einfaher linearer Klassi�kator zur Kombination derMerkmale nur unwesentlih shlehtere Resultate als ein mehrshihtiges neuronalesNetz liefert.Im Abshnitt 'Systemevaluation' ab Seite 170 wird das gesamte System anhandeines Fragensatzes evaluiert, der von naiven Benutzern aufgestellt wurde. Vershiede-ne Standardtehniken des information retrieval, sowie der Einu� der Segmentierungauf das Gesamtergebnis, werden ausgewertet. Dabei ergibt sih, da� das Informati-onssystem den gr�o�ten Anteil der fehlerhaften Antworten des Systems verursaht,gefolgt von Segmentierer und Spraherkenner. Weitere Optimierungen des Systemssollten daher in den Teilkomponenten Informationssystem und Segmentierer erfolgen.Einige solhe Optimierungen werden ab Seite 181 diskutiert.
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Anhang AAufbau der 'tagesshau' vom30.03.1997Zeit TGS-Kategorie Inhalt View4You(s) Kategorie0 - Werbung -53.2 Studio Gong und Anfangsmeldung DISTORTED58.1 Studio Musik MUSIC65.3 Studio Intifada in den pal�astinensishen Autonomiegebieten CLEAN96.4 Korrespondent Intifada DISTORTED123.6 Korrespondent israel. Verteidigungsminister spriht DISTORTED135.4 Korrespondent Beerdigung eines Pal�astinensers DISTORTED187.6 Korrespondent der Korrespondent kommentiert direkt DISTORTED204.4 Studio Arafat beim Tre�en der arabishen Liga CLEAN227.9 Korrespondent Tre�en der arabishen Liga DISTORTED302.5 Studio Fl�uhtlingsdrama in der Adria CLEAN335.9 Korrespondent Trauerfeier der albanishen Fl�uhtlinge DISTORTED387.0 Studio Le Pen wiedergew�ahlt CLEAN412.0 Korrespondent Tre�en der front national in Stra�burg DISTORTED428.5 Korrespondent Rede Le Pens DISTORTED441.4 NiF Wiederwahl Le Pens DISTORTED462.0 Korrespondent Gegendemonstration gegen Le Pen DISTORTED472.6 Korrespondent Gegendemonstrationen gegen Le Pen DISTORTED488.3 Korrespondent der Korrespondent kommentiert direkt DISTORTED511.3 Studio Anshlag in Kambodsha CLEAN526.8 Korrespondent Beriht aus Kambodsha DISTORTED615.5 Studio Regierungskrise in Indien CLEAN641.7 NiF Fl�uhtlingselend in Zaire DISTORTED675.5 Studio Ru�land unterzeihnet NATO-Abkommen CLEAN704.6 NiF Osterm�arshe in Wittstok DISTORTED731.4 Studio Neuregelung der Sozialhilfe CLEAN761.8 Studio DAG-Vorsitzender zur Arbeitslosigkeit CLEAN789.9 Studio Osterbotshaften der gro�en Kirhen CLEAN824.6 Korrespondent Papst-Segen in Rom DISTORTED843.1 Korrespondent Papst-Segen live DISTORTED859.2 Korrespondent Papst-Segen in Rom DISTORTED873.8 Korrespondent Urbi et Orbi live (lateinish) MUSIC891.4 Studio Intendant Reinhold V oth gestorben CLEAN914.0 Studio Jaques Villeneuve gewinnt gro�en Preis von Brasilien CLEAN926.1 Korrespondent gro�er Preis von Brasilien DISTORTED988.4 Studio Wetter-Ansage CLEAN994.0 Studio Wetterberiht CLEAN1017.4 - (Aufnahme endet etwas zu fr�uh) -Tabelle A.1: Aufnahme vom 30.3.97
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Anhang BMPEGMPEG steht f�ur Motion Piture Expert Group, ein 1988 gegr�undetes internationalesKommitee der ISO. Das MPEG-Konsortium hat mittlerweile bereits zwei Normensy-stem verabshiedet (MPEG-1 und MPEG-2 genannt). Der MPEG-1 Standard wurdeim November 1992 als ISO/IEC 11172 'Coding of Motion Pitures and AssoiatedAudio for Digital Storage Media up to about 1.5 Mbit/s' verabshiedet. Der Stan-dard besteht aus drei Dokumenten: 11172-1 behandelt die Synhronisierung und dasMultiplexen von Audio und Video, 11172-2 Video und 11172-3 Audio. MPEG-1 istein stark asymmetrishes Verfahren. Die Codierung ist einen Faktor 100 bis 1000rehenaufwendiger als die Deodierung.Shon nah kurzer Zeit stellten sih die Datenraten in MPEG-1 und auh dieerreihbare Videoqualit�at als niht ausreihend f�ur Anwendungen wie digitales Fern-sehen heraus. Aus diesem Grund wurde MPEG-2 de�niert, und als ISO/IEC 13818normiert. MPEG-2 existiert zus�atzlih zu MPEG-1, es l�ost MPEG-1 niht ab. Insbe-sondere werden damit keine besseren Kompressionsraten als mit MPEG-1 erzielt.Die Leistungsmerkmale des urspr�unglih geplanten MPEG-3 wurden im Laufe desJahres 1995 in MPEG-2 �ubernommen, so da� als n�ahste Version im Oktober 1998MPEG-4 (Version 1, ISO/IEC 14496) standardisiert wurde. MPEG-4 Version 2 ist f�urEnde 1999 geplant; danah wird (f�ur Mitte 2001) MPEG-7 angestrebt. Neu in MPEG-4 sind unter anderem sehr niedrige Bitraten, QoS (Quality of Servie)-Unterst�utzungund ein verbesserter Copyrightshutz.Die Videoodierung von MPEG basiert auf Fouriertransformationen von 8*8 Pixelgro�en Bl�oken und der �Ubertragung der niederfrequenten Bereihe der transformier-ten Bl�oke. Die so odierten Daten werden in sogenannten I-Frames abgelegt. DasKompressionsverfahren ist dem JPEG-Verfahren sehr �ahnlih. Zus�atzlih zu den I-Frames existieren die P-Frames (predition frames), die relativ zum letzten I-Frameoder P-Frame Bewegungsvektoren enthalten und so ein Bild als Untershied zumletzten I-Frame oder P-Frame odieren. Zwishen P-Frames sind h�au�g jeweils zweiB-Frames (bidiretional predited frames) angeordnet. B-Frames dienen niht zurReferenz f�ur weitere B- oder P-Frames. Hingegen w�ahst der Fehler durh die Kom-
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pression f�ur jedes P-Frame, das auf einem vorhergehenden P-Frame aufbaut, so da�in regelm�a�igen Abst�anden (meist 2 pro Sekunde) I-Frames eingef�ugt werden m�ussen.D-Frames mit sehr starker Kompression sollen shnellen Vorlauf erm�oglihen. CD-iverwendet unter dem Markennamen 'full motion video' das MPEG-1 Kompressions-verfahren.Die Untershiede zwishen MPEG-1 und MPEG-2 betre�en haupts�ahlih dasVideosignal und sind in Tabelle B.1 zusammengefa�t.Parameter MPEG-1 MPEG-2Gr�o�e/Pixel (Standard, 50%) PAL:360*288 / NTSC: 352*240 360*288/NTSC: 352*240 lowlevelGr�o�e/Pixel (Standard, 100%) niht m�oglih 720*596/NTSC: 704*480 mainlevelGr�o�e/Pixel (HDTV, 4:3) niht m�oglih 1440*1152 (high1440-Level)Gr�o�e/Pixel (HDTV, 16:9) niht m�oglih 1920*1080 (high Level)Gr�o�e (Sanvorlage) � 720*576 / NTSC: 704*480 � 16384*16384 pixelFarbformat (Y CbCr) 4:2:0 (San 4:2:2) 4:2:2 (San bis 4:4:4)Zahl Makrobl�oke / Bild � 396 levelabh�angigZahl Makrobl�oke / Sekunde � 396*25 (NTSC: 330*30) levelabh�angigBildwiederholrate � 30 pps � 30 ppsmax. Bit-Rate � 1.862 MBit/s 2-15 MBit/sInterlae-Unterst�utzung nein jaAudio-Verfahren Standard (2-Kanal) Surround-SoundTabelle B.1: Untershiede zwishen MPEG-1 und MPEG-2MPEG-1 AudioMPEG-1 Audio erreiht Kompressionsraten bis zu 1:22 ohne gr�o�ere h�orbare Verluste.�Ublih sind Werte von 1:6 oder 1:7. Es werden 3 Abtastraten unterst�utzt: 44.1, 48 und32 kHz. Es existieren 3 Level von MPEG-1 Audio. Level I verwendet den einfahstenAlgorithmus, bietet jedoh auh eine shlehtere Qualit�at als Level 3. In jedem Fallwird eine Frequenzanalyse der Audiodaten durhgef�uhrt. Die Spektralkomponentenwerden quantisiert und so kodiert abgelegt, wobei der erlaubte Quantisierungsfehlervon der Signalamplitude (auh) in den anderen Frequenzb�andern abh�angt. Der er-laubte Quantisierungsfehler wird �uber psyhoakustishe Regeln vorgegeben. In Layer1 wird ein vereinfahtes Musiam-Codiershema verwendet 1. In Layer 2 wird dasOriginal-Musiam Shema verwendet. Layer 3 verwendet eine Kombination von zweiKodiershemata, Musiam und ASPEC (adaptive spetral pereptual entropy o-ding).Die Audiodaten bestehen aus einer Folge von frames, die eine feste Anzahl vonAbtastwerten enthalten. Bei Level 1 sind das 384, bei Level 2 und 3 1152 Abtastwerte.1Musiam steht f�ur Masking-pattern adapted Universal Subband Integrated Coding and Multi-plexing, entwikelt vom CCETT, Philips, und dem IRT in M�unhen
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Sie werden aus EÆzienzgr�unden niht byteweise, sondern als Bitstrom ohne F�ullbitsabgespeihert. Die Bitrate kann zwishen 32 kbit/s und maximal 448 kbit/s liegen,wobei die Bitrate im Fall von Audio Layer 3 in jedem Frame untershiedlih seinkann. Es werden drei untershiedlihe Abtastraten (44.1 kHz, 48 kHz und 32 kHz)unterst�utzt.MPEG-2 AudioDie Audiokompression von MPEG-2 ist im wesentlihen gleih zu der von MPEG-1.Es wurden �Anderungen in zwei Rihtungen durhgef�uhrt: die Qualit�at bei sehr niedri-gen Bitraten wurde verbessert, und es wurden Vielkanal-Stereoaufnahmen eingef�uhrt('Dolby-Surround'). Die Qualit�at bei niedrigen Bitraten wurde durh die Einf�uhrungvon zus�atzlihen niedrigen Abtastraten verbessert. Namentlih sind das die halbenBitraten von MPEG-1, also 22.05, 24 und 16 kHz.
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Anhang CWorthypothesengraphenDer folgende Worthypothesengraph wurde auf der Anfangsmeldung einer tagesshauerrehnet. Die Referenz lautet 'Hier ist das Erste Deutshe Fernsehen mit der Tages-shau'.
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Anhang DPhonemklassenEs ist das Ziel der entsheidungsbaumbasierten Ballung von Allophonen, auh f�urniht beobahtete Phonemkontexte ein m�oglihst gut geeignetes Modell zu pr�adizie-ren. Dies wird durh die Verwendung von linguistish motivierten �Aquivalenzklassenerm�ogliht, die als Fragen f�ur einen bin�aren Entsheidungsbaum verwendet werden.Die Generalisierung wird dadurh gew�ahrleistet, da� ein ungesehener Nahbar so be-handelt wird wie ein gesehener Nahbar, der mit dem ungesehenen Nahbar in einund derselben �Aquivalenzklasse ist.Die �Aquivalenzklassenliste, die im View4You-System verwendet wurde, wurdenvom Autor aus einer englishen Liste [39℄ abgeleitet und dann von Prof. Klaus Kohlervon der Universit�at Kiel und Frau Anja Petzold von der Universit�at Bonn durhge-sehen und �uberarbeitet. Herrn Professor Kohler und Frau Petzold sei an dieser Stellenoh einmal ausdr�uklih gedankt.Die grundlegendste Einteilung ist die in Vokale und Konsonanten.VOKALE:a E: a: E � e e: 6 I i i: O 9 2 2: a~ a~: o: U Y y y: u u: aI aUVokaleDie Gruppe der Vokale l�a�t sih in gel�angte und kurze Vokale aufspalten:VOK_KURZ: a E � e 6 I i O 9 2 a~ U Y y u aI aUVOK_LANG: E: a: e: i: 2: a~: o: y: u:Die untershiedlihen Vokale werden durh untershiedlihe Lippen- und Zungen-stellungen realisiert. Bei den Lippenstellungen untersheidet man zwishen gerunde-ten ('Ku�mund') und ungerundeten Lippen.RUND: O 9 2 2: o o: U Y y y: u u: OY
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Die Gruppe UNRUND enth�alt dementsprehend alle Vokale, die niht in RUND ent-halten sind. Bei der Zungenstellung sind zwei Kriterien ma�geblih:� die Stelle im Mund, an der die Zunge ihren h�ohsten Punkt erreiht� wie hoh der h�ohste Punkt ist, d.h. wie eng der Luftspalt wirdBei beiden Parametern (H�ohe der Zunge an ihrem h�ohsten Punkt im Mund undStellung des h�ohsten Punktes) untersheidet man drei Klassen:VOK_Z_UNTEN: a: a 6 a~ a~:VOK_Z_MITTE: E E: 2 2: � e e: o o: 9 OVOK_Z_OBEN: Y U I y y: i i: u u:VOK_Z_VORNE: i: e e: y y: I Y E: E 2 2: 9VOK_Z_MITTE: � 6 a a: a~ a~:VOK_Z_HINTEN: u: U o O o:Ist das Gaumensegel ge�o�net, spriht man von Nasalen.VOK_NASAL: a~ a~:Eine weitere wihtige, stets unbetonte Gruppe sind die Shwa.VOK_SCHWA: 6 �Shlie�lih wurden im View4You-System noh die Basisvokale des Deutshen alsGruppen verwendet:VOK_A: a a:VOK_E: e e: EVOK_I: i i: IVOK_O: o o: OVOK_U: u u: UVOK_Y: y y: YVOK_OE: 2 2: 9KonsonantenDie gro�e Gruppe der Konsonanten l�a�t sih grob aufgliedern in zwei Subklassen, diestimmhaften (Stimmb�ander shwingen) und die stimmlosen (Stimmb�ander shwingenniht), wobei noh eine Untergruppe der shwah stimmhaften de�niert werden kann:KONS_STIMMHAFT: m n N l rKONS_STIMMLOS: p t k f s Q S C x hKONS_PARTVOICED: b C x d f g Z h j k p s S t v z193



Eine etwas andere Aufteilung anhand der Stimmhaftigkeit ist durh die sog. Fortesund Lenes gegeben:KONS_FORTES: p t k f s Q S C xKONS_LENES: b d g v z Z jDie stimmhaften Konsonanten werden weiter in Nasale, Liquide, Laterale undVibranten aufgeteilt:KONS_NASAL: m n NLIQUIDE: l rLATERALE: lVIBRANTEN: rDie stimmlosen Konsonanten teilen sih in Vershlu�laute (oder Plosive, engl.'stops'), Reibelaute (Frikative) und Kombinationen aus Vershlu�- und Reibelauten(A�rikate) auf. Bei den Frikativen reibt sih der Luftstrom an einer Engstelle, beimPlosiv gibt es einen vollst�andigen Vershluss, der dann ger�aushartig gesprengt wird.Bei stimmhaften Frikativen und Plosiven shwingen die Stimmb�ander durhaus, wennauh niht unbedingt w�ahrend des gesamten Artikulationsprozesses.PLOSIVE: p b t d k gFRIKATIVE: f v s z S Z C j x r hAFFRIKATE: pf ts tSPLOSIV_STIMMLOS: p t kFRIK_STIMMLOS: C S f h s xAuh die Konsonanten k�onnen nah Artikulationsort gruppiert werden. Dies kannentweder getrennt f�ur die Gruppen Plosive, Frikative und stimmhafte Konsonantenerfolgen, oder aber gemeinsam f�ur alle Konsonanten. Beide Gruppenaufteilungen wer-den im View4You-Spraherkenner vorgesehen. Die vershiedenen Artikulationsortesind, sortiert von vorne nah hinten:� labial, die Lippen gegeneinander� labiodental, Unterlippe und obere Shneidez�ahne� dental-alveolar, Zungenspitze gegen obere Shneidez�ahne oder Alveolen� palatal-alveolar, Zungenspitze gegen Gaumen oder Alveolen� palatal, Zungenspitze gegen Gaumen� velar, Zungenspitze gegen den weihen Hintergaumen� uvular, Z�apfhenlaut 194



� glottal, StimmritzenlauteNimmt man die Gruppeneinteilung aller Konsonanten nah Erzeugungsort in derdargestellten Granularit�at vor, so entstehen die folgenden Gruppen:LABIAL: p b mLAB_DENTAL: f vDENTAL_ALV: t d n l r s z tsPALAT_ALV: S Z tSPALATAL: C jVELAR: k g x NGLOTTAL: h QIm View4You-System sind drei weitere Gruppeneinteilungen mit geringerer Gra-nularit�at vorhanden. Sie lautenCONS_3VORNE: LABIAL LAB_DENTALCONS_3MITTE: DENTAL_ALVCONS_3HINTEN: VELAR PALATAL PALAT_ALVundCONS_2VORNE: LABIAL LAB_DENTAL DENTAL_ALVCONS_2HINTEN: PALAT_ALV PALATAL VELAR GLOTTALundCONS_2MITTE: DENTAL_ALV PALAT_ALVCONS_2AUSSEN: LABIAL LAB_DENTAL PALATAL VELAR GLOTTALMan kann auh die Plosive und die Frikative getrennt nah Artikulationsortaufteilen. Diese Aufteilungen bringen nihts grundlegend Neues und seien hier derVollst�andigkeit halber wiedergegeben.PLOSIV_VORNE: b pPLOSIV_MITTE: d tPLOSIV_HINTEN: g kFRIK_LAB_DENTAL: f vFRIK_DENTAL_ALVEOLAR: s zFRIK_PALAT_ALV: S ZFRIK_PALATAL: C jFRIK_VELAR: x rFRIK_GLOTTAL: hFRIK_3_VORNE: FRIK_LAB_DENTAL 195



FRIK_3_MITTE: FRIK_DENTAL_ALVEOLARFRIK_3_HINTEN: FRIK_PALAT_ALV FRIK_PALATAL FRIK_VELAR FRIK_GLOTTAFRIK_2_VORNE: FRIK_LAB_DENTAL FRIK_DENTAL_ALV FRIK_PALAT_ALVFRIK_2_HINTEN: FRIK_PALATAL FRIK_VELAR FRIK_GLOTTALWeitere Gruppen, die sih niht in die vorgestellten Ordnungsshemata einf�ugenlassen, sind:FRIK_SIBILANTEN: s z S ZSTIMMHAFT: KONS_STIMMHAFT VOKALENASAL: KONS_NASAL VOK_NASALAPICAL: y n d s tLAX: O � I Y E 9:SILBISCH: n m l NUNFORTLENES: KONS_STIMMHAFT hZ_VORNE: CONS_3VORNE VOK_Z_VORNEZ_MITTE: CONS_3MITTE VOK_Z_MITTEZ_HINTEN: CONS_3HINTEN VOK_Z_HINTENDurh die Aufnahme der Diphthonge in den Basis-Phonemsatz entsteht das Pro-blem, da� die Konstituenten des Diphthongs zu untershiedlihen Gruppen geh�orenk�onnen. Unter der Annahme, da� nahfolgende Phoneme durh den zweiten Lautdes Diphthongs, vorhergehende Phoneme hingegen durh den ersten Laut des Di-phthongs beeinu�t werden, kann dieses Problem durh rihtungsabh�angige Gruppengel�ost werden. Ein Diphthong wird in vershiedene Gruppen eingeordnet, je nah-dem, ob es links oder rehts vom gerade betrahteten Phonem steht. Durh dieseRihtungsabh�angigkeit erh�oht sih die Anzahl der Gruppen um weitere 18.R-CONS_2AUSSEN C N g h j k xR-PLOSIVE b d g k p t tsR-VOK_A a a: aI aUR-VOK_O OY o:R-VOK_Z_HINTEN OY o o: u:R-VOK_Z_LOW ER2 a a: aI aUR-VOK_Z_MID 2 2: � E E: OY e e: o o:R-VOK_Z_MITTE 6 � a a: aI aUL-FRIKATIVE C S f h j r s ts v x zL-FRIK_DENTAL_ALV s ts zL-FRIK_SIBILANTEN S s ts zL-VOK_I AI i:L-VOK_RUND 2 2: OY aU o o: u u: y y:L-VOK_U aU u:L-VOK_UNRUND 6 � E E: a a: aI e e: i:196



L-VOK_Z_HIGH OY aI aU i i: u u: y y:L-VOK_Z_HINTEN aU o o: u:L-VOK_Z_VORNE 2 2: E E: OY aI e e: i: y y:
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Anhang EGlossarAllophone'Allophon' ist die Bezeihnung f�ur eine bestimmte Kontextauspr�agung eines Phonems.Man spriht z.B. vom 'links-d rehts-s Allophon des Phonems a', wenn das 'a' in 'das'gemeint ist.FramesEin frame ist die kleinste zeitlihe Einheit in der mashinellen Spraherkennung. Erbezeihnet keine genormte L�ange in Sekunden, sondern ist abh�angig von der Imple-mentation. In dieser Arbeit entspriht ein frame 10 ms (0.01 Sekunden).GanzwortmodelleF�ur die Spraherkennung k�onnen vershiedene lange Basiseinheiten der Modellierungverwendet werden. Die l�angste noh einigerma�en gebr�auhlihe Basiseinheit ist dasWort, die daf�ur erforderlihen Modelle bezeihnet man als Ganzwortmodelle. Bei ihrerVerwendung hat jedes Wort im Vokabular des Erkenners ein eigenes Modell. DerVorteil von Ganzwortmodellen ist, da� sie die wortabh�angige Realisierung aller ihrerPhoneme sowie deren Koartikulation implizit modellieren. Ihr Nahteil liegt darin,da� zur robusten Sh�atzung der Modellparameter eines Ganzwortmodells eine gro�eZahl von Trainingsbeispielen erforderlih ist, die normalerweise f�ur seltene Worteniht erreiht werden kann. Ganzwortmodelle werden daher beinahe ausshlie�lih inErkennern mit sehr kleinen Wortsh�atzen eingesetzt.
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PhonemeEin Phonem ist die kleinste f�ur eine gegebene Sprahe bedeutungstragende akustisheEinheit. Eine akustishe Einheit ist dann bedeutungstragend, wenn es zwei Worte Aund B gibt, die sih nur in diesem einen Laut untersheiden. Ein Beispiel f�ur einsog. Minimalpaar w�aren Hut und gut, die sih nur im ersten Laut untersheiden. Andiesem Beispiel erkennt man, da� 'h' und 'g' Phoneme sein m�ussen.Diese De�nition des Phonems dekt sih gut mit der intuitiven Vorstellung, da� Pho-neme kurze, voneinander untersheidbare Laute seien. Im Deutshen gibt es allerdingsf�ur den velaren Frikativ 'h' (wie in Bah) und dem palatalen Frikativ 'h' (wie in ih)kein Wortpaar, das sih nur in diesem einen Laut untersheidet. Die beiden Lautewerden daher der De�nition entsprehend niht als untershiedlihe Phoneme behan-delt. In dieser Arbeit werden, abweihend von der De�nition, das velare 'h' und daspalatale 'h' als eigenst�andige, untersheidbare Phoneme behandelt.Die phonetish-linguistishe Theorie bezeihnet akustish untersheidbare Laute, diekeine Phoneme sind, als Phone (Einzahl: Phon).MonophoneEin Monophon entspriht einem Phonem. Gemeint ist damit eine bestimmte Art derakustishen Modellierung, die jedem Phonem ein einziges akustishes Modell zuweist.Monophon-Modelle k�onnen durh die Vorg�anger- und Nahfolgerphoneme verursahteVariationen in der Aussprahe eines Phonems niht modellieren und erreihen dahernur vergleihsweise niedrige Erkennungsleistungen. Allerdings lassen sih Monophon-modelle sehr gut statistish sh�atzen, weil sih die ganze Datenbasis auf wenige (f�urdie meisten Sprahen deutlih unter 100) Monophone verteilt, so da� jedes einzelnemit sehr vielen Daten robust estimiert werden kann. Daher werden Monophonmodelleoft zum Gl�atten von feineren Modellen herangezogen.TriphoneUnter Triphonen [122℄ versteht man eine bestimmte Art der akustishen Modellie-rung, die jedem Phonem f�ur jede Kombination von seinen Vorg�anger- und Nahfol-gerphonemen jeweils ein eigenes akustishes Modell zuweist. Triphone erlauben einesehr di�erenzierte Modellierung. Durh ihre hohe Zahl (bei 50 Basisphonemen shon503 = 125000) ist eine robuste Sh�atzung ihrer Parameter aber meist kaum m�oglih.In vielen F�allen werden daher Gruppen von Triphonen gebildet, die gemeinsam einakustishes Modell haben und einen Kompromi� zwishen Feinheit der Modellierungund Robustheit der Parametersh�atzung darstellen.
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Preision (PRC) und Reall (RCL)Versuht man, aus einer gro�en Menge von Entit�aten diejenigen herauszu�nden, dieeine besondere Eigenshaft haben - zum Beispiel Birnen in einem Sak voll �Apfel -dann ben�otigt man zwei Kennzahlen, um die Qualit�at der Suhe zu beurteilen. Die-se beiden Kennzahlen sind einerseits die Findequote, engl. reall oder RCL, also derProzentanteil der Birnen, die gefunden wurden, und andererseits die Findepr�azision,engl. preision oder PRC, also der Prozentanteil von Birnen aus allen gefundenenFr�uhten - es ist ja durhaus m�oglih, da� eine als Birne gefundene Fruht in Wirk-lihkeit ein Apfel ist und ein Fehler des Klassi�kators Birne/Apfel vorliegt. W�urdeman z.B. nur die Findequote angeben, k�onnte diese leiht auf 100% dadurh gebrahtwerden, da� man alle Fr�uhte im Sak als Birnen �ndet - und shon hat man 100%der tats�ahlih vorhandenen Birnen, egal wieviele das sind, gefunden. Andererseitskann man die Findepr�azision dadurh optimieren, da� man gar keine Fruht als Bir-ne klassi�ziert. In diesem Fall sind 100% der gefundenen Fr�uhte Birnen, aber dieFindequote ist Null.Preision und Reall sind eng mit Typ-I und Typ-II-Fehlern verkn�upft (siehedort).ROC urve; Typ-I und Typ-II-FehlerVersuht man, aus einer gro�en Menge von Entit�aten einige herauszu�nden, die einebesondere Eigenshaft haben - ein Beispiel hierf�ur ist ein Wordspotter - dann kannman dabei zwei grunds�atzlih vershiedene Fehlertypen mahen. Typ-I-Fehler sindsolhe, bei denen eine Entit�at niht gefunden wurde, obwohl sie - der Problemde-�nition nah - h�atte gefunden werden sollen. Typ-II-Fehler sind solhe, bei deneneine Entit�at gefunden wurde, die aber die gesuhte Eigenshaft niht aufweist. Typ-II-Fehler bezeihnet man auh als false alarms. Der Zusammenhang der Typ-I undTyp-II-Fehler mit den Ma�en Preision und Reall (siehe dort) ist wie folgt:PRC = Hf;H = 1:0� Typ � II � FehlerH (E.1)RCL = Hf;Nf = 1:0� Typ � I � FehlerNf (E.2)Dabei ist N die Zahl der Entit�aten insgesamt, Nf die Zahl der zu �ndendenEntit�aten daraus, H die Zahl der gefundenen und Hf; die Zahl der gefundenen undauh tats�ahlih gesuhten Entit�aten.Typ-I-Fehler und Typ-II-Fehler sind niht unabh�angig voneinander. Es ist zumBeispiel m�oglih, die Typ-I-Fehler auszushalten, indem einfah s�amtlihe Entit�atenals gefunden markiert werden. Umgekehrt k�onnen die Typ-II-Fehler eliminiert wer-den, indem keinerlei Entit�aten markiert werden. Durh Einstellung einer Entshei-dungsshwelle innerhalb des Wordspotters ist es m�oglih, den Arbeitspunkt zwishen200



diesen beiden Extremen einzustellen. Auf diesen gew�ahlten Arbeitspunkt beziehensih dann die Angaben zur Performanz, wie Preision und Reall oder Typ-I undTyp-II-Fehlerrate. Es ist jedoh in der Regel niht m�oglih, anhand dieser Kenn-zahlen zwei Wordspotter miteinander zu vergleihen, da die Kennzahlen sih meistauf untershiedlihe Arbeitspunkte beziehen. Eine vollst�andige Charakterisierung derPerformanz eines Wordspotters ist daher erst durh die Angabe von Preision undReall �uber der internen Shwelle, oder zwekm�a�iger durh die Angabe von Preision�uber Reall m�oglih. Eine solhe Charakteristik (Preision �uber Reall, oder h�au�gerPreision �uber der 'false alarm rate') wird als ROC (reeiver operator harateristi)-Kurve bezeihnet.

201



Literaturverzeihnis[1℄ T. Kemp, A. Waibel, Unsupervised training of a speeh reognizer: reent Expe-riments, in Pro. EUROSPEECH 99, Budapest, September 1999[2℄ P. Geutner, M. Finke, A. Waibel, Seletion riteria for Hypothesis Driven LexialAdaptation, in Pro. of the IEEE onferene for aoustis, speeh and signalproessing (ICASSP), 15.-19. M�arz 1999, Phoenix, AZ, USA[3℄ J. Makhoul, F. Kubala, R. Shwartz, R. Weishedel, Performane measures forinformation extration, Proeedings of the DARPA Broadast News Workshop,Hilton at Washington Dulles Airport, Herndon, VA, 28. Februar - 3. M�arz 1999[4℄ K. Ohtsuki, S. Furui, A. Iwasaki, N. Sakurai, Message-driven speeh reognitionand topi word extration, in Pro of the IEEE onferene for aoustis, speehand signal proessing (ICASSP), M�arz 1999, Phoenix, AZ, USA[5℄ D. Oppermann, TU M�unhen: pers�onlihe Kommunikation[6℄ R. Singh, B. Raj, R. Stern, Automati lustering and generation of ontextualquestions for tied states in hidden markov models, in Pro. of the IEEE onferenefor aoustis, speeh and signal proessing ICASSP), M�arz 1999, Phoenix, AZ,USA[7℄ H. Watlar, M. Christel, Y. Gong, A. Hauptmann, Lessons Learned from Buildinga Terabyte Digital Video Library, Computer, Februar 1999, S. 66-73[8℄ M. Westphal, A. Waibel, Towards spontaneous speeh reognition for on-boardar navigation and information systems, in Pro. EUROSPEECH 99, Budapest,September 1999[9℄ A. Wendemuth, G. Rose, J. Dol�ng, Advanes in on�dene measures for largevoabulary, in Pro. of the IEEE onferene for aoustis, speeh and signalproessing ICASSP), 15.-19. M�arz 1999, Phoenix, AZ, USA
202



[10℄ D. Willett, C. Neukirhen, J. Rotland, G. Rigoll, Re�ning tree-based state luste-ring by means of formal onept analysis, balaned deision trees and automati-ally generated model-sets, in Pro. of the IEEE onferene for aoustis, speehand signal proessing ICASSP), 15.-19. M�arz 1999, Phoenix, AZ, USA[11℄ P. Geutner, Adaptive Voabularies in Large Voabulary Speeh Reognition, Ph.D. thesis, University of Karlsruhe, Germany, February 1999[12℄ T. Kemp, A. Waibel, Reduing the OOV rate in broadast news speeh reo-gnition, in Pro. of ICSLP 98, Vol 5, S. 1839 �, Sydney, Australia, Dezember1998[13℄ T. Kemp, P. Geutner, M. Shmidt, B. Tomaz, M. Weber, M. Westphal, A. Wai-bel, The Interative Systems Labs View4You video indexing system, in Pro. ofICSLP 98, Vol 4, S. 1639 �, Sydney, Australia, Dezember 1998[14℄ T. Kemp, A. Waibel, Unsupervised training of a speeh reognizer using TVbroadasts, in Pro. of ICSLP 98, Vol 5, S. 2207 �, Sydney, Australia, Dezember1998[15℄ T. Kemp, M. Weber, P. Geutner, J. Guertler, P. Sheytt, M. Shmidt, B. Tomaz,M. Westphal, A. Waibel, Automatishe Erstellung einer Video-Datenbank: dasView4You-System, in Pro. of the 4th Conferene on Natural Language Proes-sing KONVENS-98, Vol. 1, S. 347 �., Bonn, Germany, Oktober 1998[16℄ S. Chen, M.J.F. Gales, P.S. Gopalakrishnan, R.A. Gopinath, D. Kanevsky, P. Ol-sen, L. Polymenakos, IBM's LVCSR system for transription of broadast newsused in the 1997 HUB4 english evaluation, in Pro. of the DARPA BroadastNews Transription and Understanding Workshop, S. 127 �, Landsdowne Con-ferene Resort, Landsdowne, VA, 8.-11. Februar 1998[17℄ S.S. Chen, P.S. Gopalakrishnan, Speaker, environment and hannel hange de-tetion and lustering via the bayesian information riterion, in Pro. of theDARPA Broadast News Transription and Understanding Workshop, S. 127 �,Landsdowne Conferene Resort, Landsdowne, VA, 8.-11. Februar 1998[18℄ T. Hain, S.E. Johnson, A. Tuerk, P.C. Woodland, S.J. Young, Segment Genera-tion and Clustering in the HTK Broadast News Transription System, in Pro.of the DARPA Broadast News Transription and Understanding Workshop, S.133 �, Landsdowne Conferene Resort, Landsdowne, VA, 8.-11. Februar 1998[19℄ National Institute of Standards (NIST), Proeedings of the DARPA BroadastNews transription and understanding workshop, Lansdowne, VA, 8.-11. Februar1998
203



[20℄ F. Wessel, K. Maherey, R. Shl�uter, Using word probabilities as on�dene mea-sures, in Pro. of the IEEE ICASSP 98, Seattle, Washington, USA, 12.-15. Mai1998[21℄ P.C. Woodland, T. Hain, S.E. Johnson, T.R. Niesler, A. Tuerk, E.W.D. Whit-taker, S. Young, The 1997 HTK Broadast News Transription System, in Pro.of the DARPA Broadast News Transription and Understanding Workshop, S.133 �, Landsdowne Conferene Resort, Landsdowne, VA, 8.-11. Februar 1998[22℄ M. Woszzyna, Fast Speaker Independent Large Voabulary Continuous SpeehReognition, Dissertation an der Universit�at Karlsruhe, Fakult�at f�ur Informatik,Februar 1998[23℄ http://www-nlpir.nist.gov[24℄ T. Shaaf, T. Kemp, Con�dene measures for spontaneous speeh, in Pro.ICASSP-97, Vol 2, pp 875 �, M�uhen, April 1997[25℄ M. Finke, P. Geutner, H. Hild, T. Kemp, K. Ries, M. Westphal, The Karlsruhe-Verbmobil Speeh Reognition System, in Pro. ICASSP-97, Vol 1, S. 83 �,M�unhen, April 1997[26℄ T. Kemp, T. Shaaf, Estimating on�dene using word latties, in Pro.EUROSPEECH-97, Band 2, S. 827 �, Rhodos, Griehenland, September 1997[27℄ J. Billa, K. Ma, M. Siu, G. Zavaliagkos, Aousti modeling work at BBN, in Pro.of the Hub-5 Conversational Speeh Reognition workshop, NIST, LinthiumHeights, Maryland, November 1997[28℄ M.M. Beaulieu, M. Gatford, X. Huang, S.E. Robertson, S. Walker, P. Williams,Okapi at TREC-5, Pro. of the 5th Text Retrieval Conferene, NIST, Gaithers-burg, MD, Januar 1997[29℄ J. Caminero, L. Hernandez, C. de la Torre, C. Martin, Improving utterane ve-ri�ation using hierarhial on�dene measures in ontinuous natural numbersreognition, Pro. ICASSP 97, S. 891 �., M�unhen, April 1997[30℄ M. Finke, L. Chase, J. Fritsh, P. Geutner, K. Ries, T. Zeppenfeld, A. Waibel,JanusRTk Swithboard/CallHome Evaluation System, Pro. of the ARPA Hub-5E evaluation, Linthium Heights, Maryland, Mai 1997[31℄ J. G. Fisus, A post-proessing system to yield redued word error rates: reogni-zer output voting error redution (ROVER), in Pro. of the Hub-5E onversa-tional speeh reognition workshop, ARPA, 1997
204



[32℄ M.J.F. Gales, Semi-tied full-ovariane matries for hidden markov models, Cam-bridge University Tehnial Report TR 287, CUED/F-INFENG/TR 287, Cam-bridge, England, April 1997[33℄ J. Garofolo, J. Fisus, W. Fisher, Design and preparation of the 1996 Hub-4broadast news benhmark orpora, in Pro. of the DARPA Speeh ReognitionWorkshop held in the West�elds Conferene Center, Chantilly, VA, Februar 1997[34℄ L. Gillik, Y. Ito, J. Young, A probabilisti approah to on�dene estimationand evaluation, Pro. ICASSP 97, S. 879 �., M�unhen, April 1997[35℄ H. Hild, Buhstabiererkennung mit neuronalen Netzen in Auskunftssystemen,Dissertation, Universit�at Karlsruhe, Fakult�at f�ur Informatik, Shaker Verlag, Aa-hen, ISBN 3-8265-3155-8, 1997[36℄ National Institute of Standards (NIST), The 1997 Hub-5NE evaluation plan forreognition of onversational speeh over the telephone, in non-english languages,in Pro. of the Hub-5 onversational speeh reognition workshop, MaritimeInstitute of Tehnology (MITAGS), Linthium Heights, Maryland, November1997[37℄ A. Manos, V. Zue, A segment-based wordspotter using phoneti �ller models,Pro. ICASSP 97, S. 899 �., M�uhen, April 1997[38℄ C. Neti, S. Roukos, E. Eide,Word-based on�dene measures as a guide for staksearh in speeh reognition, Pro. ICASSP 97, S. 883 �., M�unhen, April 1997[39℄ I. Rogina, Parameterraumoptimierung f�ur Diktiersysteme mit unbeshr�anktemVokabular, Dissertation, Universit�at Karlsruhe, Fakult�at f�ur Informatik, 1997[40℄ M. Siegler, U. Jain, B. Ray, R. Stern, Automati segmentation, lassi�ationand lustering of broadast news audio, Pro. of the DARPA Broadast NewsTransription and Understanding Workshop, S. 97�, The West�elds ConfereneCenter, Chantilly, VA, 2.-5. Februar 1997[41℄ J. Viegener, Inkrementelle, dom�anenunabh�angige Thesauruserstellung in doku-mentbasierten Informationssystemen durh Kombination von Konstruktionsver-fahren, Ph. D. Thesis, Fakult�at f�ur Informatik der Universit�at Karlsruhe, 1997,ISBN 3-89601-428-5, ISSN 0941-5769, in�x Verlag, Sankt Augustin, 1997[42℄ M. Weintraub, F. Beaufays, Z. Rivlin, Y. Konig, A. Stolke, Neural-Networkbased measures of on�dene for word reognition, Pro. ICASSP 97, S. 887 �.,M�unhen, April 1997[43℄ P. Zhan, M. Westphal, Speaker normalization based on frequeny warping, inPro. ICASSP-97, M�unhen, April 1997205



[44℄ T.Kemp, A.Jusek: 'Modelling unknown words in spontaneous speeh', in Pro.ICASSP-96, pp 530 �, Atlanta, Mai 1996, ISBN 0-7803-3192-3[45℄ T. Kemp, Regelbasiert generierte Aussprahevarianten fuer Spontansprahe, in:Natural Language Proessing and Speeh Tehnology, Dafydd Gibbon (Ed.),Mouton de Gruyter, Berlin, 1996, ISBN 3-11-015449-8[46℄ M. Woszzyna, M.Finke, D.Gates, M.Gavalda, T.Kemp, A.Lavie, A.MNair,L.May�eld, M.Maier, I.Rogina, K.Shima, T.Sloboda, A.Waibel, P.Zhan,T.Zeppenfeld, Janus II - advanes in spontaneous speeh translation, in Pro.ICASSP-96, pp 409 �, Atlanta, Mai 1996, ISBN 0-7803-3192-3[47℄ S. Cox, R. Rose: Con�dene Measures for the Swithboard Database, in Pro.ICASSP-96, pp 511 �, Atlanta, Georgia, Mai 1996[48℄ E. Eide, H. Gish: A parametri approah to voal trat length normalization, inPro. ICASSP-96, pp 346 �, Atlanta, Georgia, Mai 1996[49℄ M.J.F. Gales, P.C. Woodland, Mean and variane adaptation within the MLLRframework, Computer Speeh and Language 10 (1996), pp 249-264[50℄ Haitao Qiu: Con�dene Measure for Speeh Reognition Systems, Masters Thesis,Carnegie Mellon University Computational Linguistis Philosophy Department,Pittsburgh, PA, April 1996[51℄ E. Lleida, R.C. Rose: EÆient deoding and training proedures for utteraneveri�ation in ontinuous speeh reognition, in Pro. ICASSP-96, pp 507 �,Atlanta, Georgia, Mai 1996[52℄ M. Finke, T. Zeppenfeld, M. Maier, L. May�eld, K. Ries, P. Zhan, J. La�erty,A. Waibel: Swithboard April 1996 Evaluation Report, DARPA, April 1996[53℄ Summary of the NIST Workshop on on�dene measures, NIST, Januar 1996[54℄ P. Plaeway, J. La�erty: Cheating with imperfet transripts, in Pro. ICSLP 96,Philadelphia, September 1996[55℄ Z. Rivlin, M. Cohen, V. Abrash, T. Chung, A phone-dependent on�dene mea-sure for utterane rejetion, in Pro. ICASSP-96, S. 515 �, Atlanta, Georgia, Mai1996[56℄ R. Sukkar, A. Setlur, M. Rahim, C.H. Lee, Utterane veri�ation of keywordstrings using word-based minimum veri�ation error (WB-MVE) training, inPro. ICASSP 96, S. 518 �, Atlanta, Georgia, Mai 1996
206



[57℄ H. Watlar, A. Hauptmann, M. Witbrok, Informedia: news-on-demand experi-ments in speeh reognition, Pro. of the ARPA SLT workshop, 1996.[58℄ P.C. Woodland, M.J.F. Gales, D. Pye, Improving environmental robustness inlarge voabulary speeh reognition, in Pro. ICASSP 96, S. 65 �, Atlanta, Geor-gia, Mai 1996[59℄ T. Kemp, Data-driven odebook adaptation in phonetially tied SCHMMs, inPro. ICASSP-95, vol 1, pp 477�, Detroit, Mai 1995[60℄ B. Suhm, P. Geutner, T. Kemp, A. Lavie, L. May�eld, A.E.MNair, I. Rogina,T. Sloboda, W. Ward, M. Woszzyna, A. Waibel. Janus: towards multilingualspoken language translation, in Pro. of the ARPA Spoken Language SystemsTehnology Workshop held at the Barton Creek Resort Conferene Center, Aus-tin, TX, 22.-25. Januar 1995; Morgan Kaufman Publishers In., 340 Pine Street,6th oor, San Franiso, CA 94104, ISBN 1-55860-374-3[61℄ P.Geutner, B.Suhm, F.D.Buo, T.Kemp, L.May�eld, A.E.MNair, I.Rogina,T.Shultz, T.Sloboda, W.Ward, M.Woszzyna, A.Waibel. Integrating di�erentlearning approahes into a multilingual spoken language translation system, inPro. of the IJCAI workshop on New Approahes to Learning for Natural Lan-guage Proessing, pp 33 �, Montreal, Canada, August 1995[62℄ Simon Arn�eld, Peter Roah, Jane Setter, Peter Greasley, Dave Horton, Emotio-nal Stress and Speeh Tempo Variation, Proeedings of the ESCA-NATO Tutori-al and Researh Workshop on Speeh under Stress, Lisbon, Portugal, September1995, ISSN 1018-4554[63℄ A. Anastasakos, R. Shwartz, H. Shu, Duration modeling in large voabularyspeeh reognition, Pro. ICASSP 95, pp 628 �., Detroit, Mai 1995[64℄ P. Jeanrenaud, E. Eide, U. Chaudhari, J. MDonough, K. Ng, M. Siu, H. Gish,Reduing word error rate on onversational speeh from the swithboard orpus,Pro. ICASSP 95, S. 53 �., Detroit, Mai 1995[65℄ E. Eide, H. Gish, P. Jeanrenaud, A. Mielke: Understanding and improving speehreognition performane through the use of diagnosti tools, in Pro. ICASSP-95,S. 221 �., Detroit, Mai 1995[66℄ P. Fetter, F. Class, U. Haiber, A. Kaltenmeier, U. Kilian, P. Regel-Brietzmann,Detetion of unknown words in spontaneous speeh, in Pro. EUROSPEECH 95,vol. 3, S. 1637 �, Madrid, September 1995[67℄ R. Haeb-Umbah, P. Beyerlein, E. Thelen, Automati transription of unknownwords in a speeh reognition system, in Pro. ICASSP 95, S. 840 �., Madrid,September 1995 207



[68℄ Mihael D. Monkowski, Mihael A. Piheny, P. Srinivasa Rao, Context dependentphoneti duration models for deoding onversational speeh, in Pro. ICASSP95, vol. 1, S. 528 �., Detroit, Mai 1995[69℄ Nikki Mirghafori, Eri Fosler, Nelson Morgan, Fast speakers in large voabularyontinuous speeh reognition: analysis and antidotes, Pro. EUROSPEECH 95,vol. 1, S. 491 �., Madrid, September 1995[70℄ Douglas O'Shaughnessy, Timing patterns in uent and disuent spontaneousspeeh, Pro. ICASSP 95, S. 600 �., Detroit, Mai 1995[71℄ P. Dumouhel, D. O'Shaughnessy, Segmental duration and HMM modeling, Pro.EUROSPEECH 95, vol. 1, S. 803 �., Madrid, September 1995[72℄ P. Jeanrenaud, M. Siu, H. Gish, Large voabulary word soring as a basis for tran-sription generation, Pro. EUROSPEECH 95, S. 2149 �., Madrid, September1995[73℄ R. Kneser, H. Ney, Improved baking-o� for m-gram language modeling, Pro.ICASSP 95, vol 1, pp 181 �, Detroit, Mai 1995[74℄ C.J. Legetter, P.C. Woodland, Maximum likelihood linear regression for speakeradaptation of ontinuous density hidden Markov models, Computer Speeh andLanguage 9 (1995), pp 171 �[75℄ E. Paulus, M. Lehning, Die Evaluierung von Spraherkennungssystemen inDeutshland, Verbmobil Report 70/95, Juli 1995; auh im Tagungsband Fort-shritte der Akustik, DAGA 1994, Dresden 1994, S. 147 �.[76℄ Yukihiro Osaka, Shozo Makino, Toshio Sone, Spoken Word reognition using pho-neme duration information estimated from speaking rate of input speeh, Pro.ICSLP 95, S. 191 �.[77℄ M. Rahim, C.H. Lee, B.H. Juang, Robust utterane veri�ation for onneteddigits reognition, Pro. ICASSP-95, S. 285 �, Detroit, Mai 1995[78℄ R.C. Rose, B.H.Juang, C.H. Lee: A training proedure for verifying string hy-potheses in ontinuous speeh reognition, Pro. ICASSP-95, S. 281 �, Detroit,Mai 1995[79℄ J. Savoy, M. Ndarugendamwo, D. Vrajitoru, Report on the TREC-4 Experiment:Combining Probabilisti and Vetor-Spae Shemes, Pro. of the 4th Text Re-trieval Conferene, NIST, Gaithersburg, MD, November 1995[80℄ E.G. Shukat-Talamazzini, Automatishe Spraherkennung. Vieweg Verlag,Braunshweig, 1995. 208



[81℄ Matthew A. Siegler, Rihard M. Stern, On the e�ets of speeh rate in large vo-abulary speeh reognition systems, Pro. ICASSP 95, S. 612 �., IEEE, Detroit,Mai 1995[82℄ T. Sloboda, Ditionary learning: performane through onsisteny, Pro. ICAS-SP 95, pp 453 �., IEEE, Detroit, Mai 1995[83℄ David Burshtein, Robust parametri modeling of durations in HMMs, in Pro.ICASSP 95, vol. 1, S. 548 �., IEEE, Detroit, Mai 1995[84℄ M. Weintraub: LVCSR Log-Likelihood ratio soring for keyword spotting, in Pro.ICASSP 95, vol. 1, S. 297 �., IEEE, Detroit, Mai 1995[85℄ R. Wilkinson, J. Zobel, R. Saks-Davis, Similarity Measures for Short Queries,Pro. of the 4th Text Retrieval Conferene, NIST, Gaithersburg, MD, November1995[86℄ M. Woszzyna, N.Aoki-Waibel, F.D.Buo, N. Coaro, K. Horigushi, T. Kemp,A. Lavie, A. MNair, T. Polzin, I. Rogina, C.P. Rose, T. Shultz, B. Suhm, M.Tomita, A. Waibel, Janus 93: Towards Spontaneous Speeh Translation, Pro.ICASSP-94, S. 345-349, IEEE, Adelaide, April 1994[87℄ H. Bourlard, B. D'hoore, J.M. Boite: Optimizing reognition and rejetion perfor-mane in wordspotting systems, Pro. ICASSP-94, S. I-373 �., IEEE, Adelaide,April 1994[88℄ Gudrun Flah, Beshreibung von Aussprahevarianten, Tagungsband 'Elektro-nishe Sprahsignalverarbeitung', 1994[89℄ K. Kohler, M. P�atzold, A. Simpson, Handbuh zur Segmentation und Etikettie-rung von Spontansprahe 2.3, IPDS Kiel, Verbmobil Tehnishes Dokument Nr.16, Dezember 1994[90℄ D.S.Pallett et al, Be Sure to Read the Fine Print: II, Pro. ARPA Spoken Lan-guage Systems and Tehnology Workshop, ARPA, M�arz 1994[91℄ T. Robinson, SHORTEN: simple lossless and near-lossless waveform ompressi-on, Cambridge University Engineering Department Tehnial Report CUED/F-INFENG/TR.156, Cambridge University Engineering Department, Trumping-ton Street, Cambridge, CB2 1PZ, UK, Dezember 1994[92℄ Sheryl Young, Deteting misreognitions and out-of-voabulary words, in Pro.ICASSP-94, S. II-21 �., Adelaide, Australia, April 1994[93℄ R. Sukkar, Rejetion for onneted digit reognition based on GPD segmentaldisrimination, in Pro. ICASSP-94, S. I-393 �., Adelaide, Australia, April 1994209



[94℄ T. Otsuki, A. Ito, S. Makino, T. Otomo, The performane predition method onsentene reogntion system using a �nite state automaton, in Pro. ICASSP-94,S. I-397 �., Adelaide, Australia, April 1994[95℄ M. Jones, P.C. Woodland, Using relative duration in large voabulary speehreognition, in Pro. EUROSPEECH 93, S. I-311 �.[96℄ M. Jones, P.C.Woodland, Exploiting variable width features in large voabularyspeeh reognition, Pro. ICASSP 93, Vol. 2, S. 323 �.[97℄ Mihael M. Hohberg, Harvey F. Silverman, Constraining model duration va-riane in HMM-based onneted-speeh reognition, Pro. EUROSPEECH 93, S.323 �.[98℄ Yifan Gong, William C. Treurniet, Duration of phones as funtion of utteranelength and its use in automati speeh reognition, Pro. EUROSPEECH 93, S.315 �.[99℄ Mei-Yuh Hwang, Subphoneti Aousti Modeling for Speaker-Independent Conti-nuous Speeh Reognition, Ph.D. thesis, CMU-CS-93-230, Carnegie Mellon Uni-versity, Pittsburgh, PA 15213, Dezember 1993[100℄ P. Jeanrenaud, K. Ng, M. Siu, J. Rohliek, H. Gish, Phoneti-based word spot-ter: Various on�gurations and appliation to event-spotting, in Pro. EURO-SPEECH 1993, S. 1057 �., ESCA, Berlin, 1993[101℄ Nelly Suaudeau, Regine Andre-Obreht, Sound duration modelling and time-variable speaking rate in a speeh reognition system, Pro. EUROSPEECH 93,S. 307 �.[102℄ E. Lleida, J. Marino, J. Salavedra, A. Bonafonte, E. Monte, A. Martinez, Out-of-voabulary word modelling and rejetion for keyword spotting, in Pro. EU-ROSPEECH 1993, S. 1265 �., ESCA, Berlin 1993[103℄ M. Woszzyna, N. Coaro, A. Eisele, A. Lavie, A. MNair, T. Polzin, I. Rogina,C.P. Rose, T. Sloboda, M. Tomita, J. Tsutsumi, N. Aoki-Waibel, A. Waibel, W.Ward, Reent Advanes in Janus, a Speeh-to-Speeh Translation System, Pro.EUROSPEECH 1993, S. 1295-1298[104℄ J. Rohliek, P. Jeanrenaud, K. Ng, H. Gish, B. Musius, M. Siu, PhonetiTraining and language modeling for word spotting, Pro. ICASSP 93, S. II-459�., IEEE Signal Proessing Soiety, Minneapolis, April 1993[105℄ S.R. Young, W. Ward: Reognition on�dene measures for spontaneous spokendialog, in Pro. EUROSPEECH 93, S. 1177 �, Berlin, September 1993
210



[106℄ R. Sukkar, J. Wilpon: A two pass lassi�er for utterane rejetion in keywordspotting, Pro. ICASSP 1993, S. II-451 �., IEEE Signal Proessing Soiety, Min-neapolis, April 1993[107℄ L. Villarrubia, A. Aero: Rejetion tehniques for digit reognition in teleommu-niation appliations, Pro. ICASSP 1993, S. II-455 �., IEEE Signal ProessingSoiety, Minneapolis, April 1993[108℄ M. Adda-Deker, G. Adda, Experiments on stress dependent phone modellingfor ontinuous speeh reognition systems, Pro. ICASSP 1992, S. 561 �.[109℄ J. Bellegarda, P. de Souza, A. Nadas, D. Nahamoo, M. Piheny, L. Bahl, Robustspeaker adaptation using a pieewise linear aousti mapping, Pro. ICASSP-92,pp 445 �[110℄ R. Rose, Disriminant Wordspotting tehniques for rejeting non-voabularyutteranes in unonstrained speeh, Pro. ICASSP 1992, S. II-105 �., IEEE SignalProessing Soiety, San Franiso, M�arz 1992[111℄ ColinWillsWightman,Automati detetion of prosodi onstituents for parsing,Ph.D. thesis, Boston University Graduate Shool, 1992[112℄ D. Paul, New results with the Linoln tied mixture HMM CSR-System, Pro.DARPA Speeh and Natural Language Workshop 1991, S. 65-70.[113℄ H. Gish, M.H. Siu, R. Rohliek, Segregation of Speakers for Speeh Reognitionand Speaker Identi�ation, in Pro. ICASSP-91, S. 873 �[114℄ G. Bamberg, F. Baur, Statistik, R. Oldenbourg Verlag, Munih/Vienna, ISBN3-486-21325-3, 1989[115℄ F. Class, A. Kaltenmeier, P. Regel, K. Trottler, Fast speaker adaptation forspeeh reognition systems, Pro. ICASSP-90, vol 1, pp 133 �[116℄ S. J. Cox, J. Bridle, Unsupervised speaker adaptation by probabilisti spetrum�tting, Proeedings ICASSP-89, vol 1, pp 294 �[117℄ T.H. Crystal, A.S. House, Artiulation rate and the duration of syllables andstress groups in onneted speeh, Journal of the Aoustial Soiety of Ameria,88(1):101-112, 1990[118℄ T.H. Crystal, A.S. House, Segmental durations in onneted-speeh signals: Cur-rent results, Journal of the Aoustial Soiety of Ameria, 83(4), April 1988, S.1553 �.
211



[119℄ S. Deerwester, S.T. Dumais, T.K. Landauer, G.W. Furnas, R.A. Harshman, In-dexing by latent semanti analysis, Journal of the Soiety for Information Siene,1990[120℄ K. Fukunaga: Introdution to statistial pattern reognition, Aademi PressIn., San Diego, CA 92101, ISBN 0-12-269851-7, San Diego, 1990[121℄ R. Heht-Nielsen, Neuroomputing, Addison-Wesley Publishing Company, Rea-ding, MA, USA, 1990[122℄ Kai-Fu Lee, Large-Voabulary Speaker-Independent Continuous Speeh Reo-gnition: The SPHINX System, Ph. D. thesis, CMU-CS-88-148, Carnegie MellonUniversity, Pittsburgh, PA 15213, April 1988[123℄ P.J.Prie, C.W. Wightman, M. Ostendorf, J. Bear, The use of relative durationin syntati desambiguation, Pro. ICSLP 90, 1.4.1-1.4.4.[124℄ L.R. Rabiner, A tutorial on Hidden Markov Models and Seleted Appliationsin Speeh Reognition, in Pro. of the IEEE, 77(2):257-285, Februar 1989[125℄ A. Waibel, K.F. Lee (editors), Readings in Speeh Reognition, Morgan Kauf-man Publishers, San Mateo, CA, 1990. ISBN 1-558-60124-4[126℄ G. Yu, R.Shwartz: Disriminant analysis and supervised vetor quantizationfor ontinuous speeh reognition, Pro. ICASSP 1990, S. 685 �.[127℄ K. Choukri, G. Chollet, Y. Grenier, Spetral transformations through anonialorrelation analysis for speaker adaptation in ASR, Pro. ICASSP-86, vol 4, pp2659 �[128℄ S.E. Levinson, Continuously variable duration Hidden Markov models for auto-mati speeh reognition, Computer Speeh and Language 1, No. 1, S. 29-45[129℄ M.J.Russell, R.K.Moore, Expliit modeling of state oupany in hidden Markovmodel for automati speeh reognition, Pro. ICASSP 85, S. 5 �.[130℄ G. Juettner, Entwiklung eines wissensbasierten Lernsystems zum Aufbau ei-nes Thesaurus f�ur Information Retrieval Systeme, Dissertation, TU M�unhen,Fakult�at f�ur Mathematik und Informatik, Mai 1987[131℄ T.H. Crystal, A.S. House, Segmental durations in onneted speeh signals: Pre-liminary results, Journal of the Aoustial Soiety of Ameria, 72(3), Sept. 1982,S. 705 �.[132℄ J. Jashul, Speaker adaptation by a linear transformation with optimised para-meters, Proeedings of the ICASSP 3 (1982), 1657-1670212



[133℄ C.J. van Rijsbergen, Information Retrieval, London: Butterworth, 1979, S. 174�[134℄ F.J. Harris, On the use of windows for harmoni analysis with the disreteFourier transform, Pro. IEEE, 66 (1978), 51-83[135℄ G.D. Forney, The Viterbi algorithm, Pro. IEEE, vol 61, S. 268-278, M�arz 1973[136℄ G. Salton (Ed.), The SMART Retrieval System / Experiments in AutomatiDoument Proessing, Prentie-Hall In., Englewood Cli�s, New Jersey 1971[137℄ L. Baum, T. Petrie, G. Soules, N. Weiss, A maximization tehnique ourringin the statistial analysis of probabilisti funtions of markov hains, The Annalsof Mathematial Statistis 1970, Vol 41, No 1, pp 164-171[138℄ L. Baum, T. Petrie, Statistial inferene for probabilisti funtions of �nite statemarkov hains, The Annals of Mathematial Statistis 1966, Vol 37, No 6, pp1554-1563[139℄ A. J. Viterbi, Error bounds for onvolutional odes and an asymptotially opti-mal deoding algorithm, IEEE Transations on Information Theory, vol. IT-13,S. 260-269, April 1967[140℄ Thomas M. Cover, Joy A. Thomas, Elements of Information Theory, JohnWiley and Sons, New York, 1938, ISBN 0-471-06259-6

213


