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Kapitel 2

Spracherkennung
JANUS

•In

EilJ Sprach:üg;llaL da.<;VUll .fAKUS vt'rariwitet .•••.erdf'll süll, wird ZUUliehst mit
t"iIw[ (illllf'rhaih gewissf'f GrPllzl'u) frei wählhareu Frequl:'uz (meist IGKII.~) all-
geta.<;tet \lud dauach in wf'uigE' Millisl'kulH\eu lall~t-' ZeitaiJscilllitte, dil:' sogt-'-
Il:UJIltt'lI fmfllf:.~zt-'rlf'gt. Die so erhaltenen raramcter kiJUIlt'll mit vefschiedl'uell
~1('thud(,ll \"urw'carbeitet werdell, bevor die eigelltlidU' Arheit dP:' Erkt'lIl1t'fS
IH'!~illllt.

2.1 Dynaluic TiIne Warping

Es liegt jetzt ein Eiugalwmuster mit i = 1, .." N jramfl; vor, die jeder durch
einen Vektor VOll \Vertell repräsentiert werden. Außerdem ist bek.:1.Il11t, daß d;L<;
SprachsigIlai aus "'örtern besteht, die im Wörterhuch VOll .lANUS vUrkUllllllt'll,

fiir die alsu Wurtmudelle existieren. Demlladl muß lUlUljetzt hemusfinden, wel-
dIP Wörter in dem Sprachsignal vorkommen und in weldwr Reilwufolge sie
geäußert wlInlell. Dazu versucht mau, eiueu sogeu<tllntell \Veg (path) zu finden,
der die framcs des Eingabemusters und die Wortmodelle eiuallder zuordnet. Da-
bei muß sowohl il1l1erhalh der EiJlgallf~ als alIeli iunerhalh der \Vortmodelle die
zeitliche Reihenfolge herücbichtigt werden, und der Pfad muß EiJlgaLemuster
\Hili Wortlrludelle jeweiL<;lüekenlos überdecken. Zu diesem Zweck geht JANUS
(lie frumes III ihrer zeitlichen JU>.ihenfolge durch, stellt in jedem Schritt Hypo-
thesen auf und hewertet di~e, weist ihm'li aL.,o eine Dewertung (score) zu.
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2.2 Hidden Markov Modelle

6

Die Modellieruug VOll\Vorku uud Phoucmen geschieht in .lANUS nut Hiddell
Markov Modellen (HMMs). Solche Mudelle werden zur statistischen Modeliie-
rung von Signalen eingesetzt; es handelt sich um Erweiteruugeu der Di.<;kreten
Markov-Modelle. Ein Diskretes ~Iarkov-Modellläßt sicll als nicht-detennillistischt'r
endlicher Automat aulfasseu, dessen Zustandsübergänge mit \Vahrscheinlicllkei.
ten versehen sind. Dei ~laIkm'~Pro7.es.'iel1 .•••.enlen nurmalerwei.'ie IIl1r der aktu-
elle und der direkt vorhergehende Znstand in die probabilistische Betrachtung
einbezogen. Außerdem werdelI die \Vahrsdwillliclikeiteu als kOllstallt in Bezug
auf die Zeit hetra.chtet. Solche stodw,.<;ti.'idleU Pru7..l:'_'l.<;ebezeichnet man alldl
als beolJadltbar, d:\ m:m zu jedem Zeitpunkt flie Ausgahe (deli aktuellen Zu-
staud, in dem sich der Automat beiludet, und der mit einem beobachtbaren
Ereignis gleichgesetzt wird) feststelleu ,,",UI1l.Im allgemeiuen braucllt aher die
Beobachtung eiuffi Ereiglli.'iSt'$ nicht korrekt zu sein - sie ist vidmehr eiue
Wahrsdleinlichkeitsfnuktioll dffi Erdglli.'ises. Ma.u hat es hier alw eigcntlidl mit
zwei ineinauder versdla.chteltell stodl:\.'iti.'ichen Prozffiscn zu tUIl, vou dplten uur
eiller beob.a.c1ltbar ist; daher kommt der l\""ameHiddefl Markov Model.

Es gibt drei Aufgaben:o;tellulll';ell, die im Zusammeuhaug mit Hitiden r-.larkuv
)..Jodellen wichtig sind:

L Beredml:' die \Vahrsdwiulichkeit eiller Ausgaueseilllenz für ein heo;timmtes
Modell.

2. \Velche Folge VOllZustälHleu eines I';ep;ebeneu ~Iodells kanu eiue he;;;tiUl1l1te
Au:o;galtesequenz prudllZif'rt haheu'!

3. \Vie la.~<;ellsich die Wahrscheilllichkeiten für Zustandsühergiinge uud Be-
ob.a.c1ltungcn so anpa..%ell, daß die Wahrsclleinliehkeit für eine bestimmle
Ausgabesequellz UlöglidlSl groß wird'!

Da.'i zweite Problem stellt sich zum Beispiel daIlll, weun man eine Hypothe:o;e
aufstellen will, 11meinen Pfad weiterzuführen. Der Ven>udl, diese Hypothe:o;e zu
bewerten, führt dagegen auf das erste Problem. Das dritte Prohlt~m gehört P1wr
zum Bereich des Trainings llud ist für diese Arbeit weniger interessant.

2.3 Suche lind Hypothesenbewertung
.lANUS erkennt Wörter aus eillem Vokabular von etwa 20.000 . .Jedes \Vort ist
durch Phoneme rcprii.-<;elltiert, jcdes Phouem wiederum durch ein HM!\L Der'
Erkeuuer kann für jedes Phonem ulld jeden frame bewerten, wie gut der frame
zu dem entsprecheuden HMM paßt.
Für die Suche nadl eiuem DTW-I'f:u:l kaun ma.u sich HypothffiCII iu ein Koor.
dinatensystem eingetragen deuken, auf dessen x-Achse die Zeit und auf de.'I.'ieu
y-Achse die möglichen Wörter mit ihren Phonemcu uud den ZustänJell der
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entspnx:henden H:MMs stehet!. Eine Zelle iu diesem Koordinatensystem enthält
immer zwei Einträge, nämlich l'ÜIl' lokale und eine glohale Bewertung flir:

Zur Zeit t ~urde der X-te Zustand von Phonem Y in Wort Z durchlaufen.

Dal,ei hcrikksichtigt die 10&1..IeBewertung nur die aktuelle Zelle, während für
die glohale Bewertung a\l(:h die!Summe der Bewertullge-"l der Zellen entl.mg (11:'$
Pfades herallgezogen wenlell, der zur aktllellml Zelle führt.
Hat tier Erkenner die Hypothesen für den Zt"itpuukt t bewertet, tlallu müssen
Hypothesen flir den Zeitpunkt t + 1 allfgt"stellt werdelI. Dahei komHlt'n Zll-
stalldsühergängf' innerhalb eines Phollems in Frage oder solche Pholll'me, die
eine der aktiviertf'1I \Vurthypothest'u fortsetzen oder mit denen ein neues \Vurt
beginnen küullte.
Für die aktivierten Phuneme müssen dann Bewertungen hcredl1let wenlen, um
daraus Bewertungen für die \Vurthypotheseu zu erhallen. Die ~l(,lIge der zu
uutersUdlf'1lI1en Hyputhesen wird mit einem Viterbi b,:am ,';can:1It"illgeschränkt.
Das bedeutet, daß nur diejenigeu Hyputhesen weiterverfolgt wertlen, deren Bt'-
wertullg von der tlt'~'itl'num höch~tells die Strahlb1"f'lte abweicht.

2.4 Der Einsatzort der neuronalen Netze
Die HYl'othesenhewertllng ist relativ I.mgsam, weil häufig sehr viele PlwuelOe in
Frage kOJrluWUlind die eutsprecheuden Phuuem- und \Vurtmodelle h(~arbeitet
werden müssen. Die Auzahl I'houellle L'ltzwar normalerweise nif'drig, dif"Hl\Il\Is
verwendeu aher kOllte.xtabhällgige Modelle, 1Il1ddie meisten Plwlleme köunen
in vielen vt'rschiedelleu \Vörtern vorkommen.
Ein neuronales :'\etz, das ÜI der Lage wäre, a-postt'riuri-\Vahrscheiulichkeitell
für das Vorliegen eines hE'$timmten Phunems anzugehen, könnte dip Aufstelluug
und ßewenung von Hypothe~'lCn unterstützen. Es könnte diejenigen Phoneme
VOllder Bewertung aussdJlidkll, deren Vorlmudcnsein es als sehr unwahrschein-
lich einstuft und für die verbleihenden eine Bewertung ahgebel!. Das könnte die
Anzahl zu evaluierender H~1Ms sehr verringern.
Außerdem wäre es interessant, wenn d;L"Netz lernen könnte, zuverlässig dieje-
lügen frames zu erkennen, in deut""l ein Phonem beginnt. Da dies nur in etwa
jedem sechsten oder siebteIl jrnmc der Fall ist, müßte man dann auch nur an
den Stellen, wo tatsiichlich ein Phunem auffingt, Hypothesen aufstellen und he-
werten.

Die ueuronalen i\etze köunen darauf trainiert werden, zu erkennen,

1. ob iu eiuf'lIl hestimmten frame überhaupt ein Phonem beginnt,

2. wcldiCS Phonem durt mit weldler Walmcheilllicllkeit beginnt

3. welche I'hollemkla.'ise aus einer vorher festgelegten1.1enge dort mit welcher
Wahrst'heinliehkeit beginnt
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Die Netze sollen in der Ausführung sdlllell sein, SOlist bringt der Lookall{'ad kei-
lIell Ge.<:chwililligkeitsvorteil. Erstrehenswert wäre eille G~c:hwilldigkeit deutlidl
iiber WO [ruTIles pru Sekunde, dellll falL<;man von eiller Edltzeitverarbeituug
ausgeht, kOlIlUlCIibei der gege.lIwärtigeu Kontij1;uratiou IUO [rutm:s pro Sekunde
<IU.

Gleichzeitig .sollen die Netze zuverlä.ssig sein - weun sie zu oft eine falsche
Hypotlu~e unterstützen, ist der Look.1.head zwecklos.
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Neuronale Netze

Dei d£'11Netzen, die ich im RalunE'1l dieser Studienarheit lJuten;uclü hahe, 1Iall-
delt e; !:"idl :tus."dJließiich um feed-Corward-Netze. Eint' Ulltersucllllug alterIl<i-
tiVf':f Architektllreu war aus Zeitgriillden nidlt möglich. Da.her beschrä.nkt sich
auch dieser Alr.;dmitt auf 'k1a.<;sische' feed-forward-Netze mit Backpropagatiull
als Traillillgsverfahrell. Z•.••.ar existiert für solche ;'\'etze k{'i11schnelles und zu-
vcrlä."sigf';S Traillillgw('rf:~hrell, dafür sinti Sil' aiwc in der Ausführung sdllwller
als die meisteu alliieren ArciJitektllreu, \lud darauf kUlIlmt t'}; in der hellhsirh-
tigtell Anwendung ,lU.

3.1 Allgemeines

Keurollale Netze wurden IlDiflrünglieh als vereinf:whte l\.lodelle der informations-
verarbeitung im Gehirn entwickelt. D:L<;einfachste Netz besteht ,ms nur einem
Neurun, <leiscn Verhalten durch zwei P,muncter bestimmt wird:

1. Einen Vektur von Gewidltell

2. Eillen Scll\\'ellwert (bias)

Erhält jetzt uas Neurun einen Eingabevektor, so bildet t'S das Skalarprodukt mit
dem Gewiclltsvektor und zieht davon den Sdl\\'ellwert ab. Da.<;Ergebnis wird-
eventUf'JI nach Anwendung einer Aktivieruugsfuuktioll - als uie Aktiviecuug
des Neurons betrachtet.
l'\eufOnale l'\etze werden häufig (wie auch hier) zur Kla.<;.<;ifikationVOll Einga-
ben eingesctzt. Man versucht aL<;o,zwi5chen verschiedenen Kla.<;sen vou Mu-
stern eine Klasse.llgrenze zu finden; stellt man die Muster als Vektoren in einem
ll-dimellSiullalell Vektorraum dar, so ist eine solche Klassellgrenze eine Hyper~
ebene. Allgemein beu~ichllet man ~'ItL<;terklassen, die sich durch eine Hyperebene
~.oueinallder treunen lassen, als lin(~" separierbar.
Insbesondere kann eill eillzelues l'\euroll eine Hyperehellc im zweidimensionalen

9
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Raum (mit audereu \Vorten, eille Gerade) als Trellllt>bcue modellit>reu.
Für uicllt zusammenhängende Kla..•.•.<;ellist es häufig uötig, mehwre Hyperebeneu
zur Trelulllllg einzusetzt>ll. So kUllunt mall zur Definitiun vun lIlehrsdlichtigeli
lIeuroualen Netzen oder f/IultiJayt:r pt:n'".tptrons. In voll<;llilldigverbulldellen feed-
forward.r\etzen, wie ieL sie verweude, erhalten alle Neuronen eiuer Scllicllt die
gleic1um EillgaLen und reicheIl ihre Ausgaben au die NeuwneJl der folgenden
Schicht weiter.
Ich bezeidlile hier ein Netz mit eine.•. verLorgcllt~1lScllicht ,11szweischichtig.
Solange jedf'S Keuron seine Aktivierung linear aus der Summe der Eingaben
t1ud dem Schwellwcrt Lcrtx:hllet, k:UlIJd:\'<;geSiunte Netz nur lineare Funktio-
nell berechue.ll. Illshesolldere läßt sich dieses Netz dallu durcli eiu einschidttigt':'l
ersetzell. Daher weudet man zusätzlich eiue uichtliueare Funktion f auf die Aus-
gaben der Neuronen an. Diese FUnktiun sollte IIlUnutoli sein, uichtliuear UHd-
für den Lernaiguritlullus - dilferellzit'rbar. Außerdem muß gelten;

lilll f(x) = 1, lim f(x) = O.
",->,.., "'->-('I)

Es kommen eine Vielzahl VOllFunktiollell in Frage; die sogenaunte logi.<;ti.<;dle
Funktioll

I
f(x) ~ (1 + ,'-')

wird gerne wrweudet, weil ihre Ableitung

I'(x) ~ f(x). (1 - fix))

besunders leicht zu berechnen ist.
Allgemein gilt, daß mau mit einem zwei.<;ehichtigenl'\etz, da5 zumindest zwi-
schen der ersten und zweiten Sdlicht eine nichtlineare Aktivierungsfunktion ver-
wendet, ent weder eine vorgebene Menge VUlldiskreten Funktiollswe.rtell direkt
darstellen uder in einem Intervall eine stetige Fuuktiull beliebig approximicren
kann ([2]). Die FUllktion braucht nicht unbedingt stetig zu sei.n, sie ist SclWlI
dann lernbar, wenn sie einen kompakten Träger hat oder auch nur 'hinreichend
gutartig' ist. Es ist allerdings kein Verfahren bekannt, mit dem die optimaleu
Parameter für ein ueuronales Netz ill vertretbarer Zeit gefunden werden können;
da.<;Lernproblem für neuronale Netze ist NP-vollständig ({5]).
Bezeichnet mau jetzt die Eingabe mit x = (Xl, X2, ••• , X •• ), die Gewichte zwi.
sehen der Eingabe und der ersten Schicllt mit W = (WII,W12,..., wnon) und die
Aktivierullgsfunktion mit f, so erhält man als Ausgabe des itell Neurons der
ersteJI Schicht:
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Bezeichuet mau die Gewichte zwL"dleu d,'r ('rsten und der zweiten Sd.id.t mit
v = (1'11, Vl2, ... , V",p), so erhält mau als Ausgabe des jten AusgabeneufOns:

f(I: vi'. f(I: x, .w,,)),
Der Schwellwert taudlt in dics('11 Formdn nicht e.xplizit IIuf; er wird meist iiher
eiueu zusätzlichplI Eingang für je •.lps Neuron realisiert, dffiseu Gewicht gerade
der Schwellwert ist uud tle&;en Eingabe imliler auf -1 gesetzt wird.

:1.1.1 Training mit 'Backpropagation or Errors'

Beim Training eiues Netzes versucht mau, dip Gewidltf' so Zll veräwlern, daß
das l'ctz die gewünschte Ausgabf' uereduwt. Zu die:->t.~mZweck sucht man mit.
tet" Gradientf'll<l.hstieg ein ~,tillimllm der Fehlerfuilktiou oder objn:livc ftmction,
wohei die Fphlerfunktiull die Abweichung der tatsächlichell VOllder SoIL'l.u.<;gaIJe
angibt. Häufig wirr] der sugPllanllte tlwun sqllun: •.:rro, verwendet - dif' ge--
mittelte Summe der quadratischen Fehler der AusgabclJ(~Urollcll. \Veiter unten
wenlf' ich darauf eingehf'lI, wanll cs SiUllvoll sein kanu, eine alldere Fehlerfuuk.
tiUlt zu verwenden. Sei E(w) der Fehler in Abhängigkeit von elen Gewichteu w,
also die Ahweidlllllg VUlita.L'l.iichlicller uud Soll1l.u:"gahe in Ahhällgigkeit VUIIdeli
Gewichten. E(w) i:"t zu minimienm; es sei hekanllt, daß eiu lok:df's Minimum in
der Nähe VOll1J! t~xistit>rt. Dekanlltlieh zeigt dl'r Gradieut

I) I) I)
17•. E(w) ,= (-I) '-I) ' ...'-1) )

••' 1 •••2 ''',.

iu der Xähe tI",_")'Huimums in die Rkhtullg tlps stärksten AlI:"tiegs VOllE(w);
tlaher sollte die Gewichtskoffektur proportional zum negativen Gradienten sein.
Tatsiichlich besagt das Perzeptroll-Kouvergenzthcorem, daß mit der wiederhol-
ten Gewiclltskurrektllr

Wt := Wj_l - 'V",E(w)

eiu Per7A~ptron die Trennung liue;1I separierbarer Mengen lerneIl kanll. Häufig
wird die.se Korrektur noch mit f'iuf'r 'Schrittweite' 'Ymultipliziert, die mit der
Zeit und bei steigendem Fehler kleiuer wird und bei sillkeudem Fehler leidlt
vf'rgrößert wird.
Ist jetzt auf die Ausgabe eine Sigmoid-FUnktiou angewandt wordf'll, so hängt die
Aktivierullg der Neuronen nicht mehr lulf'M VOllder Eingabe ab, die Ableitung
VOll E(w) muß aL"o entsprechend anders berechnet werden. Sei dazu Zj die
Aktivierullg des jtell AusgabeueufUlls vur Anwendung df'r Sigmoidfunktioll j,
und Yj := j(Zj). Für die Änderung des Gewidltes 1l!ij braucht ma.n
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Mit
D.:= DEz = DEz. Dy; = fJEz . Dj(z;) = DEz. j'(z;)

DZi {)y; DZi {)y; DZi {)yi

und
DZ; =....!!..-. 'C""' WiI, . X k = :r j
fJwij fJw;j 7'

t>rhältman als Gewichts;iwlerung

12

W;j(l) := Wij(t - 1) + "f' {Ji' Xj.

Für die Neuronen der Ausgabeschicht k;UlIlmau die Fehlerfuuktioll direkt an
Ausgabe und Zieiam;gaheable~;en;Für die ~euronell der alldereu Schichten gilt
eine kompliziertere Fehlcrfuuktion. Sei dazu u ein ~euron alls der Sdücht vor
der Ausgabeschicht, das mit den Neuronen ffli der Ausgabpsl':hicht verbunden
ist. Das FehlersigIlai für Jl muß danll berücksichtigeu, wiestark n zum Fehler VOll
mi beigelragen hat, mall multipliziert al~oden Fehler VUllI/l.i mit dem Gewicht
der Verhindung VOll11 zu lIli und summiert über die Ausgabeneuroneil. Dieses
Verfahren läßl sich für die weiteren SdJicliten fortsetzen, der Rest der Formel
für die Gewidltsfuulerllug ist für alle Schiehteu gleich.

3.1.2 KOllvergenzbediugungen Ilud -gesc.hwiudigkeit

Die Bediugungen, unter lIeneIleill Netz mit (Iemeben heschriehelleu Trainings-
verfahren konvergiert, sind weitgehellflungeklärt. Ein Netz kann aus mehreren
Gründen nicht oder gegen einen 'falschen' Greuzwert kOllvergieren.Ist beispiels-
weise die Schritt weite Zll groß oder wiederholen sich die Traillingsmuster zu re-
gebnäßig, so können die Gewichte zu oszillieren anfangen. Daher ll.'lßtman gern
die Schritt weite dyna.misch an und verweudet eilH~nsogelltlnuten momcnlu11I

tt:rm: in jeder Iteratiuu gebt in die Gewichtskurrektur auch die Korrektur aus
der vorangegaugeuell Iteratiun, multipliziert mit einem Faktor, dem momcntum
krm, eiu.
Beim Training soll das l\'etz icrneu, relevante Eigellschaftcu von ~Iustcrn zu
erkenueu. Die; hat nur begrenzte Aussicht auf Erfolg, falls das l\'etz über zu
wenige NeufOne,Jiin der verborgenen Schicht verfügt, um die wichtigeu Eigeu-
schaften zu kodieren; hei einer zu großen Zahl von Neuronen b~tt'ltt dagegen
die Gefallr, daß das Netz Muster 'auswendiglerllt', wodurch die Erk.eulluugs-
leistung auf nicht-trainierten Mengen sinkt. Daher beohachtet mall häufig das
Verhalten des Netzes auf eiuer sugeUallllellKreuz-Validierullgs-Menge, mit der
nicht trainiert wird uml hrieht das Trainiug ab, sobald die uistung auf dieser
Menge abzusillkell beginnt.
Schwieriger zu lösen ist das Prohle,mder 10k.'l1enr-..fillima..An sich kann ein Netz
sehr vielegleich gute lokaleMinima haben, da die Ausgabe des :\'etzes häufig ge-
geniiher Operationen wiedem Vertauschen VOllNeuronen eilleJSchicht illvariallt
ist. Es giht aher auch 'suhoptimale' Minima, in deuen da.~Netz 'hällgellbleihell'
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k:UlIl, Außerdem kummt es ger:ule bei kleiuen Gradienten leicht. vor, daß durch
1H1InerischeCngellauigkeit die Gewichtskurrektur in eine falsche Richtung vorg(>.
nommen wird, oder d:J.ß der Gradient zu versdlwinc1en scheint. Es gibt mehrere
11öglichkeiteu, lokalcu !•..finima zn elltkulflnwn, die allerdings mei<it recht aufweu-
dig sind und deren ßeschreibung deu Ralulleu dieser Arheit sprengen würde. Sie
sind zum Bei<,piel in [3] beschriehet!.

3.2 Implementierung

Für die Arbf'it mit flen lIeurunalcu Netzf'n habe ich eiu Modul nne!. (:für .JANUS
programmiert. Ein neurunales !'\etz hesteht dort aus einer Liste VOllGewichts-
1Il:\lrizeu uwl t"ilH~rReihe vun zusätzlicheu Parametern, die heim En,:eugl'll dcs
NetY'$ angegehcu werden könuen. Dazll gehören:

1. Dl'r Schwellwert uder Bia.<;

2. Die Sdlrittwcite

3. Der Impuls oder ~10IIu'lltllln Term

Ein neurunales Netz blun sl'iIw Parameter uud Gewk1Jtsmatrizt,u aus einer Da-
tei einlesen, die Gt'wiehte köuncll aber alld. mit Zufalls werten initialisiert wer-
deli. Versciliedeuc ÜLergahl'pilfameter der AuswertllllgJi- und Traillill~funk-
tiuuell steuern das VerhalteIl des ueuronalen Netzes, Im einzelnen bUHl man
allgeheu:

L Soll die Sigmoidfullktioll angewandt werden'!

2, Soll die Sigmuidfunktion audl auf die Ausgabe der letzteIl Sdlicht ange-
wandt werden'!

3. Sollen Au.<;gaben auf den Bereidl [-1, 1jnormalisiert werdeu'!

4. Sull die Schrittweite angepa.<;st werden'!

,), Soll Classifieation Figl~n::0/ Merit austelle vun Mcan Square Error zur
Berecllllullg des Fehlers eingesetzt werdeu'?

6. Soll die Sigllluidfunktion interpuliert werden'!

7. Sullen Fehler llutprotokulliert werden'!

Außerdem ka.uu man der update-Ful1ktion als zusätzlichen Parameter die B1o("1.-
größe, also die Anzalll Traiuingsbeispiele, für die Gewichte auf einmal angepaßt
werden sollen, angeben.
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Training

4.1 Konfiguration des neuronalen Netzes
Um ein neuronales Netz al" Phonf:'merkelllwr zu trainiereu, L'it es nötig, einige
Parameter fe:-tzuiegell.

4.1.1 Interpretation der Ausgahe

Die Ketze sollen naeh deli l-aus-N-Prillzip arbeiten, da<; heißt, in der Ausgab('
soll jeweih; eiu i\eurou eiue Altefllative kodieren. ldl betrac:hte dahei ein Neuruu
als aktiv, fall<; seiut" Am;gabe über eiuf'm al'i Parameter anzugehenden Schwell-
wt~rt liegt. Prinzipiell wäre es auch möglich gewesen, die Ausgaben mit weniger
~euruuell zu kodieren; zum Beispiel köuuten Kombinatiunen VUlI aktivierten
NeufOuell jeweil'i ein Phouem kodieren, oder man könnte die Stärke der jeweili-
gen Aktivierullg in die Auswertung einheziehen. Eine l-aus-N-Bewertllug, Lei
der jeweils ein Neuron eiJl Phuuem kudiert, bietet aber die folgeJ..ldeu Vorteile;

1. Die Ausgabe de; Netzes ist intuitiver; es fällt leichter, Ähnlidtkeiten zwi-
scheu Klassen zu erkennen.

2. Es wird leidlter, statt nur dem am stärksten aktivierten Neuron die k am
stärksten aktivierten Neurouen al" Ausgabe zu betrachten, so daß das Netz
danu nicht mehr das am wahrsdteinlichsten vurliegende Phonem anzeigt,
soudern mehrere Alternativen nennt.

3. Aus dem Vergleich der am stärksten aktivierten Neuronen kaun man Aus-
sageu über die Zuver1ä..<;sigkeit der Ausgabe ableiten.

4. Eine Kodierung über die Höhe der Aktivierung impliziert eine Orduungs-
relation zwisdlen Phollemeu bl'ziehungsweise Phonemk1assell, die nicht
besteht.

14
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Es sieht zwar auf deu en;tcll Blir.k su aus, als würde es sich loll1leu, die Auzahl
der Al.L<;gaiJelleuwnen Zlt wrriugerll, lun so die Tr,ünillgs- unu Auswertuligsge-
schwilldigkeit des Netzes zu steigern; andererseits ist die P,lfiuneter;ulpa..<,sllng
um so sdLwieriger, je kompliziertere ALhällgigkeiten zwischen den Parameteru
bestehen. Ich fand es daher zur Re.:luktioll der Anzahl Keuwllell sinnvoller, dip
Phoneme in Klassen einzuteilen, so daß jedffi Ausgabelleuwn uieht für ein Pho-
nem steht, sOllderu für eine Kla.<;se.Im einfachsten Fall hahe ich lIur die Klassen
Konsonant, Vokal und Nidll-Plwnnlli:>ch tmilliert, später audl kompliziertere
Eiuteilullgeu - gewuwre Desdm~i1J1lngell finden sidl im Anhang unter clU.5S(:s2

auf Seite 40 und class/:s.'] auf Seite 41.
Eill Netz mit 68 Aw,glib(~neurollell liefert natürlich im Idealfall eiu r-,.laxilllum
an Information, allerdin!,;s ist es erheblich schwierig(~r zu trainierf'1l lind bellötigt
wesl'ntlich mehr NeufOuen in der verborgen('11 Schicht als eill ;\etz, da.<;Ilf'i.<;pids-
weise nur 20 verschiedene Ausgahen hat, denll je mehr UlltersdleidulIlI;cn lIIan
trainieren will, desto mehr Eigensdlaftell muß da.<;Netz zu erkclUH'n 1('(111'11.Dip
Anzahl benötigter Neuronen sdilägt sieh IlnuüttdlJ<:lf ill Trainillgs- unI! Aus-
wertungsgt'$chwill(ligkeit nif'fler - vur allem bei der MatrixmultiplikatiulI mit
kubischem Aufw;uul. Es bleibt im Eillzelfall abzuwägen, ob tier lnfurmatiollsgt"-
winn il,l.~grül\en~ 0etz rechtfertigt.

4.1.2 Allswahl der Akti vierllugsfuuktioll

In erster Lilli(' aus Zeitgriindcll hahe ich mich bei dN Implementierung der
Aktivieruilgsfuliktion auf die logistisehe Funktioll I/I + ('-% bt':~whrällkt; laut
[3] hat die Wahl der Aktivieculigsfunktion meist keineIl großen Einlluß auf die
Lei.<;tullgsfähigkeit eines lIeuronaleli i\etzes, solange die Fullktioll ihre Eingabe
monoton UIIfI differenzierbar allf das Intervall (0,1) ahhildet. Die Traillingsge-
schwindigkeit klum skh allerdings sehr wohl äwleru.

4.1.3 Auswahl der Blockgröße

Ebenfalls wkhtig für das Trailling ist die Auswahl der D1ockgröße, also der An-
zahl Muster, für die Gewichte auf eillln.1.l angepaßt •••..erden sollen.l<;t sie zu klPin
gewählt, oozilliert da.~ Netz, da die Gewichtsänderung in einem Schritt deu Feh~
ler im nächsten 111,üw\.heimmer vergrößert. Ist sie dagegen zu groß, so kommt
es vor, daß sich die Korrekturen für die einzelnen Muster gegenseitig so weit
auslü.<;chen, daß das Netz - wenll iiherhaupt - nur 110chsehr l:Ulgsa.tn kuuver-
giert. Ein besonderes Problem entstand beim Trainiug dadurcll, daß bestimmte
Phouellle beziehungsweise f'huncmklassen in einzelnen B1ückell gehäuft auftra-
ten und da.<;Netz dann nur geWlII diese Plloneme zu erkennen lernte. Um dem
zu entgehen, ka.ull man einzelne jmnu;s aus der Trainillgsmenge eutfcfIICIl oder
sie zutallig Uli.<;d\l:~ll.
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4.1.4 Auswahl der Fehlerfunktion

16

Ein Problem entsteht heim AuOI:.mder Traillingsmeuge u::\tlurch, daß im Durch-
schnitt uur alle sechs bis siehenjr"U7l1(;sein PllOlle.1Ubeginnt. Würde ich also die
jrames so, wie sie sind, als Eingabe für da.<;Training belllItzelI, da.un würde da.<;
neuronale Netz lernen, daß die Ausgabe Kein Pho,wmanjang w gut 80% aller
Fälle korrekt ist und seine Gewidlte so einstelleu, daß bei jeder Ewgahe Kcin
Phonemafljang herauskäme. Dadurch würde die Fehlerquot(> zwa.r sehr klein,
aber das Netz ullLraudilnlI.
Daller verwende ich zum Training nur jeweils die fraI1U;S, ill dellen eiu Pho-
uelll anfängt ulld jeweils eillen jr"lJ71W aus dem Bereich zWL<;chellzwei Pllüue.
lIlanfängen.
Ein weiler~ Problem ergibt sich daraus, (laß in der Zie1<U1s/!;aLenur jeweils da.<;
Ausgabeneuroll für eine Ph()lIemklil.,,~eaktiviert st'ill soll, für alle anderen ist
da.<;Ziel 0.0. Bei \\~rwelldllng einer Fehlerfullktiou wie des Mean Square Erro"
besteht die Gefahr, daß da.<;Netz lernt, den Fehler gering zu halten, wllem es a.u
allen AusgabeneufUuen 0.0 ausgibt. Aus diesem Grund e.1npfiehltes sich speziell
bei Netzen mit relativ ~'ielell AusgabenellfUu{,Il, statt des Mwn Squan Erron;
als Fehierfllllktiou Classifit:atiofl Fig1tn~ oj },./(;I'itzu heredulen, also

1- Aktivit'fllllg de!'l~ellfUlls, dlL"ihätte feuern sollen
+ größte tatsäcLlidw Aktivierung.

4.2 Vorgehensweise beim Training
Für das Training benötigt m:.UlMatrizen mit der Eingabe llwl der Sollausgabe,
suwie gegebenenfalls ein zusätzliches ;'o,latrizeupaar für die Validieruug. Ich habe
die 1.fatrireu jeweils vurher mit einem separaten Skript erzeugt uud in Dateien
abgespeichert, die drulll beim Training eingelesen wurden.
So erhält ma.n eine Ma.trix, deren Zeilen mit 16 Melscale--Kueflizientell jeweils
eillen Imme bt"Schreiben. Man kann au sich nicht erwarteu daß ein neuronales
Netz lernt, anhand nur eines einzigen framcs zu entscheiden, welches Phuuem
dort begiunt, deun Phoneme unterscheidclI sich nicht an jeder Stelle deutlich
voneinallt1er. Und außt:>rdemist nicht sicher, daß die jmmes in der Trainwgs-
menge su glt>.iclllnäßigPhouemen zugeordnet sind, daß in einem einzelnen frame
ilfun(>rdie relevalltell :Merkmale eines Phonems enthalten !'lind.Daher habe icll
beu.n Trallliugjev,:eils Fenster VUllzuerst 3, später;) jmuws betrachtet. Das Netz
erhält al<;o48 beziehllugsweise 80 Eingaben, die (vor derNormalisierung) zwi-
scheu 0 uud 10 liegelI. Die An von neuronalem Netz, die ich verweude, braucht
Ewgabell im Bereich [-1,1]. Das hällgt damit zusammen, daß die Ausgaben in
[0,1) liegen sollen. Wären jetzt die Eillgabt"-Jlhetragsmiißig groß, d1Ul1JmüstCll
die Gewichte sehr klein werden, wodurcll RUlidungsf(~hlergefährlicher werden.
Außerdem könnte es dann leicllt vorkoillmen, daß die AusgaLen sehr groß oder
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sehr klein werdeuj da.nn kaun das !\etz nur noch sehr lang:;alll ierneu, weil die
Sigmuidfunktioll für sehr gruße und sehr kleine Werte immer fladwr wird.
Dpshalb bilde ich die EingaheJl mit x..., t - 1 auf das IntefVall{O, 1] ah.
Die l'O vurhereiteteu Eingaben werden über eillt' verburgem' Schicht an die Ans.
gabeneurulll:'n weitergl:'leitet. Die Allsgaheschicht wird da.llli nach dem 1-alls-
!\-Prinzip ausgewertet: ich hetraehte ein !\euron al<;aktiv, fall<;seine Ausgahe
über einem a.ls Parameter anzugehenden Sehwellwert liegt. Siud mehrere Neuro-
lien so stark aktiviert, so iwstilIlUlt das am stärksteIl aktivierte die Ausgahe d~
Net7,t':S.Zeigt kein Neuron eine Aktivierung in der erforderlichen Höhe, l'O wird
dies als da..<;Ergebui<; Kdll Pl101wmalljang illterpretiert. Alteruativ i<;lauch eillE~
k-aus-N-Auswe.rtuug möglich, hei der dann die k uberhalh des Schwellwert{~
Ilm hödlsten a.ktiviertell NeurulH'n aL<;Knllllidaten ([ir die Au,;gahe bl'tradltt't
w{'rdt'll.
Für die Zielau,;gahe la..<;seich ill .lANUS einen palll durch jU'f"Cf,J ali.Q1111lf:nthe-
rechlH'n und verwende die dort angegebenen Phoneme mit deu Indizes dl~r fra-
I1ICS, wo sie l:Hlt .lANUS b('gillllen lind enden.
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Ergebnisse

Ich werele jetzt beispielhaft einige urnkurvl.':ll vorstellen und deuteu. Ich Illl~
Le Netze für drei verscltiede.ue Aufgahen trainiert: einmal sollteu nur in urei
Klassen (Vukale, KOJlSOllllutellund llicht~phollelllisclie Laute) eiugetpjlte PhOlll:'o
miLufä.l1ge voneinander ulld VOllIlicht--Phuuemaufällgml uuterschiedelJ werden,
einmal solltell 20 KL'lSS('1lVOllPhunemen erkaJlut werden und einmal alle 68 in
der Traillillg5llwuge vurgeseheuell Phuneme.
In Ab!'Chllitt 5.1 besdm'ihe ich spn~dJerabhällgiges Trailliug, in Absdlllitt 5.2
sprecherllllal,hful~ige~;.

5.1 Sprecherabhängiges Training

In deu ersten Tra.i.uiugsversllcliellwurde UliS :-.letz lIuemit jeweils einer Äußerung
traillit'-It. ldl zeige hier die ErgdHlis."t~für eiu!' TraillillgslfIt'llge mit 338 ulld ei.ne
Va.lidierung:;;mellge mit .38 frames.

5.1.1 Phonemanfänge erkennen

Im ersten Versuch ging e$ um die Erkennung VOllPbollem.aufaugell. O,L." Netz
batte drei AusgabelleUtonell; alle drei sollten bei uicbt-Phollemaufaugeuniedrig
aktiviert sein und alHletnfalls deu BegiJIIIeines KOllsolltants, Vokals oder llicht-
phonemischen Lautes auzeigeu. Ein Netz mit 20 NeurOllt~nin tier verburgenen
Sehidlt konvergierte sowohl auf der Traillings- als auch auf der Validierungs-
menge. Da." folgende Diagramm zeigt den Auteil riclltig erkannter ~'fuster nach
jedem der 20 Traiuiugsschritte.

Die Entwicklung des Fehlers auf der Traittinh"Smcnge:

18
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Abhiltlung 5.2: Entwicklullf?; des Fehlers (CFM) auf einer Trainingsnlenp;e 'Ion 338
MU1<ternhei 3 Ausf?;ahe- und 20 'If'.rhorf?;enenKeurollell
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Auch bei 100 Neurouen in der verborgenen Sdlidlt konvergiert das I\"etz
nicht schneller, es erreidlt (auch bei längerem lbüuillg) keiue höhereu ~taxi-
malwerte. Andererseits sind audl keine Overfitting-Effekte zu heobadltell: Die
Leistulig auf der Validierungslllenge bleibt prozentual im Bereich derer auf der
Trainingsme.lIge.
An folgender Tabelle ka.nn man sehelI, welche Fehler das Netz im letzten Durdl-
gang auf der Traillingsmenge machte. Der I\'llIster Silld zeilenweise, die Ausgabe
des Netzes Bpa1teuwcise eingetrageu.

SollausgalJe Kein NiI,.llt Vokal Konsonant
Phonelllanfa.nR phonenlisch

Kein Phonenlanfilllg 16' 0 11 0
Nicht -PhonclllL<di 11 , 0 6

Vok;l1 0 0 '" 6
KOllSOllant 0 11 17 86

\Vie lIlilil sieht, erkelillt da.<;]\'e1z alle 169 Nicht-Phonemallfänge eillflelltig
als sokhe, und es gibt auch nie fiilschlidH'rweise K{:ü, Pfwtl.{:m/JlIfuflg aus. Das
wird d:ulurdl erleichtert, daß sowohl in der Trainillgs- aL<;auch in dN Vali~
dierullgsmeuge uur solche llicht.Phonemallfiillge vorhalIdeIl warelI, die aus der
Mitte zwisdwll zwei I'hollem:mfällgell stammten - da.<;heißt, es wareIl r-.luster,
die wohl bt':Solldcrs Idcht zu erkeUliell silll1.

Daher habe ieh in eillem der folgendeIl \'ersuehe V,alidierulIgsuu'lIgell verwell-
det, die beliebige ImFll{;ljenthielteu. Dabei zeigte sit:h, daß es lIur auf wenigeu
Traiuingsmellgen möglidl war, llicht-I'holH:'lIla.nfäuge zuverlässig zu erkennen;
zlllneL~t wurden nur diejeuigeu nicht-I'honemall£illgt~ al..; li(Jkhe erk.,lllllt, die
aus der i\1itte zwischeu zwei I'hollem;utfä.llgen stammteu. Das ist insoferu WiCh.
vollziehbar, als ein Phollemanfang ein Überga.ng ist, der sieh nicht an eiuem
einzelnen Imme erkeunen läßt, sonderu am Vergleich mehrerer. Da ich aber
als Eillgll.be für das I\""etzjeweils eine Folge VOllfünf jmtllf:!> betrachte, ka.nn
zum Bt!ispid im vierteu oder fünften ein Phollemanf,Ulg sein, obwohl im drit-
ten (der für die Zielausgabe entscheidend ist) keiuer vorliegt. Dazu paßt, daß
das I\"etz fast nie fälsclllicherweL..;e Kein Phonemanfang ausgab; die folgende
Tabelle zeigt die Ausgaben (zeilenweL<;e)und Soliausgabt'J.l (spalteuweise) für
eine Validierungsmenge mit 831 Mustern, ".on dellen 73 Phouemanfange waren.
Die Trainingsmenge enthielt 861 MU:'itcr, VOlldenen die Hälfte Phonem,Ulfänge
waren.

Soltausgahe Kein Kicht- Vok,,1 Konsonant
PhOllelllilllfanR phoneutisc.h

Kein PhonellliUlfang 283 1 • 4
Nicht~Phonemjsch 111 • - 1

Vokal 116 1 13 4
Konsoww.t 247 3 8 20
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Dit'..se Ergebnisse hl:'$,<;erten sidl Ilidlt, wenn in der Trainillgsmellge mehr
Ilicht-Phuuemallfänge vertretell waren. Sie ven;dtlechtertell sich aber auch nicht,
wenn das Netz mit 20 austeile VOlldrei Ausgahen trainiert wurde - da.'! Training
dauerte dann allerdingl' länger; mit drei Ausgaben lit'ß sidt eine Trefferquote VUlI
80 bis 90% auf der Trailliug.<;menge mit einem Netz mit 30 verhurgenen Neuro-
lien in 300 Trainingssc1lritten erreidlf'Jl; bei 20 Ausgaben brauchte ein Netz mit
50 verburgenen Neuronen 5{}() Schritte.
D,lmit k.1.lInein neuronales Netz PllUnemallfänge zwar nicht mit ahsoluter Si-
cherheit erkeuuen, es kaun aber et .•••.a ein Drittel der uir.ht-Phonemanf:i.uge als
solche zu erkenllell Jemen ullfl t':li gibt fa.<;tnif' fälschlidlerweise K(~ifl Phon(:m-

anfang aus.
Die folgenden Bilder zeigen die Zit'iaktivicfIlng \lud Ausgabe für die ersten 150
jmtrH:s eiuer Validiefllngsmeng{' mit 1422 Einträgen, die alle fmmcs enthielt.
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Ahbilduug 5.3: AusJl:a.lJe eiuCI; :'JetzP.l' mit drf'i AusgabcnelU"oneli (Kein PhoncmaIl-
fang, Vok"l, KOII.SOn<lut),lIlf deu ersten 150 f,mTlt:s Iier V;Jidierlingslllenge.

Abbildung 5.4: Zielausgabe eines Netzes nlit drei AlisgalJenellronen (Kein Phonem-
anfang, Volal, Konsonant) auf den ersten 150 framcs cl".!"ValidierllD.gswenge.

Ausgabeneuwnen sind häufig unmittelbar vor oder na.clt eiuem tatsächlicl.ell
Phollcmanfallg aktiviprt. Die häufigeu fal..,-ch prkaulltpu Phoneultl.ufällge sind
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damit erkHirh:lr.

5.1.2 20 Phollemklassen erkennen

23

Bei 20 AusgabcueufOuell (Kla ..'\Seueilltdlullg siehe Anhang) konvergiertt~ ein Netz
mit 100 Neurouen in der \.er1Jurgellell Schicht ehenfalls gut. Da •.•.Netz erk.a.llllte
VOll338 franw; in der Traiuigsmeuge nach 20 Trainillgsschriuell 307 korrekt,
alw 90.8%. Illsbesomll'fl~ l~rk;:ullJte e.~ alle 169 nkht-f'hullemaufiillge eiudeutig
als sok1le. Auf deli verbIpihelldell 169 jmml:lJ erzielte es somit immer 1I0ch dill'
TreffefljllUte \'01181.66%, w,lS hei 20 AusgabeneuwIH'n deutlich hes.~er als ge-
raten ist. Auf der Validiprungsmellge zpigte da..<;KE'tz ählllich gute ErgehIlL<;se,
bra1\l~hte allerdings pt was mehr Traillin~iterationell.
Insgesamt hahe ich dipses I\"etz in etwa 200 Durchgii.llgeu trainiert. Verwendet
mall 300 NcufUlleli iu der verhorgellell Schicht, su wird der Maximal ..••-ert VOll
317 auf der Trailliugsmellge uud 30 (VOll 38) auf der ValiclierllllhT5mellKCschOll
Iladl etwa 20 Traiuillgsdurchläufell erreidlt, Il;uJacb verbesserte sich die lei-
stung allerdill~ nicht mehr. Eine Vergrößerung der \'('rburgelleu Sdlicht iiher
300 Neuruuell hiu1\uS ii.uclerte lIkhts au TrailliubT5gesdlwimligkeit o(lf'r 1-bximaJ-
werteu.
Bei diesem Trailling.';verslwh war die Kla..<;selleillteilllng nieht besulliiers gilt lIud
dip Traillillgsml'llge mit 338 BeisIJie1cll recht klein; einige f'honemkla..<;sell ..••.arell
deutlich unterrepräsentiert, wa.'i sich alll:h in dN ErkelHlllIIg~lcistullg nieder-
schlug.
Hier silld bt'ispielh:l!t einige Aktivierullgeu der AU.'igabelleuroliell für die Kl<f,.<;-
seil 6 (E, E2, EH, EHR, ER, ER2), 10 (I, IE, IHR, IR) uml 13 (t.t, N, NG),
außerdem fiir die Ausgahe Kein FllOlIt:manjang aufgefiihrt. Die Bilder zei~ell
für jedes AU.'igahelleurun seiue Aktivierung bei verschiedenen BeL<;pieleillgalleu.

Aktiviarung ••n -_
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Abbildung 5.5; Aktivierungell flir die Kla.<;se6 (E, £2, EH, EHR, ER, ER2)

Die Aktivieruug für Kein Phrmcmanjang ist fa.<;tkonstant 0, ..••.ährend bei den
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Aklivia~ungan --
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Ahhildung 5.6: Akti\'i~rungf'ufür die KI:I.~eIn (I, JE, IHR, IR)
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Abbildung 5.7: Aktivierungcn für llie Kl<I."sc13 (~I, N, NG)

echten Phollemanfängen immer mindestens ein l\"euron eine Aktivierullg über
0.01 zt>lgt- wenn es auch nidlt immer da.<;richtige ist. Einige Vt"XWec1Il'lullgell,
wie zum Beispiel die der Klasfiell 6 und 10, sind leicht zu exklären - manchmal
ist ein EH audl filr einen Menschen kaum VOlleinem I zu unterscheiden. Daher
habe ich im nächsten Versuch eiue andere K1<L.<;.<;elleillteilullggewli.hlt ulld nach
Möglicllkeit diejenigen Phoneme zu einer Klasse zus<luunellgefaßt, die besonders
häufig verwechselt wurden. Außerdem hatte die riclltige Ausgabe einige Male
immerhin die zweit- oder dritthöchste Aktiviertlug hatte. Es kann sich also
lohnen, statt einer l-aus-n- eine 3-aus-u-ßewertung durchzuführen. Das habe
ich in dl"Jlfolgendeu VersucLen berücksichtigt.
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Im lIäch.'iteu \'er.'iUdl enthielt die Tra.illingsmenge 1000 Beispiele, die Vali-
dieruugsmellge 116. Die Kla..<;selleillteilungerfolgte diesmallJach classcs3 (Seite
41); hE:'imersten Trainingsversuch hatte dlL'lNetz 100 Neuronen in der verbor-
gelIen Schicht. Der Anteil korrekt erkannter Phuneme in beiden Mengen ist dem
folgenden Diagramm zu eutuehmeu:

0.7

~ 0.6

"'l'i 0.5~
'"••• 0 4

-'"'" 0.3i' 0.2
.~
~ 0.'

0
0 5 10 16 20

Train; ngSl5chritt
25 30

Abbildung 5.9; Anteil rir:htigerkaunter Phonenle bei :'W Ausgabeneurollcll

Die Beobachtung der Ausgaben zeigte, daß bestimmte I'houemkla.<;5enhäufig
verwechselt wurden. Daher habe ieh bei einer \Vietlerholullg des Versuchs gt'::7..ä.hlt,
wie oft die richtige Ausgabe uuter uen drei am hödlsteJl a.ktivierteu Phonemeu
war; dadurch stieg die Trefferrate um 10%.
Mit 200 Neuronen in der verborgenen Schicht lernte das Netz etwa doppelt so
schnell, und auch die Erkeullllngslei<;tuug ließ sidl bis auf etwa.<;mehr als 70%
steigern.
Bei diesen Versucllell fiel auf, daß das Netz meist zuerst nur einzelne rho-

nemkla..'iSenzu erkennen lernte und diese l\'1ellgedann nadl und Iladl erweiterte.
War jedoch eine rhollemklasse in der TraiuingsulC-uge überrepr~elltiert, so lern-
te das Netz maudlmal, nur diese zu erkennen. Das ist wohl auch der Grund,
warum die ErkelUlullg::;leistuug ma.nclunal leicht absank, obwohl der mittlere
Fehler immer nurh fiel: die Au..~gahefür einzelne Phoneme rutschte dahei genau
uuter den Schwellwert, während sich die für andere VOllunten an ihn a.nnäherte.

5.1.3 68 Phoneme unterscheiden

Als nächstps habe ich versucht, ein Netz mit 68 AusgabelleufOnen zu trainieren.
Im ersten Versuch hatte das Netz 300 Neuronen in der verborgenen Schicllt. Die
Traiuingsmenge hatte 810, die Validierungsmenge 96 Einträge. Nach einigen
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IterationeIl zeigte ::;ich,daß di~es Netz nur die am stärksten reprii..',,:~utierten
Phollemklassen zu erkeuuenlerute. Die Erkellllungsieistullg blieb uuter 50%. Dei
einer \\'iedl~rholullg des Ver::;uchsmit 500 verborgeuell Neuronen verntärkte sich
diese Tendenz, bio;das i'\etz llur noch lerute, grundsätzlidl Kein Phon(~manfaTig
auszugehen. Dei \Viederhulung de$ Versuches mit anderen Initialisierungl'werteu
für die Gewidlte lerute da.<;Netz daun heispif'lswei<;e,lIur d,L<;Phunem mit dl~1ll
Index 54 zu erkelluen - die Ergebnisse W,lH'llnie brauchbar. Ich nehme an,
daß die Grölte der Tra.iningsmellge nicht ausreidlte, um die gt~wiinschteAnzahl
<1.11Ausgaheu zu trainieren. Um da.<;Netz davon abzuhalten, einzelne Phulleuw
hill zur Perfektiun zu erieruen, während es andere vemachlällsigte, hahe ich
die Neurullenzahl bis auf 30 vcrringf'rt. Damit wurden dann tatsikhlieh eiuigt'
Phoneme eriemt, wenn audl IIHretwa die 20 häufigstf'11.Daher haIn>il:h .Jit'ses
Tmining ,mf den nächsten Absdmitt (spfl:'i:herabhiingigesTraillillg) versdlUlll'n.

fl.l.4 Zusammenfassung

Es i<;tziemlich M:hwierig,Phollemaufäng(' als solche zu erkennen; ich vermute,
daß ein Grußteil der benötigten NeurolleIl dafür verwendet wiru. In den Versu-
cllt'Uwuruennur sehr einueutige llicht~Phollt'mallfällge zuverlä.<;sigidentifiziert.
Da die neuwl1alen Netze Phollemanfä.uge eigentlich nicht unbedingt zu erken-
nen brauchen - sie sind auch U,UIIInützlich, wenn sie nur eine Eiu.'ichätzung
iiher die l1löglkherwei~{'\'urliegellde Phonemkla.'lse gebell - habe ich auch I\et.
ze mit naitlin~mengen ohne nkht-Phoncmanf:illgc trainiert. D;lilei stt'lItt' sieh
!Wf1111S,daß schon ein Netz mit 20 wriJorgelleu Nellwllen ill der Lage war, Iwi
20 Pholwmk1<L.'lseueiue Trefferquote vun gut 40% zu erzieleu. Ab etwa 50 Nt'H-
Wlleu allerdillgs l('rute es IIl1rnoch die ;un stärkstelJ reprti,.<;entiertenKlassen zu
erkenuen, dort j~loch erzielte l!SAktivieruugenuahe hei 1.0. Ich nehme :m, daB
die I\egativbeispiele (!azu beitragen, Aktiviecuugen allgemein lIietlrig zu halteu,
su daß die Überzahl au :Mllst(~rnfür beL'lpiel'lweisedie Klasse 0 y,'t'J.ligerstark ins
Gewicht fällt. Audl das Netz mit 20 Neuronen erka.nnte nieht alle Kla'l,<;ell,dafür
war e$ zu kleiII, aber auf deu in der Ttainingslllenge hinreichelId stark (also mit
mehr aL'l50 ~fllsteru) vertretenen Kh'lSell erreichte e$ TtelIerquuten \'Ull 60%
und mehr. Überra'\ChenderweL'lPkunvergierte das Netz nicht schneller, wellllnllr
Phonemaufä.nge in der Ttainingsmenge vorkamen. Die Netze gerieteu vie!leich-
ter in lokale 1fiuima, häufig wurde die Fehlerfunktioll koustant oder begauu zu
oszillieren. Daher I.tahe ich auch in den folgenden Versuchen Ttainiugl'mel1geu
sowohl mit als ,lUch ohne Phouemanfä.nge betrachtet.
Insgesamt ergahen dit'l'e Versuche also folgende Ergebnisse: eiu neuruual("s

Netz war mit hinreichend laugcm Training in der L,tge, Phonemklasscn zu er-
kennen, Phonemanfa.llge allerdings nur in besunders eiudeutigeu Fällen. Dabei
rt'.agierte es allerdings sehr empfindlich gegenüber Variationc.n in der Bluckgrüße
und dt".tAIlZaill verborgener Neuronen: bis zu einem gewL'l..<;enGrad läßt sidl
durclJ.Vergrößerung der verborgenen Schicht die Trainingsgescllwindigkeit stei-
gern, aber eine zu große \'erbargene Schicht erhöht offenbar die Wahrsclteinlidl-
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kt>it, in ein lokales Minimum zu geraten. Die Bloc.kgröße dagegen war vur allem
deshalb wichtig, weil einzelne PllOucmkla.<;.<;t'll ill deli Traillill~lIlellgen überre-
prä.<;entiert wareu; waren sie zuSät7Jich in einzelnen Blöcken üherrepräsentiert,
so hatteuliie auch bei der GewicittMUpa.<'Sullg zu viel Einfluß. Zusammt'ufasseud
war es also auch im Interesse der Ausführullgsgesdlwiudigkeit besser, die Anzahl
verhorgener Neutoucll niedrig zu halten, auch wenll das ein längeres Traiuiug
erforderlich machte.
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5.2 Sprecherunabhängiges Training
'"

Die I'\etze sind im Gebraudl nur dann intert's:,ant, wenll sie zu sprl'cherun-
ahhängigen Geueralisierullgeu in der Lage sind. Daher halJe ich Trainingsmell-
gell zusammellgestellt, die Muster verschiedener Sprecher enthielteu. Auf den
Versucll, Phonem<Lnfauge zu erkeulltm, habe ich dabei vt'xzidltet, weil sich beim
spreeherahhängigell Training scholl gezeigt hatte, dll.ß di~e nicht zuverl:issig ge-
nug er1<.•.nnt werden kOlllltt'n.
'Vie zu erwarten war, i<;tdip Leistung eines Netzes, das auf geuau einen Spre-
cher trainiert wurde, schledlt auf V,l1itiieruugslfleugen, llie VOllt'illem Imdt'rell
Sprecher stammen. Die Lei<;tUllgfllr untrainierte Sprt'f:her lJf'ssert sidl deutlich,
w!:'lIn IIwhren' Sptl'Cher in der TraiuingslIlPugl' vertreh~1I siud.

5,2,1 \Vechsel des Sprechers (20 Klassen)

Um zu st'iJell, wie gut die Generalisierungsf.-ihigkeit der Netze ist, habe ich in
einem Venmch mit zehn Sätzeu mit jedem Satz 20 mal trainiert lIud bin daun
zum niichsten Satz übergeg,mgen. Fulgendes Diagmullu zeigt deu Anteil richtig
erkanuter Phoneme ill jedem der ersten zehu Traillillgssdlritte. D,L<;:\etz hatte
100 verborgene und 20 Ausgahelll'utonell.
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Ahbildung 5.10: Anteil richtig erkannter Muster nach jedem TrainingAAr.hritt
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Vor dem Training erreicht das Netz eine TrelJerquote VOll5%, das elItspricht
bei 20 Ausgaben genau der Wahrscheiulichkeit, bei zufälligem H.atell das rifchtige
Ergebnis zu findeu. Nach 20 Trainingsschritten erreicht das Netz 66% Treffer,
c1alln wech~lte die Traininl9'Ulellge und die Trefferquute sauk kurzfri.<;tigauf
25.96%. Bei den lIädlsten Wt>ehselllder Traillillgsmellge sallk die Trefferquote
immer seltener ab, bi.<;der Wechsel wm Schluß gar lIicht mehr am Diagramm
zu erkeuuen ist. Das so tmillierte Netz erreichte dann auch auf deu zuerst trai.
uierten Mengen Trefferquoten von et.W,l60%.
Damit hat sich das Netz al<;überraschend stabil erwieselI, eiue höhere Tref.
ferquote ware allerdings wünschenswert. Da die Fehlerkurve gegeu Encle des
Traiuings stark oszillierte, habe ich den Versuch mit 200 :-J'eurolleuwiederholt,
dabei sank jedoch die Trefferquute auf uieht trailliertell ~lengen. Wenu mall
aber mit den einzelnen Mengen häufiger trainiert, Ia.sseu sich dun:hliChllittlidll~
Trefferquoten von etwa 70% erzielen.

5.2.2 Gemischte Traillillgsmellgeu

Bei dem vorangegangenen VersIIch war in jt>tlerTminingsmenge 1I1lfjeweils ein
Sprecher vertreten; sehr wallcscheiulidllerut da.<;:'J"etzbeim Traillillg individuelle
Eigenschaften dieses Sprechers, die später die Anp,as~mngan unbekannte Spre-
cher erschweren. Aus diesem Grund halJe ich im nächsten Versuch gemisdlte
Tr:üuiugsmengen verwendet. Die !-.-Iusterstammten aus den gleichen 20 Sätzen
wie im letzten Versuch, waren aber in 20 Trainillgsmcngen zu je 10001,iusteru
zufällig gemischt.
Bei diesem Vt~rsllchWaleu die \Vechsel der Trainingsmenge \'UIIAnfang lUlnicht
au der Trefferquote abzulesen; die Trefferquote auf der Trainillg5meuge stit~gins-
gesamt lallgs;:uller als beim letzteu Vecsudl, schwankte aber dafür weniger. Bei
wiederlloltem Trainiug (illsgesamt wurde jede Trainillg5menge drei mal verwen-
det) konute ein Netz mit ZOO verborg",nen Neuronen auf untrainierten Mengen
im Durchschnitt 76.1;j% der Phoneme der richtigen Klasse zuordnen.
Folgende Tabelle zeigt durchschllittliclle Fehlerwahrschei.lllichkcitell erster und
zweiter Art (die Fehlerwallrscheinlidlkeit erster Art für ein Phonem x gibt an,
wie oft im Durdlschnitt falschlicherweL~eein anderes Phonem als x erkauut wur.
de, die Fehlerwahrscheiulichkeit zweit",.!Art gibt an, wie oft im Durchscllllitt
nicht x ausgegeben wurde, obwohl x vorlag.) Die Kla.',sen 6, 12 und 19 kamen in
den Trainingsmengen zu selten vor, um aussagekräftige Ergebnisse zu erhalten.
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Phonemklasse FW 1. Art FW 2. Art
0 0.06 0.14
I 11.24 0.2!.l
2 0.52 0.47
3 0.31 0.26
4 0.18 0.36
5 0.17 0.31
7 0.1 0.2!.l
9 0.37 0.28
10 0.03 0.4
11 0.26 0.37
13 0.55 O.ll
14 0.42 0.44
15 0.13 0.31
1G 0.27 0.15
17 0.03 0.52
18 0.28 0.13
Durchschnitt 0.245 0.314
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Es war also müglidl, einzelne PllOuelllkhl.<;.,.<;enmit großer ZuverHi.<;.,.<;igkeitZ1l
erkennen. Die hoh{'n Fehierwahrsdwilllkhkeiten speziell für die Kla.<;.<;ell13 und
2 sind darauf zurückzuführen, daß dit':'e beiden Kh<;sell sehr oft verwechsdt
wurden. Plwnetisch ist d:l.<;überraschend, deun Klasse 2 euthiilt die Phoneml'
AEH, AEHR, AI, E, E2, EH, EHR, ER, EIU, OE, OEH lIud Kla."lse 13 ~1,
1\', :\"G; sie sollten It'ieht zu 1I1itersclwideu seiu, zlllIllll ffi sich um zwei der am
häufigsten vorkollllllcuden Kla.sseu haudelt.
Eille 3-aus-n-Auswertllug ergab Trefferquuten UlIl 78%. Die folgende T:lhdle
gibt zu jedem Phonem au, wie wahrsdieillikh e.s unter deu drei am hüchsteu
aktivierten ist und wie zu\"erlä-<;.<;igmall allS der Tatsache, daß es unter d{~ndrei
am höcllsten aktivierten i<;t, schließen kallll, daß es gffipfOchen wurde.
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Phooelnklasse Unter den ersten 3 Zuverlä.<.sigkeit
0 0.94 0.91
1 0 -
2 0.9 lUJ2
3 0.81 0.86
4 0.78 0.7.1
5 0.5 0.5
7 0.92 0.92
9 0.86 0.86
1ll 0.36 0.36
11 0.51 fJ.54
13 0.65 0.65
14 0.63 0_63
15 0.91 0.94
16 0.97 0.97
17 0.67 0.62
18 0.33 0.33
Durchschnitt 0.67 0.72
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Damit !<"ssensich einige KliL<;selJhei einer 3-aus-n-Auswcrtullg mit großer
Sicherheit erkenneu. Eine k~lLUS-Il-Auswertllllgmit k > 3 ergab jedoch keine
weitere Steigenlllg der Tre£ferrate. Auch eine Beschränkung auf nur 10 Kla..<;.<;eu
erhöhte die Tre£ferrate Ilidll.

5.2.:l 68 Phoneme erkenneu

Im letzten Versuch habe ich Netze mit 68 Ausgaben trainiert. Wiederum wurde
lla.cbjeweib, 20 Tra.illing5Schritten die 1rainingslIlellge gewechselt. Ein r\etz mit
300 Neuronen in der mittleren Schicilt peudelte sich bei einer 1refferquote von
60% auf der 1'ra.iningsmenge und fiObis fi5% auf der ValiJiewllgsmenge ein;
dabei war es gegenüber Wechseln der Tra.iniugsHH'nge wmliger stabil als eiu
Netz mit 20 Ausgabellt'uronell. Das fulgende Diagramm z('igt den Auteil richtig
erkaunter Phoneme uad! jedem Trainiugl:'-<;cilritt(eiue seukrechte Linie markiert
jeweih deu Wechsel der Trainingsmenge):
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FehlerwaLrscheinlichkeiteuerster und zweiter Art für die erkanuten P1.LOIle-
Ille;

Phonem FW 1. Art FW2. A<,
1 0.5 0
2 0 0
12 0.29 0.22
15 0.06 0.3I. 0.5 0
17 0.26 0.25
211 11.52 ll.21
23 11.37 0.49
24 0.54 0.5
25 0.58 0.43
2G (1.3 0.23
27 0.2 0.07
28 0.5 0
29 0 0.35
33 0.67 U.71
34 0.11 0.39
36 0.4 0.45
38 0.67 0.5
12 0.2!.! 0.13
43 O.!.!"! 0
44 0.2.1 11.28
45 0.2 0.115
4, 0.68 0
49 0 0
50 11.38 0
53 0.43 0.25
58 0.25 0.61
59 0 0.38
60 0.15 0
61 0 0
.2 0.39 0.01
63 0 0.5
65 0.53 0.4
66 0.11 0.3
67 0.5 0.17
Durchschnitt 0.315 0.259

Auch bei einer k~aus-u-Auswertung stieg die Trefferquote nicht über 65%.
Die Auswertung mit einem Netz mit 68 Ausgaben bleibt aJso relativ unzu-
verlässig. Um zu scheu, ob es sich lohnt, mit einer Einteilung der Phoneme
in Kla.'>'sl"ndem Netz einen Teil der Klassifizierullgsarbeit ahzullehmell, hahe
gezählt, wieoft die Ausgabe des Netzes in der richtigen Klasse lag, obwohl das



",
9
10
11
13
14
15
16
11
18

KAPITEL 5. ERGEBJ'-ISSE

Netz mit 68 Ausgaben trainiert worden war.

n::~[,~h~o~ne~u~,~k~I,~,,~,,~.+=f~.~\\~'~I~.~A~'~l~
H 0 0.25
1 0,37
2 0.2
3 0.88
4 0.64
5 0.23

0.39
o
0.34
0.67
0.32
0.33
0.13
n.5
0.32
0.28
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Der Fehler ist hit'r durrhsdmittlidl et .•••.as größer, aL'i wenn d;\S Netz mit 20
Kla.'isen trainiert .•••.orden Cit; daraus &'U1Ilman schließen, daß die Klasscneiutei-
Jung (!elll :\etz die Erkmlllung erleichtert.
Insgesamt ist der Felder bei 68 AusgaheneurolH'u f,L'it immer zu groß. Da die
Anzahl der richtig erbuutell J\lu..'it('r vun Traiuingsichritt Zll Traiuin~s~hritt
schwankte, hahe ich den Versuch mit mehr verburgenen I\eurum'lI wiellcrholt,
die Ergebnisse bes.'ierteu sich dadurch jctloeh nicht.

5.3 Fazit

Neuronale Netze waren in meinen VerslIchen in der Lage, Phoneme mit ety,,'a
~~% Ge.uauigkeit und Phollcmkla.'\Sen mit etwa 75% Genauigkeit zu erkennen.
Mit einer Wahrscheiuliehkeit von 78% uud mehr ist die richtige von 20 1'ho-
nemkla.<;scn unter den 3 am höchsten aktivierten Ausgaben hP.7.iehungsweise d;L'i
richtige von 68 PllOlIemcn unter deli 6 am höchsten aktivierten Ausgaben.
Dabei sind einige Phollemklassen offellbar leichter zu erkennen aL<;andere; zum
Teil hängt dies davon ab, wie stark einzehlf' Kla.'iscn in der Traillillgsmellge
vertreten sind, zum Teil aber auch VOllanderen Faktoren: zum BeL'ipiel wur-
de die KIl'\Sst~der Na.'iale (:1\",1\.1,NG) wesentlich leichter gelernt als (5, SCH,
TS, TSCH), uhwohlletztere ungefähr gleich häufig vurk.'Un wie erstere. Einige
Klassen werdeu häufig verwechselt; hier ließe sich durch eine geschicktere Eintei-
lung uud durdl ausgewogenere Trainingsmengen die Zuverlä.'isigkeit sicher nodl
steigern.

Auffallend ist da.<;Verhalten der Netze hei Vergrößerung der verborgpncll
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Schiellt: (lie Erkeullullgsleisttlllg wird ab einer bt'$timmten Neuronenzahl (zum
Beispiel 300 für Netze mit 80 Eiugahell lI11d20 oder 68 Ausgahen) uieht mehr
wesentlich gesteigert, wohl aber die Traiuillgsgeschwindigkeit. Da.o;ist einleuch-
tend, denll jedes zlIs.'itzlidle Neuron in der verborgenen Schicht bedeutet einen
Freiheitsgrad bei der Berechnung der gesuchten Funktioll - je mehr verbor-
gene Neurunen es gibt, desto mehr 'gute' Gewicht.'>verteilun/{t'n sind möglich
und desto leichter wird es, selmell relativ gut Werte zu erreiclwll. Gleichzeitig
steigt mit dpr Zahl verburgeller Neurouel1 aber auch die Gefahr, in ein lu&'\les
I\HllillluUl zu geratelI, aus dem da." Netz sich dalln selteu inuerhalb vertretbarer
Zeit hefreien kOllute. Ein Beispipi da.für :iieht Illau in einigen Tra.ininb'"StailellelJ,
wo lladl wenigeIl Iteratiollen Trelferquotell mn 50% erreicht wurden, die darauf
zuriickzllführt'1l Waft'll, daß das Ketz eiuzelue Klas.<;t'umit ahsoluter Sidwrheit
erkaunte tIllfl die Aktivierullgeu für die t'ntsl'reehelU\t-'n AusgabclIcuconell his
Bahe an l.U steigerte, währelId es sämtlidle ;uuleren KIa.'\Sell vcrllaclilässigte.
In dicStm Fälleu half mallduna.lllur du Nellstart (les Vcrsuclts mit vt'rä.ndcrteu
Anfallgsgewichtell. Ketze mit weniger Neuronen warell hier gerade wegen ihrer
lallgsameren KOIlvergenz welliger gefährdet. Hier kÖllllte es helfen, eine niedri-
gere Zielaktivierung vorzugebell oder ab einer bestimmten Aktivierullg keiHen
Fehler mehr zu generieren. D.ldureh wird allerdings wahrscheinlich die Kom'er-
genzgeschw illdigkeit Leeinträ.ch tigt.

Ein zweites wi(~htiges Kriterium ist die Ge_"l:hwiudigkeit, mit der ein Netz
eiue Aussitge machen &'\l1l1;hier i<;teine kleine Tabelle mit G~chwindigkeitell
fiir lIutersdüedlieh grolk Ketze und EiligabeHll'ugell. Die Messullgen erfolgten
auf eiJler DEC Alpha mit 122l\h~ga"yte HaufltsJlt".icher, auf der allerdings zum
Zeitpuukt der :\Iessullgeu noch itudere Prozesse die CI'U bela.<;tetell, su daß die
Zeiten bestt'nfalls eine grobe Abschätzung lieferu können.

Ein~abcn verb. Neuronen Ausgaben Länge d. Eingabe Zeit
80 300 20 31.1s

'"80 200 20 31.1s 4.5s
80 200 20 3.5s h
80 100 20 31.1s "80 100 20 3.5s <ls
80 300 G8 31.66s 1""
80 300 G8 3.7& 2,
80 500 GS 31.66s 13s
80 500 G8 3.7& 7,



Kapitel 6

Ausblick

6.1 Mögliche Verbesserungen

6.1.1 Bessere Parameter

Dun:h VlI.riatioll der Parameter Lei Training und Auswt'xtuug läßt sicll oie Lei-
stung der Netze sicher HUchsteigern; zum Beispiel köuute es sich luhnen, alterna-
tive Aktivierullgs~ oder Fehierfuilktiulleu auszuprobieren. Auch die Allpa.",!HllIg
uer 5chritt- wpite ließe .sich geschickter vomt>llllll'u: sie sollte mit furtsdmütcu-
dem Traillill~ generell kleiner werden, da zu w'rmuteu ist, daß man sich dem Zid
llällert. Bis jetzt habeu sich jedoch dauk dl:'f sehr flach werdenden Fehkrkurv"l1
daraus keiHe Probleme ergeben.

6.1.2 Auswahl der Daten

Eillige rbollemkl;:f,."Scll kOlluten nicht gelernt werden, oder sie wurden uur \Il1ZU-
reichcud gelernt, weil sie in der Traillillgsmellge nicht in hinreiehellder Auzahl
vertreten waren; idp.alerweise sollten alle PhonPlIlkl;""",<;engleidl häufig in der
Traiuillgsmenge vorkommen.

6.1.3 Vorverarbeitung der Daten

Man könnte die Anzahl der Eingabeparameter verringern, indem man auf dem
FeatureSet eine LDA (Linear Discriminant Analysis) durchWrht. Man geht da-
bei vun u-dimensiunalen Vektoren aus, die Klasseu zugeordnet sind ulill bildet sie
so in einen m-dimensiollalen Vektorraum ab (111 < n), daß Vektoren, die in der
gleichp-ll Klasse sind, auch im Bildraum nalle beieinander liegen, während Vekto--
ren aus versf'lIiedenell Klassen weit entfernt sind. Dabei werden n.dimensionale
Feature- Vektoren auf m DitUl'J1Sionen reduziert, und zwar mit minimalem Iu.
formatiollsverlust. I\eben der Reduktion der Eingabedimeusioll, die sich Ulllnit-
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telbar LUder Grüße des benötigten Nt>lzes \lud damit im Aufwand für Traillillg
und Auswertuug niederschlägt, erleichtert mau so auch dem ueuroualen Netz
die Erkeulluug, (ieull die tralJSfuflniertell Vekturell sind leidller voneinander zu
unterscheideu.

6.1.4 Fehleruerechnullg

PhOllemallfäuge siud selteu scharf auf einen Iwstiuunteu frame ewzugreuzeu;
im Traiuillg wird aber so v{'cfalircll, als wäre ua.<;miiglicli. Sulleu Leim Traiuiug
alle frame!> berücksichtigt werden (also nicht nur solche, in dClleu eiu Phout'1Il
anfängt \lud solche aus der Mitte zwischen zwei Phouemallfäugcll), danll könute
mau dies in der Sollausgabe berikkskhtigeu, ilillem Inl\ll für fram(~s in der rela-
tiveu Nähe eines Phulll'm:ulf,mges Aktivil:'fUUgcll bis zu eiuer t.estillllHteli Hühe
zuläßt.
Außerdem köunte UHUI verslldu~ll, die b(~ubachtete ühermäßige Aktivierullg bei
einzelueu Phullemkla.,'wll lla(lun:h zu verhillderu, daß Ul:L1lAktiviecungen o"er~
halh eine:; gewisseu Grel1zwt~rte::; als 1.0 interpretiert uuu keinen Fehler mehr
geueriert. Dadurch ließe sich vielleicht auch die Ullgleichverteiluug in der Trai-
uillgsmeuge teilweL"e ausgleichen.

6.1.5 Einsatz mehrerer Netze für Teilaufgaben
Da." Traiuiug wird tun su schwieriger, je mehr !\.luster untt'rsdJiC(leli werden
1':ul1eu.Eille :Möglichkeit wäre, mehrere kleiuere l\"etze ZII verwenden, die jedcr
nur eine Untermenge der Muster ridltig erkenncn, alsu heispieL"",.'ei"e ein Netz,
das uur entscheidet, ob es sich bei einem Muster um einen Vokal handelt oder
uielJt uud eiu zweites Netz, das ZII einem Muster, vou dein bekauut L"t, daß es
eiu Vokal i1':t, erkeJllu'J.l kanu, welcher Vokal vorliegt. 11all kOlllmt daun zwar
mit kleineren l\"etzeJI allS, aL" ich sie im ~lumellt benötige, verliert aber dafür
an anderer Stt~lJe Zeit, weil man mehrere neuronale l\"etze durchlaufen muß.



Anhang A

Phonemklassen

A.l c1assesl

Kla.<;Mneinteiluug für die Uuterscheitluug \'on ukhtphonemischell Lauten, Voka-
len nud KOllf\Ollallten.

Klasse 0: +nKL, +QK, +hBR, +hEH, +hGH, +hHM, +hLG, +hSM.
+nGN, +nMK, C, 0

Klasse 1: A, AB, AEH, AEHR. AHR, AI, ANG, AR, AU, E, E2, EH,
EHR, ER, ER2, EU, I, IE, IHR, IR, O. OE, OEH, OB, OHR,
DR. U, UE, UEH, UEHR, UH, UHR, UR

Klasse 2: B, CH, D, F, G, H, J, K, L, M, N, NG, p. R, S, SCH
T, T5, T5CB, V. X. Z

A.2 c1asses2

Kla.<;5Cueinteilullg mit 20 KL'l."~1l in deu erstell Versuchen

Klasse 0,

Klasse 1,
Klasse 2,
Klasse 3,
Klasse 4,
Klasse 5,
Klasse 6,

+nKL. +QK, +hBR, +hEH. +hEM, +bGH. +hHM. +hLG, +hSM. +nGN, +nMK.
CI, SIL
A, AB, AHR, AR
AEHR, AEH, AI
ANG
AU
S, 0, G
CH, E, E2, EH, EHR, ER, ER2
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ANHANG .4. I'HONEMKLASSEN 40

Klasse 7, EU
Klasse 8, F
Klasse 9, H
Klasse 10: I, IE, IHR, IR
Klasse 11: J
Klasse 12: K, P, T
Klasse 13: M, N, NG
Klasse 14: 0, OE, OEH, OH, OHR, OR
Klasse 15: L, R
Klasse 16: S, SCH, TS, TSCH
Klasse 17: U, UE, UEH, UEHR. UH, UHR, UR
Klasse 18: V
Klasse 19: X
Klasse 20: Z

A.3 classes3
Klasseneinteilung mit 20 Klassen in den späteren Versuchen

Klasse 0, +nKL, +QK, +hBR, +hEH, +hGH. +hHM, +hLG, +hSM, +nGN. +nMK, ., SIL
Klasse " A, AH, AHR, ANG, AR
Klasse 2, AEH, AEHR, Al, E, E2, EH, EHR, ER, ER2, OE, OEH
Klasse 3, AU
Klasse 4, B, 0, G
Klasse 5, eH
Klasse 6, EU
Klasse 7, F
Klasse B, H
Klasse 9, I, IE, IHR, IR, UE, UEH, UEHR
Klasse 10: J
Klasse 11: K, P, T
Klasse 12: L
Klasse 13: M, N, NG
Klasse 14: 0, OH, OHR, OR
Klasse 15: R
Klasse 16 : S, SCH, TS, TSCH
Klasse 17: U, UH, UHR. UR
Klasse 18: V
Klasse 19: X
Klasse 20: Z
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A.4 classes4
Da.<; yerw(~lldctc r}Wfl(;.~Sf:t,

Klasse 0, +QK
Klasse " +hBR
Klasse 2, +hEH
Klasse 3, +hEM
Klasse 4, +hGH
Klasse 5, +hHM
Klasse 6, +hLG
Klasse 7, +hSM
Klasse 8, +nGN
Klasse 9, +nKL
Klasse 10; +nMK
Klasse 11: •
Klasse 12: A
Klasse 13: AEH
Klasse 14: AEHR
Klasse 15; AH
Klasse 16; AHR
Klasse 17: AI
Klasse 18: ANG
Klasse 19: AR
Klasse 20; AU
Klasse 21 : B
Klasse 22: eH
Klasse 23: 0
Klasse 24: E
Klasse 25: E2
Klasse 26: EH
Klasse 27: EHR
Klasse 28: ER
Klasse 29: ER2
Klasse 30: EU
Klasse 31 : F
Klasse 32: G
Klasse 33: H
Klasse 34: I
Klasse 35: IE
Klasse 36: IHR
Klasse 37: IR
Klasse 38: J
Klasse 39: K
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Klasse 40: L
Klasse 41: H
Klasse 42: N
Klasse 43: NG
Klasse 44: 0
Klasse 45: OE
Klasse 46: OEH
Klasse 47: DH
Klasse 48: OHR
Klasse 49: OR
Klasse 50: P
Klasse 51: R
Klasse 52: S
Klasse 53: SCH
Klasse 54; SrL
Klasse 55: T
Klasse 56: TS
Klasse 57: TSCH
Klasse 58: U
Klasse 59: UE
Klasse 60: UEH
Klasse 61: UEHR
Klasse 62: UH
Klasse 63: UHR
Klasse 64: UR
Klasse 65: V
Klasse 66: X
Klasse 67: Z
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