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Kapitell

Einführung

Das gebräuchlichste Mittel zur gegenseitigen Verständigung zwischen Men-
schen dürfte Wohl die gesprochene Sprache sein. Mittels ihrer kann sich der
einzelne am einfachsten und sichersten ausdrücken. Der Wunsch, eine Ma-
schine auch mit gesprochenen Worten steuern zu können, liegt deshalb nicht
allzufern, denn das würde auf vielen Gebieten zu einer erheblichen Erleich-
terung der Aufgaben führen (wer kann schon mit einer Tastatur umgehen?).
Schon kurz nach Kriegsende wurde mit der Forschung auf diesem Gebiet
begonnen, das sich als äußerst harte Nuß erwies. Denn was für das men-
schliche Gehirn eine leichte Übung ist, stellt für einen Rechner ein schwer zu
lösendes Problem dar. Vor allem der Umfang der zu verarbeitenden Daten-
menge erwies sich in der Vergangenheit als eine hohe Hiirde auf dem Weg
zur Lösung der Schwierigkeiten. Doch mit dem gewaltigen Anwachsen der
Rechnerleistung in den vergangenen Jahren ist ein Silberstreif am Horizont
zu entdecken, und zumindest die Erfüllung eines Teils des urspriinglichen
Wunsches in greifbare Nä.he geriickt.
Die Spracherkennung Iä.ßt sich im wesentlichen in zwei Schritte unterteilen:

• Die Erfassung des akustischen Signals und dessen Umwandlung in eine
Form, die einem Computer eine weitere Behandlung ermöglicht .

• Die Bearbeitung der in der Signalerfassung gewonnen Daten mittels
geeigneter Modelle, die schließlich die Erkennung des Sprachsignals er-
lauben.

Im zweiten Kapitel wollen wir zunächst die grundlegenden Prinzipien der Sig-
nalerfassung vorstellen, das dritte Kapitel behandelt die sogenannten HMM
(Hidden Markov Models), die eine Möglichkeit darstellen, Sprache mit Hilfe
eines stochastischen Ansatzes zu modellieren. In den letzten beiden Kapiteln
geht es um ein Spezialgebiet der Spracherkennung, dem Wordspotting,
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d. h. dem Auffinden von Schlüsselworten innerhalb eines Satzes oder Textes.
Zunächst geben wir eine kurze Einführung in dieses Thema und stellen dann
eine Implementation eines Wordspotters vor.



Kapitel 2

Signalerfassung

2.1 Einführung
Will man natürliche Ereignisse eines beliebigen Typs von einer Maschine
untersuchen lassen, ist es zunächst notwendig, die in dem physikalischen
Phänomen enthaltenen Informationen in eine für den Rechner verwertbare
Form aufzubereiten.
Bei der Sprachverarbeitung heißt das, daß die Sprachwellen zuerst in ein elek-
trisches Signal umgewandelt werden müssen, aus dem danach die parametri.
sehe Darstellung der Daten gewonnen wird. Die so erhaltenen Werte sollten
dabei die in den Eingangsdaten enthaltenen Informationen widergeben. Der
gesamte Prozeß der Signalanalyse ist in 2.1 dargestellt.

2.2 Abtastung und A/D-Wandlung
Im allgemeinen wird das vom Mikrofon bereitgestellte analoge elektrische
Signal, mit dem wir die Funktion g(t) verbinden wollen, zuerst tiefpaßge-
filtert. Dadurch verhindert man, daß es bei der Abtastung zu Überlappun-
gen (aliasing) kommt. Das Theorem von NVQUlST schreibt hierbei vor, daß
die Abtastfrequenz mindestens doppelt so hoch sein muß wie die höchste
auftretende Frequenz im Sprachsignal, die sogenannte obere Grenzfrequenz.

Theorem 1 (NYQUIST)

1
Llx< --2W

wobei L1x die Zeit zwischen zwei Abtastungen und W die obere Grenzfrequenz
ist.
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Im Falle eines Telefongesprächs, in dem Frequenzen zwischen 100 und 3400 Hz
auftreten können, müßte die Abtastfrequenz also mindestens 6800 Hz betra.
gen, in der Regel wählt man aber 8000 Hz, bei manchen Anwendungen auch
12000 IIz.
Als Abtastfunktion a(n) wird häufig die 6-(Dirac)-Funktion verwendet, sie
ist wie folgt definiert:

~!I(t)6(t - to)dx = !(to)
-~

Man erhält somit das diskrete, digitalisierte Zeitsignal s(n), mit

s(n) = g(n)a(n).

2.3 Präemphase
Um das Signal innerhalb des besetzten Bandes zu glätten, d. h. die hohen
Frequenzen stärker zu betonen, wird ein digitaler Filter zwischengeschaltet,
seine Übertragungsfunktion ist die folgende:

H(z) = 1 - az-I

was im diskreten Falle

s(n) = s(n) - as(n - 1)

ergibt. In Anwendungen erhält a den konstanten Wert a = 0,95.

2.4 Frames, Fensterfunktion,
Fouriertransformation

Die Eigenschaften des menschlichen Sprachapparates sind so beschaffen, daß
sich die Stimme in kontinuierlicher Weise entwickelt. Dies legt nahe, das
Sprachsignal innerhalb kurzer Zeitintervalle zu beschreiben, in denen folglich
noch keine wesentlichen Änderungen zu erwarten sind. In anderen Worten
heißt das, daß man das Sprachsignal als semi-stationär betrachtet.
Die Einteilung in diese kurzen Zeitabschnitte, die sogenannten Frames, wird
durch eine Fensterfunktion w(k) vorgenommenj daraus läßt sich dann das
digitale Kurzzeitspektrum xl(n) mittels der diskreten Fouriertransformation
berechnen:

8



n+li_1

xJ(n) = t ,(k)w(n-k)e-¥,
k::n-lf

wobei

• n Index über Abtastungen

• t Index über Frames

• N Anzahl der Abtastungen in einem Fenster.

In der Regel wählt man als Dauer eines Fensters die Zeit von 20 ms, man
erhält somit alle 10 ms das Kurzzeitspektrum eines Framesj d. h. die einzel.
nen Frames überlappen sich teilweise (vergleiche auch Abbildung 2.4) .

•(n)

\

v " v-
xln) x,(n)

v
xl»)

"

Abbildung 2.2. Einteilung der Abtastwerte in Frames der Länge 10 ms
mit einer Fensterlänge von 20 ms.

Bei der Einteilung in Frames kann es zu Signalverzerrungen an den Rändern
kommen (Gibbs4Phänomen)j dem kann teilweise dadurch begegnet werden,
daß die Fensterfunktion w(k) entsprechend so gewählt wird, daß die Werte
an den Framegrenzen weniger Gewicht erhalten und sich somit eine klarere
Abgrenzung zum folgenden Fenster ergibt.
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Anstatt eines rechtwinkligen Fensters verwendet man deshalb häufig das so--
genannte Hamming.Fenster wH(k), das die oben beschriebenen Anforderun.
gen recht gut umsetzt und wie folgt definiert ist:

wH(k) ~ { ~ + (1 - a)cos (';")

mit a = 0,54.
Man erhält somit

wenn
sonst

,,+~-l
x,(n) ~ L S(k)wH(n-k)e-';l'

,=.-~
als Ausgabe dieser Verarbeitungsstufe.

2.5 Untergliederung in Frequenzbänder
Durch die Anwendung der FFT (Fast Fourier Transformation) hat man
eine Darstellung des Signals in Abhängigkeit der Frequenz, das sogenannte
Energiespektrum, erhalten. Die einzelnen Frequenzen werden nun in 18
Bänder eingeteilt; hierfür benützt man die Mel-Skala, die sich dadurch aus-
zeichnet, daß sie unterhalb von 1000 Hz linear und oberhalb von 1000 Hz lo-
garithmisch angeordnet ist. Diese Einteilung spiegelt gewisse Eigenschaften
des auditiven Systems des Menschen wider. Die charakteristischen Frequen.
zen dieser Skala sind in Tabelle 2.1 dargestellt.
Für jeden Frame wird nun die Energie in Abhängigkeit des betrachteten
Bandes berechnet, und zwar nach folgender Formel:

U.

Ei ~ L Ix,U)I'
;=L,

wobei

• NJ Anzahl der Filter

• Li untere Grenzfrequenz des i-ten Filters

• Ui obere Grenzfrequenz des i-tell Filters.

10
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~ Band No. I Cutoff Freq'. [Hzil Center Frcq. 1Hz] ~
1 187 280 229
2 280 374 324
3 374 476 422
4 476 588 529
5 588 710 646
6 710 850 777
7 850 1009 926
8 1009 1186 1094
9 1186 1382 1281
10 1382 1606 1490
11 1606 1868 1732
12 1868 2167 2012
13 2167 2522 2338
14 2522 2942 2724
15 2942 3456 3189
16 3456 4110 3769
17 4110 4950 4510
18 4950 6071 5482

Tabelle 2.1. Grenz- und zentrale Frequenzen der digitalen Filterbank

2.6 Cepstralkoeffizienten
Schließlich erhalten wir in Form der Cepstralkoeffizienten die endgültige
parametrische Darstellung des Signals. Man berechnet deren Werte, indem
man eine diskrete Cosinus-Transformation (DCT) auf den Logarithmus des
Energiespektrums, das innerhalb der Bä.nderausgerechnet wurde, anwendet.
Eine derartige Transformation nä.hert eine Rotation um die Hauptachsen der
Spektraldarstellung an und bewirkt, daß die einzelnen Parameter unkorreliert
bleiben. Die Berechnung erfolgt nach folgender Formel:

i = 0, ... ,NJ - 1.

Ej ist dabei die Energie am j-ten Ausgang einer Filterbank des Umfanges
von NI Filtern.

11
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Die Parameter werden gemäß ihrer Varianz absteigend geordnetj in der Regel
wird dann nur noch eine Untermenge (meist zwölf Parameter) benutzt, denn
es ist zu bedenken, daß die Parameter mit großer Varianz nur einen geringen
Beitrag zur Beschreibung des ursprünglichen Signals leisten. Den so erhalte-
nen Werten CI bis Cu fügt man meist noch einen Parameter Co hinzu, der
die aufsummierte Energie aller Bänder enthält:

Somit ist nun die Parametrisierung des Eingangssignals abgeschlossen. Für
jeden Frame fassen wir die Werte im Vektor i(t) zusammen, dessen Elemente
die 13 erhaltenen Parameter sind.
Wenn man von einer Abtastfrequenz von 12000Hz ausgeht, beträgt die
Datenreduktion etwa eine Größenordnung: Man ist von 12000Werten in der
Sekunde ausgegangen und bei 1300 angekommen, 13 Parameter jede 10 ms.

2.7 Liftering und Depstralkoeffizienten
Im Sprachspektrum kann man charakteristische Leistungsspitzen an den so-
genannten fundamentalen Frequenzen erkennen, sie werden auch als Forman-
ten bezeichnet. Benützt man nun die erhaltenen Cepstralkoeffizienten, er-
weitert um den aufsummierten Energiewert, im weiteren Proze6 der Sprach-
analyse, kann es in der Trainingsphase des Spracherkenners - das ist die
Einstellung der verwendeten Modelle (siehe Kapitel 3 auf die zu verarbei-
tenden Daten - zu einer Polarisation um diese Formanten kommen. Dies
führt in der Regel zu einer Leistungsverschlechterung des Erkenners. Das
Liftering erlaubt nun diese Polarisierung zu vermindern; die erhaltenen Pa-
rameter werden mit festen Werten multipliziert und somit verschiedenartig
gewichtet. Die verwendeten Werte berechnen sich im allgemeinen nach fol-
gender Formel:

'" p . (,,,)I'l'i=l+2"slß P i = 1, ... ,p

wobei p = 12, die Anzahl der verwendeten Parameter. Die neuen Parame-
terwerte berechnen sich dann folgendermaßen:

• Wi
C;=C;PL~ W

1=1 1

12

i = 1, ... ,p
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Um die Räpresentation des Sprachsignals weiter zu verbessern, kann man zu
den Cepstral- noch die sogenannten Depstralkoeffizienten hinzufügen. Sie er-
lauben eine Beschreibung der zeitlichen Entwicklung des Signals und berech-
nen sich als eine Annäherung an die Ableitung der Cepstralkoeffizienten über
die Zeit und heißen deshalb auch abgeleitete Cepstralkoeffizienten. Man
wählt ein Fenster der länge 2I< + 1 (gewöhnlicher weise K = 2, das Fenster
umfaßt also 5 Frames, was 50 ms entspricht), das um den zu betrachtenden
Frame zentriert wird und errechnet dann die Werte für die Depstralkoeffizien-
ten mittels folgender Formel:

K
dC,(t)=G L kC,(t-k) i=l, ... ,p.

k=-K

wobei

• t Index über Frames

• p Anzahl der verwendeten Cepstralkoeffizienten

• G Koeffizient, um die Varianz von Cepstral- und Depstralkoeffizienten
etwa gleichzuhalten.

Ähnlich kann man auch mit dem Parameter Co(t), der aufsummierten
Energie vorgehenj man errechnet dann L1Co(t), einen Wert, der deshalb von
besonderer Bedeutung ist, weil er die Intensitätsveränderungen des Signals
widergibt.
Schließlich erhält man für jeden Frame 26 Parameter, je 12 Cepstral- und
Depstralkoeffizienten, die aufsummierte Energie und die abgeleitete aufsum-
mierte Energie. Der Vektor x(t) stellt sich nun wie folgt dar:

£(t) - (x,(t), ,x,(t))
( C, (t), , C,,( t); dC.(t), ... ,dC,,(t); E(t), dE(t) )

wobei t der Index über die Frames ist.

2.8 Vektorquantisierung
Mittels der Parametrisierung in Cepstral- und Depstralkoeffizienten ist es
uns gelungen, die vorhandene Redundanz im Signal zu vermindern. Eine
weitere Methode, die anfallende Datenmenge zu reduzieren und dabei den-
noch die charakteristischen Eigenschaften der Laute zu bewahren, bietet die
sogenannte Vektorquanitsierung. Sie bewirkt, daß das Eingangssignal in eine
Folge von Symbolen umgewandelt wird.

13
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Das Konzept, das der Vektorquantisierung zugrunde liegt, besteht darin, daß
jedem Eingangsvektor

x(t) E S"

ein Stellvertretervektor

g(t) = q(x(t)) E A"

mittels der Quantisierungsfunktion

q: S' --+ A'"

zugeordnet wird. Entscheidend dabei ist, daß der Vektor ii aus einer endlichen
Menge der Kardinalität L gewählt wird, dieses Alphabet

A = {y" ... ,Yd
wird auch als Codebuch (codebook) bezeichnet. Die einzelnen Codewörler
(codewords) Yi werden dabei so gewählt, daß die Verzerrung zwischen
i und ii = q( i) möglichst gering bleibtj als Maß der Distorsion wählt man
der mathematischen Einfachheit halber häufig den euklidischen Abstand

"d(x,ii) = I: Ix,_ y,I',
;=1

wobei Xi und Yi (mit i = 1, ... , n) die Komponenten der Vektoren x und y
sind. .
Auf diese Weise kann man jedem Eingangsvektor x das Etikett eines Code-
wortes (meist die Nummer im Codebook) zuteilen und erhält somit das
Eingangssignal in Form einer Sequenz von Symbolen, die die jeweiligen y
repräsentieren. Die Wahl des Stellvertretervektors erfolgt dabei nach der
Regel der minimalen Distanz:

q(x)=fi; '* d(x,fi;)~d(x,gj) Vj #< i j = 1, ... ,£

Die Beschaffenheit des Codebooks ist für die Güte der Quantisierung von
entscheidender Bedeutung. Die Einträge sind so zu wählen, daß das
"Rauschen", d. h. der Informationsverlust zwischen Original und Repräsen-
tant, möglichst gering ausfällt. Das Codebook sollte deshalb eine ähnliche
Wahrscheinlichkeitsverteilung wie die Frames am Eingang haben.
Da meist keine Informationen über die Verteilung dieser Vektoren zur Ver-
fügung stehen, benützt man eine große Menge von Trainingsdaten, um das
Codebook zu generieren. Der LBG-Algorithmus (so benannt nach seinen
Erfindern Linde, Buzo und Gray) geht dabei auf iterative Weise vor:

14
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Abbildung 2.3. Unterteilung eines zweidimensionalen Emissionsraumes
52 in Zellen. Die schwarzen Rauten stellen den Repäsentanten yi (im Bild

mit 1li bezeichnet) einer jeden Zelle dar.

1. Initialisierung
Berechne y~Zentroid aller Trainingsdaten P und
setze I := I, mit I Anzahl der Codewörter.
Allgemein berechnet sich ein Zentroid nach der Formel:

_ 1,,_
Y'=-Lx.

Pi iES;

wobei Pt die Anzahl der Vektoren ist, die in die Partitionierung Si C sn
fällt.

15
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2. Splitting
Mittels eines konstanten Vektors t: E sn erzeugt man aus jedem Vi zwei
neue Codewörter ihi und Y2i+l und setzt 1 :;:; 2/.

Y2i+1 - Y.•••- f

i;:; 1•... ,1

3. Clustering des Trainingssets
Partitionierung von P gemäß der neuen Einträge im Codebook.

4. Bestimmung der Zentroide
Die Zentroide Yl, ... ,YI werden neu berechnet, ebenso die Verzerrung
D mit '

IPI

D = I~Iti d(i(i),q(i(i))).
Ist D ~ D* (D* bezeichnet den Wert der Verzerrung der vorhergehen.
den Iteration), dann fahre fort mit Schritt 3.

5. Terminierung
Der Algorithmus terminiert, wenn I ;:; List,
ansonsten fahre mit Schritt 2 fort.

Auf diese Weise erhält man also ein Codebook des Umfanges L; in der
Spracherkennung liegen die Werte dafür typischerweise zwischen 32 und 256.

16



Kapitel 3

Markov Modelle

3.1 Einführung

Im vorangehenden Kapitel haben wir gesehen, wie man die Signale, die von
einem natürlichen Ereignis ausgehen, in eine maschinenverwertbare Form
bringt. Nun interessiert uns, wie man die so erhaltenen Daten anhand mathe-
matischer Modelle charakterisieren kann. Diese formale Beschreibung erfüllt
im wesentlichen zwei verschiedene Aufga.ben: Zum einen ist es uns möglich,
Kenntnisse über dem Signal inhä.rente Eigenschaften und ganz allgemein über
dessen Generierung zu gewinnen. Zum anderen helfen sie uns bei der Iden-
tifikation von Signalen und deren "'semantischen" Gehaltes.
Man kann zwischen zwei Grundtypen von mathematischen Modellen unter-
scheiden, den deterministischen auf der einen Seite und den stochastischen
auf der anderen. Das erste beruht auf dem Prinzip des Pattern oder Tem-
plate Matming. Im Bereich der Spracherkennung besteht diese Methode
darin, daß während der Trainingsphase jeder phonetischen Einheit - seien
es nun einzelne Phoneme, Paare von Phonemen (Diphonelt Tripel derselben
(Triphone) oder, im Falle eines beschränkten Vokabulars, ganze Wörter -
ein oder mehrere Elemente innerhalb eines Wörterbuches zugeordnet werden.
Bei der späteren Erkennung werden dann die Eingangsdaten mit dem Pro-
totypen verglichen (da die Dauer der beiden jedoch verschieden sein kann,
müssen sie zunächst zeitlich angepaßt werden - D ynamic Time Warping)
und es wird dasjenige Muster als zutreffend ausgewählt, das nach einem Kri-
terium der minimalen Distanz am nächsten liegt.
Mit dieser Methode wurden schon gute Ergebnisse erzielt. Eine Verbesserung
derselben versucht man durch die Anwendung von stochastischen Modellen
zu erreichen. \Vir nehmen dabei an, daß sich das Ergebnis der physikalischen
Signalerzeugung mittels eines \Vahrscheinlichkeitsprozesses beschreiben läßt.

17
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Uierfür eignen sich die Hidden Markov Models, die aus einer Zustands-
kette bestehen und denen zwei verschiedene stochastische Prozesse zugrunde
liegen. Einer dieser Prozesse ist versteckt (daher der Name hidden), d.h.
nicht direkt beobachtbar, und bezieht sich auf die interne Entwicklung inner-
halb der Zustandskette, auf die Evolution des Modells a.nhand der Wahrschein-
lichkeiten der Zustandsübergänge, die sich zu diskreten Zeitpunkten vollzie-
hen. Der zweite Prozeß benützt Wahrscheinlichkeitsfunktionen, um jedem
Zustand einen Wert - abhängig vom akustischen Ereignis am Eingang -
zuzuordnen. Die wesentlichen Eigenschaften und Prinzipien eines solchen
HMM sollen nun genauer beschrieben werden.

3.2 Elemente eines HMM

Ein HMM läßt sich durch folgende Punkte charakterisieren:

1. N,
die Anzahl der Zustände des Modells. Auch wenn diese Zustände ver-
steckt sind, so besteht doch ein gewisser Zusammenhang zwischen ihnen
und dem Ereignis, das sie beschreiben (in der Spracherkennung korre-
spondiert eine Gruppe von Zustanden oft mit der ModelIierung eines
Phonems).
Im allgemeinen gibt es Übergange zwischen allen vorkommenden Zu-
ständenj ein solches Modell bezeichnet man als ergodisch (siehe Abbil-
dung 3.1). Später werden wir noch von anderen Typen hören, die für
die Spracherkennung wichtiger sind.
S ;;;;:{51, ... ,SN} sei die Menge der Zustande, ql bezeichne den Zu-
stand zum Zeitpunkt t, mit t ;;;;:I, ... t N.

2. M,
die Anzahl der möglichen Ausgabewerte in einem Zustand, diese kor-
respondieren direkt mit dem Output des physikalischen Prozesses. Die
Menge der einzelnen Symbole wollen wir als V;;;;: {VI, ... , UM,}l be-
zeichnen.

IIn der Regel gilt, daß V C Rn ist.
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• ••• •

•

•
• • •

Abbildung 3.1. Graphische Darstellung der Zustände eines HMM.

3.A; (aij),
die Wahrscheinlichkeitsverteilung der Zustandsübergänge, wobei

und

a'j ; P(q'+1 ; Sj Iq, ; Si) i,i=l,,,,,N

mit

N

Eaij;j Vi
j=l

die Wahrscheinlichkeitsverteilung der Ausgabewerte, wobei

bj(;;,) ; P(;;, zum Zeitpunkt tl q, ; Sj) i = I, "'lN
k = I, "'lAl.

d. h. bj(v,.) gibt die Wahrscheinlichkeit an, daß Vk zum Zeitpunkt t
ausgegeben wird und sich das System dabei im Zustand j befindet.
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a"
a" an a" an

A= a" 0 0 a" SI a••
0 a" a•• a" an

Abbildung 3.2. Übergangsmatrix für ein HMM mit drei Zuständen.

Diese diskrete Wahrscheinlichkeitsverteilung gilt im Falle, daß die Men-
ge der Ausgabewerte endlich ist (Codebook, siehe Abschnitt 2.8)2.
Für manche Anwendungen kann es aber sinnvoll oder gar zwingend
sein, eine kontinuierliche Wahrscheinlichkeitsverteilung der Ausgabe-
werte zu benutzen; unter anderem dann, wenn die Informationsreduk-
tion aufgrund einer Quantifizierung nicht akzeptabel wäre.

In diesem Falle gilt dann:

M

bj(iJ) = L: Cjm N (x; Pjm, Ujm)

m=1
j=l, ... ,N

bj ist die Emissionswahrscheinleichkeit des Vektors v E V C Rn im Zu-
stand j, und berechnet sich als Linearkombination aus M Funktionen3
N, die entweder log-konkave oder ellyptisch-symmetrische Dichten ha-
ben. Mittelwertvektor ist pjm, Ujm ist Kovarianzmatrix, die Cjm sind
die sogenannten Mischungsgewichte (mixturegains) der rn-ten Mischung
im j-Zustand. Gewöhnlich verwendet man Gauß- oder Laplaee-Dich-
ten.

~Durch die Verwendung eines Codebooks (siehe 2.8) wird dies beispielsweisegewährleis-
tet; hierbei reduziert sich der Ausgahevektor vJ: sogar auf einen skalaren Wert, weil nur
noch das ihn repräsentierende Etikett aus dem Codebook widergegeben wird.
3M aus Punkt 2 erhält hier also seine neue Definition
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Abbildung 3.3. Emissionswahrscheinlichkeit: diskreter Fall (s für vi).

Weiter gilt:

Cjm ~ 0,

und

i=l,,,.,N, m= 1, ... ,M

J b;(ii) dii = 1
v

i = 1, ... ,N,

um die Wahrscheinlichkeitsdichten zu normalisieren.

5. ii' = ("i)
die Wahrscheinlichkeits verteilung, zu Beginn im Zustand i zu sein, also:

";= P(q, =5;)

21
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Abbildung 3.4. Emissionswahrscheinlichkeit: kontinuierlicher Fall (~statt
i").

Hat man nun also die Werte für N und M festgelegt, die WahrscheinJich.
keitsverteilungen A, Bund; bestimmt, so ist ein HMM eindeutig definiert,
wir wollen hierfür im weiteren die kompakte Notation

,\ = (A,B,i)

verwenden.

3.3 Die drei Grundprobleme eines HMM
Nun wollen wir einen Algorithmus vorstellen, der es uns einerseits erlaubt eine
zeitdiskrete Sequenz von Ausgabewerten X = {Xl, ... ,XT} 4 zu erzeugen, an-
dererseits als Modell da.für benützt werden kann, um zu rekonstruieren, wie

o4nota bene: X ist ein Vektor von Vektoren
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eine Ausgabefolge X von einem geeignet.en HMM generiert wurde:

1. \Vähle einen Startzustand ql = S, gemäß der Anfangszusta.ndsvertei-
Jung trj

2. Setze t := 1;

3. Bestimme b(i,)j

4. Übergang zum neuen Zustand ql+l = Sj gemä.ß der Übergangswahr-
scheinJichkeitsverteilung von Si nach Sj I d. h. Uij;

5. Setze t := t + 1 und fahre bei Schritt 3 fort, wenn t < T gilt, sonst
endet die Prozedur hier.

Diese Prozedur führt uns zu den drei grundsätzlichen Problemen, die sich im
allgemeinen für ein IIMM ergeben:

1. Problem
Sind die Ausgabesequenz X= {XI •... ,XT} und das Modell
.\= (A,B,i) gegeben, wie berechnet man auf effiziente Weise P(X 1.\),
die Wahrscheinlichkeit der Ausgabefolge unter der Bedingung, daß das
Modell gegeben ist?

2. Problem
Sind die Ausgabesequenz X = {ih ... ,ir} und das Modell
A = (A,B,i) gegeben, wie wahlt man eine Zustandsfolge Q = (q), ... , qT),
die im Sinne eines bestimmten Kriteriums optimal ist?

3. Problem
Wie müssen wir die Modell-Parameter A = (A,B,i) einstellen, um
P(X IA) zu maximieren?

Problem 1 ist auch als Evaluationsproblem bekannt, d. h. wie berechnet
man bei einem gegebenem Modell und einer gegebenen Sequenz die Wahr-
scheinlichkeit, daß diese Sequenz vom besagten Modell erzeugt wurde. Hat
man mehrere, konkurrierende Modelle so kann man den jeweiligen Score (die
Trefferquote) dazu verwenden, um dasjenige auszuwählen, das am besten mit
der Ausgabesequenz zusammenpaßt.
Problem 2 bezieht sich auf den versteckten Teil des Modellsj es geht darum,
eine "optimale" Reihenfolge der besuchten Zustände zu bestimmen.
Problem 3 beinhaltet die Einstellung der Parameter des HMM auf ein reelles
Phänomen, um dieses möglichst genau beschreiben zu können. Die dabei
verwendeten Ausgabesequenzen bezeichnet man auch als Trainings-Sel, weil
damit die Modellparameter "trainiert", d. h. möglichst optimal eingestellt
werden.
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3.4 Der Forward-Backward-Algorithmus

Hat man eine Sequenz X = {Xli' .. , XT}, ein Modell .\ gegeben und möchte
die Wahrscheinlichkeit dieser Ausgabefolge, also P(X JA) berechnen, so bie-
tet sich einem zunächst der direkte Weg an. Hierfür ist es notwendig, alle
möglichen Zustandsfolgen Q = (q), ... ,qr), wobei T die Länge der Aus-
gabesequenz ist, zu betrachten. Die gesuchte Wahrscheinlichkeit ergibt sich
dann folgendermaßen:

P(XIA) = 2:P(X,QIA) = 2:P(XIQ,A). P(QIA),
I(Q VQ

wobei

P(XIQ,A) b.,(x,). b,,(x,), .... b,,(XT)
P(QI>') - 7f,t.a,ln.an" .•••• aqT_l'lT.

Die mittlere Gleichung ergibt dabei die Wahrscheinlichkeit für X im Falle,
daß die Zustandsfolge Q vorliegt. Die letzte Gleichung stellt die Wahrschein-
lichkeit für das Vorliegen eben dieses Q dar. Die Summe über das Produkt
heider Wahrscheinlichkeiten liefert schließlich P(XIA).
Betrachtet man den Rechenaufwand für diese direkte Methode, erkennt man,
daß sie mit der heutigen Rechnerleistung nicht durchführbar ist. In Figur
3.5 sehen wir die möglichen Zustandpfade des Automaten. Auf der Abszisse
sind die diskreten Zeitschritte aufgetragen, auf der Ordinate die erreichten
Zustä.nde des versteckten Modellteiles. Bei N Zuständen und T Beobach-
tungswerten sind (2T - 1)NI' Multiplikationen und NT - 1 Additionen zu
bewältigen, also insgesamt die Anzahl von

Operationen, was in die Klasse von G(NT) fällt. Wählt man N = 5 und
T = 100ergibt das einen Wert von fast 1072 Berechnungen. Glücklicherweise
gibt es einen effizienteren Weg, Problem 1 zu lösen, den Forward-Backward-
Algorithmus.

3.4.1 Die Forward-Prozedur
Zunächst definieren wir die Forward- Variable at( i) wie folgt:

",(i) = P((x" x" ... , x.), q. = Sol A)
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s,

N

3

2

t

2 3 4 T

Abbildung 3.5. Forward.Ba.ekward.Algorithmus: Gitterstruktur.

Man betrachtet also die Ausgabesequenz bis zum Zeitpunkt t und erhält
mit O"t( i) die Wahrscheinleichkeit für diese verkürzte Sequenz, wobei sich das
gegebene Modell im Zustand Si befindet.
Die O"t(i) lassen sich rekursiv definieren:

1. Initialisierung

2. Induktion

a,(i) = ;<,b,(i.), i = 1, ... ,N

" ••,U) = (2:;:"a,(i)a,;) b;(i,• .), t = 1, ,T-l
j=l, ,N
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3. Terminierung

N

P(X IA) = L>T(i).
l=1

Schritt 3 wird klar, wenn man sich klarmacht, daß

aT(i) = P«x" ... ,XT),qT = S;lA),
d. h. die \Vahrscheinlichkeit ist, daß sich das Modell ,\ zum Endzeit-
punkt T im Zustand Si befindet. Die Summe über alle Si ergibt nun ge-
rade das gewünschte P(X 1..\). In Bild 3.6 sehen wir an einem Ausschnitt
aus der vollständigen Gitterstruktur (Bild 3.5) die Berechnung der Forward.
Variablen dargestellt. Für diesen Algoritbmussind N(N+I)(T-I)+N Mul.
tiplikationen und N (N -1) (T-l) Additionen nötig, was einem Aufwand von
O(N2) entspricht. Somit reduziert sich die aufzubringende Rechenleistung
um einen Faktor der Größenordnung O(NT-2). Legen wir unsere Beispiel von
vorhin zugrunde, sind also nur noch rund 3000 Berechnungen durchzuführen.

3.4.2 Die Backward-Prozedur
In derselben Weise wie vorhin aj(t) definieren wir nun die Baekwarcl-Variable

1J,(i) = P«x" ... ,XT) Iq, = Si,A)
d.h. die Wahrscheinlichkeit der anteiligen Ausgabesequenz zwischen t+l und
dem Ende, wobei sich das gegebene Modell ,\ zum Zeitpunkt t im Zustand
Si befindet.
Wiederum können wir ßj(i) rekursiv lösen:

1. Initialisierung

ßT(i) = I,

2. Induktion

N

ß,(i) = Lai;b,(x,+,)ß,+tU),
j=l

26

i=I, ... ,N

t=T-I, ... ,I, i=I, ... ,N



3 - MarKov Modelle

t
I

a,(i)

1+1
I

a...U)
•

Abbildung 3.6. Berechnungder Forward.Variablen.

Daraus erhält man

P(Xlq,=S;,>') - P«i" ... ,ir)lq,=S;,>').P(i,lqt=S;,>')
Pt(i) b;(it)

und schließlich, wenn man über alle Zustände Si E Saufsummiert und if
miteinbezieht:
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N

LP«i ••... ,iT),q, =Sol~)
;=1
N

- LP«i ••... ,iT),lql=S,,~). P(q,=Sol~)
;=1
N

- Lb,(i.)ß,{i)~;
;=1

Eine graphische Darstellung dieses Prozesses finden wir in Abbildung 3.7.
Der Aufwand für die Backward-Prozedur fällt ebenfalls in O(N'J).

•
t
I

~,(j)

1+1
I

~.,(j)

Abbildung 3.7. Berechnung der Backward-Variablen.
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3.4.3 Die Forward-Backward-Prozedur

Vereinigt man nun die Ergebnisse der Forward- und der Backward-Prozcdur
erhält man die Emissions- \Vahrscheinlichkeit der Sequenz X zu jedem 'Zeit-
punkt t, bei gegebenem ,\ als:

N

P(XI'\) =L o,(i)ß,(i),
i=1

denn es gilt:

P (X 1'\) - P(i" ,xT 1.1)
- P(x" ,Xt,ql = SiP) P(XI+Il ... ,XTIQI = Si,'\)

N

- Lo,(i) ß,(i)
i=l

Wie sich später noch zeigen wird, ist der Forward-Backward-Algorithmus
auch für die Lösung der Probleme 2 und 3 von großer Bedeutung.

3.5 Der Viterbi-Algorithmus
Konnte man für Problem 1 e~ne exakte Lösung angeben, so ist das in diesem
Falle nicht möglich. Die Schwierigkeit liegt da.rin, das Kriterium zu bestim.
men, gemäß dessen die gesuchte Zusta.ndsfolge für eine gegebene Ausgabese-
quenz "optimal" sein soll. Die hier verwendete Methode beruht darauf, daß
wir die Zustände qt wählen, die einzeln, für sich gesehen am wahrscheinlich-
sten sind.
Hierfür definieren wir ein neue Variable

,,(i) = P(q, = S;IX,'\), t = 1, ... ,N.

1'1(i) bezeichnet die Wahrscheinlichkeit zum Zeitpunkt t im Zustand Si zu
sein, bei gegebener Ausgabesequenz X und gegebenem Modell '\. 1'1(i) läßt
sich mit den Forward- und der Backward- Variablen der letzten Abschnitte
ausdrücken.
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P(X, q, = Sol ~)
P(X I~)

o,(i)P,(i)
P(XI~)
o,(i) P,(i)

L~, o,(i)P,(ij"

Für "YtC i) gilt somit:

N

L,,(i) = 1, '1t.
i",1

Den Zustand q" der für sich gesehen am wahrscheinlichsten ist, erhält man
dann mittels "Y,(i) als:

t = 1, ... ,T

Mit dieser Formel maximiert man die Anzahl richtiger Zustände. Jedoch
kann es sein, daß die resultierende Zustandsfolge nicht zulässig ist, z. B.
dann, wenn die Transitionsmatrix Null-Elemente enthält. Dieses Problem
könnte man dadurch lösen, daß man ein anderes Kriterium zugrunde legt5.
Das gebräuchliche Kriterium ist aber, die Folge der Zustände zu finden, die
für sich allein genommen am besten sind, d. h. man maximiert P(QIX,.\)
bzw. P(Q, X I~),da für bedingte Wahrscheinlichkeiten

P(QIX~) = P(Q,XI~)
, P(XI~)

gilt.
Eine Methode, diese Zustandsfolge zu finden, ist der Viterbi-Algorithmus,
der auf den Techniken der dynamischen Programmierung beruht.

Der Viterbi-Algorithmus
Um die gesuchte Zustandsfolge Q = (qll ... ,qT) für die gegebene Sequenz
X = (Xl, ... , XT) zu finden, führen wir

5Denkbar wäre etwa, daß man versucht die Anzahl der korrekten Paare (ql' ql+t) oder
Tripel (QIoQl+loql+2) zu maximieren.
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6,(i)= max P((q" ... ,q,=S;),(i, ... ,i')I.\)
(q),.••,q,-d

ein. bt(i) gibt die beste Wahrscheinlichkeit entlang eines einzelnen Pfade..s
zum Zeitpunkt t an, der sich über die ersten t Elemente der Sequenz X
erstreckt und im Zustand Si endet. Führen wir den Induktionsschritt über t
durch, erhalten wir:

0o+,(j) = .max ((6,(i).;;)1 b;(i(t + 1)).
,=l, ...•N

Die sich ergebende Zustandsfolge halten wir in der Matrix tJI = (tPl(j)) fest,
die für jeden Zeitpunkt t und Zustand i das maximierende Argument aus der
vorangehenden Gleichung enthält. Die resultierende Gesamtprozedur stellt
sich wie folgt dar:

1. Initialisierung

o,(i) - ~;b,(i,)

-p,(i) 0

2. Induktion

i = 1, ... ,N

i= 1, ... ,N

6,(j)

-p,(j)

. max [6,_.(i).;;1 b;(i,)
'=I •...,N

t=2, ... ,T, i=I, ... ,N

t = 2, ... ,T, i = 1, ... ,N

3. Terminierung

po - max (6T( i))
l=l, ...N
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4. Resultierender Pfad (backlracking)

I=T-I, ... ,l

Man erkennt die Ähnlichkeit zwischen diesem Algorithmus und der Forward-
Backward-Prozedurj der wesentliche Unterschied liegt in der Maximierung
im Induktionsschritt (es wird nur der optimale Pfad verwendet, während
bei der vorhergehenden Methode alle Wege in Betracht gezogen wurden6).
Eine schematische Darstellung des Viterbi-Algorithmus' findet sich in Bild
3.8 wieder. Der Aufwand beträgt O(r N2) Rechenoperationen und O(T N2)
Vergleiche. Der Algorithmus fällt also in die Klasse O(N T2).

3.6 Der Baum-Welch-Algorithmus

Die Lösung des dritten Problems (der Einstellung der Modellparameter
(A,B,i), um die Wahrscheinlichkeit der Ausgabesequenz bei gegebenem Mo-
dell zu maximieren) ist mit Abstand das schwierigste. Ist eine endliche Be-
obachtungssequenz gegeben, gibt es keinen optimalen Weg, die Parameter
zu schätzen. Jedoch kann man iterative Methoden verwenden, die zu einer
lokalen Maximierung von P(X I~)für ein gewähltes ~ = (A, B, i) führen. Im
folgenden wollen wir uns das Baum-Welch-Verfahren genauer ansehen, das
versucht die Wahrscheinlichkeit einer Ausgabesequenz (über alle möglichen
Zustandsfolgen) über alle Modellparameter zu optimieren. Die von RA-
DINER in [21]vorgestellte segmentielle K-means Methode versucht hingegen,
die Wahrscheinlichkeit der Ausgabesequenz und der Zustandsfolge über alle
Modellparameter zu optimieren.

3.6.1 Der Maximum-Likelihood-Ansatz
Um das Verfahren für die Neuberechnung der Modellparameter des HMM
beschreiben zu können, definieren wir zunächst die Variable

(.(i,i) = P(q. = S"q'+1 = SiIO,~),

die Wahrscheinlichkeit zum Zeitpunkt t im Zustand Si und in t + 1 in Sj zu
sein, wobei das Modell >. und die Ausgabesequenz X gegeben sind. el(iJ)
läßt sich mittels der Forward- und Backward. Variablen 0 und ß darstellen.
Zunächst gilt:

61n der Praxis hat sich aber gezeigt, daß diese Approximation zu keiner signifikanten
Leistungsverschlechterung fUhrt.
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t - 1
I

B,.,(j )

t
I

B, ( i)
'l',(i)=k

•

Abbildung 3.8. Viterbi.Algorithmus.

WJ) - P(q, = 5;,q,+! = 5;,0,1>')
P(XI>')

a,(i) a;;b; ( x,+! ) ß,+! (j)
P(XI>')

wobei die Division durch P(X IA) die gewünschte Wahrscheinlichkeitsgröße
ergibt.
Im letzten Abschnitt hatten wir "Yt(i) als Wahrscheinlichkeit bezeichnit, bei
gegebenem Modell ,\ zum Zeitpunkt t im Zustand Si zu sein. Summieren wir
nun über alle Zustände aufl können wir zwischen it(i) und {t(iJ) folgende
Beziehung herstellen:

"
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N
,,(i) = LW,j).

j=l

Für 1',(i) weiß man bereits, daß

gilt, was auf e,(iJ) ausgedehnt,

N N
LLW,j) - I
i=1 ;=1

ergibt.
Für ,,(i) und ~.(ij) lassen sich folgende Bedeutungen finden:

(3.1 )

(3.2)

T-IL 11(i) - Mittelwert der Anzahl von Transitionen, die in Si beginnen,
1=1

T-IL e,(i,j) Mittelwert der An~ahl von Transitionen von Si nach Sj.
1=1

Neuberechnung der Parameter

Mit diesen Gleichungen können wir die Formeln für die Neuberechnung der
Modellpara.meter angeben und erhalten von .\ = (A, B, i) ausgehend das Mo-
dell ~ = (A,Bi). Zu unterscheiden ist dabei noch zwischen dem diskreten
und kontinuierlichen Fall.

• Für diskret und kontinuierlich gilt:

1r;

"T-I '(' ')L..l::l ~I I,J
"T-! (')L...t=1 'Yt I
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~i bezeichnet den Erwartungswert im Zeitpunkt t = I im Zustand Si
zu sein, aij das Verhältnis zwischen dem Erwartungswert von Tran-
sitionen von Si nach Sj und dem Erwartungswert von Transitionen
von Si aus überhaupt. Die Normalisationbedingungen Lf:.l i = 1 und
E7=1 aij = I werden durch die Gleichungen 3.1 und 3.2 eingehalten .

• Für diskrtt gilt:
Die Formel für die fehlende Variable bj{k} ist:

bj{k) ist das Verhältnis zwischen dem Erwartungswert im Zustand j
zu sein, wobei Symbol VA: beoba.ehtet wird, und dem Erwartungswert
überhaupt im Zustand j zu sein .

• Für kontinuierlich gilt:
Neben dem Mittelwertvektor jijA: und der Kovarianzmatrix UjA: sind
auch noch die Gewichte CjA: neu zu bestimmen. Man erhält dann:

T Cl c;.N(i{I),j1;.,U;.)
L 111 K
1=1 LC;IN(i(t),j1;/o U;I)

CjA:
1=1- T
L1,(j)
t=l

T c) C;'N (i(I),j1;., U;.)
L It) K . i(l)
t=1 L C;IN( i(I),j1;I,U;I).

PiA:
I-I-

T c) C;'N (X(I),j1;.,U;.)
L "(11 K
t=l L wjIN (i(t),it;l, U;I)

1=1
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(£(1) - iii') (£(1) - iii')'

TI:
t=1

Eine optimierende Folge für). ergibt sicht wenn man die erhaltenen Pararß(~..
terwerte beim nä.chsten Iterationsschritt in die obigen Formeln einsetzt. Bei
jedem Durchgang dieser Prozedur verbessert sich somit das Modell, denn man
hat ein A gefunden, für das P(X I A) > P(X I~) gilt; d. h. die Wahrschein-
lichkeit, daß die Ausgabesequenz X vom neuen Modell produziert wurde, ist
größer als die Wahrscheinlichkeit, daß sie vom alten Modell erzeugt wurde.
Schließlich wählt man noch ein f > 0 und beendet den Algorithmus, sobald

P(XIA) - P(XI~) <,

gilt und erhä.lt so die Mazimum-Likelihood-Schätzung des HMM.

3.6.2 Der Maximum-Mutual-Information-Ansatz'
Neben der eben geschilderten Maximum-Likelihood.Methode wird oft noch
das Maximum-Mutual-Information" Verfahren verwendet. Ihr liegt als Idee
zugrunde, daß man mehrere Modelle zur selben Zeit erstellen möchte und
zwar auf eine Art und Weise, die die Fähigkeit eines jeden dieser Model..
le maximiert, zwischen Beoba.chtungssequenzen, die vom richtigen Modell
erzeugt wurden, und solchen, die von anderen Modellen generiert wurden,
zu unterscheiden. Wir bezeichnen die unterschiedlichen HMM als ).V mit
v = 1, ... , V. Das Maximum.Likelihood.Kriterium ist nun, jeweils eine
eigene Trainingssequenz Xv zu verwenden, um die Modellparameter für ).v
zu berechnen. Dieses Standardverfahren genügt also der Gleichung

P: = rnax P(X" i~").'.
Beim MMI-Verfahren wird die gegenseitige Information 1: zwischen der Be-
obachtungsfolge 0v und allen Modellen). = ().I, ... , ).v) maximiert, also
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I: = ffij" (lOg P(X" i~")- log t P(X" i~w)) ,
w=llw;l!v

d. h. man wählt>' so, daß es das richtige Modell >'vam besten von allen an-
deren Modellen trennt, die auf die Trainingssequenz Xv angewendet werden.
Summiert man nun noch über alle möglichen Trainingsfolgen, erhä.lt man die
Menge der am besten trennenden Modelle. Das resultierende Kriterium ist
also:

Um diese Gleichung zu lösen benützt man herkömmliche Optimierungsver-
fahren, z. B. die Gradientenabstiegs.Methode.

3.7 Besonderheiten eines HMM
bei der Spracherkennung

Das Sprachsignal verändert sich mit fortschreitender Zeit. Es wä.re wün.
sehenswert, ein Modell zu finden, das diese Eigenschaft besser repräsentiert
als ein Standard-HMM. Hierfür bietet sich das sogenannte /ejt-right-Modell
an, bei dem die einzelnen Zustä.nde von links nach rechts durchlaufen werden;
d. h. mit zunehmender Zeit erhöht sich auch die Indexnummer der Zustände.
Ein solches Modell ist durch eine Übergangsmatrix A charakterisiert, für
deren Elemente aij gilt:

d. h. heißt, daß keine Rücksprünge zu Zuständen mit kleinerem Index
möglich sind. Das Modell hat einen festen Startzustand und einen festen
Endzustand. Für die Elemente des Anfangszustandsvektors i ergibt sich
also:

{~
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Außerdem gilt:

aN. _ {I,- 0
wenn j = N
Vj -# N

Um zu große Sprünge innerhalb der Transitionsfolge zu verhindern, führt
man gewöhnlich noch eine Begrenzungsvorschrift der Form

aij = 0, für j > i + L1,
d. h. es sind keine Sprünge erlaubt, die mehr als L1 Zustände auslassen.
In der Regel wählt man LI = 2 (Modell mit Skip, auch als BAKIS-Modell
bekannt) oder LI = 1 (Modell ohne Skip).

a" a. a" •• S.

s,
S, s,

S,

T

Abbildung 3.9. Links-Rechts-HMM ohne Skip mit zugehöriger Gitter-
struktur.

In Abbildung 3.9 ist ein Markov-Automat mit vier Zuständen und L1 = 1
sowie die zugehörige Trellis dargestellt; die Transitionsmatrix A hat folgendes
Aussehen:

A=
[

a~, ::: a~J ~]
o 0 a33 a34

OOOau

Manche Modelle, die in der Spracherkennung verwendet werden, sehen das
Hinzufügen eines speziellen Endzustandes, des sogenannten dummy oder

38



3 - Afarkov Modelle

absorbierenden Zustandes vor, der keine Emissionsmöglichkeit hesitzt uud
besonders als Verkettungspunkt bei verbundener Sprache nützlich ist.

a"

an
•••

a"

Abbildung 3.10. Links-Rechts-HMM ohne Skip mit Dummy-Zustand.

Wenn wir diesem Zustand den Index N + 1 geben, erhalten wir folgende
Eigenschaften:

aiN+l - 0

aN+tN+l - 1
bN+t(X') - 0

Vi< N

'IX'

Es ist zu bemerken, daß diese besonderen Eigenschaften eines HMM keinen
Einfluß auf die Neuberechnung der Modellparameter im Baum~Welch.AI.
gorithmus haben, denn Werte die zu Anfang auf 0 gesetzt waren, bleiben
wä.hrend der ganzen Prozedur unverändert.
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Kapitel 4

Wordspotting

4.1 Einführung
Im Gegensatz zu klassischen Spracherkennungssystemen, bei denen die ge-
samte Eingabe klassifiziert werden soll, geht es beim Wordspotling darum,
ganz bestimmte Worte, die sogenannten key words, herauszupicken. Eine
Motivation für dieses Anwendungsgebiet sollen die folgenden drei Beispiele
illustrieren .

• Bereits heute bieten etliche Firmen ihren Kunden telefonische Dienst-
leistungen an. Der Kunde steuert dabei mit Hilfe seiner Stimme das
System am anderen Ende der Leitung. Dabei wird angenommen, daß
der Benutzer kooperativ ist und nur die zur Steuerung erlaubten Worte
verwendet. Neuere Untersuchungen belegen aber, daß bis zu 20% des
Inputs zwar das Befehlswort enthalten, jedoch oft eingehüllt in einen
ganzen Satz bzw. mit Nebengeräuschen untermalt. Ein Wordspotter
könnte hier nützliche Dienste leisten, indem er die Eingabe auf das
Vorkommen der erlaubten Schlüsselworte untersucht .

• Ein anderes denkbares Anwendungsgebiet stellt die Klassifizierung von
gesprochen Botschaften (z. B. auf einem Anrufbeantworter) dar. Hier-
bei geht es darum, die eingegangen Nachrichten auf bestimmte Worte
hin zu untersuchen, und demnach in Gruppen einzuteilen, um eine
weitere Bearbeitung zu erleichtern (Topicspotting) .

• Außerdem kann man \Vordspotting dazu verwenden, längere Tondoku-
mente zu indizieren oder Stellen zur Korrektur und Änderung zu finden.
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Die anfangs verwendeten Methoden basierten auf den Verfahren des Templale
Matching verbunden mit den Techniken der dynamischen Programmierung
(DTW) {l1J-[7J. ln diesen Systemen wird ein Score dadurch berechnet, daß
jedes Schlüsselwortmuster (keyword lemplate) auf alle möglichen Unterteilun-
gen der Eingabe angepaßt wird. Jeder Pfad der dynamischen Program-
mierung, der ein Auftreten eines Keywords bezeichnen könnte, stellt einen
möglichen Treffer (putative hit) dar. In einem zweiten Durchgang müssen
nun noch die Überlappungen zwischen diesen möglichen Treffern eliminiert
werden. Außerdem ist eine Normalisierung der Wahrscheinlichkeitsscores
der Pfade durchzuführen, um so eine Schranke festlegen zu können, um die
wahren Treffer von den Falschalarmen trennen zu können.
In neuerer Zeit wurden gute Ergebnisse durch den Einsatz von HMM erzielt.
Dieser stochastische Ansatz hat den Vorteil, daß sich die Eigenschaften des
Signals besser modellieren lassen als bei der reinen Musteranpassung. In
den folgenden Abschnitten wollen wir die grundlegenden Prinzipien dieser
Methode genauer untersuchen.
Es sei noch darauf hingewiesen, daß auch bereits Neuronale Netze mit Erfolg
auf diesem Gebiet eingesetzt wurden 132], worauf wir hier aber nicht näher
eingehen wollen.

4.2 HMM-Modellierung

4.2.1 Aufbau eines HMM-Netzwerkes
Das HMM-Netzwerk für einen Wordspotter besteht im wesentlichen aus zwei
Teilen. Der eine repräsentiert die Schlfisselworte, der andere wird aus den
sogenannten Füll-Modellen 1(filler models) gebildet. Diese dienen dazu, Spra-
che zu modellieren, die nicht in die Menge der Schlfisselworte fällt. Diese
Füll-Modelle spielen beim Scoring (siehe 4.3) eine große Rolle, weil sie helfen,
die Rate der falsch entdeckten Keywords zu reduzieren. Wie man solche
Alternativ.Modelle erstellt, werden wir später noch genauer sehen.
Der grundsätzliche Aufbau eines solchen HMM-Netzwerkes aus N Schlüssel-
worten und M Filler-Modellen ist in Bild 4.1 dargestellt. Es sei dabei noch
auf die von RoSE in [23) eingeführten Gewichte an den Wortfibergängen
(Wk,1, ... , Wk,N für Schlüsselworte und wl.ll ..• , WI,M £fir die Garbage-Mo-
delle) hingewiesen. Diese dienen dazu, das Verhältnis zwischen nicht entdeck-
ten Schlüssel worten und falschen Alarmen zu optimieren. Für dieses Verhält-
nis findet man auch den Begriff ROC (Receiver Operator Characteristic),

Iin der Literatur findet man auch die Begriffe Garbagt. oder Afltrnativ-Modtlf
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der letztendlich die Qualität des WordspoUers beschreibtj seine Maßeinheit
ist falsche Alarme je Schliisselwort je Stunde (ra/kw/h).

..,......, "..

..,......, w ••

w ••..,......,

w
• tiller model I f.I •
~ ~.Z... W u ,,'::
• , filler model z • •. ' , ,, . . .
'\ ....-------- -i--------- .----~---------".'::.. ,--------------" :
\-------- .,i---------.--- .~---------/

._-------------"

.._--------- ....,------_.~ ~- ,
: ,--------------" ... .
, .--------------. .: .-._---- ...; ~-_._-----, ... ' ,,': ,.' ._--------_.... " ...

, , Wk.Hol " •
: ,. uywoolN-1 " ••, ' ..

,:.' W kJ'l ',:.
, bywool,.. •

filler mode1w.z w,'"

filkf modcl ••..1
W 1.Moi

fiDer modellol
W,~

Abbildung 4.1. HMM-Netzwerk mit Schlüsselwort. und Füller-Modellen.

4.2.2 Der Schlüsselwortteil eines HMM-Netzwerkes
Für die Schlüsselworte werden sowohl Ganz-Wort- wie auch Teil-Wart-Mo-
delle verwendet, abhängig von der beabsichtigen Anwendung. Für die HMM
wählt man in der Regel eine Links-Rechts-Struktur wie in Bild 3.9 bereits
da.rgestellt. Es gibt auch andere, kompliziertere Ansä.tze, bei denen ver-
sucht wird, die Dauer einzelner Wortabschnitte explizit zu modellieren, was
beim einfachen Links-Rechts-Fall nur implizit durch die Verweilzeit in je-
dem Zustand - ihr liegt eine geometrische Verteilung zugrunde - geschieht.
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Diese Methode wurde von ROIILlCEK (22) vorgeschlagen. Er geht dabei
von einer linearen Links-Rechts-Ordnung aus, wie sie in Bild 4.2a) darge-
stellt ist, wobei je 3 Zustände ein Phonem repräsentieren. Die Anzahl der
Zustände wird zunächst verdreifacht, danach bildet man Gruppen aus je 3
Zuständen, die dieselbe Ausgabeverteilung haben, zuletzt wird noch die An-
zahl der Verteilungen verdoppelt, so daß man schliesslich auf 18 Zustände je
Phonem kommt. Ein Ausschnitt eines solchen Modelles ist in Bild 4.2b) zu
sehen.

s:J-B 8-
.)

<::::~
......•.... .-.- .....- __ .

b)

Abbildung 4.2. Schlüsselwort.Modell-Strukturen.

4.2.3 Der Garbage-Teil eines HMM-Netzwerkes
Auch hier gibt es zuerst einen einfachen Typen (Bild 4.3a), bestehend aus
einem Zustand mit einer GAuss.Mixture-Verteilung, die auf der gleich wer.
tigen Gewichtung der Verteilungen aller Schlüsselwortzustände basiert. Die
komplizierteren Modelle bestehen aus einem Netzwerk, deren Komponenten
aus einzelnen Abschnitten der Schlüsselworte gewonnen wurden (Bild 4.3b)
[221.
Wie man weitere Füller-Modelle - auch aus Nicht-Schlüsselwort-Sprache-
erzeugen kann, werden wir im Abschnitt 4.5 genauer betrachten.
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.)

')

Abbildung 4.3. Grundlegende Strukturen des Garbage- Teils eines HMM-
Netzwerkes.

4.3 Scoring-Methoden

4.3.1 Primäres Scoring
Das in 4.2 beschriebene Netzwerk kann nun verwendet werden, um einen
Score für die darin enthaltenen Schlüsselworte und Füller-Modelle zu errech-
nen.
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4.3.1.1 Zeit normalisierte Wahrscheinlichkeitsscores

4.3.1.1.1 Die Methode von ROSE Die von ROSE (23) vorgeschlagene
zeitnormalisierte Wahrscheinlichkeit2 (duration nonnalized word likdihood)
wtt: für ein Schlüsselwort Wn im Intervall t, bis tr; mit Endzustand Sr: ist wie
folgt definiert:

W••( ) _ log P(S ••, (j!., , ... ,x.,))
I w••. - .• tr: - t.

wobei X = (Xl., ... , ilJ die gegebene Beobachtungssequenz aus Vektoren,
die die Cepstral- und andere Koeffizienten enthalten, ist.
Da die Eingabe kontinuierlich erfolgt, und das Auftreten eines Schlüssel-
wortes so schnell wie möglich berichtet werden soll, verwendet ROSE zur
Berechnung obiger Werte einen zeitsynchronen Viterbi-Decoder mit partiel-
lem Backtrace3• Der Vorteil dieses Vorgehens liegt darin, daß mögliche Tref-
fer durch den optimalen Pfad der maximalen Wahrscheinlichkeit bestimmt
werden und nicht durch lokale Maxima des Wahrscheinlichkeitsscores (was
im folgenden Paragraphen 4.3.1.2 beschrieben wird). Ein Nachteil ist darin
zu sehen, daß das Auftreten eines Schlüsselwortes verspätet gemeldet wer-
den kann, wenn nämlich der wahre Zeitpunkt und der durch den Viterbi-
Algorithmus entdeckte weit auseinander liegen.

4.3.1.1.2 Die Methode von ROHLICEK Eine andere zeitnormalisierte
Wahrscheinlichkeit - ebenfalls auf den kontinuierlichen Fall angewandt -
wird von ROHLICEK [22]verwendet, sie ist wie folgt definiert:

wobei d die geschätzte Dauer des Wortes Wn ist.

4.3.1.2 Aposteriori Wahrscheinlichkeitsscores

4.3.1.2.1 Die Methode von ROIILICEK Die Idee hinter dem Verfahren
von ROIILlCEK4 [22] ist es, die mit dem zeitsynchronen Viterbi-Algorithmus
erhaltenen Scores

W"(i) = P(S. = i,x." ... ,x ••) = ad i)
2für kontinuierliche Sprache
3Der Viterbi-Algorithmus mit partiellem Traceback (Rückverfolgen) erlaubt es, einen

initialen Teil des besten Pfades schon vor Ende der Eingabe zu errechnen, was bei der
herkömmlichen Prozedur (siehe Abschnitt 3.5) nicht möglich war
4Er verwendet kontinuierliche Sprachdaten.
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zum Zeitpunkt tf; und im Zustand i zu normalisieren. Dies hat folgenden
Hintergrund: Eine niedrige Wahrscheinlichkeit für ein Schlüsselwort kann in
einer niedrigen Wahrscheinlichkeit für das Sprachsignal überhaupt begründet
sein. Um diesen Effekt auszugleichen, verwendet man die Füller.Modelle und
erhält die a postenori Wahrscheinlichkeit

PP(S., = i IX", ... , x,,) P(S,. = i,Xl ••... ,Xt.)
P(Xl., ""Xl.)

lV.,(i)
Ej lV"U)
a,.(i)
Eja"U)'

einen ganz bestimmten Zustand zu besetzen. Dabei geht die Summe im
Nenner über alle Zustände des Netzwerkes aus Schlüsselwort- und Garbage-
Modellen. Die Alternativ.Modelle dominieren hierbei gewöhnlicherweise den
Nenner und beeinflussen somit entscheidend das Ergebnis.
Schließlich kann man noch die Wahrscheinlichkeit für das Ende eines Schlüs-
selwortes definieren:

wobei Ew•• der Index des Endzustandes v~n Schlüsselwort w. ist. Die mög-
lichen Endpunkte für ein Schlüsselwort werden durch die lokalen Marima in
PPw.(I.) bestimmt.
Der Nutzen dieses Scores wird jedoch dann gemindert, wenn das Netzwerk
kein adäquates Modell für die ganze Sprache ist, d. h. wenn die Garbage-
Modelle die Nicht-Schlüsselwort-Sprache nicht ausreichend beschreiben.

4.3.1.2.2 Die Methode von ROSE Eine ähnliche Motivation liegt dem
Like1ihood-RalioScore von ROSE[23]zugrunde. Um der Zeitveränderlichkeit
der Schlüsselwortscores zu begegenen, rührt er neben dem Schlüsselwort-
Füller.Netzwerk, das im vorigen Abschnitt beschrieben wurde, noch ein soge-
nanntes Background-Netzwerk aus Garbage-Modellen ein (Bild 4.4). Dieses
berechnet parallel den Score W,t:(b) für die überlappenden Alternativ-Mo-
delle, welcher zusammen mit Wlt.(w), dem Score für das Schlüsselwort, den
Likelihood-Ratio-Score lV für d~ Schlüsselwort wergibt. Man erhäh1t:

IV,':(w.) = W,':(w.) - W,':(b).
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_.-.,- '0'

.•

Abbildung 4.4. Schlüsselwort. Füller-Modell mit para.llelem Background-
Modell.

Wir erinnern uns, daß die zeitnormalisierlen Wahrscheinlichkeiten Wtl:(wn)
bereits logarithmisiert waren. Dies ist auch der Grund, weshalb pp (ohne
Logarithmisierung) und W vergleichbar sind, denn es gilt:

a
log b = loga - 10gb,

wobei die Logarithmusfunktion bekanntlich monoton ist.

4.3.1.3 "Kandidaten"-Score

Diese von WILPON [30] vorgestellte Methode geht wie folgt vor: Die Ein-
gabesequenz wird mittels eines Viterbi-Algorithmus' Frame für Frame mit
den vorhandenen Bezugsmodellen (in diesem Falle sind es HMM mit jew-
eils 10 Zustanden) verglichen, so daß man eine Folge von Modellen erhält,
die am besten mit dem jeweiligen Frame übereinstimmt. (Dieses Verfahren
ähnelt demjenigen von CHRISTIANSEN und RUSHFORTH [11] für den Fall
der Musteranpassung.) Für die zeitliche Ausrichtung verwendet WILPON
eine framesynchrone Viterbi.Prozedur (so beschrieben von RABiNER und
LEE in [13]), die für jeden möglichen Startframe i und Endframe j einen
Schlüsselwort-Kandidaten c(i,j) erzeugt, dessen durchschnittliche Modell.
wahrscheinlichkeit p( i, j) und durchschnittliche Zustandswahrscheinlichkeit
s(i,j) wie folgt definiert sind:

p(i,j) ~. 1+ 1 tmp(k),
} -I k=i

wobei mp( k) der Wahrscheinlichkeitsscore des am besten passenden Modelles
im Frame k für Kandidat c(i,j) ist.

s(i,j) ~ ~ f. sp(n),
,,=1
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wobei sp(n) die durchschnittliche Zustandswahrscheinlichkeit im Zustand n
für Kandidat c(i,j) ist.
Die Berechnung von s(i,j) läßt sich wie folgt erklären: Die Verweildauer
in einem Zustand eines HMM ist von exponentieller Natur [20]. Während
des Viterbi-Prozesses ist es möglich, daß das Spektrum der Eingabesequenz
gut zu den spektralen Dichten einiger Zustände paßt, mit anderen hinge-
gen nur dürftig übereinstimmt. Dies kann zur Folge haben, daß ein Pfad in
einem oder mehreren Zuständen sehr lange verweilt (bei einem sehr guten
Wahrscheinlichkeitsscore) und in anderen hingegen nur sehr kurz (mit einerm
sehr schlechten Score). Das führt dazu, daß der Score für die gesamte Ein-
gabe hoch sein wird, die durchschnittliche Zustandswahrscheinlichkeit jedoch
niedrig.
Den Ausgabewerten p(i,j) und s(i,j) werden wir später noch einmal begeg-
nen (Abschnitt 4.4).

4.3.2 Sekundäres Scoring
Die Ergebnisse der ersten Scoring-Prozedur werden nun in einem zweiten
Schritt verfeinert. Das Secondary Scoring dient dazu, sowohl zwischen Schlüs-
selworten und anderer Sprache zu unterscheiden, als auch um die wahren
Treffer besser von den falschen Alarmen trennen zu können, worauf wir in
Abschnitt 4.4 über Rejeetion noch einmal zurückkommen werden.

4.3.2.1 Die Methode von RoSE

RoSE führt den unter Abschnitt 4.3.1.2.2 vorgestellten Gedanken in [24)fort,
indem er eine zweite Scoring-Prozedur auf die Schlwselwortkandidaten der
ersten anwendet, deren Ergebnisse dann als "wahre" Risultate für die Key-
words berichtet werden. Dieses sogenannte Secondary Scoring läßt sich wie
folgt charakterisieren:

• Die vom zeitsynchronen Viterbi-Algorithmus berechnete logarithmi-
sierte Wahrscheinlichkeit log P(X:: Iwn) für den Endzustand Se,. eines
Schlüsselwortes w" und gegebener Sequenz X:: = (XI., ... ,x,.) erhal-
ten wir als5:

log P(X:: Iwo) = logP(S. = en>Xl" ... ,Xl.)'
Für das gleiche Zeitintervall t. bis te berechnen wir die größte logarith-
misierte Wahrscheinlichkeit des Background-Netzwerkes (siehe 4.4) aus
M Füller-Modellen:

5Aus Gründen der Übersichtlichkeit verwenden wir eine Vereinfachte Notation.
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rnax (log P(X:" IIm))
•••=l •...•M •

max (logP(S.,=dm,xt"""xIJ),
m=I •...• M

wobei Sd ••• der Endzustand des Füller-Modells Im ist.

• Diese heiden log-Wahrscheinlichkeiten werden nun benützt, um den
endgültigen Score W,:,.(t.,) für ein Schlüsselwort Wn im Intervall zwi-
schen t. und t., (dekodierte Grenzzeitpunkte der ersten Scoring-Proze.
dur) zu erhalten:

w; (t,) = rnax (log P(X:" Iw.) -log P(X:" I1)).•• t=t •••..• te 0 0

Eine graphische Veranschaulichung findet sich in Bild 4.5 wieder. Die
beiden oberen Kurven repräsentieren die Pfad-Wahrscheinlichkeiten,
ausgehend vom dekodierten Startframe t. des Schlüsselwortes. Man
erhält sie aus den gesamten Pfad-Wahrscheinlichkeiten, dargestellt durch
die unteren beiden Kurven, indem man den Abstand zwischen ihnen
zum Anfangszeitpunkt entfernt.

Der so erhalten Score W':.• stellt eine Approximation an die aposteriori
log-Wahrscheinlichkeit des Schlüsselwortes dar. Das wollen wir uns klarma-
ehen, indem wir die aposteriori Keyword-Wahrscheinlichkeit logPA. (w Iu)
des Wortes w, modelliert durch "'w, für die Ausgabesequenz u = X:~betrach-
ten. Nach der Regel von BAYES (,iehe auch Kapitel 3) gilt:

Um die Abschätzung im letzten Schritt durchzuführen, nimmt man an, daß
alle vorhergehenden Schlüsselwortwahrscheinlichkeiten gleich sind und man
die Wahrscheinlichkeit der Beobachtungsfolge als Ausdruck der größtwahr-
schein lichen Füller-Sequenz darstellen kann.
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Abbildung 4.5. Sekundäres Scoring nach der Methode von RoSE.

Ähnlich geht man vor, um eine Beziehung zwischen dem sekundären Score
W:;,,(tll') und der gemeinsamen (mutuaQ Information

J _I P(UIW,Aw)
'. - og P(u) ,

die Schlüsselwort und Ausgabesequenz in Bezug setzt, herzustellen. Auf
diese Beobachtung geht Abschnitt 4.6.1 noch genauer ein. Wir werden dort
eine Technik zum Training eines HMM vorstellen, die mit der MMI-Methode
eng verbunden und besonders dazu geeignet ist. Schlüsselworte von anderer
Sprache zu trennen, wobei als Basis der sekundäre Score W:;,.(tll') zugrunde
liegt.
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4.3.2.2 Die Methode von \VILCOX

Um mögliche Schlüsselwortendpunkte zu finden, verwendet WILCOX [29]
zunä.chst den von RonucEK (Abschnitt 4.3.1.2.1) eingeführten a posteri-
ori Wahrscheinlichkeitsscore. Ein sogenannter Peak Ddeetor berichtet die
lokalen Maxima für ein Schlüsselwort Wn und liefert somit die möglichen
Endframes zum Zeitpunkt te. In einem zweiten Durchgang werden dann die
Backward-Variablen ß,(j) ausgehend von te sowohl für das Schlüsselwort-
HMM Wn als auch für den Garbage f berechnet.
Um einen zeitnormalisierten Wahrscheinlichkeitsscore ~.(wn) für das Schlüs-
selwort Wn, das in t beginnt und in te endet, berechnen zu können, benötigt
man zunä.chst

L~.(Wn) - P(X = Xh ... ,XI.)~
11,(Sd;o!;; .

für das Schlüsselwort und L~.(J)für den Garbage, was sich auf ähnliche Weise
berechnet.
Wir erhalten damit dann

W"{) L:"{wnl
, Wn = L:'{wnl + L:'U)"

Diese Formel ähnelt der in Abschnitt 4.3.1.1.1 VOllROSE vorgeschlagenen.
Den Startframe t.wählt man dabei so, daß er W:C(wn) maximiert. Nimmt
man an, daß die Dauer des Schlüsselwortes im Bereich zwischen der Hälfte
und des Eineinhalbfacben der Trainingssequenz liegt, so erhält man den An-
fangszeitpunkt als

t.= argmax w:. (wnlt
t=I.-1.5T •...•I.-O.5T

wenn T die Dauer der im HMM-Training verwendeten Sequenz bezeichnet.

4.4 Rejection
Schon in Abschnitt 4.3.2 über sekundäres Scoring haben wir Verfahren disku-
tiert, die dazu dienen, unwahrscheinliche Schlüsselwort. Kandidaten zurück-
zuweisen. Neben der Berechnung eines £leuen Scores bieten sich noch weitere
Methoden an, die wir in diesem Paragraphen vorstellen wollen.
WILPON unterwirft die in 4.3.1.3 erhaltenen Schlüsselwort-Kandidaten fol-
genden 4 Kriterien, denen sie genügen müssen.
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1. Verhältnis-Test: Ein Kandidat wird als wahrscheinlich angesehen,
wenn

065 < p(i,il < I 35
I - s(i,j) - ,

für ihn erfüllt ist. Dies ist dann nicht der Fall, wenn das Modell für
wenige Zustände sehr gut paßt, in den restlichen jedoch sehr schlecht.

2. Mindestdauer- Test Eine gewisse Mindestdauer muß überschritten
werden.

3. Energie.Test Die Energie innerhalb des Schlüsselwortes muß für jeden
Frame oberhalb einer gewissen Grenze liegen.

4. Wahrscheinlichkeits-Test Der Wahrscheinlichkeitsscore muß eine vor-
definierte Schranke überschreiten.

Die Grenzwerte für die einzelnen Schlüsselworte erhält man in der Regel
dadurch, daß man den Durchschnitt der Wahrscheinlichkeiten über die Vor-
kommen im Trainingsset berechnet. Diese so erhaltenen Schranken lassen
sich dann noch mit einem Koeffizienten p gewichten, der die Empfindlichkeit
des Wordspotters steuert, so daß je nach gewähltem Wert mehr oder weniger
Kandidaten diese Grenze passieren.
Dieses letzte Kriterium wird von praktisch allen Autoren auf den primären
Score angewandt, ROSE definiert zusätzlich noch Schranken für seinen sekun-
dären Score (siehe 4.3.1.2.2), um unwahrscheinliche Kandidaten zu verwerfen.

4.5 Garbage-Modelle und ihre Erzeugung
In Abschnitt 4.2.3 haben wir die Grundstruktur eines Garbages-Modelles
und dessen Generierung schon einmal kurz betrachtet. Im nun folgenden
wollen wir uns ausführlicher mit der Konstruktion des Alternativ-Teiles eines
HMM-Netzwerkes beschäftigen, besonders unter dem Aspekt, daß man die
Nicht-Schlüsselwort-Sprache explizit modelliert, d. h. zum Trainieren der
Modelle verwendet man Sprache, die nicht zum Vokabular des Wordspotters
gehört. Um es noch einmal zu betonen: Eine gute Darstellung der Außer-
Schlüsselwort-Sprache hat den Erfolg, daß sich die Rate der falsch entdeckten
Keywords senkt, und somit der ROC insgesamt ansteigt.
Zunächst stellen wir die von RoSE [23]beschriebenen Garbage-Modelle vor.
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Ganzwortmodelle
Als der beste Ansatz, einen Wordspotter zu bauen, wird vorgeschlagen, einen
Spracherkenner für ein umfangreiches Vokabular zu konstruieren, wobei der
Großteil des Wortschatzes zur ModelIierung der Nicht-Schlüsselwort-Sprache
verwendet wird [3). Ein derartiges System würde viel Arbeit mit den Trai-
ningsdaten verlangen, und auch zu einem äußerst großen Erkennungsnetz-
werk führen. {RoSE konstruiert M = 80 Filler-Modelle (vgl. Bild 4.1)
aus derselben Anzahl von Worten, was ein Netzwerk von insgesamt 804
Zuständen ergibt. Dieses liefert bemerkenswert gute Ergebnisse, wenn man
bedenkt, daß die Anzahl von 80 Worten im Vergleich zur unbeschränkten
Nicht-Keyword-Sprache sehr klein ist.)

4.5.2 Teilwortmodelle
4.5.2.1 Triphoneme

Verwendet man ein umfassendes Vokabular an Nicht-Schlüsselworten und
zum Training steht nur begrenzt Material zur Verfügung, wird der größte
Teil der Eingabeäußerung nicht in den Trainingsdaten vorkommen. Hieraus
entspringt die Idee, sogenannte Triphoneme zu verwenden, das sind Model-
le, die im Zusammenhang mit den links uns rechts angrenzenden Phonem
definiert sind. Sie ermöglichen es, Füller-Modelle über verschiedene Kon-
texte hinweg zu verwenden, wobei die Komplexität des Spotters relativ un-
verändert bleibt. (RoSE modelliert für die 80 Wörter 264 Triphone aus je
einem linearen HMM mit drei Zuständen, insgesamt also 804 Zustände. Die
Leistung verbesserte sich im Vergleich zur vorher beschriebenen Methode, lo-
gischerweise verschlechtert sie sich wieder, wenn man im Garbage-Netzwerk
Triphoneme aus dem aktuellen Schlüsselwortsatz hinzunimmt. Dies führt
nämlich oft dazu, daß anstatt des Schlüsselwortes das Alternativ-Modell de-
kodiert wird und somit zu einer erhöhten Anzahl von nicht entdeckten Key-
words.)

4.5.2.2 Monophoneme

Hier verwendet man im FiBer-Netzwerk eine kleine Anzahl von Monophone-
men über einen allgemeinen Kontext, was zu einer Verringerung der Modell-
größe führt. (ROSE erhält insgesamt 135 Netzwerkzustände, bei einer nur
gering gesunkenen Leistung gegenüber des Triphonem-Ansatzes.)
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4.5.3 Unbeaufsichtigtes Clustering
Der Unterschied zu den eben beschrieben Verfahren besteht bei diesem Ansatz
darin, daß man ungelabelte Sprache dustert, um daraus die Alternativ-
Modelle zu erhalten. Die Mittelwerte der GAUss.Verteilungen der Ein-
Zustand.Filler-Modelle würde man als Cluster.Zentroide des k-means.AI.
gorithmus erhalten. (ROSE erzeugt insgesamt 128 solcher HMM, wobei
die Zustandsübergangswahrscheinlichkeit so gewählt ist, daß jedes Garbage-
Modell eine erwartete Dauer von etwa 200 ms hat. Die Erkennungsleistung
in Verbindung mit dieser Methode ist dürftig, weil die Rate falsch erkannter
Schlüsselworte sehr hoch ist. Dies läßt vermuten, däs die Cluster.Modelle,
die Nicht.Keyword-Sprache nur sehr schlecht beschreiben.)
Die nun folgenden Filler.Modellierungen stammen von BOITE [5j [6] und
stellen im wesentlichen eine Verfeinerung der eben beschriebenen Methoden
dar. Im letzten Punkt werden wir jedoch noch einen völlig neuen Ansatz
kennenlernen.

4.5.4 I-Garbage-Modell
BOITE repräsentiert die Schlüsselworte mit kontextabhängigen (CD) und
kontext unabhängigen (CI) Phonemmodellen. Für den Garbage kreiert er
zunächst auch ein einziges Alternativ-Modell, das durch die gesamten Trai.
ningsdaten (ausgenommen den Keywords) gewonnen wird. Aufgrund dieser
Definition des Garbages fallen die lokalen Wahrscheinlichkeiten dafür sehr
niedrig aus. 'Deshalb wird eine sogenannte Worteintrittsstrafe (word en-
trance penalty) eingeführt, die den Score für ein Schlüsselwort herabsetzt.
Die Erkennungsrate wird dadurch nicht beeinflußt, jedoch erhöht sich die
Rate der Zurückweisungen. Wählt man die Worteingangsstrafe zu hoch,
sinkt allerdings die Erkennungsquote stark ab.

4.5.5 CI-Phonem-Modelle
In diesem Falle werden die CI. Phonem. Modelle zur Beschreibung des Garba.
ges und die CD. Phonem. Modelle zur Darstellung der Schlüsselworte benützt
(siehe auch Abschnitt 4.5.2). Da jede Folge von Phonemen (auch Schlüssel-
worten) für die Garbage-Modellierung zulässig ist, erhält man eine zu hohe
Rejection.Rate. Man begegnet dem dadurch, daß man eine Garbage-Über.
gangs-Strafe einführt, die nun den Score für das Alternativ.Modell senkt.
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4.5.6 N-Garbage-Cluster
Die CI. Phoneme werden in eine Menge von N Garbage-Cluslern eingeleilt;
man geht dabei wie folgt vor: Für je zwei Klassen wird der Informationsver-
lust (Enlhropie) berechnelj dasjenige Paar, das diesen Wert minimiert, kommt
gemeinsam in den neuen Cluster. Man terminiert den Algorithmus, sobald
die gewünschte Anzahl von N Klassen erreicht ist. Bei diesem Verfahren
müssen dann sowohl die Worteingangs. als a.uch die Garbageübergangsstrafe
eingestellt werden. (Für die Anwendung wurde N = 7 gewählt.)

4.5.7 On-line Garbage
Dieses Verfahren stellt einen neuen Ansatz dar, denn es wird nicht versucht,
Alternativ-Modelle explizit zu modellieren, vielmehr werden die lokalen Sco-
res für den Garbage on-line, Frame für Frame berechnet. Dieser Score ergibt
sich als der Durchschnitt der N besten lokalen Wahrscheinlichkeiten für die
CI und CD. Auf diese Art und Weise ist der FilIer-Score nie der beste, aber
immer unter den aussichtsreichsten Kandidaten. Das hat zur Folge, daß
Garbage nur dann dekodiert wird, wenn das Schlüsselwort global schlecht
getroffen wird. Während beim }.Garbage- und beim N.Cluster. Verfahren
global über die Nicht-Schlüsselwortsprache geglättet wird, geschieht es hier
lokal, on-line. Außerdem ist der Score resistenter gegen Noise, denn bei den
Standard verfahren, wo das Garbage-Modell der einfache Durchschnitt der
anderen Phonem. Modelle ist, kann die Überlagerung mit Störgeräuschen zur
Erhöhung des Scores führen. Schließlich wird auch hier noch eine Wortein.
gangsstrafe hinzugenommen, um die Rejecton.Rate zu steigern. (In der An-
wendung erwies sich N = 20 bei 42 CI und 35 CD als gut geeignet.)

4.6 Fortgeschrittene HMM-Modellierung
Wir sind bereits mehreren Verfahren begegnet, die Parameter eines HMM
zu trainieren. Wir haben die Maximum-Likelihood-Methode betrachtet, die
die Wahrscheinlichkeit der Beoba.chtungssequenz über alle Modellparame-
ter maximiert. Die K-means.Prozedur optimiert die Wahrscheinlichkeit der
Beobachtungssequenz und der Zustandsfolge über alle Modellparameter. Das
Maximum-Mutual.lnformation-Kriterium versucht, die verschiedenen Mo.
delle möglichst scharf von einander abzugrenzen. Im folgenden Abschnitt
stellen wir ein ähnliches Verfahren vor, das speziell auf die Anforderungen
beim Wordspotting abgestimmt ist. Es ermöglicht, Schlüsselwortmodelle
von einer breiten Klasse akustischer Ereignisse (andere Sprache, Geräusche)
abzutrennen.
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4.6.1 Discriminant-Training
Bei dieser Methode führt ROSE die Überlegungen zum MMI-Verfahren hin-
sichtlich seines sekundären Scores (Abschnitt 4.3.2.1) fort.

4.6.1.1 Gebundene Gauß-Mischungen

ROSE verwendet Mischungen aus sogenannten gebundenen Gauß-Verteilun-
gen [4J. Die Dichte B = (blr) für alle Zustände i = 1, "', N des HMM.
Systems ist eine Mischung über Gauß-Dichten jm(x), m = 1, ... ,M. Alle
Zustände teilen sich dieselben Dichten, so daß sowohl die Schlüsselwort-
Modelle als auch die Füller-Modelle dieselben Gauß-Parameter haben. Zu-
standsabhängige Mischungsgewichte bl,m binden die Gauß..Dichten jm(i) an
den Zustand i, so daß sich die Emissionswahrscheinlichkeit wie folgt darstellt:

M

b,(x) = L: b',m fm(x).
m=1

Die Maximum-Likelihood-Schätzung aller HMM-Parameter (Mittelwert und
Varianz der im,Mischungsgewichte bi, roI, Transitionswahrscheinlichkeiten Gi,;)
sind simultan mittels des Forward-Backward-Algorithmus' berechnet.

4.6.1.2 Unterscheidungs-Kriterium

Der sekundäre Score

w; (t,) = max (logP(X:.[ w.) - log P(X:' [f)•• 1=1.,...,1.' •

aus Abschnitt 4.3.2.1 stellte ein gutes Maß dar, Schlüsselworte von anderer
Sprache abzugrenzen. Bisher ging er jedoch nicht in die Maximum-Likeli-
hood-Schätzung der HMM-Parameter für Keywords und Garbage einj man
versuchte nämlich nur die Wahrscheinlichkeit eines Modelles für ein Schlüssel-
wort zu maximieren, jedoch nicht die Wahrscheinlichkeit der anderen Mo-
delle für dieses Schlüsselwort zu verringern. Für einen Wordspotter, der
ein Schlüsselwort w über eine Beobachtungsfolge u = X:: = (XI., ... ,x,.)
verläßlich dekodiert, wünschen wir uns daß

für alle Füller.Modelie f.
Wir stellen nun eine Abgrenzungs-Prozedur vor, die ein Kriterium maximiert,
das direkt mit dem Score W* verbunden ist.
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In unserem Falle werden nur die Parameter für die Schlüsselwortmodelle neu
eingestelltj die Garbage-Modelle bleiben unverändert. Da die Füller-Modelle
eine breite Klasse von Sprache darstellen, liegt die Vermutung nahe, daß sie
sich mit einer vernünftigen Menge an Trainingsdaten verfeinern lassen. Da
die Gauß..Dichten Im,. über alle Zustände gleich sind, müssen wir nur noch die
Mischungsgewichte bl,m aktualisieren, denn auch die Transitionswahrschein.
lichkeiten bleiben unverändert.
Es gibt zwei Alternativen, zum gewünschten Ziel zu gelangen .

• Wir könnten die in Paragraph 4.3.2.1 erhaltene Beziehung
log P(u I w, >"w) -log P(u 1 Iman >..J•••••~) maximieren, indem wir die Gra-
dienten-Abstiegs-Methode verwenden und danach eine Geraden-Suche
entlang desselben durchführen, um den Randbedingungen der Parame-
ter zu genügen .

• Die zweite Möglichkeit folgt dem Ansatz von BAIIL 11]. Dieser percep-
tran-ähnliche Algorithmus erlaubt es, die Parameter der Modelle itera-
tiv zu verfeinern, um so die \Vahrscheinlichkeit des richtigen Modelles
gegenüber der des falschen bei einer bestimmten Beobachtungssequenz
zu vergröBern.

Wir werden die zweite Methode bevorzugen, indem wir zunächst - dem
ersten Verfahren folgend - den Gradienten der letzen Gleichung mit Bezug
auf die Mischungsgewichte b"m ableiten, und dann seine Ähnlichkeit mit
demjenigen in der Corrective- Training-Prozedur verwendeten herausarbeiten.
Der Gradient der aposteriori Schlüsselwortwahrscheinlichkeit nach dem Mis-
chungsgewicht bl,m errechnet sich nun wie folgt:

BP( •• IJ •••u!
al'l, •••

P(ulfm ••• A/l"

Wir erhalten diesen Gradienten, wenn wir die Wahrscheinlichkeit für eine
Beobachtungsfolge mittels der HMM.Parameter berechnen

P(u Iw,>"w) = L L n:~!.a'(I_l),'(I) b'(I).{.I(') IO(I)(it},
'E{Slt ...• S••) oE{1, ...,M}

wobei set) den Zustand zum Zeitpunkt t bezeichnet und o(t) den Index der
Mischung ebenfalls zur Zeit t. Daraus ergibt sich:

ap(UIW,Aw) I "w
ab = -b -,' (l,m)P(ulw,Aw),
I,m I,m
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wobei

'.
'Y•.•. (I,rn) = L: peset) = I,o(t) = rnlu,w,Aw)

1=1.

die Wahrscheinlichkeit ist, den Zustand J und die Mischung m über die Se-
quenz u zu besetzen. Den gesuchten Gradienten erhält man nun als:

iJlogP(WIU,Aw) = _1_ ("W(I )_ •. 1(1 ))
Ob b 7 ,m 7 ,m,
I,m ',m

mit der Randbedingung L~=1b',m:::;1 für die Mischungsgewichte.
Dieser Ausdruck für den Gradienten ist dem für den MMI-Fall in [1] ähn-
lich. stellt jedoch nur eine Annäherung an denselben dar. denn es wird nur
eine falsche Dekodierung über der Beobachtungsfolge betrachtet und nicht
alle. Der soeben berechnete Gradient kann für kleine Werte der Mischungs-
gewichte bE,m sehr groß werden; dies kann dazu führen, daß die Bestimmung
des Gradienten von diesen sehr kleinen, nur sehr schlecht geschätzten Werten
beherrscht wird.
Anstatt nun eine Gradienten-Abstiegs-Prozedur mit Berechnung dieses Gra-
dienten und einer Geraden-Suche für die Einhaltung der Randbedingun-
gen durchzuführen, benützen wir den Correetive-Training-Algorithmus von
BAIIL (2).

4.6.1.3 Das Corrective- Training- Verfahren

Den Gradienten, den wir für diesen Algorithmus verwenden, ähnelt demjeni-
gen des vorigen Abschnittes, außer daß er proportional zur Differenz zwischen
den logarithmisierten Wahrscheinlichkeiten der "richtigen" und "falschen"
Modelle ist. Für jede Schlüsselwort-Äußerung im Corrective-Training wer-
den die Werte gemäß des folgenden Ausdruckes aktualisiert:

1W(I,m) = 1W(I,m) + v ('Y,.w(l, m) - '1•. 1(I.m)) ,
wobei v eine Funktion der Differenz WO: = logP(ulw) -logP(ulJ) zwi-
schen den logarithmisierten Schlüsselwort. und Füller-Wahrscheinlichkeiten
ist, mit:

w.<o
W

0< W' < 6_ w_

wobei ß und 6 empirisch gewählte Konstanten sind, die bestimmen wie der
Gradient von W,: beeeinflußt wird. Die neuen Mischungsgewichte erhält man
mittels der ,.'" als:
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Als Ausgangsbasis für diesen Algorithmus kann man die, mittels der Maxi-
mum-Likelihood-Methode trainierten Schlüsselwortmodelle .xw und die Gar-
bage-HMM AI verwenden. Auch die Werte für 7•...(I,mL einen bestimmten
Markov-Zustand I und eine Mischung m zu besetzen, berechnet man zunächst
mit dem Standard-Forward-Backward- Verfahren. Beim eigentlichen Correc.
tive-Training führt man dann den Aktualisierungsprozeß über die 7....(1,m)
für eine Schlüsselwortäußerung und die Neuschätzung der Mischungsgewichte
bl,m solange durch, bis ein Konvergenzkriterium bezüglich des durchschnitt-
lichen W,: erfüllt ist.

4.6.1.4 Nahe "Fehlschüsse"

Bei der Erkennung isolierter Worte wurden für das Corrective- Training so-.
genannte nahe Fehlschüsse (near misses) definiert [2]. Das sind diejenigen
Worte aus dem Vokabular des Erkenners, die für eine bestimmte Äußerung
mit dem richtigen Wort akustisch verwechselbar sind. Dasselbe wird man
beim Word Spotting tun, außerdem wird die Garbage-Sequenz als Near Miss
bezeichnet, die über ein Teil der kontinuierlichen Eingabe hinweg mit einem
Schlüsselwort verwechselt werden kann. Diese Folge von Füller.Modellen
wird mittels eines Null-Gra.mmatik-Garbage-Netzwerkes erzeugt, wobei jedes
Alternativ-Modell ein Phonem repräsentiert. Die Randbedingung dabei ist,
daß die Filler-Sequenz und das Schlüsselwortmodell die gleiche Anzahl von
Zuständen haben. Dies wird noch deutlicher, wenn man darauf hinweist, daß
bei der Gradientenberechnung sowohl für das Schlüsselwortmodell als auch
für das Garbage-Modell derselbe Index I verwendet wird, was eine ähnliche
Struktur beider HMM voraussetzt.

4.6.1.5 Zusätzliche Maßnahmen

• Nach dem Corrective- Training ist der Vektor der Mischungsgewichte für
einen HMM-Zustand sehr spärlich besetzt. Um dies auszugleichen, wer-
den aus den neuen bl,m und aus den ursprünglichen bl,m die endgültigen
bjm gewonnen:,

bi,m = pb"m + (I - p)b',m,

wobei hier p :: 0,8 gewählt wurde.
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• Erhält man bei der Iteration (fIr 1"'(/, rn) negative Werte, so setzt man
dafür einen kleinen, positiven, konstanten Wert [2).

4.6.1.6 Schlußbemerkung

Das beschriebene Verfahren erhöht die aposteriori Schlüsselwortwahrschein-
lichkeit, die Leistung des framesynchronen Viterbi-Dekoders bleibt jedoch
unverändert. Insgesamt führt die Methode zu einer Verbesserung des ROC.

4.6.2 Error-Correcting-Training
Eine ähnliche Methode wie die im vorangehenden Abschnitt wird von NILES
vorgestellt. Die••er fehlerkorrigiernde Trainingsalgorithmus für HMM ent-
spricht grundlegend dem Backpropagation-Algorithmus für ein rekursives
Neuronales Netz. Die notwendigen Ableitungen werden von einer Backward-
Rekursion berechnet, die dem herkömmlichen Forward-Backward-Verfahren
entspricht. Der verwendete Fehler kann relativ frei gewählt werden, er muß
nur lokal in der Zeit (Frame-für-Frame-Basis) und differenzierbar sein.

4.6.3 Cluster-Training
Ein ähnliches Verfahren wie ROSE in [23J (Abschnitt 4.5.3) zur Bestim-
mung der Füller-Modelle benützt, wird von WJLCOX in {29]verwendet, um
die Parameter der Schlüsselwortmodelle festzulegen. Mittels eines Cluster-
Algorithmus' (vergleichbar mit der Standardmethode in 2.8) werden der
Mittelwert (Zentroid des Clusters) und die Kovarianz-Matrix für die Gauß-
Verteilung der Keyword-HMM bestimmt.

4.7 Grammatiken
Wie auch bei anderen Anwendungen im Bereich der Spracherkennung läßt
sich durch die Verwendung von Grammatiken, die auf der Beschaffenheit der
zugrundeliegenden Testsequenzen basieren, die Leistung eines Wordspotters
erhöhen. Bei der Schlüsselworterkennung spielt hierbei wiederum die Inte-
gration der Garbage-Modelle ein bedeutende Rolle.
Weiß man beispielsweise, daß in einer Sequenz genau ein Keyword vorkommt,
kann man eine denkbare, resultierende Grammatik recht einfach anhand eines
Zustandsübergangsgraphen (Bild 4.6) veranschaulichen.
Der Knoten 0 ist dabei der Anfangszustand, in dem sowohl Stille (silence)
wie auch Nicht-Schlüsselwort-Sprache (garbage) von unbegrenzter Dauer de-
kodiert werden können. Ein Übergang zum Endzustand (Knoten 1) findet
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Abbildung 4.6. Zustandsübergangsdiagramm einer Ein-Schlüsselwort-
Grammatik

statt, sobald ein Schlüsselwort entdeckt wird. Im Endzustand ist dann wieder
die zeitlich nicht beschränkte Erkennung von Silence und Garbage möglich.
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Kapitel 5

Der Thriner Wordspotter

5.1 Einführung

In diesem Kapitel wollen wir die Implementation eines Worclspotters vorslei.
leo. Zunächst beschreiben wir die Datenbasis, im Abschnitt über Implemen-
tierungstechniken erörtern wir einige prinzipielle Methoden und präsentieren
dann schließlich den eigentlichen Wordspotter. Von den Eigenschaften der
verwendeten Datenbasis ausgehend, bietet sich dafür ein zweiteiliger Aufbau
an, der sich an der von WILPON in [30] vorgestellten Struktur orientiert1 und
sich wie folgt charakterisieren läßt:

• Der Wordspotting. Viterbi-Scorer für verbundene Sprache, der auf
einem Viterbi.Forward-Algorithmus für isolierte Worte beruht .

• Der Score-Analysierer, der die von der Viterbi-Prozedur zur Verfü-
gung gestellten Werte weiterverarbeitet, um mögliche Schlüsselwort.
treffer aufzufinden.

Die grobe Strukturierung des Wordspotters ist noch einmal in Bild 5.1 dar-
gestellt.

5.2 Die Datenbasis

5.2.1 Die Struktur der Datenbasis
Die in unserem Fall verwendete Datenbasis aus zusammenhängender
(connecied) Sprache umfaßt ein Vokabular von 10 Worten, namentlich die

1Dort wird hinter den Viterbi.Dekodierer ein sogenannter Postprozessor geschaltet, der
zur weiteren Unterscheidung zwischen e<hten und falschen Treffern dient.
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Viterbi-&::orer

W",d

Score-Anal)'5krcr

Spotter

Abbildung 5.1. Grobstruktur des Wordspotters.

italienischen Ziffern: uno, due, tre, quattro, cinque, sei, sette, otto, nove,
zero. In der Datenbasis befinden sich Sprechproben von 1000 Personen2,
mit gleichvielen weiblichen und männlichen Sprechern aus verschiedenen AI-
tersgruppen und mit den unterschiedlichsten dialektischen Ausprägungen.
Diese Datenbasis besteht zu gleichen Teilen aus Orts- und Ferngesprächen.
Die Teilnehmer wurden zuhause angerufen und benutzten ihr eigenes Tele-
fongerät, um die verlangten Sequenzen aus Telefon- und Vorwahlnummern
nach einem Piepston aufzusprechen.
Das Sprachsignal wurde nach einer Tiefpaßfilterung (300 - 3400 Hz) mittels
eines 16-Bit-A/D-Wandlers bei einer Abtastrate von 12800 Hz digitalisiert.
Die Präemphase auf dem digitalen Signal wurde durch ein Netzwerk erster
Ordnung und der Übertragungsfunktion lI(z) = I - 0,95z-1 vorgenommen.

2Vertreten waren Sprecher sowohl aus ländlichen als auch aus städtischen Gebieten.
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Danach wurden die Anfangs- und Endpunkte der Proben bestimmt3• Ver-
wendet wurde dabei ein energiebasierter Endpunkt-Auffindungs-Algorithmus
(End-Poinl-Ddeclion) in Abhäflgigkeit der Intensität des Signals und der
vorhandenen Nebengeräusche. Die gefunden Begrenzungen wurden dann
von Hand-4auf ihre Genauigkeit hin überprüft. Nicht-sprachliche Elemente
(KlickSt Atmen, Wähl- und Umgebungsgeräusche etc.) wurden ebenfalls
gelabelt, um so explizite Modelle dafür erzeugen zu können.
Die parametrische Darstellung eines jeden Frames der Dauer 10 ms wurde
mittels einer FFT, gewichtet durch ein Hamming-Fenster der Breite von
256 Frames erhalten. Die einzelnen Frames überlappen sich dabei zu etwa
50%. Die digitale Filterbank besteht aus 13 Bändern, ausgerichtet nach der
Mel-Skala und zentriert um die kritischen Frequenzen des menschlichen Hör-
systems. Auf jeden Frame wird schließlich eine diskrete Cosinus-Transformation
(DCT) angewandt, um den Vektor mit den 12Cepstralkoeffizienten zu erhal-
ten. Im nächsten Schritt werden die zeitlichen Ableitungen der Cepstralkoef-
fizienten zu dem Vektor hinzugefügt, berechnet durch ein orthogonales Poly-
nom erster Ordnung wie wir es aus Abschnitt 2.7 kennen. Also:

K
L1C;(t) = G L kC;(t - k)

k=-K

i = 1, ... ,p,

wobei jetzt p = 12 (Anzahl der Cepstralkoeffizienten) und I< = 2 geI-
ten. Um Lautstärkeschwankungen erfassen zu können, wird der abgeleitete
Energiekoeffizient (siehe auch Abschnitte 2.6 und 2.7) zum Parametervektor
hinzugenommen. Zuletzt wird ein, in geräuschvoller Umgebung vorteilhaftes,
statistisch gewichtetes Abstandsmaß für die Koeffizienten eingeführt [25].
Die Beschaffenheit der Datenbasis war der AufgabensteIlung Wordspotting
leider nicht sehr zuträglich. Die geringe Anzahl von Worten schuf ein un-
günstiges Verhältnis zwischen Wordspotter- Vokabular und sonstiger Sprache,
was das Wordspotting noch schwierger werden ließ als es schon istj oft wurden
Schlüsselworte anstatt Garbage dekodiert.

5.2.2 Die resultierenden Modelle
Die akustischen Eigenschaften des Phänomens, das man beschreiben will,
spiegeln sich in den HMM (siehe Kapitel 3) wider. Jedes Modell repräsen-
tiert dabei eine phonetische Einheit, die den kleinsten unterscheidbaren Wert
festlegt. In unserem Falle (isoliert wie verbunden) ist das Vokabular mit

30ie Kenntnis der Grenzpunkte ist für die Trainingsphase der HMMwichtig.
•computergestützt durch Anhören und Betrachtung der Spektren
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10 unterschiedlichen Worten sehr begrenzt, deshalb ist es ausreichend soge-
nannte Ganzwortmodelle zu verwendenj d. h. jedes HMM modelliert ein
einzelnes Wort (die Modelle umfassen dabei zwischen 12 und 16Zuständen).
Für umfangreichere Aufgaben ist es notwendig, ein Alphabet auf der Basis
kleinerer phonetischer Einheiten zu verwenden; diese bezeichnet man als sub.
word units. Es gibt nun verschieden Möglichkeiten, diese Untereinheiten zu
modellieren. Zuerst bieten sich die Phoneme, die kleinsten Elemente einer
Sprache an (im Italienischen gibt es etwa 30 davon), die unabhängig vom
Kontext definiert sind. Jedoch ist die Entwicklung des Sprachsignals kon-
tinuierlich im Klang, was eine Abtrennung eines Phonems von seiner Umge-
bung schwierig macht. Deshalb neigt man dazu, ein Phonem durch mehrere
Allophone zu repräsentierenj das /m/ in amo und in uomini stellen beispiel-
sweise zwei verschiedene Allophone desselben Phonems /m/ dar. Hierfür
verwendet man häufig Diphone oder auch Triphone, seltener Polyphone bzw.
Silben.

Diphone umfassen das akustische Signal von der Hälfte eines Phonems bis
zur Hälfte des folgenden; d. h. die Diphone hängen vom linken Kon-
text ab. Die Anzahl der Diphone ist je nach Sprache unterschiedlich,
weil nicht immer alle möglichen Kombinationen auftreten müssenj so
existieren im Italienischen beispielsweise /bv/ oder auch /vs/ nicht.

Triphone sind wie die Diphone kontextabhängig, jedoch sowohl links- als
auch rechtsseitig.

Polyphone und Silben können kontextabhängig oder -unabhängig defi.
niert sein. Werden häufig zusammen mit Diphonen und/oder Tripho-
nen verwendet.

5.3 Implementierungstechniken

5.3.1 Logarithmische Wahrscheinlichkeiten
Die Techniken der Spracherkennung, die auf der Berechnung von Wahrschein-
leikeiten als Maß für die Ähnlichkeit zwischen zwei Modellen basieren, er-
fordern spezielle Rechenmethoden. Es werden reelle Zahlen zwischen 0 und
1 behandelt, deren Unterschiede in der Größenordnung die Anwendung der
üblichen Gleitkommarechnung nicht zulassen. In einem solchen Fall kann
man eine logarithmische Repräsentierung wählen, die eine breite Streuung
der vorkommenden Werte mit ausreichender Genauigkeit und vermindertem
Speicheraufwand erlaubt.
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In [19j finden wir eine ausführliche Abhandlung dieses Themas. In unserem
Falle ist jedoch nur die Durchführung von Multiplikations. und Divisionsope-
rationen mit ausschließlich positiven Zahlen von Interesse.
Eine logarithmische Darstellung einer reellen Zahl x erhält man mittels der
Funktion F: R -+ R, die wie folgt definiert ist:

F(z) = lall< z.

Bezeichnen dann Ks und Kr die internen logarithmischen Darstellungen der
Zahlen z und y, er = IKr -log,(z)1 und e, = IK, -iog,(y)1 den absoluten
Fehlers. erhält man als Produkt bzw. Division folgendes:

z.y
z
y

und für den absoluten Fehler

Die resultierende Streuung der Werte hängt von der gewählten Basis e für die
Berechnung des Logarithmus und vom internen Format für die Darstellung
der Logarithmen ab. Wählt man eine ganzzahlige Darstellung mit n Bit,
stehen Felder zwischen 0 und 2ft - 1 für die Logarithmen F(x) der Zahlen
x zur Verfü"ngung. Die mögliche Streuung für x in Zehnerpotenzen beträgt
demnach:

max(z) e"-!
D = log,. . ( ) = log,. --.

mm x 1

Wenn 2" >- 1 ergibt sich:
D '" 2"log,.{.

Für n = 16 und e = 10 erhält man eine Streuung von 65536 Größenordnun~
gen.
In den Programmen zur Spracherkennung verwendet man e = 10 und intern
eine Gleitkomma~Darstellung, die zwar zu einer überdimensionierten Streu-
ung, aber auch zu einer erhöhten Verarbeitungsgeschwindigkeit führt6•

'abhängig von der Registergröße und den Rundungen bei der Ber«hnung des
Logarithmus'
6Die Möglichkeit der Parallelausrührung zwischen FPU und eru bei modernen Rech.

nern bietet ein günstigeres Verhalten rur Operationen zwischen Gleitkommazahlen als
zwischen ganzzahligen Werten.
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Beam-Search
Im Kapitel 3 über Markov.Modelle haben wir zwei fundatmentale Algorith-
men zur Bestimmung der Ähnlichkeit zwiscben einer Beobachtungssequenz
X und einem HMM A kennengelernt. Sowohl für den Forward.Backwaro-
als auch für den Viterbi-Algorithmus war es jedoch notwendig zu einem
diskreten Zeitpunkt jeweils sämtliche Zustände eines Modelles und das paral.
lei für alle HMM zu betrachten. Diese sogenannte Full-Search führt zu einem
erheblichen Rechenaufwand für die Algorithmen. Die Technik der Beam-
Search (auch: Methode der reduzierten Trellis) hat nun die Aufgabe, diesen
Rechenaufwand zu mindern. Die Idee dahinter ist es, die Suche auf Knoten zu
beschränken, die für die weitere Entwicklung der Trellis bedeutsam sind. Wir
bezeichnen mit 61(i) die Wahrscheinlichkeiten beim Viterbit.Algorithmus und
nehmen an, daß für die Wahrscheinlichkeiten "Ydi) der Forward.Backward-
Prozedur ähnliche Überlegungen gelten.
Für ein Links-Rechts-HMM ohne Skip mit N Zuständen stellt sich die
komplette Trellis für eine Sequenz der Länge T wie in Bild 5.2 da.

"

"

Abbildung 5.2. Vollständige Trellis für ein Links.Rechts-HMM ohne Skip.

Diese Trellis hat die typische Form eines Parallelogrammes und besteht aus
N . (T - N + 1) Knoten, wobei man für jeden Zustand Si mit 61( i) > 0 einen
aktiven Knoten annimmt. Beam.Search basiert nun auf der Beobachtung,
daß die Funktion 6t( i) für festes t und variables i eine Glockenform hat, mit
Zentrum um den Index imar, den Zustand, der die größte Wahrscheinlichkeit
hat, aktiv zu sein (Bild 5.3).
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Abbildung 5.3. Typische Form von 6t(i) mit festem t und variablem i.
Der schwarzgefärbte Knoten ha.t die höchste Wahrscheinlichkeit,aktiv zu

sein.

Ist Si••••.s der Zusta.nd der ~t(i) maximiert, dann werden diejenigen Knoten
dea.ktiviert, deren Wahrscheinleichkeit, aktiv zu sein, unterhalb der von ~t(imlU:)
festgelegten Grenze liegt; d. h. Si ist verna.chlässigbar, wenn

Für einen solchen Zustand Si unterhalb der Grenze wird dann die entspre-
chende Wahrscheinlichkeit c5t(i) auf 0 gesetzt; der so deaktivierte Zustand ist
also weder als Emissionsquelle noch als Basis für Übergänge zu anderen Zu-
ständen im nächsten Schritt verfügbar. Es kann vorkommen, daß alle Zustän-
de eines Modelles unterhalb der festgelegten Grenze liegen; d. h. das ganze
Modell ist inaktiv. Die geeignete Wahl von 'P verringert den Rechenaufwand
drastisch und führt in der Regel zu einer reduzierten Trellis wie in Bild 5.4.

5.4 Der Viterbi-Scorer
Wie schon in der Einführung zu diesem Kapitel erwähnt, wurde die Viterbi-
Prozedur für die verbundene Sprache des Wordspotters aus einem Viterbi-
Dekodierer für isolierte Worte abgeleitet. Dieser Algorithmus soll nun an
erster Stelle betrachtet werdenj darauf aufbauend stellen wir dann den ei-
gentlich verwendeten Vitcrbi.Forward-Scorer vor.
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"

"

,

Abbildung 5.4. Durch Beam.Search reduzierte Trellis; die geschwä.rzten
Knoten maximieren Ct(i).

5.4.1 Die Viterbi-Prozedur für isolierte Worte
Bei der Behandlung einer Sequenz erzeugt der Viterbi-Forward-Algorithmus
verschiedene Hypothesen für die Übereinstimmung der Modelle mit der Ein-
gabe. Er berechnet dabei parallel für alle R Referenz-HMM, mit Nr Zustän-
den (r = I, ... J R), die aus Kapitel 3 bekannten 0'-Variablen. Dies geschieht
aufeinanclerfolgend für jeden diskreten Zeitpunkt, wobei für jedes Modell
die bekannte Tellis in Form eines Parallelogrammes entsteht (vgl. Bild 5.2)
entsteht.
Wir verwenden jedoch die in Abschnitt 5.3.2 eingeführte Beam-Search, die
den Suchraum auf einen Bereich um die Hauptdiagonale der vollen Gitter.
struktur reduziert (vgl. Bild 5.4). Da wir die logarithmisierten Wahrschein.
lichkeiten 6;( i) für einen Zustand i nicht normalisieren, bestimmen wir für
jeden Zeitpunkt t den maximalen Score 6;(im ••z) über alle Zustände1 und
eliminieren einen Zustand i, wenn gilt:

wobei cp. eine festgewählte Konstante ist, in unserem Falle cp. = 100.
Der Unterschied zwischen der Formel in diesem Abschnitt und derjenigen im
vorhergehenden beruht auf der Verwendung der logarithmischen Scores, die
auch das Problem des Underflows beheben.
TJeder Zustand wird dabei mit einem eigenen index versehen.
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Abbildung 5.5. Reduzierte Trellis parallel für verschiedene Zustände mit
lIervorhebung der zwei signifikanten Spalten.

Eine weitere Reduzierung des Such raumes wird durch das Voranschreiten der
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Prozedur entlang der zeitdiskrelen Beobachtungspunkle bedingt. Für die
Berechnung der Forward-Variablen o,(i) sind nur der aktuelle (nev..fr) und
der vorangehende (old..fr) Frame notwendig, für die Beam.Search nur der
momentane; deshalb läßt sich die Trellis auf jeweils zwei Spalten verringern
(siehe Bild 5.5).
Das Vorgehen des Viterbi-Algorithmus ist in Bild 5.6 schematisch illustriert.
Es fällt dabei auf, daß beim ersten Frame keine Beam-Search durchzuführen
ist, da die Scores eben erst initialisiert wurden.
Im Anhang A.2 finden wir das komplette Listing der Viterbi.Prozedur. An
dieser Stelle sei auf einige Besonderheiten derselben hingewiesen:

• Die Matrix tr -score0[2] enthält für jeden Zustand den Score des ak-
tuellen und des vorhergehenden Frames und realisiert somit die Idee,
daß zu jedem diskreten Zeitpunkt jeweils nur zwei Spalten betrachtet
werden müssen .

• tr -active0[2] ist ein Matrix vom Typ boolean, die für den vorausge-
henden und den momentanen Zeitpunkt festhält, ob ein Zustand von
der Beam.Search deaktiviert wurde und somit in der weiteren Berech-
nung übergangen werden kann .

• Die Prozedur preaccumO berechnet die Emissionswahrscheinlichkeit
bj( V) eines Vektors v Cepstralkoeffizienten für einen bestimmten Zu-
stand Sj zu einem betimmten Zeitpunkt t mittels einer Linearkombi.
nation M verschiedener Gauß..Mischungen .

• Die Viterbi.Prozedur verwendet folgende globalen Variablen:

nwords Anzahl der Referenzmodelle.

num-sta Gesamtzahl aller Zustände in den HMM.

vetJaddrO Vektor der Indizes des Startzustandes für jedes Modell.

nframes Anzahl der Frames in einer Sequenz.

traOO Matrix der Zustandsübergangswahrscheinlichkeiten

veLprobD Matrix für die Hypothesen.

Es sei daraufuingewiesen, daß der größte Teil der Rechenleistung in der Proze.
dur preaccumO geleistet wird.
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Ilcoceuure: viterbiJwdJsoO

begiu
Initialisierungen
loop rur alle Frame

if Anfangsframe
loop für alle Modelle

Berechnung des Scores des Startzustandes;
endloop

ebe
loop tur alle Modelle

loop für alle Zustände
üAnfangszustand

Neuberechnung des Scores rur den Starhustand (nur
Self-Loop);

else
if Zustand ist aktiv

Neuberechnung des Scores rur alle aktiven
Zustände;

endif
endloop

enuloop
loop rur jeden aktiven Zustand (Beam-Sea.rch)

ie Score ist unterhalb des Schwellwertes
Deaktivierung des Zustandes;

endloop
endif
loop fiir alle Modelle

if Endzustand ist aktiv
Übergang in absorbierenden ZUstand und Ausgabe des Wahr.
scheinlichkeitsscores

endif
endloop

endloop
end.

Abbildung 5.6. Viterbi.Forward.Algorithmus für isolierte Worte.

5.4.2 Die Viterbi-Prozedur für den Wordspotter
Wir wollen hier zunächst den Algorithmus selbst vorstellen und dann noch
genauer auf zwei neue Aspekte eingehen, die aus den Bedürfnissen des Ward.
spotters entspringen: Verschiedene Scoring-1lethoden und die Erzeugung
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eines Garbage-Modelles.

5.4.2.1 Der Aufbau der Viterbi-Prozedur

Der im vorangehenden Abschnitt vorgestellte Viterbi.Algorithmus wurde nun
auf die Anforderungen des Wordspotting für verbundene Worte angepaßt.
Seine Aufgabe besteht nun nicht mehr darin, verschiedene Hypothesen für die
Erkennung von Worten zu produzieren, sondern vielmehr soll er für jedes der
Schlüsselworte eine Reihe von Scoring.Werten erzeugen, mit deren Hilfe man
dann mögliche Treffer identifizieren kann. Für jedes Schlüsselwort modell wird
dabei ein spezieller Wordspotting. Wahrscheinlichkeits wert berichtet, sobald
der Endzustand seines HMM aktiv ist.
Die Grundstruktur dieses Viterbi.Mechanismus' ist in Bild 5.7 dargestellt.
Man erkennt die folgenden wesentliche Unterschiede:

• Zu jedem Zeitpunkt t wird der Startzustand eines jeden Schlüssel.
wortmodelles neu initialisiert. Eine Normalisierung der Wahrschein-
lichkeitswerte erreicht man dadurch, daß die Initialisierung mit dem
höchsten Score aller Schlüsselwortzustände des vorangehenden Frames
t - 1 vorgenommen wird .

• Für jeden Zustand j wird zusätzlich zum Score und der Angabe über
(Oe- )Aktivierung noch der Anfangszeitpunkt des Pfades gespeichert,
der zu diesem Knoten geführt hat.

• Einen zusätzlichen Dynamic-Programming-Schritt. Zu jedem Zeitpunkt
t und für jeden Zustand j wird nur der beste Pfad verfolgtj d. h.
für jeden Frame entscheidet man sich bei jedem Zustand entweder für
den Weg, der von einer Self.Loop dieses Zustandes kommt (der An.
fangszeitpunkt bleibt demnach unverandert), oder man wählt denjeni-
gen aus, der vom vorhergehenden Zustand ausgeht (unter Anpassung
des Startzeitpunktes). Eine Illustration dieses Mechanismus' ist in Bild
5.8 zu finden .

• Der Übergang zum absorbierenden Zustand fällt weg, da für ein Schlüs.
selwort ein Scoring.Wert immer dann berichtet wird, wenn der Endzu-
stand des zugehörigen HMM aktiv ist. Wir stellen später noch ver-
schiedene Methoden vor, diesen speziellen Wordspotting-Score zu be-
rechnen (siehe Abschnitt 5.4.2.2).

Das vollständige Listing dieser Prozedur ist im Anhang A.4 abgedruckt. An
dieser Stelle einige Bemerkungen dazu:
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b••~in
h.itia1i~i""lJlg""
loop rtlr IllI.,Fran>.,

if Anrangdram"
loop rür alle SchlÜMeI••ortmoddle

Berechnung d•••s.:o...,.,.für den Start:ulI'tand;
F_thalt.," d_ St•••.trr••••.••••..u AnJ'••••Cd_ prad_;
F_t1eCUllCd_ maximal.,n Sf:on:o,im Startrrame;

eno1loop

loop rür IllI.,Sd,Iij,u.,I••ortmoddle
N.,uinitia.1i.ienmCd.,. StartJ;W1t.&n<ksmit d",m maximal",n Score d_ vo•...
&nC",hendenFrame.;

endloop
loop rii,rall., SchI•••••I••ortmoddJe

loop fiiT•.•.1.,Zu.tind",
Ir AnJ'....,..J;W1tand

B",rc:chnu"&d_ Sco...,. rUrSelf-Loop;
If W.,rt für Neuinitialisienmc > W",rt fiir Self-Loop

(u:pU"it"') Anpaaunc d_ AnJ••••C. d_ prad_ "UIQ

Start:r.\liI.tand.;
AktU&li.io:l'll"&d•••maximal.,n Sco...,. in di.,..,m Frame;

if Z•••t411di.t aktiv
Ekrechnung d.,. Seo•.•••;
(impli:r.ite)Anp&Mungd_ Sco...,. und d_ Pfadanfanee-;

endif
endloop

endloop
loop fii,rjeden aktiven Z>atand (Beam-Search)

if Score iBt unterhalb d_ Sch..,U ••.,rt_
Deakth'i",","& d_ Z•••tanoo;

endloop
endif
loop fÜt'alle SchI•••••••lwortmodeUe

if EndJ;utand I.t aktiv
Ekrechnunc d_ "pe:r.i.,U",nWordspouiPfl'Sc::or...;

endif
endloop

endloop

end.

Abbildung 5.7. Viterbi-Forward-Algorithmus für Wordspotting .

• Zu den globalen Variablen der Viterbi-Prozeclur für isolierte Worte
kommt noch der Vektor keyO hinzu, der die Indizes der verwendeten
Schlüsselworte enthält.

• Die Matrix da_dove0[2] enthält den Pfadanfang für jeden Zustand im
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, , • , T

Abbildung 5.8. Neuinitialisierung des Startzustandes mit dem maximalen
Score des vorausgehenden Frames und Anpassung des Pfadanfanges für
jeden Zustand (an manchen Stellen sind die 14Gewinner".Zustände fett

umrandet).

aktuellen und im vorausgehenden Frame .

• Der Vektor best..scoreD beinhaltet die maximalen Scores für jeden
Frame .

• Am Ende der Prozedur werden noch Werte für ein Garbage-Modell
berechnet; dieses wollen wir uns im Abschnitt 5.4.2.3 genauer ansehen.
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5.4.2.2 Das Scoring

lIierfolgen wir dem von ROSE 1231(241(s. a. Absclmilte4.3.1.1.1 und 4.3.2.1)
eingeschlagenen Weg, sowohl beim primä.ren als auch beim sekundä.ren Sco-
ring (s. Abschnitt 5.5.4).

5.4.2.2.1 Primäres Scoring Zur ersten Bewertung der Eingabesequen-
zen dient uns der zeitnormalisierte \Vahrscheinlichkeitsscore

W"(w) = log P(S,,, (i." ...• i ••»)
I. n t _ t• •

für ein Schlüsselwort wn. Da - durch den Aufbau des Wordspotters
bedingt - eine unmittelbare Meldung über das Auftreten eines Schlüssel-
wortes nicht vorgesehen ist, verzichten wir jedoch auf die Anwendung des
partial tracebacks, sondern berichten die Wahrscheinlichkeitswerte W,': als
Ergebnisse der Viterbi-Scoring-Prozedur. (Mögliche Schlüsselworttreffer sind
in den lokalen Maxima dieser Kurve zu suchen.) Die zweite Stufe des Spotters
nimmt dann die genauere Analyse dieser Resultate vor.
Eine Implementation dieser Scoring-Methode im Anhang A.5 zu findenj einen
typischen Verlauf der Kurve zeigt Bild 5.9. Befindet sich zu einern bes-
timmten Zeitpunkt kein gültiger Pfad des Schlüsselwortmodelles im Endzu-
stand, wird in der Viterbi-Prozedur für diesen Frame ein sehr kleiner nega-
tiver Score berichtet (MIN.5CORE); für den Plot ist dieser Wert auf -1500
gesetzt.

5.4.2.3 Erzeugung eines Garbage-Modelles

Wir verzichten darauf, ein Garbage-Modell explizit zu modellieren, sondern
verwenden die Erkenntnisse von BOITE [5) (6) (vgI. a. Abschnitt 4.5.7). um
die Emissionswahrscheinlichkeiten für ein FilIer-Modell on-line zu berech-
nen. Die Ansätze in 151 (6), die N besten Emissionswahrscheinlichkeiten der
kontextunabhängigen und kontextabhängigen phonembasierten HMM für die
Berechnung des Alternativ-Scores zu jedem Zeitpunkt zu verwenden, führt in
unserem Falle dazu, daß von allen im HMM-Netzwerk vorhanden Zuständen
die N besten8 herausgesucht werden und der Durchschnitt über diese Werte
als Garbage-Score berichtet wird.
Da wir uns auf die Verwendung eines Schlüsselwortes beschränken, steht
der Garbage-Score also in Konkurrenz zum Endzustand des betreffenden
Keyword-HMM. Nur wenn dessen Score niedrig ist, wird er vom Filter-Modell
überboten; dies ist in Bild 5.10 zu erkennen, wobei wir für die Anzahl der
Zustände, über die der Durchschnitt gebildet wird, N :;:::3 gewählt haben.
Sin Bezug a.uf die vom Viterbi-Algorithmus berechneten Forward. Variablen
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Abbildung 5.9. Verlauf der Kurve des normalisierten Wahrscheinlichkeits-
scores (oben) und der Pfadwahrscheinlichkeit (unten) für Schlüsselwort
"oUo" (acht) in der Sequenz "nove-zero-sei.oUo-otto-tre-due" (neun-null-

sechs-acht.ach t- drei-zwei).

5.5 Der Score-Analysierer

Dieser Teil des Wordspotters dient zur weiteren Untersuchung der vom Vi.
terbi-Dekodierer errechneten Scores und läßt sich seinerseits in sechs Haupt-
schritte untergliedern:

1. Der Peak-Detektor dient zum Auffinden der Stellen, in denen ein
lokales Maximum in der Folge der zeitnormalisierten Wahrscheinlich-
keitsscores vorliegt.

2. Der Schwellwert für die vom Viterbi-Algorithmus berechneten Scores
dient dazu, diejenigen Peaks zu eliminieren, die unterhalb dieser Grenze
liegen.

3. Die verbleibenden lokalen Maxima werden in verschiedene Cluster ein-
gruppiert.

4. Für jeden Cluster wird nun der sekundäre Score berechnet.
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Abbildung 5.10.. Schlüsselwortscoreund On.1ine-Garbagemit N = 3.

5. Auch diese Werte werden nun mit einem zweiten Grenzwert ver-
glichen und gegebenenfalls nicht weiter untersucht.

6. Schliesslich werden noch zeitliche Überlappungen der möglichen
Schlüsselwortkandidaten beseitigt.

5.5.1 Der Peak-Detektor
Diese Prozedur wurde mittels eines endlichen Automaten mit 4 Zuständen
realisiert; sein Zustandsübergangsdiagramm ist in Bild 5.11 dargestellt, das
Listing findet sich im Anhang B.1 wieder. Anfangszustand ist 0, einen ex-
pliziten Endzutand gibt es nicht, die Terminierung fällt mit dem Ende der
Eingabesequenz zusammen. (Man beachte: Befindet sich der Automat zu
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5 - Der 1ilriller Word.~fl0tler

Die noch gültigen Kandidaten kann mall nun als Ergebnis berichten. Die
gesamte Analysierungsprozedur (außer dem Peak-Detektor) ist im Anhang
B.2 abgedruckt, die Definitionsdatei in B.3.

5.5.7 Resultate

Die erzielten Ergebnisse zeigen einige Schwierigkeiten in Zusammenhang mit
der verwendeten Datenbasis auf:

• Das hohe Verhältnis zwischen Schlüsselworten und anderer Sprache und
die daraus resultierende erhöhte Wahrscheinlichkeit von Verwechslun.
gen erweist sich als ungünstig. So kommt es vor, daß ein Schlüsselwort
für ein ähnliches Wort im Satz dekodiert wird, weil sein Score über den
des Garbages dominiert (kritisch sind etwa: due-tre-nove, zero-uno),
was zu einer gesteigerten False-Alarm-Rate führt. Auch die Gewich.
tung es Füller-Scores mittels eines konstanten Faktors (}brachte keine
Besserung. Man scheint hier bei der Verwendung des On.Line.Garbages
nicht um die Einführung einer Worteingangsstrafe als dynamischen An-
passungsprozeß des Alternativ-Scores herumzukommen .

• Auch gegenüber Lärm und Stille zeigten sich die verwendeten Modelle
anfällig, so daß es zu Fehlkodierungen kam. Hier bietet sich eventuell
an, den Gargabe explizit zu modellieren, um so eine bessere Repräsen.
tation nicht-sprachlicher Ereignisse zu erhalten .

• Das Auftreten mehrerer gleicher Ziffern hintereinander (otto-otto) be.
reitet ebenfalls Probleme und führt zu Auslassungen (die zweite Ziffer
wurde nicht erkannt).

In der folgenden Tabelle sind die Ergebnisse für das Schlüsselwort "olto" bei
verschiedenen Werten der Sensibilitätskoeffizienten Pl und P2 des primären
und des sekundären Scoring dargestellt.

I missings I false alarms I Pt I P2 ~hits
176 29 (16.5%) 148 96 1.00 1.00
176 47 (26.7%) 130 212 1.07 0.80

~ key' I

Tabelle 5.1. Ergebnisse für Schlüsselwort "otto".
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Das TcsLseLumfaßt 96932 Frames (ca. 16 Minuten), die Schrankenwerte wur-
den über einem Trainingsset der Dauer von 58414 Frames (ca. 10 MinuLen)
ermittelt, wobei das Schlüsselwort "otto" 142 auftrat.

5.5.8 Alternative End-Point-Detection
Neben dem Verfahren, mögliche Schlüsselwortendpunkte an den Stellen 10--
kaler Maxima der Scoring-Werte zu suchen, haben wir noch eine weitere Me-
thode erprobt. Die Idee dabei beruht auf der Beobachtung, daß der referen-
zierte Anfangspunkt eines Pfades für einen gewissen Zeitraum stabil bleibt,
auch wenn man über den eigentlichen Endpunkt hinausgeht. Dieses Verhal-
ten ist in Bild 5.12 dargestellt. Hierbei wurden 18 Zustände zu 6 Gruppen
aus je 3 Zuständen zusammengefaßt. Die Kurve zeigt die dekodierten An-
fangs punkte. Man erkennt, daß am Ende einer Einheit vor dem Übergang
zur nächsten der Anfangsframe sich nicht mehr ändert, was zum Auffinden
möglicher Endpunkte benützt werden kann. Die Experimente haben jedoch
gezeigt, daß dies in unserem Falle nicht den großen Durchbruch bringt.

•,
!

. . . . . . ..."'---"--..-:..~-~-~..r -t -: ---t-----.:----~=17~~
:::::::r::::]:::J••..:::r::::r:::I';'y ...."r-'
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Abbildung 5.12. Stabilität des Anfangspunktes.
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Anhang A

Listings der
Viterbi-Prozeduren

A.l viterbL.fwdjso.h
Konstanten und Typen der folgenden Viterbi-Prozedur. (Es finden sich auch
Definitionen wieder, die in anderen Teilen des Erkenners benützt werden.)

j •• iterbi_fvd_iso.h
c08tanti • tipi per 11 file Yiterbi_fwdliao.c */

'detine TRUE 1
tdefin. F1LSE 0

tdetin. PI 3.14159265358979

I- .in • aax defin•• /
'd.Une ain(., b) «(.) <- (b» ? (a.) (b»
'deHne "x(., b) «(.) )- (b» ? (a) (b»

I- di••nsioni dei tipi _/
'd.rin. SIZEC aizeof(char)
Id.fin. SIZES alz.of(.hort)
'd.fin. SIZEt aiz"of(int)
'd.fin. SIZEL .1z.01(lo08)
'defins SIZEF alz.ai(rloat}
'defin_ SIZED aizeot(doubl.)

/. liaiti _/
'deHne Kl_STl 32 I_ .ax • di ah,ti dherlli ./
'delin. "X_FRA 300 I_ aax • di fraae in una sequenza _,
'delin. KX_PAR 24 je • di coeffizienti cepstrali in un vettore ./
'define KI_WDRDS 80 /. a~ • di parole accettate nel lessico ./
'define "1_"11 32 /•• di ai sture gaussiane per ogni stato ./
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A - ListinKs der Viterbj-Prozeduren

'detine "I_STAWO MOC_STA.MOC_WORDS
'deHne "I_LIIE 81 /. aax lWlghezza di una Unea ./
'deHne lU_LEI 20 /. aax lungehuza del noae di una parob ./
'deHne WIJlDOW 5 /. aapiezza Hnestra per calcolo dep (napre dbpari) _/
'detine IWH 2 /. tloor (VINDOV/2) ./
'delin. LI"_GAUEJE l.e-15 /_ liaite della calcola%ione della gauene _/
'deline LI"_UI"DERFLOW 87.0
'deline LUCBEST_SCORE -1.e31 /_ vdore iniziah di best_score ./
'define LI"_PRP -1.e37 j. valore standard della probabilits' di una parola ./
'deline ZERO 0.0
'define LI"_GAUVAR l.e.30
'deline YET_SIZ 5 /- grandezza deI butfer per il carico delle gaussiane ./
'deHne MOC_FLT 14 /_ aal: lunghezza di un 110at ./
'define DOFI 28 /•• bJte per UR vettore con 14 ele.enti a due bJte _/

/. indici aatrice probabilita' di tr~izione tra(] _/
'define SELF 0 /_ probabilita' di .elt looping _/
'define IEIT 1 /. probabilita' di tranaire al pros. tao atato ./
'deline SliP 2 /. probabilha' di aUp ./
'deline DI" 3 /_ grandezza della a.conda di••naion. (SEL'. JEIT. SlIP) _/

/- Co.tanti per il littering _/
'detine REICHT 0.5
'del ine BUS 1.0

/- Co.tanti per la cucolazione di accua ./
'deline OftECA_EJE 0.5
'deline O"ECA_DELTl£IE 2.0

/_ Co.tante per la 1H_ .eareh _/
Idel ine BElX-COST 100.0

/_ Co. tante di noraalizzazione per ricavare i par_etri differenziali ./
'define ALPHA 3.98

/_ Altre coatanti _/

/_ tipi _/
typedef cluU" 11ne(80);
typedet c.har 1I0rd[«];
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A.2

A - ListißgJ> der Viterbi-ProzOOuTen

viterbLfwd-iso.c
Viterbi-Algorithmus für isolierte Sprache.

/......•••.•.••••..•••••••••••••••...................••••••••••••..........••• /
/•••.•••.....................••.••.••••••••••••••...........•.•••••••••••.••.. /
/_ PROCEDUR1:yoid yiterbi_1vd_iao(yoid) ./
/. ./
/. PARlMETRI:nessWlO ./
/. ./
/. RITORIU: 0 ./
/. ./
/. OESCRIZIOIE: La procedura iapl •• enta l'algoritao di riconoaciaento per il ./
/. parlato iaolato. ./
~ ./
/. VARIABILlGLOB.lLlLETTE: ./
/. nUII_ata, n!r •• es, nvorda, •• t_iaddrO. traO[] ./
/. ./
/. YARIABILIGLOBALISCRITTE: ./
/. ..t_prob[] ./
/. ./
/••••••...•...................•.•....••.•....•.............•...........•..•.•• /
/...........................................................................•. /
yoid Yiterbi_fvd-iso (.oid) {

double tr _score [MI_STJ,WOl[2] ,
aux_prb,
pre_beat,
be.t_score,
acore_lia;

ahort old_fr. 0,
nev_fr • I,
tr _acti •• [lU_STAWO][2] •
preaddr.
aucaddr,
inod,
traind.
vhid.
ifr,
iatat.
iaddr.
iele.
icol;

int i,
bodel;

tor (i - 0; i < nVOrdll; i++)
vet_aodel[i] • i:
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A - Listings der Viterbi-Prozoouren

for (je)e • 0; h)e< nlm_sta; ieIe++) {
for (jeol - 0; ieol < 2; ieol++)

tr_active[iele] [ieol] • FALSE;
} I_ forUde) -/

for (ifr - 0; ifr < nfraa •• ; ifr_) {
beat_score - LI"_BESt_SCORE;

}

(iaodel - 0; iaodel < nvords; i.odel++) {
iaddr - .et_iaddr[iaodel];
for (latat - Oi iatat < nstat[laodel]; 1stat++) {

if (iatat -- 0) {
/. prlao atato. aolo aelf loop poaaibile ./
If (tr_acti.e[iaddr][old_fr]) {

tr_score[iaddr] rn ••• !r] - tr_scoreUaddr] [old..fr] + tra[iaddr] [SELF]
+ pre_accua (iaddr, ifr)i

tr_aeti.e[iaddr][nev_fr] - TRUE;
if (tr_seore[iaddr][nn_fr] > beat_score)

beat_score - tr_score[iaddr][nev_fr];
/_ if(tr_aeti.e) -/

}
}
d •• {

tor

if (ifr -- 0) {
for (iaodel - 0; iaodel < nvorda; i.odel++) {

iaddr - .et_iaddr[iaodel];
tr_acore[iaddr][old_fr] - pre_accua (iaddr. ifr);
tr_aethe[iaddr] Cold_fr] - TRUE;

/_ for(iao4el) ./
/. if(ifr) ./

el.e
tr_actinUaddr][nn_fr] - F1LSE;

} /_ 11(iatat) ./
else {

pre_best - LIft_BEST_SCOREi
sueaddr - iaddr + 1stati
/•• deI atato auccedente _/

preaddr - sueaddr - 1:
/•• deI stato preeedente ./

.hid • FlLSEi

for (1nod - Oi inod.< 2; inad++) {
11'(tr_acthe[preaddr + inod][old_frl>

.hid - TRUE;
} /_ for(inod} ./

if (Yhid) {
10r (traind - .EiT; traind )- SELF; traind--) {

if (tr_aethe[preaddr] [old_lr]) {
aux_prb - tr_score[preaddr] Cold_fr] + tra[preaddr] [traindJ

+ pre_accua (aueaddr, ifr);
il (aux_prb ) pra_beat)

pre_beat - aux_prb;
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}/. il(tr_&ctive) ./
preilddr++;

} /. fodtraind) _/
tr_8con[aucaddr] [nev_fr] - pre_best;
tr_llctive[.ucaddr][nu_fr] - TRUE:
if (pre_beat > best_score)

beat_score - pre_beat;
} /_ U(vhid) _/
else

tr_llctive[sucaddr][nev_fr] _ FALSE:
/_ elae(vi.id) _/

) /- elae(iatat) _/
} /_ lorUst&t) _/

} /_ for(~odel) _/

/- be~ search _/
score_lia - best_score - BEAMLCOST;
for (ide - 0; iele < nua_ata; ide++) {

i1 (tr_&cti ••Ude] [nu_fr]) {
i1 (tr_sconUele] [nu_fr] < acore_lia)

tr_active[ieh][nev_fr] - FALSE;
} /_ if(tr_activ.) _/

} /_ for(iele) _/

/_ caabio delle colonne _/
old_fr - TRUE - oId_fr;
nev_fr - TRUE - nev_lr;

} /_ elae(ifr) _/
} /- for(ilr) _/

/- atato linal. - duaaJ traaizione _/
for (iaodel - 0; iaodel < nvords; iaodel++) {

prellddr - vet_illddr[iaodell + natat[iaodel] - 1;
i1 (tr_aet1ve[preaddr][old-lr]) {

vet_prob[iaodel] - tr_acor.[preaddr] [old_lr] + trll[prell.ddr][JElT];
} /- if(tr_activ.) _/
else

vet_prob[iaodel] _ LIK_PRP;
/- els,(tr_aetive) _/

U (vet_probUaodel] !- LIK_PRP)
.et_prob[iaodel] /- (doubl.) nfraaes;

}

return;

}
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A.3

A - Li.stjll~ der ViterL;-I'rozoouren

viterbLfwd_wsp.h

Konstanten und Typen der folgenden Viterbi.Prozedur. (Es finden sich auch
Definitionen wieder, die in anderen Teilen des Erkenners benützt werden.)

I_ .iterbi_1vd_vsp.e
costanti • tipi per il 1il•• iterbi_1vdlvsp.e _I

'deHne TaUE 1
'de1ine FILSE 0
ldeUne SC 0
'ddine pp 1

'de1ine MI_IWS 10
'de1ine MI_IW5STI 152
'd.1ine MI_I_BEST_MII 3
'de11ne MI_I_BEST_KlI 12

'de1ine PI 3.14159265358979

I_ ain • a~ de1ine _/
'd.Une ain(a, b) «(a) <- (b}) ? (a) (b»
'deUne aa.x(a, b) «(a) )- (b)} ? (a) (b»

I_ diaenaioni dei tipi -I
'define SIlEC siZeof(ehar}
'de1ine SIlES aiZeof(short)
'd.fine SIlEI sizeof(int)
'd.fin' SIlEL sizeof(long}
'deUne SIZEl aizeof(tloat)
'de1ine SIZED aizeof(double)

/_ liaiti _/
'de1ine KI_STl 32 /_ aax • di statt diversi -I
'ddine KI_FRA 800 /_ a~ • di 1r_. in un. sequenza -/
'de1ine Kl_P1R 24 /_ • di eoeffizienti cepstrali in un vettore -/
"'defin. Kl_WORDS 80/_ aax' di parole aeeettat. nel lessieo_/
'deUne Kl_MIX 32 /_ • di abture gauuiane per ogni etato -/
'de1ine Kl_ST1WO MI_STl_KI_WORDS
'deUne MI_LIRE 81 /_ .~ lungh.zza di una linea -I
'deUne PU_LEX 20 /_ a~ lungehezza del no.e di una parola -/
'de1ine WIIOOW 5 /_ aapi.zza finestra per calcolo dep (seapre dispari) -/
'deUne IIWH2 /_ noor (WllOO\I/2) -/
'deUne LIM_G1UEHE l.e-15 /_ Uaite della calcolazione delI ••.gauene -/
'de1ine LIM_UII0ERFLOW 87.0
'define LIM_BEST_SCORE -1.e37 /_ yalore inizi.le di beet_scor. -/
'deUnti! LIM_PRP -1.e37 /_ valore standard della probabilita' di una parola -/
'derine ZERO 0.0
'derine LIM_GIUVlR l.e-30
'deUne VET_sn 5 /. grandezza del buffer per 11 carico delle gaue.iane ./
'define Ml_FLT 14 /_ a~ lunghezza di un float -I
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caapo per first e laat -/
c••po pee i1 tag -/
per una paeo1a. sarebbe pp

ade1ine
adeline
adefine
adeline
adeline

Don 28 /_ a byte per un wettore con
Ml_LEl_'~ Ml_LllE+Ml_1EI_8
Ml_FLFIELO 16 /_ lunghezza deI
Ml_TIGFIELD 4 /_ lunghezza deI
MII_SCORE -1000.0 /_ .in score

14 ele.enti a due byte -/

/_ indici .ateice peobabilit&' di teanaizione tra[] -/
'defin. SELF 0 /_ probabilit&' di ae1f looping -/
'define IElT I /_ probabilit&' di tran.ire al pro••iao .t.to -/
'de:fine SKIP 2 /_ prob&bilita' di .kip -/
'define DIM 3 /_ grandezza della .econda di••nsione (SELF. IEIT. SliP) -/

/_ CostanU per il liftering -/
Idefine HEIGHT 0.5
'define BIIS 1.0

/_ Coatanti per la ealeolazion. di accua _/
adefine OMEGA_EIE 0.5
adefine OMEG1_DELTAEIE 2.0

/_ Costante per 1. beaa seareh _/
'define BElM_COST 100.0

/_ Coatante di nor-&lizzazione per eie&ware i paraaetri differenziali -/
'define ALPHA 3.98

I_ lltr. eostanti _/

/_ tipi _/
trpedef ehar line[80];
typedef char vord[44];
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A - Li1!itiug1!i der ViterLj.Prozooure'l

viterbLfwd_wsp.c
Vilerbi.Algorilhmus für verbundene Sprache.

/ /
/ /
/. PROCEDUR.t:.,oid .,iterbi_hd_up () ./
/. ./
/. PARAKETRI: n••• uno ./
/. ./
/. RITORlA: 0 ./
/. ./
/. DESCRIZIOIE:La pro~edura i.pl ••• nta l'algoritao di ri~onoaci.ento per il ./
/. pulato ~ontinuo in UR 'll'ordapoUer. ./
/. ./
/. VARI.lBILIGLOBALILEnE: ./
/. n1D._.ta. nfr ••••• n'll'ordll, .,.t_iaddrD. tra[]D. t.J[) ./
/. ./
/ /
/ /
.,oid .,it.rbi_fwd-'II'ap (.,oid) {

double tr _acor. OtI_STAVO][2] •
print_lIcor ••
aux_prb,
pr._b.at,
b.llt_lI~or.[Ml_FRJ].
IIcore_li.,
inter,
pp_au. O.
n_b.atOtI_IWSSTA].
gubag._acoreOtI_I_BEST_KU - Ml_I_BEST-"I1 + 1].
rlduaay;

ahort old_fr • 0,
new_fr • t,
tr_acth.[Kl_ST.&WO] [2],
pr.addr.
lIucaddr.
inod,
traind •
.,hid.
1fr,
i.tat.
iaddr.
iel.,
i~ol.
!key,
da_dove[Kl_STAWO][2] •
peak;
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int i,
j.-.iaodel,
spot;

for (Ur. 0; Ur < nfraJIell;Ur++) {
for (tele. 0; iele < (short) huta; !ele++) {

for (ieol • 0; ieol < 2; ieol++) {
tr_aetiv.[i.l.][icol] • FILSE;
tr_seonUde] UeoI] • 0.0;

} /. for (teol) ./
} /. for(iel.) ./

} /. for(Ur} ./

for (Ur. 0; Ur < nfruell; Ur++) {
bellt_lIcor.[ifr]• Llft_BEST_SCORE;

if (ifr •• 0) {
ike, - 0;
for (iaodel • k.,[ik.,]; iaod.l < llua-k.,; iaod.l" k.,[++ike,]) {

i.ddr. vet_iaddr[iaodel];
pr._b.at. pr._accua Uaodel, iaddr, Ur);
tr_aeor.[iaddr][old-frl • pr._b.llt;
da_dov.[iaddr][old_fr] • ifr;
tr_aetive[iaddr][old-fr] • TRUE;
if (pr._bellt > bellt_llcor.[ifr])
bellt_llcor.[ifr]- pre_bellt;

} /. forUaod.l) ./
} /. U(Ur) ./
ebe {

ik.J • 0;
for (iaodel - k.,[ik.J]; iaod.l < sua_k.J; iaod.l" keJ[++ikeJ]) {

iaddr - vet_iaddr[iaod.l];
tr_llcoreUaddr] mev_fr] • pre_aecua Uaodd, iaddr, Ur) + best_seon[Ur - 1];
tr_activ.[isddr][n.w_frl • TRUE;

} /. for(laodel) ./

ihJ • 0;
for Uaodel • hJ[U:e,]; bodel < sua_hJ; laode1" hJ[++ikeJ]) {

iaddr • vet_iaddr[laodel];
for (1stat. 0; 11ltat< nlltat[laod.I]; 1.t8t++) {

U (1lltat-- 0) {
/. priao 8tato, llolo ••lf loop polllllbn•• /
if (tr_aetiYe[iaddr] Cold_fr]) {

inter - tr_8core[iaddr] [old_fr] + tra[illddr][SELf]
+ pre_secua (iaod.l, iaddr, ifr);

if (inter> tr_sconUllddr][nn3r])
/. veeehio eaaaino 'I'_eglio ./
tr_llcore[iaddr][nn_fr] • inter;

else /. nuovo eaaaino 'I'aeglio ./
da_dove[iaddr] [nev_fr] • ifr;
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it (tr_8core[iaQdr][nn_fr] > but_IIeore[itr])
bf.!st_seore[ifr] • tr _lIeore[iaQdr]we._fr];

} /_ if(iatat) _/
d•• {
pr._bellt - LI"_BEST_SCORE;
lIueaddr - iaddr .•. istat:
I_ • dello IItato lIueeed.nt. _/

preaddr - sueaddr • 1:
/_ • dello atato preeedente _/

.ivid • FALSE;

for (inod • 0: inod < 2; inod++) {
if (tr_aetiu[preaddr'" inod][old.fr])
vidd • TRUE;

} /- for(inod) _I

if (.i.id) {
for (traind • IEXT; traind >- SELFi traind.-) {
11 (tr_aetiu[pruddrHold_fr]) {
aux_prb. tr_IIeore[preaddr] [old_fr] .•.tra[preaddr] [traindJ

.•.pre_aeeU. (i.odel. lIueaddr, ifr);
if (aUI_prb > pre_beat) (
pre_be.t • aux_prb;
da_dou[eueaddrl [nev_fr] - da.don[preaddr] [old-fr];

}/_ if(tr_acti.e) -/
preaddr++;

} /- for(traind) _I
tr_lIeore[lIucaddr] [hew_fr] - pre_but:
tr_aeti •• [aueaddr](ne._fr] • TRUE:
it (pu_best> but_IIeor.Ufr])
be.t_aeore[ifr] • pr._bellt;

} I_ if(d.id) -/
ela.
tr_acti.e[lIueaddr](new_fr] - FALSE:
/_ d ••(d.id) _/

} /_ el •• (i.tat) -/
} /_ for(iatat) _/

} I_ for(i.odel) -/

/_ be•• aeareh _/
lIeore_li_ • beat_aeore[ifr] - BE1"_COST:
for (iele - 0; iele < (ahort) k.llllta: !ele++) {
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if (tr_llctin[iele][nev_fr]) {
if (tr_scor.[iele][nev_fr] < score_lia)
tr_acthe[iel.][nev_fr] • flLSE;

} j_ if(tr_llctive) .j

} j_ for{iele) _j

j_ Cll.lcolll.zionedella probllbilitll' noralllizzllta nel te.po _j

j_ se ifr. O. allorll c•• bio delle coloone, cosi' si puo' utilizz&re
III ste.all routina per 1 'output , dopo ancora unll.volta un c•• bio
delle colonne per produrre 10 st.sso stllto coa. pri.a _j

U (Ur - 0) {
old_fr - TRUE - old_fr;
nev_fr - TRUE - nev_fr;

} I_ 1f (ifr) _I

ikllJ - 0;
for (iaodel - keJ[iIi:eJ]; i.odel< Bua_hJ; i.odel.- keJ[++1keJ]) {
spot - vet_ill.ddr[iaodel] + nstll.t[iaodel] - 1;
if (tr_ll.ctive[spot][nev_fr]) {
1f (dll._doy.[spot][n.v_fr] •• 0)
pollt_probU.ode1][n.w_fr] • tr_Bcor.[lIpotHnu_fr] 1 (Ur + 1);

.lse
post-prob[i.odel][nev_fr] • (tr_score[spot][new_tr]
beat_score [dll.-don [spot] [n.w_fr] - 1])
1 (1fr - dll._don[spot] [nev_fr] • 1):

} I- if(tr_llctiv.[spot]) _I
ela. {
post_prob[iaodel][nev_fr] - "li_SCORE:
dll._dou[spot] [nn_fr] • -1 i

}

11 (dll._don[spot] [nev_fr] •• -1)
print_score • "li_SCORE:

elae {
11 (da_dov.[spot][nev_fr] -- 0)
print_score - tr_llcore[spot] [n•• _fr]:

else
print_score • tr_lIcore[spot] [nev_fr] - b.st_score [dll._dou[spot] [nev_fr] - tl;

} I- .ls.(da_dove) _I

l-prinU("nuaero - Xd\Ur". - Id\tda_dove - %d\tpp - Xle\n",
(iaodel • 1), ifr, da_don [.pot] [nu_fr], poat_prob[iaOOel] [n•• _fr]) ;_/

fpr1nU(trb. "nuaero • %d\Urue - %d\tda.-doYe- Xd\tpp - n.\tscore - %ltl\n",
Ciaodel + 1), 1fr, dll...-dov.[.pot][n•• _frl, post_prob[iaodel] Cnev_fr]. print_score);

} I- tor(i.od.l) _I

I- cll.lcolazione e lltaapll. per il .00.110 garbll.ge _I
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/_ score per il aodello garbage _/

k .0;
for Uele • 0: iele < (short) kvuta; ieh++) {
U (tr_acth.[hle][n.v_fr]) {
U (da_donU.leHn.v_fr] - 0)
{
n_b.st[kJ • tr_scor.[iel.][n.w_fr];

} /_ if (da_don) _/
.ls.
{
n_best[k] • tr_scor.[i.h][nn.fr] - but_scor.[da_dov.Ue1.] [n.v_1'rl - 1]:

} I_ d•• -/
} /_ if(tr_acti.e) _/

} I_ for(i.l.) -I

for U • 0; i < (k - 1>; i-) {
for (j • (k - 1>: j > i; j--) {
if (n_but[j] > n.but(j - t]) {
rtdu.ay • n_best[j] [SC];
D_best[j] • n_but(j - t) [SC);
R_but [j - tl • rtduaay;

} /_ U(nt.probO) _I
} l_for(j)_1

} I_ for(i) -I

for (j • (short) R_but_ain: j <- (ahort) n_best_au:; j-) {
garbage_score[j - (short) R_best_aiDJ • 0.0;
garbage_w(j - (short) R_best.ain] • 0.0;
U (k > 0) {
for U - 0; 1< j: i+-+){
11 (i < k) {
garbage_score(j • (sbort) R_best•• inJ +- ß_best[i];

} I_ U (i < k) -I
} I_ for (1) -I

} I_ if(k>O) _I I_ esiste alaeno UR .l •• ento CODscore> "li_SCORE -I
.lse {
garbag•• score[j - (short) n_but_ain] - "II.SCORE;
garbag._w(j - (short) R_b.at inJ • "li_SCORE;

} I_ ebe -I
(j <_ k)?(garbage_scor.[j - (ahort) n_b.et_.in] 1- j):

(garbage_ecor.[j - (ahort) R_beat_.in] 1- k);
I_ per caei in cui ci eono .eno atati attiwi d.I nuaero di I_BEST-I

fprintt<fris, "gubage - td\tfraa •• %d\tda_don - %d\t
pp _ %le\tacore - %le\n".j. Ur. irr. garbage_pp[j
(sbort) ß_best_ain]. garbage_score[j

- (ahort) R_but_ain]);

fprintf(fris. "best_sc. %e\n". beat_score[ifr):
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}

/. c::aabio delle
eId_fr - nur.
ne._fr - TRUE -

}

return;

A - Listings der Vjlerbi-Prozeduretl

colonne ./
eId_fr;
ne._fr;
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A - Lii)tings der Viterbi.Prozeduren

rohlicek..scoring.c

Berechnung der aposteriori Wahrscheinlichkeit nach der Methode von ROSE.

/_ •• ifr • 0, allora caabio d.ll. colonn•• cosi' si puo' utilizzar.
1. stess. routin. per l'output. dopo ancor. una wolt. un caabio
delle colonne per produrre 10 stesso stato co.e pria. _/

if (ifr •• 0) {
old_fr • TRUE • old_fr:
ne•• fr • TRUE - nev_fr:

} /_ if (Hr) _/

suaaa • 0;
for (iele • 0; iele < (short) k.ssta; i.l.++) {
if (tr_actheU.le](nu_fr]) {
H (da_doweU.le][nev_fr] •• 0)
euaaa •• tr_scor.[iele] [nel_fr]:
.1••
•uaa••• (tr_scoreUele] [nu_fr]

- best_8core[da_dowe[hl.] [nu_fr] - 1]):
} /_ if(tr_actiwe) -/
I

ihJ • 0:
for (iaod.l - keJ[ikeJ]: iaodel < s~k.J: iaod.l.- k.J[++ik.J]) {
spot _ yet_iaddr[iaod.l] • natat[iaodel] - I;
1f (tr_actiwe[spot][nel_fr]) {
if (da_doye[lpot][nel_fr] •• 0)
pod-prob[iaodel] [nu_fr] • tr.score[epot] [nu_fr] - suaaa;

else
post-prob[iaodel] [ne._fr] - tr_score[spot] [nu_fr]
- b•• t.acore[da_do,..[.pot][nev_fr] - 1] - suaa.;

} /_ if(tr_acth.[apot]) _/
.lee {
post_prob[iaodel][nev_fr] - "li_SCORE;
da_do,..[spot] [new_fr] - -1;

I

if (da_do,..[apot] [nu_fr] - -1)
pr1nt_scor. - "li_SCORE:
.le. {
if (da_don[spot][nev_fr] -- 0)
print_score - tr_score[epot][nn_fr];
eIs.
print_score. tr_score[apot] [nev_fr]
- best_score[da_dove[spot] [nell°_fr]- 1];

} /_ e1se(da_dove) -/
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}

A - Listings der Viterbi.Prozl.'dure'l

/.printf("nuaero - Xd\tfriU.e - Xd\tda_doye- Xd\tpp - Xle\n".
(i.odel + 1). Ur. da_do•.••[.pot][nu_frl.
po.t_prob[i~ell [nu_fr]) ;./

fprintf(fri •• "nllaero - td\tfriU.. - Xd\tda_doY.- Xd\tpp - Xle\t
.core - Ue\n". (i.odel + t). Ur, da_doye[.potl [nev_fr].
po.t_prob[l-od.ll[n.v_frl, print_score);
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Anhang B

Listings des
Scoring-Analysierers

B.I peak_detector

Die Prozedur des Peak-Detektors, der durch einen endlichen Automaten re-
a.lisiert wird.

ahort pe;ak_detector (double pp_OId. double pp_nell) {

••itch (.tato) {
c••• 0:

11 (pp_ne. -- pp_OId)
return 0;

11 (pp_ne. > pp_oId) {
atato. 1:
return 0;

}
11 (pp_ne. < pp_oId) {
atato • 3:
return 0:

}
ca •• 1:

11 (pp_ne ••• pp_oId) {
.tato - 2:
return 0:

}
11 (pp_ne. > pp_oId)
return 0:

11 (pp_ne. < pp_oId) {
.tato • 3;
return 1;
}

<:alle 2:
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if (pp_nev _. pp_old)
return 0;

if (pp_nev > pp_oId) {
stato - 1;
return 0;

}
if (pp_nu< pp_oId) {
lItato - 3;
return 0;
}

case 3:
if (pP_ReV> pp_oId) {
stato - 1;
return 0;

}
if (pp_nev <- pp_old)
return 0;

}

return 0;

}

B.2 analyzer.c

Der gesamte Analyzer.

/- analrzer _/

.incIude <stdio.h>
'include <stdlib.h>
.include <string.h>
.include <•••th. h>
Unclude <ctype.h>
'include "analJ3:er.h"

typedef atruct fraaell {
long Iut;
long first;
double pp;
double score;
lIhort vinner;
••hort peak;
ahort cluster;

} fraae_t;

typedef struct clusters {
long last;
long first;
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double pp;
double seore;
ahort •.",lid;
double ppp;

} cluater_t;

typedef atruct sequeneea {
long last:
long Urat;
ahort nuaber;
ahort ehed:ed;

} aequenee_t;

ehar atrO • "STR:";
ehar Ibo[] • "LBD:";
eh•.r atringa_yuotaD ••••• :
ehar einaD • ".1";
ehar zveiD • ",2";
eh",r dreiD • ",3";
ehar yierD • ", •••;
ehar fuenf D • ".5";
char line_breatD • "\n";
char auarutO • "I";
ehar frageD • "1";

ahort atato • 0;

abort peak_deteetor (double. double);
yoid oYerlapping (abort. ahort. ahort. ahort):
yoid exit_err (ehar ., ahort):

yoid .ain (yoid) {

ehar single,
filtut[Kl_UIEl.
UlinOU_LIIE] •
filno.Du_UIEl.
garbOU_UIE] •
coll [KI_LIIE] •
atringO[Kl_FLTl.
atringl01X_FLTl.
atring201X_FLT],
atring3[IU_FLTl.
atring4[IU-FLTl •
•pgarb,
.patringO •
•patringl •
•patring2 •
•patring3 •
•patring4;
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Ilhort

B - Listings des Scoring-Anll1ysierers

'focabDu_lWS] ,
uquenz4[KI_lIut'1_11UK],
help_lltrLKII_VECT_LENGTH];

i.
Ur,
Ur2,
iaod,
jaod,
igu-b,
icluster,
jclullter,
counter,
nfraaell,
ngarb,
nWl_filell,
nua_pua,
nua_orig,
Uilu,
UinelS,
fraae __u_aod,
peaks_vith_start_atDu_FRA]OKl_IIIS] [MX_CLU] ,
nWl_clusterOKl_IWS],
non_yuoto_cIuater,
nkva,
nstat[MI_IVS] ,
oId_peak,
aeaory,
act_cluater,
nlidOU_IVS] OU_CUJ],
inter,
n..-b•• t_ain,
garb_att,
Iltr~'fa.lid,
duaa"
k.,oo_IIIS] ,
IIWI_k."
ih"
iorig;

long ilallt,
fin..-end_laatOU_IIIS] [KI_CLU] [CRIT_AlZ],
atart_fraae,
priao_fraae,
ultiao_fraa.;

.~.
lIoglia[KI_lWS] ,
lIogIia_pppOHl_KWSJ,
cap[Kl_IWS][Kl_CLU], Je cap • cluster_aa1_pp,

il aaggiore 'falore pp di un cluster eJ
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best_end_1'al,
pealt_.lu:DU_ltilS],
g.rb_~so,
rdua.y;

fr •• e_t 1'oc["I_FRA](MI_IWS+ Kl_G1RB];
sequence_t. orig(MI_IUJlCJUKl;

FILE • !inp,
• beg;

pgarb • garb;
patringO • atringO;
patringl • st.ringl:
patring2 • string2;
pst.ring3 • st.ring3;
pst.ring4 • string4;

tgets (pstringl, Itl_LII£, stdin);
sscanf (pstringl, "%d", tnlt.s);

/. print.f ("nk••• ld\n", nkn): ./

aua.ltey • 0:
tor Ci • 0; i < nk.s; i++) {
fget.s (pat.ringl, Kl_LIIE, atdin);
aacant (pat.ringl, "td", tduaAY);
hy[i] - duaay;
aua_tey +- duaAY;

} /. for (i) ./
sua.ltey++;
ltey[nbs] • 1; /. coai' i.OO dopo aalta la aoglia ./

Iget.s (pst.ringl, Kl_LIIE, st.din);
aacanf (pst.ringl, "td", lngarb);

tget.s (pst.ringl, Kl_LIIE, st.din):
•• canf (pst.ringl, "ld", ln..beat.--.in);

/. print.t ("n_best._.in - td\n", n_beat._ain); ./

tgeta (pat.ringl, Ml_LIIE, at.din):
ucant (pst.ringl, "ld", 19arb_at.t.):

/. print.f ("garb_ltCId-usato - ld\nft, garb_aU); ./
garb_att • garb_att - n_beat_.in + Ml_lilS:

bcan1 (atdin, "Xs\n". petringO;
garb_peeo - atot (atringi);

,. printt ("garb_peao • le\n", garb_peeo); ./

for (bod • 0; i.od < Ml_IWS;i.od++) (
tgete (patringl, Ml_UIE, stdin);
aacant (petringl, "'La", 1'ocab(i.od.]) ;
tgetll (pllt.ringl, MI_LItE, atdin);
IIIIcanl (patringl, "'Ld", linter);
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nstat[iaod) • inter;
hcanf (lltdin. "b\n". plluingO;
rduaay. atot (lltringl);
1I0glia[iaod] - rduaay;
fllcant (atdin. "'LII\II.".plltringO;
rdua-y. atot (lltringl);
lIog1ia[iaQd] •• rdua-y;
tacant (lltdin. "'La\n". patringt);
rdua-y - atot (lltringt);
soglia-ppp[iaod) • rduaaJ;
fscant (lltdin. "'LII\n". plltringl);
rduaay - .tot (lltringt);
1I0glia-ppp [iaod) __ rduaay;

fgetll (plltringl. ftl_LI.E. atdin);
sscant (pstringl. "111". tilnoa);

fgats (plltringl. IU_LIIE. lItdin);
lIlIcanf (patringl. "Xd". lnua_files);

if «fseg - fopen (111noa. "r"» -- IULL)
elit_arr (f1lnoa. DiTi_ERR);

/- llpolltuento ne1 file di lIegaentuione fino .n. pri.a IItring" 'STR:' ./

nochaall: do {
fgatll (pltringt, ftl_LIIE, flieg);
atrcpy (halp.lltr[KII.VECT_LElGTH- t]. lItringt);
lIlIcanl (plltringl, "111", garb);
}
Ih11a «(atrcap (garb. atr» !- 0);

if «lItrpbrt(help_lItr, aUllruf) !- IUU) 11 Catrpbrt(halp_lItr. frage) !- IULL»)
goto nochaalt;

/. trattuento dei file con 1 rilultati di Titerbi ./

for (ifilall • 0; 1f11.s < nua_filell; ifilell++) {

/- carico delI •• lIequenz. originale */

nua_nua. 0;
do {
fgetll (plItringi. ftl_LIIE, flieg);
IItrcPJ (he1p.lItr[ftII_YECT_LElGTH- t]. lItringl);
88Canf (plltringl. "'LIIX.b", colt, garb. garb);
it «!.trcap (coll, Ibo»)
IItrcPY(lIl1quenza[nua_nua++].help_IItr);

}
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vhile «{atrc.p (coli, atr» !- 0»;

tor (i - 0; i < nua_nua: iH) (
sacan1 (aequeN:a[il, "%5%a%a",pgub. patringl, patring2):
singh - patring2[atden{patring2)-t):
it (iadigit{aingle» {
orig[nua-origl.nuaber. hhort) (single - ASCII_OFFSET):
atrcpy (patring3, atringll._yuotll.);
atrncpy (patring3, patringl, (etrlenCpatringl)-I»;
orig[nlla-origl.fint • atol(~tringJ);
etrcpy (patring3, atringa_yuota);
atrncpy (patring3, patring2, (etrlen(patring2) - CODA»;
orig[nua-origl.la&t - atol(patring3);
orig[nua_orig++].checked - -I:

} /. if(iadigit) ./

} /. for{i) ./

fgets (patringl. Kl.UIE, atdin);
aacanf (patringi, "%s", filtut):

/. printfC"\nXa\n", filtut): ./

fgeta (pstringl, KI_LIIE. atdin):
aacant (patringi , "%d", tpriao_frUle);

fgeta (patringl, Kl.LIIE, atdin);
sacanf (patringi , "%d". tultiao_frll.lle);

if «finp. topen (1iltut, "r"» - ruLL)
ezit_err (filtut, DIT1_ERR);

for (Hr - 0; ifr < n1r_es; ifr++) {
frUle_~_yalue - 0.0;
fr_e_.ll.I_.od - -I;

iltey - 0:
10r (iaod • Itey[iltey]; i.od< aua_tey: iaod+- key(++ilteJ]) {
fscan1 (finp, "%a%a%s",patringO, patringl, patring2);

yoc(Hr][iaod) .laat - ifr;
yoc(i1r][i.odJ.fint. at01 (atringO):
yoc[i1r] (iaodJ.pp - at01 (atringi):
yoc(i1r] [iaod).acore - at01 (atring2);
1'oc(ifr][i.od).vinner. F1LSE:
yoc[ifr][iaod].peait - F1LSE;
yoc[ifr](iaod].clWlter. -I:
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if ("oc[ifr][iaOO).pp > 1raae_•.u_"alu.) {
1raae_aax_yalue" "oc[i1r] [i.ad].pp;
1raae __u_aod - iaOO;

} /. i1(,,0<:) ./

10r (iaod • Ml_IVS;iaOO< (Ml_IVS+ ngarb); iaod++) {
bcanf (Unp, "X8", pstringO);

voc[ifr] [iaod) . last - Ur;
voc[ifr] [iaod].first - ifr;
voc[i1r] [iaodl.pp - 0.0;
vocUfr][iaod).score - atof (.tringO);
voc[i1r][iaodl.pp .- garb-peso;
"oc [Ur] [iaod] . score .- garb_pesoö
yoc[Ur] Uaodl.'lIinner - F1LSE;
"oc[i1r][iaodl.ped - FALSE;
"oc[Ur][iaod].clWlter - -1;

if ("oc[ifr][iaod).pp > fraae_au._"alue) {
1raa. __ax_"alue - "oc[i1r] [1.ad].ppö
fraae_au_aod - iaod;
} I. if("oc) .1

fclose {Unp);

ikey - 0;
for (iaOO• key[iJr:ey]; iaOO< .lQ,_keJ; 1aod +_ key[++ikey» {
for (ifr - I; ifr < nfraaes: ifr++) {
if «peu_detector("oc [Ur-I] U.odl.pp. ,.oc[ifr] [i.Gd]. pp»
I. U (,.oc[ifr-I][iaod).pp > .0glia[bod).1 )

,.oc[11r-l] [i.od].peu - TRUEö
} I_ for{Ur) .1
if (stato - t) yocU1r] [i.od) .peak •• TRUE;
I- peak a1 .argine a destra (rechtes randaaxiaua) ./

} {. 10r(iaGd) .1

I. atabilita' dOllfraJIe iniziale _I
ikey - 0;
for (iaod - Jr:ey[iJr:ey]: iaod < 1IW1_hy: i.Gd +- key[++ikey]) {
10r (Ur" 0; Ur< nfraaea; ifr++) {
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if (yoe(itr] U.oo] .peak) {
if hoe[itr] [i_Oll].tiut !- yoeUtr + 1l [i.od] .tirsU {
yoc[ifr] [i.od] .peak - FlLSE;

} /* if (yod[][] .Urst) */
} /* U (yoeOn.peak) *j

} /* for (ifr) */
} /* for (bod) */

/_ eluBtering dd p.ata */
ihJ • 0;
for (i_Oll. tSJ[ikeJ]; i.od < .~_t.J; i.od +. ts,[++iks,]) {
n~_clushr[t.od] • 0;
old_peak • -2; j. old_peak • -2 aignifie. ehs ai •••o all'inizio dall •••••• */
for (Hr • 0; Ur < ntr •••• ; Hr++) (
it hoc[itr][bod).p.u) {
11 (old_peak - -2) (
eluatsr_~[iaod][nUM_clust.r[iaod]].firat • yoc(ifr](iaod).first;
clu.ter_~[i.cd] [n~_clusterU.odl] .lut - yoe(ifr] [iaodl.1ut;
elust.r_..x(iaod](nua_cluster[t.od]].pp • yoe[ifr][iaod).pp;
eluat.r_~(iaod](nua_eluater(iaod)].Beore • yoc(ifr](i.cdJ.Beor.;
cluater __ diaod) [nua_cluaterUaod]] .valid • TRUE;
yoe(Ur] U_od].cluster • nUII_cluahr[hod];
nua-eluster[i.adJ++;
old-peat • ifr;
goto dopo;

} /_ if (old_peak) _/
U (yoc[1fr][t.od].first !. yoe[old-peu][bod).fint) (
clust.r~~[iaod][n~_eluat.r(t.odJ].firBt • yoe[ifr] [iaod).fir.t;
cluater_IaUU.od] [nUll_cluahr[bod]] .lut • yoc[1fr] [iaod] .1ut;
clu.ter __ JlU.od] [nUII_cluahr[t.odl].pp • yoe[ifr] [i.od] .pp:
clu.ter.auU.od] [llUII-eluat.r[iaod]] .acore • yoe[1fr] [1aod)••eore;
cluater_a&.J.[i.od] [nUII_cluater[iaod]]•valid • TRUE;
yoe[1fr] [i.od] .cluster • nDa-clust.r(t.od]:
nua_cluatsr[i_od]++;
old..psak • Ur:
goto dopo:

} /_ 11 hoc 1- YOc)_/
ebe {
if (yoe(ifr] [t.od].pp >. yoe[old-p.ak](hod].pp) {
/_ .e i Yalori di pp aono uguali ytnee il pr.cor.o piu' lungo -/
cluahr_.u[i.od][n~cluater[t.od] l].lut - yoc[1fr](iaod].lut:
cluatu_.uU.od][nlIa.-cluater[i.od] - 1].pp - yoc(Ur][i.od.].pp;
old-peak • itr:

} j_ if (YOC> voc) -/
yoc[Ur][iaodl.cluahr. nua_cluater[iaodl - 1;
goto dopo;

} j_ el.. (voe !- yoe) */
} /_ if (yoe.p.ak) -/

dopo: if (nUII_eluater[iaodl > MI_CLU) .Jlit_err(atring&-vuota, CLUSTER_ERR):
} /_ forUtr) */

} j* for (i.od) ./
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j. ealeolazione di ppp .j
UeJ - 0;
for (iaod - keJ[ikeJ]; bod< sua_teJ; iaod"'- keJ[++ikeJ]) {

for (ieluster _ 0: ieluster < nua_cluster[i~]; ieluster++) {
best_end_Yal - "li_SCORE;
start_fra.e _ eluster_~[iaod][ielU8ter] .first:
for (ilast - start_fraae; ilast <- eluster_~[iaod)[iclust.r].last; ilaat++) (

aoa_end_yal - fabs(Yoe[11ast][iaod).score -
YOc[start_fraae] [iaod) .score - (yoc[ilut] [garb_att] .score
YOc[ltart_fraae][garb_att].score»;

if (aoa_endlval > best_end_yal) {
best_end_yal - aoa_end_yal;

} /. if(aoa >_ beat) ej
} je for(ilast) ej

cluater_aax[iaod][iclusterl.ppp - beat_end_'t'al:
} je for(ielueter) e/

} je for(laod) .j

je staapa di controllo ej
je printf ("staapa di controllo dopo elustering e ealcoluione ppp-soglia\n"); ./

ill:e,- 0;
for (iaod. Ii:e,[ike,]:i.od< sua_h,; iaod +- k",[++ll1:",]){

for (icluster - 0: icluater < nua_cluster[iaod); icluater+.) {
11 (cluater_auUaod) Ueluster]. valid)

/. printf (Hnuaero: Xd\tfirst: Xld\tlaat: Xld\tpp: Xe\tppp: Xe\nH.
(i.od + 1), (elueter_aax[iaod][ieluater].first • priao_fraae),
(elUllterJlllX[iaod][feluster] .last + priao_fraae).
eluater_auUaod] [1elUllter].pp. eluster_.ax[iaod) [feluster] .ppp); ej

} je for(icluater) ./
} je for(iaod) ./

je .alutazion. nella fase del training e/

Ue, - 0;
for (iaod - lI:e,[ill:e,]:iaod < sua_te,: iaod +- lI:e,[++ill:e,]){

for (ielullter - 0; ieluster < nua_elusterUaod): ieluster_) {
if (eluater.au[1aod)[ieluater].nlid) {

for (iorig - 0; iorig < nua_orig; iorig++) {
i1' «iaod - (orig[1origl.nuaber -1» 11

(labs(clullter_aax[iaod] [iclUllter].laat + priao_fraae -
orig[iorig).lallt) <- PE~ITTED_OYERLlP) 1t
(labll(cluater_.ax[iaod][icluater].first + priao_fraae
orig[iorigl.firat) <- PERftITTED_DVERLAP» {

if (orig[iorig].dhecked -- -1) {
orig[iorigJ.dhecked - ielUllter;

} je if (orig[]) .j
eIs. { j. oyerlap-check. il plu' a1to yalore .iene scelto e/

il (cluster_aax[iaod] [icluater].pp >
eluster_au[iaod] [orig[iorig].eh.cted] .pp) {

orig[iorig].dh"ell:ed - ieluater;
} j. if (clullter_aax) e/
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} I- ebe Corig[]) ./
} I_ il (!iorig) ./
) I- for horig) -/

} je if (cluflhr_u,x) _,

} ja for (icluater) _/
} I- for (i.od) -,

for (loris. 0: 10rig < nua_orig; 10rig++) {
11 (orig[iorig).checked !- -I) {

iaod • orig[iorig].nuaber - I,
leluster.orig[iorigl.checked;
printf (".od: 1d\tpp: Ih\tppp: n.\n". iaOO,

clulltn~UMd] [iclushr] .pp. c1uater--.u[i"od] [leIu.ter] .ppp):
} je it (origO) _/
} I. for Uor1g> _/

goto nochaa12:

je applicazione ppp-aoglia _/

1""'J • 0;
tor (iaod. t.,[1ke,]; iaGd< .ua_hf; iaod +- bJ[++1bJ]) {
for (fclu.teT • 0: icluater < nua_cluster(i.oo,]; lcluster ++) {
it (cluatu_-.xU.ad][icluster].ppp < floglia.-pppUaod]) {

cluater_-.x[iaod] [lcluater] .•alid • F1LSE;
} I_ if(cluatu_au) -/
} /e for (iein.tn ) ./

} I_ for (iacd) -/

I_ at •.•pa di controllo -/
print! (".t_pa di cOlltrollo dopo applicu.iolle ppp-Boglia\n"):
ihJ - 0;
for Uaod - bJUbJ]; iaod < Bua_bJ; iaod +- hJ[++lhJ]) {
for (icluater - 0; icluater< llUA-cluater[l.odJ; icluater++) {
il (cluatu_aaxU.c.d] [icluatu] .nlid)
print! ("lIuaero: Xd\tfint: 'lld\tl •• t: 11d\tpp: 1e\tppp: le\n".

(i.od + 1). (cluater_au:U.cId] Ucluater] .fint + pri.o_frlllle).
(cluBter~[iaodJ [ichuter] .1a8t + pri.o_frlllle).
cluBter_aax[iaodJ[lcluater].pp.
cluater_aaxU.odJ [icluater] .ppp);

} /. forUcluater) ./
} /. for(i.od) ./

/. eliainaz%iOlle delle interBecaziolli fra i cluster di UD.odello ./
ill:eJ - 0;
for (i.od - lI:eJ[lll:eJ]; iaod< au._lI:eJ; i.od +- II:sJ[++ill:eJ]) (
for (icluater - 0: icluatsr < llua_cluater[i.c.d]; icluster++) {
for (jcluater - Ucluater + 1): jclustsr < nua_cluBterUaodl;

jcluater++) {
oysrlapping(iaod. i.od. icluatsr. jcluBter);

} /. for(jcluater) ./
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} /_ 10r(ieluster) _/
} /_ for(i.od) _/

/- atupa di eontrollo _/
printf ("atupa di eontrollo dopo interue-elia-I\n"):
ikey - 0:
tor (iaod - teJ[iteJ]; iaod< aua_teJ: iaod +- teJ(++iteJ]) {

tor (ieluater - 0; ieluater< nua_eluater[i.od]; ieluater++) {
it (eluater~[iaod][ieluster] .•alid)
printt ("nuaero: Xd\tfirat: XId\tlut: 'l.1d\tpp:Xe\n". (iaod + O.

(eluster __~[iaod](ieluater].tirat + priao_traaa),
(cluater __u[iaod] [ielnster] .laat + priao_true).
clua ter_laU [iaod) Ucl uater].pp) ;

} /_ for(ieluster) _/
} /_ for(iaod) _/

/- eli.inazzione delle interaeeazioni fra i elueter dei di.erai aodelli _/
ihJ - 0;
for (iaGd - teJ[iteJ]; iaod < aua_teJ; iao4 +- teJ[++iteJ» {

for (ielnater - 0; ielnster< nua_elnater[iaod]; ieluster++) {
for (jaod • (iao4 + 1): jaod< nt.s: jaod++) {

for (jeluster - 0; jelueter < nlla_eluater[jaod]: jclueter++) {
o.erlapping(iaod. jaod. ieluater. jeluater);

} /_ for(jeluater) _/
} /_ for(jao4) _/

} /- for(ieluster) _/
} /_ for(iaod) _/

/- ataap. di eontrollo _/
printt ("ataapa di e.ontrollo dopo intaraee-elia-2\n"):
ilr:eJ• 0;
tor (iao<l - keJ[ilr:eJ]:aod< aUll-teJ; iao<l•• teJ[++iteJ]) {

for (ieluater - 0; ieluster < nlla.eluater(iaod]: ieluatar++) {
i1 (eluater~[iaodJ[ieluater].yalid)
printf ("nuaero: 1d\tfirat: %ld\tlaat: XId\tpp: Xa\n". (iaod + O.

(eluatar __~[iaodJ(ielnater].firat + priao_fr ••el.
(cluater __u[aod] [ieluater] .laat + priao_fr ••e),
eluatu_IaUUaod] (ieluater] .pp);

} /- for(ieluater) _/
} /_ for(iaod) _/

/- rilultato finale _/
printf ("riaultato finale\n"):
ilr:.y- 0;
for (iaod - taJ[iteJ]; iaod< aua-k.J; i.o<I+- teY[++ilr:aJ]){

for (ielnater - 0; ielnster < nlla_eluater[iaod]; ieluater++) {
if (cluatU_aa.J:UaodJ [icluater] .pp < sogli.[i.Gd])

eluater_aax[iaod] [ieluster].walid _ FALSE:
it (eluster_aax(iaod][ieluster].walid)
printt ("nuaera: Xd\tfint: XId\tlut: Ud\tpp: Xe\tseore: Xe\n".

(iaod + I), (eluater_aax[iaod] [ieluster].firat + priao_fraae).
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eluater_aax[t-odl [ielullterl.lut + prbo_fr •• e).
clullter __u[t-odl [lclullter] .pp.
eluater _aaJ:[iaodl [ielullter] .lIeore):

} I. for(ieIUllter) .1
} I. for(1aod) .1

printf ("lIequenza:\n");
for (i - 0; i < nu-._nua; i++}
printf ("la" ••• quenza[l]);

I_ apoat •• ento nel fila di aapentaziona fino alla proaai •• atringa 'STR:' _I

noeh.al2: if «atrpbrk(help_IItr, aUllruf) 1- IULL) 11
(atrpbrk(help_atr. frage) 1- IULL» {..(

fgeta (plltringt. Kl_LIIE. flieg);
atrepf (help_lItr[MII_YECT_LElGTH- I]. IItringt):
lIaeant (patringt. "la". gub):
I
'IIhile «(lItreap (garb. atr)) !- 0»;
} I. If {lItrpbrk) .1

if «lItrpbrk(halp_lItr. auaruf) 1- IULL) 11 (atrpbrk(help_lItr. fraga) !- IULL})
goto nochaa12;

elo" (faeg) ;

.oid overlapping (ahort t.od. ahort jaod. ahort ieluater. abort jeluatllr) {

if «clUllter_aadjaod) [jeIUllterl. firat >
(elullter_au[iaodl [icluatllr] .Urat + PERKITTED_OVERUP»)U
(cluater __u[jaodl [jclullter] .firllt <- cluatu_au[iaodl [ielullted .hat)
U clUllter_a.u.[iaodl [lclulIter]. valid U cluater Jlu[jaodl [jeluatu] ••alid)

if (clusterJlax[jaod) [jcluaterl.pp > clUllter_a.u.Uaodl [icluater] .pp)
eluater_au[iaodl [iclullter] .yalid - FiLSE:

.llle
eluater_au[jaod] [jelulltllr] .• alid - FILSE;

eille
if «clulltllr_aax£iaod] UclusterJ .firat >

(elullter_aax[jaod] [jeluater].firllt + PERMITTED_OVERLlP»~l
(cluster_aadiaod] [icluater] .firat <- eluater _aax[jaodJ [jcluater] . lallt)
l~ eluater_au[t-od] [ieluater] •• alid
U elusterJlax[jaod.J [jclullter] .valid)
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if (clWlter_aax[j.odJ [je1uater].pp > clWl'ler_.llIU~] [ie1ua'lerl.pp)
elu"ter--.ax[iaod] [ielu.ter] ..•.•.lid • FiLSE;

.1".
elu"hr --.ax[j.odJ [jeluahr] .uUd - FiLSE;

return:

} I. ouriappingO .,

yoid exit_ ••rr (ehar •• , .hort i) (

if (i - DiTi_ERR) {
print! ("\nI.po.aibi1 ••• prir •• 1i1a %.\n", .);
exh (0:
) I- ifU) -/
ela. {
if (i - CWSTER_ERR) (
prinU ("\n Troppi c1u"hr\n");
edt (0:

) I- el"e-i1(i) -/
} /_ el" ••(1) _/

I
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analyzer.h

Konsta.nten und Typen des Ana.)yzers.

/. analyzer.h
coatanti e tipi p.r il file analJ~er.c ./

'd-t in. TRUE1
'deHne FILSE 0
'dd ine ORIG 0

'd.lin. CRIT.l 0
'deline CRIT_2 1
Ideline CRIT-,IZ 2
'd.lin. DITl~ 0
'deline CLUSTEa_ERR 1

'deline MII_SCORE -1000.0
'deline MII_YECT_LElGTH 1

/•• in e ••• deline ./
'deUne .in(., b) (U.) <- (b» 1 (a) (h»
Iddin •••• (a, b) (Ua) >- (b» ? (a) (b»

Idelin. MI.FRJ. 800 /••••• di Ir••e in una .equenza ./
Ideline MI_LIIE 81 /•••• lunghezza di una linea ./
Ideline MI_FLT 14 /•••• lunghezza di un flut ./
'deUne ttl_GARB 17 /•• u: nUllerodei .odeni garbage ./
Idetine ttl_IWS 10 /•••• nuaero delle parole chia.e e/
'delin. Kl.CLU SO /•• ax nUllero dei cluater ./
'delin. !Il•.aL1UK 20 /•• u: nUllero di nUlleri in una Ira••• /
Idetine PERMITTED.OVERLAP 15 /e .u: nUllero della interaecazione tra due parole chiav •• /
Ideline COOl 5 /. 3090", ,5 --) lungbeua di '" ,5 (fUe di a.po) ./
'detine ISCII_OFFSET 48 /. 55 •• 7 ./
'define ST1B-"11 10 /. atabilita' .iniaale per un fr••• final•• /

I. tipi ./
tJPedef char lin.[SOJ;
tJPedtlt char .•.ord[44];
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